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Resumen 

Este proyecto se basa en la investigación de aplicaciones de visión por computador 
aplicadas en drones, una tecnología cada vez más popular. Se desarrolla un sistema de 
detección de carretera y vehículos a partir de imágenes grabadas por drones, partiendo 
del sistema SegNet como base de la segmentación. Adicionalmente, se ha desarrollado 
una herramienta de anotación de imágenes basada en la técnica watershed, con tal de 
etiquetar la base de datos utilizada en este proyecto, necesario para poder llevar a cabo 
el entrenamiento del SegNet y la evaluación de resultados. Finalmente, se proponen 
posibles aplicaciones de este tipo de desarrollos en drones como el análisis de tráfico, 
evaluación del estado de las carreteras o seguimiento de vehículos.  
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Resum 

Aquest projecte es basa en la investigació d’aplicacions de visió per computador 
aplicades en drones, una tecnologia cada cop més popular. Es desenvolupa un sistema 
de detecció de carretera i vehicles a partir d’imatges gravades per drones, partint del 
sistema SegNet com a base de la segmentació. Addicionalment, s’ha desenvolupat una 
eina d’anotació d’imatges basada en la tècnica watershed, per tal d’etiquetar la base de 
dades utilitzada en aquest projecte, necessari per poder portar a terme l’entrenament del 
SegNet i l’avaluació dels resultats. Finalment, es proposen possibles aplicacions 
d’aquest tipus de desenvolupaments en drones com l’anàlisi de trànsit, avaluació de 
l’estat de les carreteres o seguiment de vehicles. 
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Abstract 

The main goal of this project is the study of computer vision applications in drones, an 
increasingly popular technology. The developed system is capable of recognizing roads 
and vehicles from images recorded by drones, using the SegNet system as the basis of 
the segmentation. Additionally, an image annotation tool based on the watershed 
technique has been developed, in order to label the database used in this project so it 
could be used in the SegNet training and the evaluation of results. Finally, some possible 
applications of this kind of developments in drones are proposed, like traffic analysis, 
evaluation of road conditions or vehicle tracking.  
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1. Introducción 

A pesar de que los drones fueron originalmente desarrollados para un uso militar, 

durante los últimos años se ha popularizado su uso entre civiles y diversos sectores 

profesionales. La capacidad de los drones de llevar una cámara da pie a una gran 

cantidad de aplicaciones tales como dar soporte en tareas de extinción de incendios, la 

exploración de lugares de difícil acceso, el análisis de tráfico en las carreteras, trabajos 

topográficos, etc. Para ello, debemos aplicar técnicas de visión por computador, de 

manera que podamos analizar y procesar las imágenes capturadas por el dron. Sin 

embargo, la naturaleza de estas imágenes plantea problemas difíciles, dado que se 

opera en localizaciones exteriores con un fondo complejo y que la cámara está en 

movimiento.  

1.1. Objetivos del proyecto 

Este trabajo de fin de grado se plantea como una primera toma de contacto con las 

aplicaciones de visión por computador en drones, centrándose en las imágenes que 

tengan como objeto de estudio una carretera.  

El objetivo principal del proyecto es desarrollar un prototipo software capaz de reconocer 

la carretera a partir de imágenes grabadas por un dron. Para ello, se estudiarán diversas 

técnicas de segmentación y sistemas existentes que tengan un propósito similar. 

Además, se estudiarán las posibles aplicaciones de este software y se investigarán 

posibles desarrollos futuros en los que podría derivar un prototipo como éste. 

1.2. Requisitos y especificaciones 

No se han definido unos requisitos específicos para el prototipo desarrollado dado que el 

trabajo está enfocado a la investigación, por lo que las características del sistema se 

definirán a partir del estudio de las técnicas de segmentación actuales y los resultados 

obtenidos.  

Sin embargo, sí que se definen unas especificaciones del tipo de imágenes que se debe 

utilizar, para reducir el campo de estudio. Estas imágenes deberán cumplir las siguientes 

condiciones: 

- Haber sido grabadas por un dron sobrevolando una carretera en paisajes rurales 

y, por lo tanto, tener como objeto principal la carretera.  

- Además de la carretera y el paisaje, las imágenes pueden incluir parte del cielo y 

coches circulando por la carretera.  

- Ser imágenes RGB y tener una resolución de 480x360. 

1.3. Métodos y procedimientos 

Éste es un proyecto nuevo e independiente, propuesto por los profesores Javier Ruiz 

Hidalgo y Josep Ramon Morros Rubió.  

La detección de la carretera tendrá como base el sistema SegNet [1], una arquitectura 

codificador-decodificador para segmentación de imágenes, desarrollada por Alex Kendall, 

Vijay Badrinarayanan y Roberto Cipolla en la Universidad de Cambridge. El resto de 

código se ha desarrollado en Python, haciendo gran uso de la librería OpenCV, 

específica para visión por computador. 
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1.4. Plan de trabajo 

En la Figura 1 se presenta el diagrama de Gantt de este proyecto, que detalla las tareas 

planificadas y su duración. 

 

Figura 1 – Diagrama de Gantt 

A continuación se describe brevemente cada uno de los bloques del diagrama de Gantt 

presentado.  

Bloque: Estado del arte 

Constituyente principal: Investigación 

Descripción: 

Estudiar los sistemas existentes y las técnicas que utilizan, así como aplicaciones 

existentes de visión por computador en drones. 

 

Bloque: Desarrollo del Sistema 

Constituyente principal: Desarrollo de software 

Descripción: 

Crear una base de datos de secuencias para poder entrenar el sistema y desarrollar los 

algoritmos de detección de carretera y de vehículos. 
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Bloque: Evaluación y resultados 

Constituyente principal: Software, medidas de evaluación 

Descripción: 

Evaluación del rendimiento del sistema y resultados obtenidos. 

 

Bloque: Defensa escrita y oral del trabajo 

Constituyente principal: Documentación 

Descripción: 

Redacción de la memoria del trabajo y defensa oral del trabajo. 

 

Por otra parte, se han cumplido las metas de este proyecto, que se presentan a 

continuación: 

Bloque Título Meta / entregable Fecha 

1 Definición de plan de trabajo Propuesta y plan de trabajo 01/03/2016 

1 
Definición de las características 

del sistema a desarrollar 
 15/03/2016 

2 Revisión crítica Revisión crítica 09/05/2016 

2 
Integración completa del 

sistema 
 06/06/2016 

4 Memoria del TFG Memoria del trabajo 27/06/2016 

 

1.5. Desviaciones respecto al proyecto inicial e incidencias 

Dado que es un proyecto muy centrado en la investigación, siendo el objetivo estudiar 

las diferentes aplicaciones de visión por computador en drones y las técnicas a utilizar 

para ello, se han dado bastantes desviaciones respecto al proyecto inicial.  

La primera idea sobre la cual se centraba el trabajo era el análisis de tráfico, detectando 

tanto la carretera como los coches en ella y haciendo un estudio del estado de la 

carretera con esa información. Sin embargo, tras empezar a desarrollar el sistema, la 

investigación derivó hacia otros posibles caminos, restándole importancia al análisis de 

tráfico. Al encontrar diversas alternativas interesantes, se ha dedicado menos tiempo a 

desarrollar un sistema de detección de coches completo y más a investigar posibles 

futuros desarrollos. Este cambio en el planteamiento del proyecto se debió también al 

interés en investigar técnicas y aplicaciones diversas y no sólo trabajar la detección de 

objetos, que ya se estudiaba al detectar la carretera.  
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1.6. Estructura del documento 

Tras esta pequeña introducción, la presente memoria cuenta con cinco apartados más: 

- Estado del arte:  

o Background: se detallan algunos conceptos necesarios para comprender 

cómo funciona el sistema desarrollado. Se explican dos técnicas útiles 

para la segmentación de imágenes (retroproyección del histograma y 

watershed), así como el registro o alineación de imágenes. Finalmente se 

detalla cómo funciona el sistema SegNet, utilizado en este proyecto para 

hacer una primera segmentación de las imágenes. 

o Estado del arte: se revisan algunas de las aplicaciones de visión por 

computador en drones actuales, así como las técnicas de detección de 

carretera y vehículos más utilizadas. 

- Metodología y desarrollo: se explica el sistema desarrollado. Primero se detallan 

los pasos previos a tener el sistema completo en funcionamiento (etiquetado de 

la base de datos y entrenamiento de SegNet) y seguidamente se describe el 

funcionamiento del sistema paso a paso. 

- Resultados: se detallan las pruebas realizadas con el sistema y los resultados 

obtenidos en ellas. 

- Presupuesto: se expone el coste que tendría este proyecto si no se hubiera 

llevado a cabo en un ámbito académico. 

- Conclusiones y trabajo futuro: se revisa el trabajo hecho y se proponen posibles 

futuras aplicaciones en drones a desarrollar. 
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2. Estado del arte 

2.1. Background 

2.1.1. Retroproyección del histograma (histogram back projection) 

La retroproyección del histograma es una técnica utilizada para la segmentación de 

imágenes. Esta operación permite encontrar los píxeles del mismo color dentro de una 

imagen, que normalmente corresponderán a un mismo objeto. Al aplicar esta técnica, se 

obtiene una imagen del mismo tamaño que la original pero de un solo canal, donde en 

cada píxel se guarda la probabilidad de que ese píxel pertenezca al mismo objeto que el 

de interés, según su similitud de color.  

El método consiste en: 

1) Calcular el histograma de una imagen que contenga únicamente el objeto de 

interés. 

2) Calcular el histograma de la imagen que se quiere segmentar. 

3) Calcular el ratio entre un histograma y el otro. 

4) En la imagen de salida, cada píxel tendrá como intensidad el valor del ratio 

correspondiente a su color. 

Así, se consigue una imagen en escala de grises donde los valores más blancos indican 

que esos píxeles son de un color similar al del objeto buscado y los más negros indican 

poca similitud entre los dos colores y, por lo tanto, poca probabilidad de pertenecer al 

mismo objeto. La Figura 2 muestra un ejemplo del algoritmo. 

 

 

 

 

 

 

 

Figura 2 – Imagen de una carretera e imagen a segmentar con sus correspondientes histogramas. 
Haciendo el ratio entre estos histogramas se consigue una relación entre el nivel de color y la 
probabilidad de pertenecer al mismo objeto que el estudiado. 
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2.1.2. Watershed 

La técnica watershed es un método de crecimiento de regiones para la segmentación de 
imágenes. Consiste en interpretar el nivel de gris de una imagen como un relieve 
topográfico, donde el nivel de gris representa la altura [Figura 3]. Marcando cada región 
con una semilla inicial, se hacen crecer las regiones siguiendo un criterio de 
homogeneidad y un algoritmo escogidos [Figura 4]. Una de las ideas más populares al 
describir el watershed es imaginar que se vierte agua sobre el terreno, que será el 
gradiente de la imagen, determinando así que aquellos puntos que drenan el agua a una 
misma cuenca pertenecen a la misma región. Estas cuencas serán las zonas uniformes 
de la imagen, que tendrán gradiente cero. Siguiendo esta idea, los picos entre los 
diferentes valles, es decir con un gradiente alto, son las líneas divisorias entre regiones.  

 

 

 

 

    

    

Figura 4 – En la primera fila, una secuencia de la imagen original, a la que se le van añadiendo marcadores 
en las diferentes zonas. En la fila inferior, la sucesión de segmentaciones obtenidas con los diferentes 
marcadores. 

Figura 3 - A la izquierda, imagen en escala de grises. A la derecha, representación 3D de la misma imagen, 
donde el nivel de gris representa la altura. 
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2.1.3. Registro de imágenes 

El registro o rectificación de imágenes consiste en aplicar una transformación geométrica 

a una imagen para alinearla con otra, llamada imagen de referencia. Se puede utilizar 

tanto para combinar imágenes tomadas desde diferentes perspectivas, como para 

encontrar puntos correspondientes entre imágenes o determinar el movimiento de una 

cámara. Para calcular la transformación que se debe aplicar existen básicamente dos 

enfoques: 

- Alineación basada en características 

Se establecen correspondencias entre varios puntos de las imágenes y se calcula la 

transformación geométrica a aplicar según el movimiento relativo de estas características. 

Los puntos a analizar se pueden escoger manualmente o bien seleccionarlos 

automáticamente. Para esto último, se deben extraer puntos interesantes de la imagen, 

es decir, puntos con características distintivas (esquinas, puntos en regiones con 

textura…). En este proyecto no se utilizan los algoritmos basados en características, sino 

los basados en la intensidad, que se explican a continuación. El detalle de esta decisión 

se encuentra en el punto 3.2.1.2 Procesado temporal.  

- Alineación directa o basada en la intensidad 

Se utilizan métricas de correlación para comparar las imágenes y decidir qué 

transformación las alinea mejor en base a la métrica utilizada. En este caso, para 

calcular la matriz de transformación se usa la información de toda la imagen, en contra a 

los algoritmos basados en características, donde se utiliza la información de unos pocos 

puntos para rectificar toda la imagen. Para este proyecto se ha utilizado como medida de 

similitud entre dos imágenes el coeficiente de correlación de entropía (ECC). Este criterio 

se detalla en el artículo “Parametric Image Alignment using Enhanced Correlation 

Coefficient Maximization” de Evangelidis y Psarakis [4]. 

 

Independientemente del tipo de alineación utilizado, se acaba aplicando una matriz de 
transformación a la imagen, que puede pertenecer a varios modelos: 

- Traslación: permite desplazar la imagen en vertical u horizontal. Sólo se 
necesitan estimar dos parámetros, que indicarán el movimiento en cada una de 
las direcciones. 

- Euclídea: permite el desplazamiento y rotación de la imagen, por lo que se debe 
estimar también el ángulo de rotación que se aplicará.  

- Afín: permite desplazar, rotar y escalar la imagen, modificando así los ángulos 
pero manteniendo el paralelismo de las líneas. Los parámetros a estimar son seis.  

- Homográfica: permite reflejar en la imagen transformada algunos efectos 3D, por 
lo que ya ni los ángulos ni el paralelismo tiene que mantenerse entre la imagen 
de entrada y la de salida. Se necesitan estimar ocho parámetros para esta 
transformación. Este es el tipo de transformación que se aplica en este proyecto, 
dado que se da total libertad de movimiento a la cámara del dron y, por lo tanto, 
podemos encontrar variaciones de la perspectiva en todas las direcciones, así 
como cambios de altura.  
 
 
 
 

Figura 5 – Resultados de alinear dos imágenes separadas por 0.6 segundos en un 
vídeo, con los diferentes modelos de transformación (de izquierda a derecha: 
traslación, euclídea, afín y homográfica). 
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2.1.4. SegNet 

SegNet es un sistema desarrollado en la Universidad de Cambridge que, mediante 

técnicas de deep learning, es capaz de segmentar semánticamente los píxeles de una 

imagen a tiempo real desde la perspectiva de un conductor de coche. Se trata de una 

arquitectura codificador-decodificador [Figura 6], con una capa final de clasificación a 

nivel de píxel.  

 

Figura 6 – Arquitectura de SegNet, extraída del artículo [1]. 

La red de codificadores está formada por las 13 primeras capas de la red VGG16 [5], 

una red neuronal diseñada para la clasificación de objetos. En cada uno de estos 

codificadores se llevan a cabo los siguientes pasos: 

- Convolución con un banco de filtros, que produce un conjunto de mapas de 

características. 

- Normalización de los mapas con la técnica batch normalization [6]. 

- Aplicación de la función de activación f(x) = max(0,x), donde x es la entrada. La 

neurona que aplica está función se denomina ReLU (Rectified Linear Unit). 

- Max-pooling con una ventana de 2x2, que consiste en quedarse únicamente con 

el valor máximo dentro de una ventana como representante de esa área. De esta 

manera, se reduce el tamaño de los datos. Adicionalmente, se guardan los 

índices del max-pooling, que se utilizarán como información de contornos en los 

decodificadores para no perder demasiada resolución en la imagen.  

- Submuestreo de la salida con un factor de 2. 

Seguidamente en los decodificadores se hace lo siguiente: 

- Interpolación de la entrada usando los índices del 

max-pooling correspondiente guardados 

anteriormente, con una ventana de 2x2. El valor de 

cierto punto en el mapa de entrada se colocará en 

la posición indicada por el índice de max-pooling y 

el resto de valores en la ventana se ponen a 0, 

como en la Figura 7. 

- Convolución con un banco de filtros modificable, 

que provoca que los puntos tomen valores 

diferentes al 0 impuesto en el paso anterior. 

- Normalización de los mapas con la técnica batch normalization. 

 

 

Figura 7 – Decodificador de 
SegNet, extraída del artículo [1]. 
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La salida que se obtiene al final del último decodificador se pasa a un clasificador 

softmax, que proporciona la probabilidad de un píxel de pertenecer a cada una de las 

clases definidas. La función softmax ( 1 ) convierte un conjunto de valores arbitrarios en 

valores entre 0 y 1, de manera que el conjunto de valores sume 1. 

 
𝜎𝑗 =  

𝑒𝑧𝑗

∑ 𝑒𝑧𝑘𝐾
𝑘=1

 para j = 1,…,K ( 1 ) 

 

Los autores de SegNet comparan su trabajo con diferentes algoritmos existentes y 

proporcionan los resultados cuantitativos de esta comparativa [Figura 8], superando 

SegNet a todos los otros métodos probados. 

 

Figura 8 – Comparativa de SegNet con otros sistemas de detección, extraída del artículo [1]. 
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2.2. Estado del arte 

 

2.2.1. Visión por computador en drones 

A pesar de que es un campo relativamente nuevo, ya se ha llevado a cabo mucha 

investigación sobre la visión por computador en drones. Pero no sólo se han hecho 

investigaciones independientes y prototipos, sino que también hay varias empresas e 

instituciones oficiales que utilizan los drones para diversas aplicaciones. A continuación 

se presentan algunas aplicaciones interesantes que utilizan visión por computador en 

drones y que están en funcionamiento o desarrollo actualmente.  

 

Soporte a los bomberos 

En 2015, la Dirección General de Prevención, Extinción de Incendios y Salvamento de la 

Generalitat firmó un convenio de tres años prorrogables con la Universitat Politècnica de 

Catalunya (UPC), la Universidad Autònoma de Barcelona (UAB) y el Centro de Visión 

por Computador (CVC), con el objetivo de desarrollar un sistema de soporte a los 

bomberos en la gestión de emergencias1. La función de los drones sería facilitar mapas 

actualizados del avance del incendio y mapas de las zonas de difícil acceso para 

aeronaves tripuladas, así como informar de los puntos calientes una vez el incendio esté 

controlado. 

 

Sistema de control de tráfico 

Con una idea similar a la de este proyecto, la NASA está desarrollando un sistema de 

control de tráfico mediante drones (Unmanned Aircraft System Traffic Management -

UTM)2. Este proyecto se está llevando a cabo en colaboración con el Gobierno de los 

EEUU y diversas empresas e instituciones académicas. Su objetivo no es sólo 

desarrollar un sistema que pueda analizar el tráfico, sino también proporcionar diseños 

del espacio aéreo, planificación de rutas, delimitación de áreas, planes de congestión, 

etc., que ofrezcan operaciones con drones factibles y seguras. Actualmente se ha 

llevado a cabo la primera de cuatro fases de test y está previsto hacer un traspaso a la 

FAA (Federal Aviation Administration) en 2019 para pruebas adicionales.  

 

Detección de manchas de polución en un río 

En el artículo Investigating Small-scale Water Pollution with UAV Remote Sensing 

Technology [7], los autores presentan un sistema que permite detectar manchas de 

contaminación en ríos. Para ello utilizan imágenes obtenidas con un dron y aplican 

técnicas de clasificación supervisada y no supervisada. Posteriormente crean un mapa 

temático que muestra la polución del agua del río. Los autores defienden que los drones 

son la mejor alternativa para este tipo de trabajos, dado que ofrecen una solución rápida 

y relativamente barata, con una buena resolución de imagen sin que ésta quede 

afectada por posibles nubes densas, y no ponen en peligro la vida de un piloto.  

                                                
1 http://www.upc.edu/saladepremsa/al-dia/mes-noticies/la-upc-desenvolupara-tecnologia-per-a-2018drones  

2 https://utm.arc.nasa.gov/index.shtml 

http://www.upc.edu/saladepremsa/al-dia/mes-noticies/la-upc-desenvolupara-tecnologia-per-a-2018drones2019-que-donaran-suport-als-bombers-en-la-gestio-d2019emergencies?set_language=en
https://utm.arc.nasa.gov/index.shtml
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Operaciones de salvamento marítimo 

A principios de 2016, la compañía española Alpha Unmanned Systems llevó a cabo una 

simulación de rescate de una persona en el mar utilizando un dron3. Partiendo de unas 

coordenadas aproximadas del náufrago, procedieron a sobrevolar la zona y, una vez 

encontrada la persona, transmitieron las coordenadas exactas y rescataron al náufrago 

con una lancha. Aunque en estos momentos la búsqueda del náufrago se hace manual, 

con una persona observando a tiempo real las imágenes capturadas con el dron, la 

empresa observa que sería sencillo incorporar una detección automática de la persona 

usando la información que obtienen con una cámara térmica.  

 

2.2.2. Detección de carreteras 

Conseguir que un ordenador sea capaz de reconocer la carretera en una imagen es un 

gran reto. Por una parte, hay una gran variedad de entornos donde se puede encontrar 

un carretera, o incluso un camino, lo cual obliga a crear un detector muy genérico si se 

quiere conseguir buenos resultados en diferentes ambientes. La mayor parte de los 

primeros sistemas desarrollados en este campo se centraban en carreteras 

pavimentadas y bien delimitadas, de manera que era relativamente sencillo encontrar los 

límites de la calzada o las marcas en la carretera con técnicas como la transformada de 

Hough [8][9] o basadas en la segmentación por color [10][11][12]. Sin embargo, estos 

sistemas permiten poca variación en el tipo de carretera que se puede detectar. El caso 

de la transformada de Hough tendrá especial problemática en las carreteras en entornos 

rurales y caminos, donde suelen encontrarse arbustos, tierra y/o sombras en los bordes 

del pavimento, creando así unos límites difusos entre la carretera y su entorno, y 

dificultando la detección de líneas que correspondan a los límites o marcas de la 

carretera. Para las técnicas basadas en el color, el principal problema es la gran 

variedad del color según la iluminación, el material o las condiciones de la carretera. 

Además, en muchas ocasiones se encontrarán otros objetos en la imagen con colores 

similares a los del pavimento, lo cual dará lugar a falsos positivos.  

Más recientemente se ha vuelto a investigar mucho este tema, sobre todo para aplicarlo 

en la conducción autónoma de los coches. Aunque se han utilizado técnicas como 

Support Vector Machine (SVM) [13] o detectores de objetos basados en modelos [14], el 

gran salto se dio con la popularización de las redes neuronales convolucionales (CNN – 

Convolutional Nerual Networks) tras la aparición del sistema AlexNet [15], gracias al cual 

se consiguieron mejorar considerablemente los resultados. Uno de los sistemas basados 

en CNNs es SegNet [1], utilizado en este proyecto y detallado en la sección anterior 2.1 

Background. 

 

Aunque ha habido muchos estudios sobre la detección de carretera, la gran mayoría de 

ellos están enfocados a ser utilizados desde un coche, una perspectiva totalmente 

diferente a la que buscamos en este proyecto, donde las imágenes son tomadas por un 

dron con una vista aérea de la carretera. 

 

 

                                                
3 http://unmanned-aerial.com/uav-implemented-in-maritime-search-and-rescue-trial-in-spain/ 

http://unmanned-aerial.com/uav-implemented-in-maritime-search-and-rescue-trial-in-spain/
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2.2.3. Detección de vehículos 

 

Como en el caso de las carreteras, la detección de vehículos también ha sido muy 

estudiada, pero en su gran mayoría con un enfoque concreto. Gran parte de los sistemas 

se centran en la detección de vehículos desde la perspectiva de un conductor o bien 

desde una vista aérea pero fija, como la de una cámara de tráfico.  

Aunque al principio se desarrollaban detectores de vehículos utilizando diferentes 

técnicas como el perceptrón [16], SVM (Support Vector Machine) [17] o PCA (Principal 

Component Analysis) [18] para conseguir los mejores resultados en términos de 

precisión, estos sistemas no solían funcionar a tiempo real. Actualmente la mayoría de 

sistemas utilizan el detector de objetos Viola-Jones [19], un sistema basado en una 

cascada de filtros Haar originalmente utilizado para la detección de caras. Este sistema 

permitía la detección a tiempo real, algo muy interesante en la detección de vehículos ya 

que sus aplicaciones más populares requieren una detección inmediata desde un 

vehículo en movimiento. Gran parte de los sistemas desarrollados en estos últimos años 

tratan de mejorar el funcionamiento del detector Viola-Jones en diferentes aspectos o 

combinarlo con otros métodos. Sin embargo, estos sistemas suelen estar orientados a 

detectar los vehículos desde una perspectiva determinada, siendo la más popular la vista 

trasera dado que es la que tiene un conductor de los otros vehículos en la carretera.  

Ya que el Viola-Jones necesita una base de datos para entrenarse, se suelen recoger 

imágenes de vehículos circulando por una carretera desde la perspectiva deseada para 

obtener una gran variedad de datos. Sin embargo, si se quiere hacer un detector de 

vehículos genérico, se deberían obtener imágenes de los vehículos desde una gran 

cantidad de perspectivas. Además, los vehículos pueden ser muy dispares en color, 

forma, tamaño, etc., lo que complica la tarea de crear una base de datos completa para 

el entrenamiento de un detector. A pesar de la dificultad, la popularización de los drones 

y el interés en emplearlos en tareas de vigilancia ha impulsado la investigación en el 

campo de la detección de vehículos a partir de imágenes aéreas, consiguiendo buenos 

resultados utilizando información térmica [20], filtros Haar con la ayuda de una cámara 

térmica [21] o incluso únicamente filtros Haar [22]. 
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3. Metodología y desarrollo del proyecto  

En este apartado se detalla el sistema desarrollado en este proyecto. Primero se ofrece 

una visión general de la estructura del sistema. Seguidamente se explica el trabajo 

previo a poder poner en funcionamiento el sistema y finalmente se detalla cómo se lleva 

a cabo la detección de carreteras y vehículos. 

La entrada al sistema será un vídeo grabado desde un dron. El sistema se compone de 

los siguientes bloques [Figura 9]: 

- Detección de carretera: dará como salida unos frames del mismo tamaño que los 

originales pero que contendrán etiquetas que indicarán para cada píxel si 

pertenece a “carretera”, “cielo” u “otros”. Este bloque tiene dos partes: 

o Clasificación píxel  a píxel: se pasa la imagen RGB de entrada por la red 

neuronal SegNet, previamente re-entrenada para el tipo de imágenes 

utilizadas en este proyecto. La salida proporciona, para cada píxel, la 

probabilidad de pertenecer a cada una de las clases. 

o Procesado temporal: se aprovecha que las imágenes no son 

independientes, sino una secuencia de vídeo, de manera que la 

clasificación de un frame dependerá también de los 10 frames anteriores. 

Esto provoca que la clasificación sea más robusta y aparezcan menos 

puntos esporádicos clasificados incorrectamente. 

- Detección de vehículos: dibujará un rectángulo alrededor de cada vehículo 

detectado en la imagen, siempre y cuando éste se encuentre dentro de la 

carretera. La detección de los vehículos se lleva a cabo utilizando la diferencia 

entre dos frames consecutivos. 

Además, la red neuronal es de aprendizaje supervisado, por lo que necesita una base de 

datos etiquetada. Como no existe una base de datos pública que cumpla con las 

especificaciones del proyecto, se han recogido diversos vídeos adecuados y se ha 

desarrollado también un sistema de etiquetado. Este proceso se explica en la siguiente 

sección 3.1 Preparación del sistema. 

 

  

Entrada
Clasificación 
píxel a píxel

Procesado 
temporal

Detección 
de vehículos

Detección de carreteras 

Figura 9 – Diagrama de bloques del sistema desarrollado. En cada bloque se muestra un ejemplo de su salida 
excepto en el bloque Clasificación píxel a píxel, donde no se muestra la salida real, sino la que obtendríamos si 
no se aplicara el bloque siguiente, para poder ver que éste último supone una mejora en la segmentación de la 
imagen. 
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3.1. Preparación del sistema 

Tal y como se ha mencionado anteriormente, se deben realizar unos pasos previos a 

ejecutar el sistema. Dado que la base de la detección de la carretera es una red neuronal, 

ésta se debe entrenar para que se configure con los parámetros adecuados para el 

propósito de este proyecto. A su vez, el entrenamiento de una red neuronal precisa de 

una base de datos etiquetada. Con tal de no etiquetar las miles de imágenes a mano y 

además experimentar con otras técnicas de segmentación, se ha desarrollado un 

sistema para etiquetar la base de datos utilizada, explicado a continuación. 

3.1.1. Base de datos 

Una red neuronal necesita una base de datos para poder entrenarse. Los vídeos que se 

han utilizado para esta base de datos han sido obtenidos de la plataforma Youtube, 

donde, gracias a la popularización de los drones en los últimos años, se pueden 

encontrar muchos vídeos que cumplen las especificaciones de este proyecto. 

Sin embargo, estos vídeos no están etiquetados por lo que primero se deben segmentar 

manualmente para obtener un ground truth con el que comparar los resultados obtenidos 

con la segmentación automática. Para etiquetarlos, se ha desarrollado un sistema 

basado en técnicas clásicas de segmentación que den unas etiquetas fiables a los 

píxeles de cada vídeo. A continuación se describen los pasos de este sistema: 

1) Crear marcadores manuales: se marcan a mano las 3 regiones que nos interesan 

(carretera, cielo y “otros”) del primer fotograma de cada uno de los vídeos de la 

base de datos. 

2) Calcular el histograma de cada región: se calcula el histograma de la imagen 

aplicando la máscara correspondiente a la región que interese. Previo a calcular 

los histogramas, se transforma la imagen RGB de entrada al espacio de color 

HSV y se preserva sólo el primer canal (Hue o tono de la imagen). 

3) Realizar una retroproyección de los histogramas: se determina la probabilidad de 

cada píxel de pertenecer a una clase buscando cuál es el valor del histograma de 

la clase para el color del píxel, que se expresará con un número entre 0 y 255. 

4) Aplicar umbrales y filtro de mediana: para adaptar las probabilidades obtenidas a 

marcadores watershed, se dividen en tres grupos: 

a. Probabilidad = 0: seguro que el píxel no pertenece a la clase. 

b. 0 < Probabilidad < 200: indefinido, no se contará como marcador. 

c. Probabilidad > 200: seguro que el píxel pertenece a la clase. 

Además, para homogeneizar las regiones de cada clase, se aplica un filtro de 

mediana. 

5) Eliminar los marcadores en los contornos: se localizan los píxeles donde la 

etiqueta del watershed era -1, que son los píxeles límites entre regiones, y se 

aplica una dilatación sobre ellos, creando así una zona indefinida en la imagen 

donde no habrá marcador. De esta manera, los límites entre regiones de una 

frame estarán definidos por el algoritmo watershed y no por los marcadores del 

frame anterior. 

6) Eliminar los marcadores conflictivos: un marcador de una determinada clase sólo 

podrá localizarse en una zona que anteriormente se había clasificado como esa 

clase. De esta manera, una región sólo se expandirá a zonas adyacentes, por lo 

que se evitan marcadores esporádicos. Como contrapartida, no se detectarán 
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nuevos elementos en la imagen si no están en contacto con otro elemento de la 

misma clase, aunque esto no suele ser un problema en el tipo de vídeos 

utilizados, ya que no tienen cambios bruscos en la escena. 

7) Aplicar el watershed en el frame siguiente utilizando los marcadores definidos y 

volver al paso 2. 

 

3.1.2. Entrenamiento de SegNet 

 

Una vez preparada la base de datos, se puede proceder a entrenar el sistema SegNet. 

Sólo se requiere hacer este proceso una vez, quedando ya el sistema parametrizado.  

Para poder entrenar y evaluar el sistema sin causar sobre-entrenamiento, se divide la 

base de datos en 3 conjuntos: entrenamiento, validación y test. Para entrenar la red 

neuronal, sólo se utiliza el primer conjunto y los resultados de este entrenamiento se 

evalúan con el conjunto de validación. Dependiendo de estos resultados se pueden 

ajustar algunos parámetros del entrenamiento hasta conseguir los resultados deseados. 

Finalmente para verificar que no se ha sobre-entrenado el sistema y que funciona 

correctamente para entradas que no se encuentren en la base de datos de 

entrenamiento, se hace una prueba con el conjunto de imágenes de test y se evalúan los 

resultados, los cuales no deberían diferir mucho de los obtenidos en las otras dos fases.  

Los modelos necesarios para configurar la red neuronal en su fase de entrenamiento son 

proporcionados por los autores del sistema. Los únicos parámetros que se deben 

modificar son las frecuencias de aparición de las clases, que se utilizan para hacer un 

balance de clases. Esto mejora los resultados en los casos donde el número de píxeles 

de una clase es mucho menos abundante que otra (en este caso, la carretera y el cielo 

son mucho menos abundantes que la clase “otros”). La frecuencia de aparición de cada 

clase se utiliza para darle un peso en la función de error de la red neuronal, de manera 

que se penalice más gravemente un fallo en una clase minoritaria que en una muy 

abundante. Al ser las bases de datos y clases distintas en el entrenamiento hecho por 

los autores de SegNet que en este proyecto, las frecuencias de las clases 

proporcionadas son incoherentes con la base de datos utilizada. Para solucionarlo, se 

aplica la misma fórmula ( 2 ) que los autores sobre la base de datos para calcular la 

frecuencia de aparición de cada clase. 

 

𝛼𝑐 =
𝑚𝑒𝑑𝑖𝑎𝑛_𝑓𝑟𝑒𝑞

𝑓𝑟𝑒𝑞(𝑐)
 

Donde freq(c) es el número de píxeles en la clase c dividido 
entre el número total de píxeles de las imágenes donde 
aparece la clase c, y median_freq es la mediana de esas 
frecuencias. 

( 2 ) 

 

Una vez actualizados los parámetros necesarios, se ejecuta el código de entrenamiento 

hasta conseguir una precisión mayor al 90%, por recomendación de los autores de 

SegNet. 
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El entrenamiento de la red neuronal puede en realidad ser desde cero o como 

refinamiento a partir de un modelo dado. Para aprovechar la información de otras bases 

de datos se generan varios modelos que se compararán en el apartado 4 Resultados. 

Las bases de datos de entrenamiento utilizadas en este proyecto son: 

- Drones [Figura 10]: 1.102 imágenes de 16 vídeos obtenidos de la plataforma 

Youtube. Todas las imágenes han sido grabadas desde el aire utilizando un dron 

y con una carretera como elemento protagonista, aunque la iluminación y 

perspectiva de la carretera es diferente en cada vídeo. Además, en la mayoría de 

imágenes aparecen uno o más coches.  

- CamVid [Figura 11]: 367 imágenes de 4 vídeos, proporcionada por los autores de 

SegNet. Son imágenes de resolución 360x480 de un coche circulando por la 

ciudad, grabadas desde la perspectiva del conductor. El ground truth de esta 

base de datos está segmentado en 11 clases: cielo, edificio, poste, carretera, 

acera, árbol, señal, valla, coche, peatón y ciclista. Con esta base de datos 

solamente se realizaron pruebas para entender el funcionamiento de SegNet, los 

resultados quedaron descartadas por no aportar ninguna mejora a la 

segmentación de las imágenes de los drones.  

- 3.5K dataset: utilizada por los autores de SegNet, consta de un total de 3.500 

imágenes de carreteras, obtenidas de diferentes bases de datos públicas. No se 

proporcionan las imágenes en sí, sino el modelo final de SegNet, entrenado con 

esta base de datos juntamente con la base de datos de Camvid.  

El modelo final utilizado para el proyecto es el obtenido al refinar el modelo final de 

SegNet proporcionado por los autores de SegNet con la base de datos de drones. El 

detalle sobre esta decisión se encuentra en el apartado 4 Resultados. 

 

    
Figura 10 – Imágenes de la base de datos de drones. 

    
Figura 11 – Imágenes de la base de datos CamVid. 

 

  



 

 26 

3.2. Funcionamiento del sistema  

3.2.1. Detección de carretera 

3.2.1.1. Clasificación píxel a píxel 

El primer paso en la detección de carretera es pasar el vídeo de entrada por el sistema 

SegNet, el funcionamiento del cual se explica en el punto 2 Estado del arte. Para cada 

frame del vídeo, a la salida de la red neuronal se obtiene un frame del mismo tamaño 

pero con 12 canales, de los cuales sólo se guardan el número 0 (probabilidad de la clase 

“cielo”), 4 (probabilidad de la clase “carretera”) y 6 (probabilidad de la clase “otros”). 

Estos datos son los que se pasan al siguiente bloque, Procesado temporal.  

La Figura 12 muestra la entrada y salida del SegNet. 

 

 

 

 

 

 

Figura 12 – Entrada y salida de SegNet. En la salida se muestran los 3 canales de probabilidades para 
la clase cielo, carretera y “otros” en ese orden. El blanco indica una alta probabilidad mientras que el 
negro denota lo contrario. 

 

3.2.1.2. Procesado temporal 

 

Con tal de sacar partido a las características temporales del vídeo, se ha añadido otro 

bloque a la salida del SegNet. En este bloque se aprovecha que la entrada sea una 

secuencia temporal continua sin cambios bruscos de escena. Por ello, es posible hacer 

una rectificación entre un frame y su consecutivo, de manera que uno de ellos se 

transforme para que encajen. Una vez tenemos los dos frames registrados, sabemos a 

qué pixel del primer frame corresponde un píxel del segundo (aunque algunos quedarán 

sin pareja). Así, podemos sumar las probabilidades de un píxel a lo largo de la secuencia 

temporal, obteniendo una probabilidad acumulada de cada clase.  

Al clasificar el píxel, se selecciona la clase con más probabilidad acumulada en los 

últimos 10 frames, consiguiendo así un resultado más robusto. Los resultados de este 

bloque se pueden encontrar en la sección 4.3 Procesado temporal. 

 

 

 

SegNet 
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3.2.2. Detección de vehículos 

La detección de vehículos es una de las muchas posibilidades después de detectar la 

carretera. En este caso se aprovecha la segmentación del bloque anterior para eliminar 

los falsos positivos detectados fuera de la carretera, ya que los vehículos de interés 

estarán en contacto con la carretera al circular por ella. Además, sólo se detectarán los 

vehículos en movimiento, ya que se utiliza la información temporal para ello y los 

vehículos estáticos no aportan ninguna característica distintiva entre un frame y otro.  

Para detectar los vehículos en movimiento, se rectifica un frame con el siguiente 

utilizando el algoritmo ECC, de manera que se calcula el alineamiento de manera global 

y no en base a los puntos más interesantes, que por lo general son los pertenecientes a 

los contornos de los vehículos y generarían una rectificación en base al movimiento del 

vehículo y no de la cámara. Seguidamente se convierten ambos frames a niveles de gris 

y se calcula la diferencia absoluta entre ellos. Si se pintan los puntos con una diferencia 

menor a 50 de negro y aquéllos con una diferencia mayor a 50 como blancos, 

generalmente se obtiene una imagen negra con puntos blancos en los contornos de los 

coches y probablemente en las plantas y árboles, si existen.  

 
A continuación se hace una dilatación de los puntos blancos, de manera que acaban 

agrupándose aquéllos puntos que estén cercanos y se descartan los positivos que haya 

en los márgenes, ya que son en su gran mayoría debidos a la rectificación. Para eliminar 

falsos positivos, se aprovecha que los vehículos que interesa detectar estarán circulando 

por la carretera por lo que se eliminan aquellas áreas en las que no se ha detectado al 

menos un 50% de píxeles como carretera (teniendo en cuenta que los vehículos se 

clasificarán como clase carretera en el bloque de detección de carretera). Además, se 

eliminan las áreas de un tamaño menor a 500 píxeles cuadrados. Este valor de área 

mínima variará dependiendo de la aplicación y la altura a la que se graben los vídeos. 

Una vez detectada la posición de los coches, se dibuja un rectángulo alrededor de cada 

uno de los puntos detectados en la imagen original. 

  
 

Figura 14 – A la izquierda, dilatación de los puntos donde se encuentran diferencias significativas 
entre las imágenes alineadas. En el centro se muestra el resultado tras eliminar los márgenes. A la 
derecha, la imagen original con un único coche detectado ya que el resto de puntos se encuentran 
fuera de la carretera y tienen un área pequeña. 

Figura 13 – A la izquierda, imagen rectificada respecto a su frame  posterior. En el centro, diferencia 
entre las dos imágenes alineadas. A la derecha se muestran únicamente los puntos con una 
diferencia mayor a 50. 
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4. Resultados 

En esta sección se presentan los resultados obtenidos con el sistema de etiquetado de la 

base de datos, el entrenamiento del SegNet, el procesado temporal y la detección de 

vehículos. 

4.1. Base de datos 

Como se explica en la sección 3. Metodología y desarrollo del proyecto, se ha 

desarrollado un sistema para etiquetar la base de datos necesaria para entrenar el 

SegNet. Aunque los resultados obtenidos con este sistema son suficientemente buenos 

para entrenar la red neuronal, a la hora de evaluar los resultados no permiten hacer 

medidas con exactitud. Esto es debido a que la segmentación no es precisa, sobre todo 

en los conjuntos de validación y test, que han tenido menos supervisión y corrección que 

el conjunto de entrenamiento. Por ello, también se han etiquetado manualmente algunos 

frames, de manera que se pueda hacer una evaluación con menos cantidad de frames, 

pero más acertada. Para hacerlo, se ha utilizado una herramienta de anotación de 

imágenes basada en la segmentación por superpíxeles4. 

En la Figura 15 se muestran algunos ejemplos de imágenes etiquetadas con el sistema 

desarrollado y manualmente. 

     

     

     
Figura 15 – Primera fila: imágenes originales. Segunda fila: imágenes segmentadas con el sistema 
basado en watershed. Tercera fila: imágenes segmentadas manualmente.  

La única valoración que se puede hacer de los resultados de esta sección es subjetiva, 

ya que no existe una referencia con la que compararlos. De hecho las etiquetas 

obtenidas con estos métodos serán las utilizadas para evaluar el resto de resultados.  

El método desarrollado da unos resultados bastante buenos y se ejecuta rápidamente, 

casi en tiempo real. Aunque hay que definir manualmente las regiones del primer frame 

de cada vídeo, esto también da una oportunidad al usuario de definir qué quiere en cada 

clase. Como contratiempo, si en algún momento desaparecen los marcadores de una 

clase en una zona aislada, no se podrá recuperar la clase en esa zona a no ser que se 

etiquete a mano el frame problemático. 

                                                
4 https://github.com/kyamagu/js-segment-annotator 

https://github.com/kyamagu/js-segment-annotator
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4.2. SegNet 

Para evaluar los resultados de SegNet, se utiliza un código proporcionado por sus 

autores, donde se calcula el porcentaje de píxeles bien clasificados en cada imagen. El 

conjunto de imágenes de test utilizado consta de 1.199 fotogramas de diversos vídeos 

grabados por drones. El resultado obtenido con estas imágenes sirve para tener una 

idea de la comportamiento del sistema, pero no permite evaluar con precisión dado que 

las etiquetas con las que se compara la salida del SegNet no son exactas. Por ello se 

han utilizado también las imágenes etiquetadas al detalle. De esta manera, aunque la 

evaluación no sea representativa de todo el test, el resultado será más preciso. 

 

Al estar SegNet entrenado para imágenes desde el punto de vista de un conductor, no 

da buenos resultados para imágenes desde una perspectiva aérea. En la Figura 16 se 

muestran dos ejemplos de la segmentación de SegNet para dos imágenes de la base de 

datos CamVid, una de las utilizadas para su entrenamiento. Las imágenes se segmentan 

en 12 clases: cielo, edificio, poste, carretera, marca en la carretera, acera, árbol, señal, 

valla, coche, peatón y ciclista. 

  

 

  
Figura 16 – Ejemplos de imágenes de la base de datos CamVid segmentadas con SegNet. 

 

Sin embargo, los resultados para imágenes de la base de datos de este proyecto es 

considerablemente peor. En la Figura 17 se observa como parte de las plantas y 

arbustos se clasifican como árboles (azul claro) y el cielo suele reconocerse también 

(gris), pero el resto de clases no son correctas. Aunque se agruparan las clases en sólo 

3 (carretera, cielo y “otros”), la clasificación seguiría siendo pésima. 

  

 

  

  

 

  
Figura 17 – Ejemplos de imágenes de la base de datos de drones segmentadas con SegNet. 
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Dados los malos resultados obtenidos con el SegNet original, se procedió a re-entrenarlo. 

Las bases de datos utilizadas se detallan en la sección 3.1.2 Entrenamiento de SegNet.  

La primera idea fue entrenar SegNet desde cero, con la base de datos de drones. Estas 

imágenes sólo se segmentan en 3 clases, ya que se han tenido que etiquetar para este 

proyecto y el objeto de interés es únicamente la carretera. Se entrenan dos versiones de 

SegNet con esta base de datos, una con balance de clases y una sin. Los resultados de 

la Tabla 1 indican que el entrenamiento sin balance de clases da mejores resultados 

globales, aunque cuando se aplican las frecuencias de clases, las clases cielo y 

carretera se clasifican mejor, ya que al ser menos abundantes que la tercera clase, su 

penalización en la función de error es mayor. 

             Precisión 
                  (%) 

Tipo de 

entrenamiento 

Cielo Carretera Otros Media Global 

Sin balance 76.586 70.61 95.026 80.741 85.604 

Con balance 77.707 71.543 91.071 80.107 83.8 

Tabla 1 – Evaluación del SegNet entrenado desde cero únicamente con la base de datos de drones.  

Como estos resultados son claramente mejorables y con tal de aprovechar parte de la 

información generada en el entrenamiento de los autores de SegNet, que da muy 

buenos resultados, se decide refinar el SegNet en vez de entrenarlo desde cero. Para 

ello se utiliza el modelo5 usado por los autores en la demo online6 de SegNet. Estos 

pesos sirven como configuración inicial de la red neuronal, que es entrenada con la base 

de datos de drones. En la Tabla 2 se presentan los resultados de este nuevo 

entrenamiento, que son mejores que entrenando la red neuronal desde cero. Además, se 

hace una evaluación con sólo 6 imágenes pero etiquetadas al detalle [Tabla 3]. 

             Precisión 
                  (%) 

Tipo de 

entrenamiento 

Cielo Carretera Otros Media Global 

Sin balance 87.021 70.768 94.866 84.219 87.55 

Con balance 86.743 77.097 91.84 85.226 87.306 

Tabla 2 – Evaluación del SegNet entrenado con la base de datos de drones como refinamiento a partir 
de los pesos proporcionados por los autores del sistema.  

             Precisión 
                  (%) 

Tipo de 

entrenamiento 

Cielo Carretera Otros Media Global 

Sin balance 99.482 84.523 95.063 93.022 91.82 

Con balance 99.701 93.18 91.535 94.805 93.13 

Tabla 3 – Evaluación con sólo 6 imágenes etiquetadas al detalle del SegNet entrenado con la base de 
datos de drones como refinamiento a partir de los pesos proporcionados por los autores del sistema. 

                                                
5 https://github.com/alexgkendall/SegNet-Tutorial/blob/master/Example_Models/segnet_model_zoo.md 
6 http://mi.eng.cam.ac.uk/projects/segnet/ 

https://github.com/alexgkendall/SegNet-Tutorial/blob/master/Example_Models/segnet_model_zoo.md
http://mi.eng.cam.ac.uk/projects/segnet/
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En proyectos que tratan con imágenes es igual o más importante la evaluación subjetiva 

que la objetiva. Aunque los resultados numéricos presentados hasta ahora no indican 

una enorme mejora entre un entrenamiento y otro, en la Figura 18 se observa que entre 

el entrenamiento desde cero y el refinamiento a partir de los pesos del SegNet original 

hay una gran mejora en la definición de los contornos. Además, en el entrenamiento 

refinado se puede observar como el hecho de incluir el balance de clases hace que 

desaparezcan pequeñas agrupaciones de píxeles mal clasificados, produciendo clases 

más homogéneas. 

Imagen original 
 

 
Entrenamiento 
desde cero, sin 

balance de clases 
 

 
Entrenamiento 

desde cero, con 
balance de clases 

 

Refinamiento, sin 
balance de clases 

 

Refinamiento, con 
balance de clases 

 

 

    

 
    

 

    

 
    

 

    

 
    

Figura 18 – Ejemplos de segmentación con SegNet para diferentes entrenamientos. 
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4.3. Procesado temporal 

Al añadir el bloque de procesado temporal, se eliminan puntos aislados en la 

clasificación de las imágenes. Las clases quedan más homogéneas y la clasificación es 

más robusta en el tiempo. En este caso, se hacen diversas pruebas modificando el 

número de frames que se toman de referencia para clasificar el frame actual y el número 

de iteraciones que se permiten en al algoritmo ECC utilizado en este bloque. En las 

tablas Tabla 4 y Tabla 5 se presentan los resultados al modificar el número de 

iteraciones del algoritmo ECC. Los resultados tanto objetivos como subjetivos son 

prácticamente idénticos para el caso de 5 iteraciones y el de 100 y, sin embargo, el 

segundo provoca un gran retraso en el tiempo de ejecución del sistema. Por lo tanto, 

dado que dan los mismos resultados pero uno es mucho más rápido que el otro, se fijan 

las iteraciones máximas del algoritmo ECC a 5. 

             Precisión 
                  (%) 

Tipo de 

entrenamiento 

Cielo Carretera Otros 
Media de 

clases 
Global 

10 frames 
5 iteraciones 

84.267 77.01 92.347 84.541 87.099 

10 frames 
100 iteraciones 

84.254 77.016 92.345 84.538 87.097 

Tabla 4 – Evaluación del bloque de procesado temporal utilizando 10 frames de referencia y un 
máximo de 5 o 100 iteraciones en el algoritmo ECC, con todo el conjunto de imágenes de test. 

             Precisión 
                  (%) 

Tipo de 

entrenamiento 

Cielo Carretera Otros 
Media de 

clases 
Global 

10 frames 
5 iteraciones 99.62 94.205 92.448 95.424 93.961 

10 frames 
100 iteraciones 99.623 94.236 92.44 95.433 93.968 

Tabla 5 - Evaluación del bloque de procesado temporal utilizando 10 frames de referencia y un 
máximo de 5 o 100 iteraciones en el algoritmo ECC, con sólo 6 imágenes etiquetadas al detalle. 

Para evaluar el mejor número de frames de referencia, se fijan las iteraciones del 

algoritmo ECC a 5 y se modifica el número de frames a 5, 10 y 15. En la Tabla 6 se 

observa que la mejor opción es tener en cuenta los 10 frames anteriores al actual para 

clasificarlo. 

             Precisión 
                  (%) 

Tipo de 

entrenamiento 

Cielo Carretera Otros 
Media de 

clases 
Global 

5 frames  
5 iteraciones 

83.965 75.564 89.901 83.143 85.305 

10 frames  
5 iteraciones 

84.267 77.01 92.347 84.541 87.099 

15 frames 
5 iteraciones 83.418 76.282 91.628 83.776 86.353 

Tabla 6 - Evaluación del bloque de procesado temporal utilizando un máximo de 10 iteraciones en el 
algoritmo ECC y 5, 10 o 15 frames de referencia, con todo el conjunto de imágenes de test. 
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Ya que la diferencia entre estas pequeñas modificaciones no es muy grande, se omiten 

los resultados visuales de cada prueba. Sin embargo, en la Figura 19 se presenta la 

comparación entre el resultado que obtendríamos a la salida del SegNet y la obtenida 

tras el bloque de procesado temporal con 5 frames de referencia y un máximo de 5 

iteraciones en el algoritmo ECC, aunque la diferencia no se aprecia tanto en unas pocas 

imágenes como en toda la secuencia de vídeo. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

   

   

   

   

   

Figura 19 – Comparación entre la salida del SegNet (segunda columna) y la del procesado 
temporal (tercera columna)  
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4.4. Detección de vehículos 

Con respecto a la detección de vehículos, el sistema desarrollado es muy sencillo por lo 
que no tiene parámetros que cambien significativamente el resultado. Los resultados se 
podrían mejorar combinando varios detectores, aunque la mayoría de ellos precisan de 
una gran base de datos de vehículos etiquetada (desde las posibles perspectivas de un 
dron), que no se dispone en este proyecto y no se ha creado debido al límite de tiempo. 
Con el método utilizado, basado en el movimiento entre dos frames consecutivos, sólo 
se pueden detectar vehículos que tengan un movimiento significante con respecto a la 
cámara. Aquellos que estén parados o se muevan a la misma velocidad que la cámara 
no se detectarán dado que no se encontrará un movimiento en el vehículo independiente 
del movimiento del resto de la escena. En la Figura 20 se presentan algunos ejemplos 
de vehículos detectados en los vídeos utilizados en este proyecto. 

 

    

    
 

Figura 20 – Ejemplos de vehículos detectados. 
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5. Presupuesto 

Este proyecto se ha desarrollado a lo largo de 22 semanas, con la colaboración de una 
estudiante y dos profesores.  

En lo que atañe al trabajo realizado por la estudiante, las horas trabajadas se dividen en 
las siguientes tareas: 

- Estado del arte: 130h 
- Desarrollo del sistema: 280h 

o Crear base de datos 100h 
o Detección de carretera: 100h  
o Detección de vehículos: 80h 

- Evaluación y resultados: 100h 
- Documentación: 90h 

Si se considerara un sueldo estándar de becario de la UPC de 8€/h y un total de 600 
horas trabajadas, el coste sería de 4800€. 

En el caso de los tutores, asumiendo un coste para la UPC de 5000€/mes por un 
profesor, con 4.2 semanas/mes y 37.5 horas de trabajo a la semana, el coste por hora de 
un tutor sería aproximadamente 31.75€/h. Contando un total de 22 semanas de trabajo y 
1 hora a la semana empleada en este proyecto por parte de los 2 tutores, se obtiene un 
total de 1397€. 

Parte de este proyecto se ha desarrollado utilizando los servidores del Grupo de 
Procesado de Imagen y Vídeo de la UPC (GPI 7 ). Las tareas desarrolladas en los 
servidores del GPI son las relativas a SegNet y a la evaluación y resultados. Esto incluye 
50h del estado del arte, 100h de la detección de carretera y 100h de evaluación de 
resultados. Un total de 250h de computación en la nube que habría que incluir en el 
presupuesto del proyecto si no dispusiéramos de los servicios de la UPC. Como 
aproximación, si utilizáramos los servidores de computación de Amazon Web Service 
(AWS), deberíamos pagar aproximadamente 2.72€/hora por una instancia de GPU con 
las siguientes características: 

 

 

 

Figura 21 – Precio del servicio de computación de Amazon. 
Fuente: https://aws.amazon.com/es/ec2/pricing/ 

En total, deberíamos sumar al presupuesto 250h x 2.72€/h = 680€ 

Por otro lado, el software utilizado para desarrollar el proyecto es libre, por lo que no 
tiene coste de licencia.  

En resumen, el coste total del proyecto sería de 6877€. 

                                                
7 https://imatge.upc.edu/web/ 

https://aws.amazon.com/es/ec2/pricing/
https://imatge.upc.edu/web/
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6. Conclusiones y trabajo futuro  

En este proyecto se ha desarrollado un prototipo de sistema de detección de carreteras a 

partir de imágenes grabadas por drones, con un bloque adicional de detección de coches. 

Para ello, se ha utilizado el sistema SegNet, entrenado originalmente para clasificar una 

imagen en 11 clases: cielo, edificio, poste, carretera, acera, árbol, señal, valla, coche, 

peatón y ciclista. Sin embargo, este entrenamiento se hizo con imágenes tomadas desde 

la vista de un conductor de coche, por lo que no da buenos resultados con imágenes 

grabadas desde la perspectiva de un dron. Por ello, se ha refinado el entrenamiento del 

sistema para tener en cuenta sólo 3 clases (carretera, cielo y “otros”) y desde una 

perspectiva diferente. La base de datos utilizada para este refinamiento se ha obtenido 

de vídeos publicados en Youtube y se han etiquetado con otro sistema desarrollado por 

la autora del proyecto, basado en el algoritmo watershed.  

Una vez hecha la primera segmentación de la imagen con SegNet, se hace un 

procesado adicional donde se tiene en cuenta la probabilidad de cada clase en un píxel 

en los últimos 10 frames. Para ello, primero se deben registrar las imágenes para poder 

contrarrestar el movimiento de la cámara y alinear cada píxel con su posición anterior. 

Este registro se ha hecho con el algoritmo ECC, que tiene en cuenta toda la imagen para 

calcular la transformación necesaria y no sólo se centra en unos pocos píxeles con 

características distintivas. De esta manera, se calcula el movimiento general de la 

escena y no el de un vehículo, que probablemente tenga un movimiento adicional al 

resto de elementos de la imagen. Teniendo en cuenta la clasificación de los últimos 10 

frames y no sólo la del actual, se consigue un resultado más robusto y coherente.  

Con la carretera detectada, se procede a detectar vehículos en ella, haciendo uso de la 

alineación de imágenes de nuevo. Ya que se calcula el movimiento global de la escena, 

los vehículos no quedarán bien alineados por tener un movimiento independiente al de la 

cámara. Así, haciendo la diferencia entre dos frames alineados, se pueden encontrar los 

puntos donde no se ha registrado bien la imagen, detectando posibles vehículos. 

Además de algunas otras restricciones aplicadas a estos puntos, se eliminan aquellas 

detecciones que no estén en contacto con la carretera, pues los vehículos que interesan 

estarán circulando por la carretera y no tendría sentido detectar un coche fuera de ella.  

El trabajo de definir un detector de carreteras y vehículos genérico, sin una aplicación 

concreta, es muy complicado dado que se tiene que tener en cuenta una gran variación 

en las posibles imágenes de entrada. Si este proyecto hubiera sido encargado para una 

aplicación concreta donde siempre se graban los coches desde cierta perspectiva o 

altura, se podrían ajustar los parámetros del detector como el área mínima de un coche 

de manera que se eliminaran muchos falsos positivos. Por otro lado, como mejora futura, 

se podrían combinar diferentes detectores de coches para poder abarcar más 

variaciones en las características y apariencia de un vehículo. Asimismo, se podría 

definir exactamente qué se quiere clasificar como carretera (sólo la carretera principal, 

todas las carreteras que puedan aparecer en la escena, los coches como carretera o 

como una nueva clase, etc.), de manera que el entrenamiento fuera más ajustado a las 

necesidades de la aplicación.  
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Por otra parte, este proyecto trataba también de descubrir posibles aplicaciones de visión 

por computador en drones. Éste es un campo nuevo y muy extenso, que dará lugar a 

muchos desarrollos nuevos en los próximos años. Las aplicaciones más interesantes 

serán aquellas que puedan trabajar a tiempo real y se puedan ejecutar en el mismo dron, 

de manera que supongan una distinción respecto a grabar las imágenes y luego 

procesarlas independientemente en un ordenador. Una solución muy prometedora para 

el desarrollo de este tipo de aplicaciones en drones es el reciente kit de desarrollo 

NVIDIA Jetson8. Este kit incluye una plataforma CUDA y las librerías OpenGL y OpenCV, 

convirtiéndose en una placa muy adecuada para ejecutar aplicaciones de deep learning 

y visión por computador de alto rendimiento y con un bajo consumo de energía que se 

puede integrar fácilmente en drones.  

Algunas aplicaciones interesantes que utilicen la detección de carretera y/o vehículos 

que se podrían desarrollar en un futuro son: 

- Detección de vehículos para análisis de tráfico:  

o El paso siguiente al sistema creado en este proyecto podría ser, a partir 

de los resultados obtenidos, analizar el tráfico en una carretera, pudiendo 

generar un informe de fluidez del tráfico a tiempo real.  

o También se podrían detectar los puntos que están causando un atasco, 

analizando la densidad de coches en cada tramo de la carretera y 

detectando así el cuello de botella.  

o Por otra parte, el dron podría actuar como radar móvil, calculando la 

velocidad de los vehículos detectados. En este caso, la perspectiva de la 

imagen debería ser tal que se pudiera obtener también la matrícula del 

vehículo, o bien el dron debería hacer un seguimiento del vehículo 

infractor y posicionarse de manera que la pudiera obtener. Como 

alternativa se podría tener una cámara auxiliar que, desde otra 

perspectiva, capturara las matrículas de los vehículos. Esta cámara 

auxiliar debería ser de otro dron, de manera que no se perdiera la 

flexibilidad en el movimiento de un radar móvil usando un dron, aunque 

para ello se necesitaría mucha coordinación entre ambos drones. 

Para este tipo de aplicación también se podría añadir una cámara térmica al 

dron, mejorando la detección de vehículos y haciéndola más robusta ya que 

los resultados no dependerían de la luz ni las condiciones atmosféricas.  

- Seguimiento de vehículos: Una de las ventajas de utilizar una cámara adjunta a 

un dron es su capacidad de movilidad. Esto se podría aprovechar en aplicaciones 

tales como la persecución de vehículos.  

o Si de alguna manera se indicara al dron qué vehículo debe perseguir, éste 

podría ser de ayuda en persecuciones policiales. Actualmente se utilizan 

helicópteros tripulados para estas labores, en caso de estar en espacios 

abiertos. Sin embargo, un dron pequeño sería mucho más adecuado para 

persecuciones en la ciudad por ejemplo, donde las calles pueden ser 

estrechas y hay menos capacidad de maniobra. 

                                                
8 http://www.nvidia.es/object/jetson-tk1-embedded-dev-kit-es.html 

http://www.nvidia.es/object/jetson-tk1-embedded-dev-kit-es.html
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o En campos informativos también podría ser útil una aplicación de este tipo, 

por ejemplo en retransmisiones de eventos deportivos tales como la 

Fórmula 1 o las carreras de rally, donde un dron podría seguir a cada 

participante. 

 

- Creación de mapas y evaluación del estado de las carreteras: 

o Haciendo uso de la detección de carreteras, se podrían usar los drones en 

trabajos de cartografía, para trazar mapas de carreteras. Para ello, el dron 

debería detectar la carretera y adaptar su plan de vuelo para ir siguiendo 

el camino.  

o Por otra parte, si el mapa de una zona ya es conocido, se puede utilizar la 

detección de carreteras para la evaluación de su estado. Una de las 

aplicaciones posibles sería para la actualización de mapas, comparando 

la información existente sobre una zona con la imagen actual recogida por 

el dron. Desde un enfoque similar, se podría utilizar esta aplicación en 

labores humanitarias tras desastres naturales. Un dron podría recorrer 

una zona afectada y evaluar si existen daños en los caminos u objetos 

obstruyendo el paso si se dispone de la información cartográfica 

actualizada de la zona.  
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