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Resumen

Conocimiento de base: La medida más representativa del buen funcionamiento de
un determinado hospital es la mortalidad. La estimación de dicha medida de evaluación se
suele realizar mediante el modelo de regresión de Cox; no obstante, la inclusión de efectos
aleatorios contribuye a aumentar la heterogeneidad, lo que lleva a una mayor variabilidad en
los tiempos de supervivencia. En este proyecto nos centraremos en estudiar los efectos de los
hospitales mediante un modelo estadístico apropiado para incorporar dichos efectos.

Objetivo: El objetivo principal es evaluar la mortalidad a largo plazo de los pacientes
ingresados por infarto agudo de miocardio en los hospitales de Cataluña, y así poder comprobar
si el funcionamiento de un determinado hospital es satisfactorio. Para ello se utilizarán y
compararán dos herramientas de R, las cuales ajustarán modelos que incorporan efectos
aleatorios.

Métodos: Este estudio incluye 51734 pacientes de entre 29-69 años ingresados entre
2007-2015 en alguno de los 40 hospitales de Cataluña que engloba la base de datos proveniente
del Programa de Analítica de Datos para la Investigación y la Innovación en Salud (PADRIS).
El seguimiento realizado es hasta 2016 y se identificaron 4345 muertes. Se ha aplicado el
modelo de Cox con los hospitales como efectos aleatorios mediante dos funciones diferentes
de R (coxph y coxme), y así ver cómo afecta el ingresar en un centro u otro en la mortalidad.
En dichos modelos, se ha ajustado por sexo, edad, indicador de diabetes, hipertensión, fallo
renal, elevación o descenso del segmento ST, antecedentes de infarto agudo de miocardio
(IAM) y presencia de unidad coronaria y de cuidados intensivos; y se ha añadido el efecto
aleatorio del hospital.

Resultados: El aumento de un año de edad del paciente (HR: 1,06, IC: 1,05-1,06), el
sexo femenino (HR: 1,12, IC: 1,04-1,20) y la presencia de cinco de los seis factores de riesgo
(la diabetes, el fallo renal, la elevación y el descenso de ST, y la existencia de antecedentes
de IAM) aumentan el riesgo de mortalidad. En cuanto a los efectos aleatorios, se observa
que están asociados con el riesgo instantaneo de mortalidad (p-valor = 1,3·e−10) y que hay
una heterogeneidad en cuanto a la mortalidad entre los hospitales no explicada por sus
características ni de los pacientes que ingresan.

Conclusiones: Las estimaciones obtenidas para el modelo de Cox con la función coxph

con frailty son muy similares a aquellas obtenidas a través la función coxme . Esta última es

i



ii

más rápida, más estable y más flexible, pero en ambas concluimos que hay mucha variabilidad
entre hospitales a la hora de analizar el riesgo instantaneo de mortalidad.

Palabras clave: Efectos aleatorios, fragilidad, mortalidad, modelo de Cox.



Abstract

Background: The most representative measure of the good performance of a certain
hospital is mortality. The estimation of this evaluation measure is usually carried out using
the Cox regression model; however, the inclusion of random effects contributes to increase
the heterogeneity, leading to greater variability in survival times. In this project we will focus
on studying the effects of hospitals using an appropriate statistical model to incorporate
these effects.

Objetivo: The main objective is to evaluate the long-term mortality of patients admitted
for acute myocardial infarction in the hospitals of Catalonia, and thus be able to check if the
operation of a certain hospital is satisfactory. For this, they will be used and compared two
tools of R to adjust models that incorporate random effects.

Métodos: This study includes 51734 patients aged 29-69 years admitted between 2007-
2015 in one of the 40 hospitals in Catalonia that includes the database from the Data
Analytics Program for Research and Innovation in Health (PADRIS). The follow-up carried
out is until 2016 and 4345 deaths were identified. The Cox model has been applied with the
hospitals as random effects using two different functions of R (coxph y coxme), and thus see
how admission to one center or another affects mortality. These models have been adjusted
by sex, age, indicator of diabetes, hypertension, kidney failure, elevation or depression of the
ST segment, history of acute myocardial infarction (AMI) and presence of a coronary unit
and intensive care unit; and the random effect of the hospital has been added.

Resultados: Increasing patient age (HR: 1.06, CI: 1.05-1.06), female gender (HR: 1.12,
CI: 1.04-1.20), and the presence of five of the six risk factors (diabetes, renal failure, elevation
and depression of ST, and the existence of a history of AMI) increase the risk of mortality.
Regarding random effects, it is observed that they are associated with the instantaneous
risk of mortality (p-value = 1.3·e−10) and that there is heterogeneity in terms of mortality
between hospitals not explained by their characteristics or the ones of the patients.

Conclusiones: The estimates obtained for the Cox model with the function coxph with
frailty are very similar to those obtained through the function coxme . The latter is faster,
more stable and more flexible, but in both we conclude that there is a lot of variability
between hospitals when analyzing the risk of mortality.

Palabras clave: Random effects, frailty, mortality, Cox model.
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Capítulo 1

Introducción

Evaluar el funcionamiento de los hospitales es crucial para la gestión de la salud pública.
Por ello, en este trabajo se quiere estudiar cómo un hospital maneja a sus pacientes ingresados
por una determinada enfermedad, como puede ser el infarto agudo de miocardio. Actualmente,
se usan distintos criterios y estadísticos para modelar la mortalidad, y compararla con el valor
esperado según las características de los pacientes que ingresan y según las cualidades de
los hospitales (benchmarking). En dichos estudios de benchmarking realizados hasta la fecha
(como por ejemplo, [1] y [2]), se ha analizado la mortalidad intrahospitalaria, ya que es un
evento fácil de registrar. No osbtante, nosostros innovaremos considerando la mortalidad más
a largo plazo, siendo el análsis de esta medida el objetivo principal de este trabajo. Nuestro
propósito es comprobar si el funcionamiento de cierto hospital es satisfactorio, comparan-
do, por tanto, su rango de mortalidad con el de otros hospitales con las mismas características.

En este proyecto trabajaremos con una base de datos que describiremos más detallada-
mente el Capítulo 2. Dicha base de datos contiene información de los pacientes ingresados en
la red de hospitales del sistema de salud pública de Cataluña entre 2007 y 2015. Primero,
limpiaremos este conjunto de datos según los criterios de inclusión que comentaremos en el
siguiente capítulo y haremos un análisis descriptivo. Después, evaluaremos la mortalidad a
largo plazo, mediante modelos de supervivencia, tales como los modelos de Cox, donde se
hará especial énfasis en la inclusión de efectos aleatorios para medir el efecto de los hospitales.
Previamente a la realización de este trabajo, ya habremos preparado bien los datos consideran-
do sólo el primer episodio para cada individuo y así, poder analizar la mortalidad a largo plazo.

No obstante, en este estudio lo que nos interesa no es comparar los distintos hospitales de
nuestra muestra, sino poder situar un hospital cualquiera en un percentil u otro, comparando
con una muestra hipotética de hospitales con sus mismas características tanto del hospital
como de los pacientes ingresados. Por ello, nos centraremos en analizar el efecto de dichos
hospitales mediante modelos de regresión con efectos fijos y aleatorios, haciendo uso de
distintas funciones del lenguaje de programación R y barajando las distintas opciones que

1



2 CAPÍTULO 1. INTRODUCCIÓN

existen dentro de cada una de las funciones.

En estadística, un modelo de efectos aleatorios, también conocido como modelo de compo-
nentes de la varianza, es un modelo que ayuda en el control de la heterogeneidad no observada
[3]. Los efectos aleatorios generalmente se ven como variables categóricas que describen el
exceso de riesgo o fragilidad en un individuo o grupo, siendo aquellos más frágiles los que
teóricamente mueran antes que los demás [4]. La diferencia entre ambos efectos es que los fijos
son aquellos en los cuales sus categorias no cambian, como pueden ser el sexo o el indicador
de diabetes; mientras que los efectos aleatorios son aquellos cuyos niveles serían diferentes si
se realizara de nuevo el estudio, como por ejemplo, los hospitales elegidos, dado que podrían
ser otros. Cuando en la estructura de tratamientos de un experimento se tienen tanto factores
fijos como aleatorios, el modelo que describe tales experimentos se llama modelo mixto. En
este proyecto, se tendrán en cuenta los efectos de los hospitales como efectos aleatorios, ya
que esto nos permitirá extrapolar los resultados a otros hospitales. Asimismo, es importante
la interpretación de estos efectos aleatorios, donde la razón de riesgo de cierto hospital será
respecto a otro hospital promedio de las mismas características y de los pacientes que ingresan.

Finalmente, resumiremos de manera breve la estructura del trabajo con el fin de facilitar la
organización del mismo. Primero, en el Capítulo 2, como ya hemos comentado, describiremos
detalladamente la base de datos utilizada en este proyecto, junto con los criterios de inclusión
del paciente y el seguimiento de dichos individuos. Después, en el Capítulo 3, abordaremos
conceptos básicos como las definiciones de la función de supervivencia, la función de riesgo y la
función de riesgo acumulada. Investigaremos sobre el modelo de Cox y en especial, el modelo
de Cox con efectos aleatorios. Para este último, profundizaremos en dos herramientas de R

denominadas coxph y coxme, que nos servirán para ajustar modelos que incorporan efectos
aleatorios. En el Capítulo 4 expondremos los resultados aplicados a nuestro conjunto de datos
real mediante diferentes tablas y gráficos. Inicialmente, se presentarán los resultados del
análisis descriptivo realizado y a continuación, aquellos obtenidos con el análisis de regresión
de Cox, que dividiremos en 3 bloques. El primero será la interpretación de las salidas de R;
el segundo, un gráfico con los efectos aleatorios y sus respetivos intervalos de confianza; y
por último, una tabla con los hospitales, su efecto aleatorio estimado y el percentil donde se
ubicarían. Para terminar, en el Capítulo 5 plantearemos nuestras conclusiones y una pequeña
discusión.



Capítulo 2

Base de datos: PADRIS

En este trabajo se ha utilizado una base de datos proveniente del Programa de Analítica
de Datos para la Investigación y la Innovación en Salud (PADRIS, siglas de Programa
d’Analítica de Dades per a la Recerca i la Innovació en Salut), el cual tiene la misión de
poner a disposición de la comunidad científica datos de salud para promover la investigación,
la innovación y la evaluación a través del acceso a la reutilización y vinculación de los datos
generados por el sistema sanitario público de Cataluña [5].

PADRIS es un programa público que está liderado y gestionado por el Departamento de
Salud de la Generalitat de Cataluña. Este programa cuenta con los órganos de gobierno, y los
medios tecnológicos y humanos necesarios para cumplir las funciones de dirección estratégica,
vigilancia, asesoramiento y ejecución operativa, anonimización y relación de los datos para la
investigación, innovación y evaluación biomédica. Actualmente, PADRIS incorpora datos de
salud de más de 6.000.000 de personas residentes en Cataluña, quienes cubren más del 80 %
de la población total.

La base de datos utilizada recoge información de los pacientes ingresados en distintos
hospitales de Cataluña, así como características de dichos hospitales.

2.1. Variables de la base de datos

La base de datos PADRIS contiene muchas más variables, pero para este estudio solamente
tendremos en cuenta aquellas más relevantes para los pacientes ingresados con síndrome
coronario agudo. Estas ya fueron seleccionadas para el modelo del estudio EURHOBOP [6]
que será explicado más adelante. Algunas de las variables más importantes son las siguientes:

idCas: Identificador del individuo.

3



4 CAPÍTULO 2. BASE DE DATOS: PADRIS

idEpisodi: Identificador del episodio.

UP: Código del hospital del ingreso.

mort: Variable que indica si el individuo ha muerto o no.

Circumstancia_alta_nom: Variable útil para saber si el individuo ha muerto durante
el ingreso o si ha sido trasladado a otro hospital.

Data_defuncio: Fecha de fallecimiento. Los individuos que tienen missing continúan
vivos a fecha de 31-12-2016.

Además, se pueden distinguir, por un lado, las variables que hacen referencia al paciente,
y por otro, las que nos dan información sobre el hospital.

2.1.1. Variables referentes al paciente

En este caso tendríamos las variables simplemente informativas, como pueden ser el sexo
y la edad del sujeto en cuestión; y otros factores de riesgo cardiovascular:

diab2: Indicador de la presencia de diabetes.

hta2: Indicador de padecimiento de hipertesión.

elevst: Elevación o descenso del segmento ST, el cual representa el período isoeléctrico
cuando los ventrículos se encuentran entre la despolarización y la repolarización.

killip34: Antecedentes de infarto agudo de miocardio (IAM).

renal2: Indicador de fallo renal.

fibril: Indicador de padecimiento de fibrilación auricular, es decir, de un ritmo
cardíaco irregular que puede provocar coágulos de sangre en el corazón.

pci: Antecedentes de intervención coronaria percutánea (ICP).

antcvd: Indicador de haber sufrido un evento cardiovascular previamente al ingreso.

2.1.2. Variables referentes al hospital

A su vez existen variables propias del hospital. Estás últimas serían las siguientes cinco:

UCI: Presencia de unidad de cuidados intensivos.

TERCIARIO: Si son hospitales altamente especializados.

HEM: Presencia de laboratorio de cataterismo (hemodinámia).

UC: Presencia de unidad coronaria.
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ACREDOCENT: Si son hospitales universitarios.

Es conveniente mencionar que más adelante crearemos la variable UC_UCI, la cual nos
indica con un 1 si dicho hospital tiene tanto unidad de cuidados intensivos como unidad
coronaria, y con un 0 si carece de alguna de las dos.

2.2. Criterio de inclusión de los pacientes

En este trabajo se han incluído mujeres y hombres mayores de edad, quienes han podido
ser ingresados en un mismo hospital u otro varias veces. De hecho, este es el caso de algunos
individuos que aparecen más de una vez con ingresos en distintos hospitales pero con pocos
días de diferencia. Además, se ha decidido mantener únicamente a los hospitales donde haya
habido un mínimo de 200 ingresos; considerando de esta forma una base de datos con 51734
pacientes, 56693 episodios, y 40 hospitales. En la Figura 2.1 se aprecia la diferencia en la
cantidad de mujeres y de hombres en cada uno de los hospitales incluídos en el estudio.

HOSPITAL DOS DE MAIG
HOSPITAL PLATÓ

HOSPITAL GENERAL DE CATALUNYA
HOSPITAL COMARCAL DE SANT BERNABÉ

Hospital d'Olot i Comarcal de la Garrotxa
HOSPITAL SANTA CATERINA

HU SAGRAT COR
HOSPITAL DE VILADECANS

FUNDACIÓ HOSPITAL SANT JOAN DE DÉU
HOSPITAL MUNICIPAL DE BADALONA

HOSPITAL COMARCAL DE L'ALT PENEDÈS
HOSPITAL DE FIGUERES

FUNDACIÓ PRIVADA HOSPITAL DE MOLLET
HOSPITAL DE PALAMÓS

Hospital Comarcal de Blanes
FUNDACIÓ HOSPITAL DE L'ESPERIT SANT

Parc Sanitari Sant Joan de Déu
HOSPITAL GENERAL DE L‘HOSPITALET

HOSPITAL D'IGUALADA
HOSPITAL DE SANT PAU I SANTA TECLA

HOSPITAL DE TERRASSA
HOSPITAL GENERAL DE GRANOLLERS

HOSPITAL RESIDENCIA SANT CAMIL
HOSPITAL GENERAL DE VIC

HOSPITAL VERGE DE LA CINTA DE TORTOSA
HU DE SANT JOAN DE REUS

Hospital Universitari Mútua de Terrassa
HOSPITAL DE SANT JOAN DESPÍ MOISÈS BROGGI

CENTRE HOSPITALARI
HOSPITAL DE MATARÓ

HOSPITAL DEL MAR
HU ARNAU DE VILANOVA DE LLEIDA

HOSPITAL DE SABADELL
HU JOAN XXIII DE TARRAGONA

HU GERMANS TRIAS I PUJOL DE BADALONA
HOSPITAL DE LA SANTA CREU I SANT PAU

HU DE GIRONA DR. JOSEP TRUETA
HOSPITALS VALL D'HEBRON

Hospital Clínic i Provincial de Barcelona
HU DE BELLVITGE

Ingresos

0 500 1000 1500 2000 2500 3000 3500

Mujer
Hombre

Figura 2.1: Número de mujeres y hombres ingresados en cada hospital.

Como se ha comentado anteriormente, la base de datos cuenta con varias dificultades,
como la estancia de un sujeto en distintos hospitales durante un tiempo no muy extenso.
En este caso, no nos interesa tener recogidos los datos de cada ingreso, ya que generaría
imprecisiones. Por ejemplo, si una persona lleva semanas en un hospital y es derivada a otro
donde muere al mismo día de la entrada, la muerte se registraría en el segundo centro; sin
embargo, sería más lógico que el evento se anotase en el anterior. Por ello, inicialmente, antes
de realizar el análisis descriptivo, se ha considerado una ventana de 28 días (4 semanas) como
un mismo ingreso, donde sólamente se ha tenido en cuenta el hospital donde el individuo ha
permanecido más días. Por lo tanto, si un paciente ha sido ingresado en más de un hospital
durante un periodo de 28 días, en la base de datos solo constará aquel donde haya estado más
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tiempo. Más adelante, a la hora de analizar distintos modelos de Cox, se ha considerado sólo
el primer episodio para cada individuo, para poder analizar de esta manera la mortalidad a
largo plazo. En esta última base de datos, entonces, solo estará registrado un ingreso por
paciente.

2.3. Seguimiento (follow-up)

Se analizarán los episodios de los individuos ingresados en 40 hospitales distintos de
Cataluña durante el periodo entre 2007 hasta 2015. Se tendrá en cuenta si dichos pacientes
han tenido antecedentes de ingresos previos a este periodo, mediante la variable antcvd2; sin
embargo, los ingresos ocurridos posteriormente al 31 de diciembre de 2015 no se considerarán.
El estudio de dichos pacientes se efectuará hasta el 31 de diciembre de 2016, es decir,
tendremos un año de seguimiento como mímimo. De hecho, la última fecha de defunción es
el mismo 31 de diciembre de 2016.



Capítulo 3

Métodos estadísticos

En este capítulo se abordarán conceptos básicos de supervivencia como las definiciones
de la función de supervivencia, la función de riesgo y la función de riesgo acumulada. Se
profundizará en el modelo de Cox y en especial, el modelo de Cox con efectos aleatorios,
introduciendo las distintas funciones y paquetes del software R que nos permiten ajustar
dichos modelos. La mayoría los conceptos de supervivencia que describiremos en esta sección
son extraídos del libro “Análisis de supervivencia” [7].

Empezamos definiendo T como el tiempo desde un origen bien definido hasta el suceso de
interés ϵ. El suceso puede ser la muerte, como bien ocurre en nuestro estudio; la aparición de
un tumor; el desarrollo de una enfermedad o infección, etc. Formalmente, T es una variable
aleatoria no negativa correspondiente a una población homogénea. El modelo para T puede
quedar caracterizado, entre otras, por la función de supervivencia (S(t)), la función de riesgo
(λ(t)) y la función de riesgo acumulada (Λ(t)), las cuales serán definidas en este capítulo.

3.1. Mortalidad

Ante la necesidad de explicar en qué consiste un mal funcionamiento de un determinado
hospital, primero definiremos la razón de mortalidad estandarizada (RME), ya que la relación
entre ambas es evidente. Esta es la razón entre el número de muertes observadas (O) y
el número de muertes esperadas (E), tomando como base las tasas de mortalidad de una
población de referencia:

RME =
O
E

El exceso de mortalidad en un hospital, entonces, es un indicador del mal funcionamiendo
de dicho centro. Sin embargo, en la base de datos analizada, nos encontraremos con varias
complicaciones, como por ejemplo, el traslado de un paciente a otro hospital, los reingresos,
los fallecimientos a lo largo de un año, etc. En el Capítulo 2, entre otras cosas, se ha aclarado
cómo hemos abordado dichos acontecimientos.

7
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3.2. Función de Supervivencia

La función de supervivencia se denota por S y corresponde a la probabilidad de que un
individuo sobreviva más de t unidades de tiempo (por ejemplo, años), es decir, la probabilidad
de que el suceso E ocurra después de t años. Por tanto, denotamos S(t) = Prob(T > t), que
está definida para t ≥ 0. Algunas de las propiedades básicas son las siguientes:

S(0) = 1 y S(∞) = 0

S(t) es una función monótona decreciente

Si T es continua, S(t) es continua y estrictamente decreciente.

Con el fin de estimar la función de supervivencia, como en la mayoría de las ocasiones
contenemos datos censurados en nuestros estudios, solemos proceder al cálculo de la curva
de Kaplan-Meier, un método no paramétrico. Definimos t1 < t2 < . . . < tk como tiempos
de los eventos obsevados y n = n0 como el tamaño de la muestra al inicio, cuando aún
no hay individuos fallecidos o censuras. Fijamos dj como el número de individuos que han
tenido un evento en el instante tj , donde j = 1, . . . , k, y mj como el número de individuos
censurados en el intervalo [tj , tj+1). Entonces, nj = (mj + dj)+ . . . + (mk + dk) será el
número de individuos en riesgo justo antes al instante tj , definiendo de esta manera el
estimador Kaplan-Meier de la función de supervivencia como:

Ŝ(t) =
∏

j:tj<t

nj − dj
nj

.

3.3. Funciones de riesgo y de riesgo acumulada

La función de riesgo describe el comportamiento de la probabilidad condicionada de morir
en un pequeño intervalo siendo que la persona está viva al inicio del mismo. Dicha función,
cuando T es una variable aleatoria absolutamente continua, se define formalmente como

λ(t) = ĺım
∆t→0

1

∆t
Prob[t ≤ T < t+∆t | T ≥ t],

donde λ(t)∆t sería la probabilidad de que a un individuo de edad t le ocurra E en (t, t+∆t].
Algunas de las propiedades básicas, siendo T una variable absolutamente continua, son las
siguientes:

λ(t) es una función no negativa.∫ s

0
λ(u)du < ∞ para algún s > 0 y

∫∞
0

λ(u)du = ∞,

Sea f(t) la función de densidad de probabilidad, se puede estimar la función de riesgo
a través de la función de superviviencia mediante la siguiente forma:

λ(t) =
f(t)

S(t)
= − d

dt
(lnS(t)). (3.1)
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O lo que es lo mismo

S(t) = e−
∫ t
0
λ(u)du.

Debido a la dificultad en estimar directamente la función de riesgo mediante la ecuación
(3.1), definiremos también la función de riesgo acumulada Λ(t). Esta función es muy útil
gráficamente y, cuando T es absolutamente contínua, se calcula de la siguiente manera:

Λ(t) =

∫ t

0

λ(u)du.

El riesgo acumulativo podría ser interpretado como el número de eventos que se esperarían
para cada individuo en el tiempo T siendo dicho evento un proceso repetible. Sin embar-
go, esta función generalmente sólo se usa como una medida intermedia para estimar λ(t)

y como una herramienta de diagnóstico para evaluar la validez del modelo de supervivencia [8].

Por último, presentaremos el estimador Nelson-Aalen, un método no-paramétrico
utilizado para estimar Λ(t) [9], el cual se puede definir como

Λ̂(t) =
∑
ti<t

di
ni

,

siendo di el número de eventos y ni el número total de individuos en riesgo, ambos en el
instante ti.

3.4. Modelo de Cox

El modelo de regresión de riesgos proporcionales de Cox es un modelo de regresión de
análisis de supervivencia que describe la relación entre la incidencia del evento, expresada
por la función de riesgo, y un conjunto de covariables [10]. En dicho modelo, la medida del
efecto es la tasa de riesgo, es decir, el riesgo o probabilidad de sufrir el evento de interés
sabiendo que el individuo ha sobrevivido hasta un tiempo específico. Este riesgo representa
el número esperado de eventos por unidad de tiempo.

Los modelos de riesgo proporcionales conocidos como modelos de Cox son los más utiliza-
dos en la investigación clínica para analizar datos de supervivencia, y por tanto los que más
frecuentemente aparecen en la literatura médica. En estos modelos, el análisis de regresión se
utiliza para procesar datos censurados. Una característica de los modelos de Cox es que no se
especifica la distribución de los datos, es decir, puede tomar cualquier aspecto [11]. Por este
motivo se dice que el modelo de Cox es de naturaleza semiparamétrica y podemos analizar
cualquier variable que pueda influir en la ocurrencia del evento, a diferencia del análisis de
supervivencia de Kaplan-Meier [12]. Por tanto, los modelos de Cox son ventajosos cuando el
objetivo es comparar grupos, valorar supervivencias relativas; ya que en ese caso lo que se
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quiere es calcular cocientes de riesgo. Al dividir las dos funciones para dicho cálculo, como la
función de riesgo base λ0(t) interviene en ambas, este desaparece, por lo que daría realmente
igual cuál pueda ser la forma de esta función.

3.4.1. Formulación del modelo

Sea Ti el tiempo de estudio para el i-ésimo paciente, δi el indicador del evento para el
i-ésimo paciente (δi = 1 si el evento ha ocurrido y δi = 0 si hay censura por la derecha) y
Zi = (Zi1, . . . , Zis)

t el vector de covariables o factores de riesgo para el i-ésimo individuo
en el tiempo t que pueden afectar en la distribución de supervivencia de T . Los vectores
Zik, k = 1, . . . , s, son covariantes fijas, es decir, variables explicativas recogidas en el origen
del estudio, por ejemplo, el sexo, la edad, etc.

Sea λ(t | Z) la función de riesgo en el tiempo t para un individuo con vector de riesgo Z,
el modelo básico es el siguiente [13]:

λ(t | Z) = λ0(t)ϕ
(
βtZ

)
,

donde λ0(t) es función de riesgo basal , β = (β1, . . . , βs)
t es un vector de parámetros , y

ϕ
(
βtZ

)
es una función conocida. Como λ(t | Z) debe ser positivo, ϕ

(
βtZ

)
se define como

ϕ
(
βtZ

)
= exp

(
βtZ

)
= exp

( s∑
k=1

βkZk

)
,

de forma que el modelo toma la siguiente forma:

λ(t | Z) = λ0(t) exp
(
βtZ

)
= λ0(t) exp

( s∑
k=1

βkZk

)
,

esto es,

λ(t) = λ0(t) exp (β1Z1) exp (β2Z2) · · · exp (βsZs) .

El análisis de regresión de riesgos proporcionales de Cox es una de las técnicas de regresión
más populares para los resultados de supervivencia, pero hay varias suposiciones importantes
para el uso apropiado del modelo y son las siguientes:

1. El logaritmo del cociente de las funciones de riesgo se relaciona linealmente con los
factores pronósticos, lo cual puede ser verificado mediante un gráfico de los residuos.

2. La razón entre las funciones de riesgo es constante a lo largo del tiempo, ya que se
verifica

λ(t | Z)

λ0(t)
= exp {β1Z1 + β2Z2 + . . .+ βpZp} , (3.2)



3.4. MODELO DE COX 11

en donde el término de la derecha sólo depende de los valores de las covariantes y no del
tiempo t. Este es el motivo por el cual se conoce como modelo de riesgos proporcionales.

3. La función de supervivencia es una función exponencial, en otras palabras, se ex-
presa como una función exponencial de la razón de riesgo en cualquier momento t(
S(t) = S0(t)

HR
)

[12].

3.4.2. Aplicación del modelo a los datos

A la hora de analizar una sola muestra de datos de supervivencia, o comparar dos o
más grupos de tiempos de supervivencia, existen otros métodos no paramétricos muy útiles.
Sin embargo, en la mayoría de los estudios médicos que dan lugar a datos de supervivencia
también se registra información complementaria de cada individuo [13]. Por ello, en este
estudio hemos aplicado los modelos de Cox, ya que queremos comparar la supervivencia de
los pacientes en los diferentes hospitales recogidos en nuestra base de datos. En este caso,
las variables demográficas como la edad y el sexo del paciente, y los factores fisiológicos
como la diabetes y la hipertensión, pueden tener un impacto en el tiempo en el que el
paciente sobrevive. Como hemos comentado en la introducción, para realizar este trabajo
anteriormente hemos preparado los datos, considerarando sólo el primer episodio para cada
individuo y así, poder analizar la mortalidad a largo plazo.

En este proyecto se va a trabajar con el modelo ya creado en el proyecto EURHOBOP
[6], un estudio de cohorte fundado por la Comisión Europea y diseñado para proporcionar
un sistema válido de evaluación comparativa (benchmarking) del síndrome coronario agudo
(SCA) a la comunidad europea. El objetivo de dicho estudio fue derivar y validar un conjunto
de modelos para comparar las tasas de mortalidad intra-hospitalaria en hospitales europeos,
en infarto agudo del miocardio (IAM) e intervención coronaria percutánea (ICP), teniendo
en cuenta el país, así como las características del hospital y del paciente. El ajuste del
modelo se realiza seleccionando pacientes con IAM y SCA y las siguientes variables: Sexe,
Edat_agrupada, hta2, diab2, elevst, renal2, killip34 y UC_UCI. La selección de dichas
variables fue mediante un procedimiento paso a paso que se basó en la maximización del
coeficiente de correlación de concordancia (CCC). El CCC se calculó como la concordancia
entre las tasas de mortalidad intrahospitalaria observadas y esperadas para cada hospital,
ponderadas por el número de pacientes reclutados por dicho hospital. Este proceso se repitió
hasta que se incluyeron todas las variables candidatas. Además, se realizó un paso adicional
para eliminar las variables que no mejoraban el CCC y no se asociaban significativamente
con el resultado [6].

Antes de comenzar con el análisis de supervivencia mediante las funciones de R que
comentaremos a continuación, hemos limpiado la base de datos utilizada para el análisis
descriptivo. Como ya se ha mencionado previamente, a la hora de analizar la mortalidad a
largo plazo solamente consideraremos el primer episodio de cada paciente y solo entrarán
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aquellos que no hayan tenido eventos cardiovasculares previos. Además, para evitar futuras
malinterpretaciones, únicamente mantendremos los hospitales con más de doscientos ingresos.
Por tanto, la nueva base de datos constará de 35460 registros y 30 hospitales.

Posteriormente, iniciaremos el análisis cargando el paquete de R, survival [14] para
hacer uso de varias de las funciones que contiene. Primero, utilizaremos la función Surv para
crear un objeto de supervivencia que se utilizará como variable de respuesta en la fórmula
del modelo que generaremos. Para ello, solamente necesitaremos las variables que indican
el tiempo de seguimiento y si ha ocurrido el evento, en nuestro caso, la muerte. Después,
aplicaremos la función coxph, la cual trata de ajustar un modelo de regresión de riesgos
proporcionales de Cox, en la cual se incorporan variables y subconjuntos de la población de la
muestra dependientes del tiempo, múltiples eventos por sujeto, y otras extensiones, utilizando
la formulación del proceso de conteo de Andersen y Gill [15]. En este caso, necesitaremos un
objeto en forma de fórmula (formula), con el elemento de supervivencia recién mencionado a
la izquierda de un operador “∼” y los términos a la derecha; la base de datos correspondiente
(data) y una cadena de caracteres que especifica el método para el manejo de empates (ties).
Asimismo, existen otros argumentos posibles pero que no se han usado en este trabajo, como
el subconjunto de los datos a utilizar (subset), una función de filtro para los datos faltantes
(na.action), un vector de pesos (weights), un vector de valores iniciales de la iteración
(init) o una lista de opciones de control (control).

Existen bastantes diferencias entre los hospitales de la base de datos. Como en alguno de
ellos hay pocos ingresos (Hospital Municipal de Badalona, 204 ingresos) comparando con
otros (Hospital Universitari de Bellvitge, 3516 ingresos), la estimación de la mortalidad para
dichos centros puede ser poco fiable si se trata el hospital como un factor de efectos fijos.
Por tanto, en este proyecto hemos optado por añadir los hospitales (variable UP) como efecto
aleatorio, mitigando así el problema anterior. Además, de esta manera nos centraremos en lo
que realmente nos interesa, esto es, en el efecto de los hospitales, en vez de proceder con una
comparación entre los hospitales de la muestra.

3.5. Modelo de Cox con efectos aleatorios

En los últimos años se ha estado investigando bastante y de forma activa sobre el
suplemento de los efectos aleatorios para los estudios de supervivencia. Los efectos aleatorios
generalmente se ven como variables categóricas que describen el exceso de riesgo o fragilidad
en un individuo o grupos de individuos. La idea es que los individuos o grupos tienen diferentes
fragilidades y que aquellos que son más frágiles morirán antes que los demás [4]. La fragilidad
es un componente aleatorio diseñado para tener en cuenta la variabilidad causada por factores
de nivel individual no observados que, de otro modo, no se tendrían en cuenta para los
otros predictores en el modelo. Entonces, si consideramos un modelo con algunas variables
que recogen ciertas características de, en nuestro caso, grupos (hospitales) y añadimos un
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componente de fragilidad, dos grupos con los mismos valores en las variables incluidas en
el modelo pueden tener funciones de supervivencia diferentes. Lo que ocurre es que estos
factores no observados (fragilidades) pueden aumentar la heterogeneidad, lo que lleva a una
mayor variabilidad en los tiempos de supervivencia [16]. Existe cierta diferenciación en la
terminología. Mediante el uso del término “modelo de fragilidad” nos referimos a un modelo
de supervivencia con un solo efecto aleatorio, mientras el término “modelo de efectos mixtos”
lo utilizamos para referirnos a un modelo con factores mixtos y factores aleatorios [17]. En
este trabajo se incluirá un factor aleatorio (hospital) y algunos efectos fijos (sexo, diabetes,
etc), además de variables continuas como la edad que no son efectos aleatorios y se considerán,
por lo tanto, también variables fijas.

3.5.1. Formulación del modelo

Definimos λ0(t) como la función de riesgo basal y X y Z como las matrices para los
efectos fijos y aleatorios, repectivamente. Asumimos un modelo de riesgos proporcionales con
efectos aleatorios, con la siguiente función de riesgos:

λ(t) = λ0(t) exp
(Xβ+Zω), (3.3)

donde β es el vector de los coeficientes de los efectos fijados y ω el vector de los coeficientes
de los efectos aleatorios. Para cualquier valor fijado de β y ω, definimos el logaritmo de la
función de verosimiltud parcial PL como [18]

log[PL(β,ω))] =

n∑
i=1

∫ ∞

0

Yi(t)ηi(t)− log

∑
j

Yj(t)e
ηj(t)

 dω, (3.4)

donde ηi(t) = Xi(t)β+Zi(t)ω es la puntuación lineal para el sujeto i al instante t y Yi(t) des-
cribe el conjunto de riesgos. Cuando el sujeto i está bajo observación al instante t, Yi(t) = 1,
mientras que el caso contrario, Yi(t) = 0.

Asimismo, ω puede seguir distintas distribuciones, como por ejemplo, una distribución
gaussiana, gamma o t, las cuales pueden ser escogidas en R dependiendo de la función que
utilicemos para ajustar nuestro modelo de Cox. A continuación, definiremos las funciones de
R estudiadas, comentando sus diferencias e igualdades.

3.5.2. Aplicación del modelo a los datos

En esta segunda parte, hemos vuelto a hacer uso de la función coxph, pero añadiendo
a los términos de la derecha de la formula una función de fragilidad denominada frailty

[14], la cual permite agregar un término simple de efectos aleatorios a un modelo de Cox. La
forma de este objeto de R es la siguiente [14]:

frailty (x, dist = ”gamma”, ..., sparse = ..., theta = ..., df = ..., method = ..., ....)
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Primero, analizaremos las diferentes opciones existentes para frailty y explicaremos
cómo escogemos una alternativa u otra. Estos son algunos de los argumentos para la función
que estamos estudiando:

x: La variable a introducir como efecto aleatorio, la cual es tratada como un factor.

distribution: La distribución que siguen los efectos aleatorios. Tenemos tres opciones
posibles: la distribución gamma, gaussiana o t de Student.

sparse: El límite para usar una codificación dispersa. Si el número total de niveles
de x es mayor que este valor, se utiliza una aproximación de matriz dispersa. El corte
correcto aún es una cuestión que se sigue investigando: si la cantidad de niveles es muy
grande (miles), entonces el cálculo no disperso puede no ser factible en términos de
memoria y tiempo de cómputo. Asimismo, la precisión de la aproximación dispersa
parece estar relacionada con la proporción máxima de sujetos en cualquier clase, siendo
mejor cuando ninguna clase tiene una gran cantidad de factores.

theta: Valor que fija la varianza del efecto aleatorio. Si no se especifica la varianza,
esta es un parámetro y se busca la mejor estimación mediante el método indicado en el
argumento method.

df: Grados de libertad para el efecto aleatorio. Especificar este argumento implica
method = “df”.

method: El método utilizado para seleccionar una solución para la varianza del efecto
aleatorio. Podemos utilizar varios métodos diferentes:

• fixed: Este método se utiliza cuando el usuario da un valor de la varianza en el
argumento theta y por tanto, esta no se estima, ni se realiza ninguna iteración.

• df: Selecciona la varianza de modo que los grados de libertad para el efecto
aleatorio coincidan con un valor especificado por el usuario.

• aic: El método AIC busca maximizar el criterio de información de Akaike 2 ·
(verosimilitud parcial − df).

• em y reml: Los métodos EM y REML son específicos de los modelos de Cox con
efectos aleatorios gamma y gaussianos, respectivamente. Estos métodos estiman
los parámetros “máximo verosímil” y “máximo verosimil restringido”.

tdf: Los grados de libertad de la distribución t de Student.

Se ha de destacar que sólo se debe especificar uno de los argumentos, theta o df. Además,
como se ha comentado previamente, la función frailty se conecta, en nuestro caso, al marco
general de modelado penalizado proporcionado por la rutina coxph, el cual se ocupa de la
probabilidad, las penalizaciones y los grados de libertad. La estructura extensible de los
métodos penalizados es tal que la función de penalización, como frailty, está completamente
separada de la rutina de modelado. Por tanto, una ventaja del uso de coxph es que podemos
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conectar cualquier rutina de penalización que elijamos. Por otro lado, la desventaja es que es
muy difícil para la rutina de modelado saber si se ha proporcionado una rutina de penalización
razonable [14].

En cuanto a la distribución que siguen los efectos aleatorios, nos hemos preguntado qué
criterio seguir para escoger una u otra. Por un lado, la distribución t de Student tiene las
colas más pesadas, lo cual implica una mayor dispersión de los datos, obteniendo así unas
estimaciones menos precisas y unos intervalos de confianza más amplios comparando con la
distribución normal [19]. Por tanto, es adecuada si en nuestra base de datos hubiera algunos
hospitales con mucha más o mucha menos mortalidad que el resto. En cambio, la distribución
gaussiana tiene las colas cercanas a 0 y es acampanada, simulando así una situación ideal
donde no entrarían casos extremos como excesos de mortalidad. Se ha de tener en cuenta
que la distribución t de Student se aproxima a la distribución normal estándar a medida
que aumentan los grados de libertad. Para terminar con las distribuciones, faltaría definir
la gamma [20], una distribución de probabilidad que puede ser útil para el modelado de
medidas de valor real que siempre son positivos. La distribución gamma surge naturalmente
al considerar un cierto proceso aleatorio a lo largo del tiempo; en particular, se emplea en
modelos de congestión. Sin embargo, hay que puntualizar que con la opción gamma, en este
caso, se refiere a la distribucón de exp(ω), mientras que la normal o la t de Student se refiere
a la distribución de ω. Por lo tanto, para comparar las tres opciones se ha de tomar como
una log-gamma. En la Figura 3.1 se aprecia que la distribución log-gamma no es del todo
simétrica, a diferencia de la normal o la t de Student.

Figura 3.1: Distribuciones posibles para los efectos aleatorios.

En el trabajo, se han ajustado diferentes modelos escogiendo las diferentes distribuciones y
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métodos para los efectos aleatorios. A la hora de elegir entre todos los modelos creados, nues-
tro objetivo es que este sea lo suficientemente complejo para que sea una buena descripción
de nuestro sistema de estudio, pero no tan complejo como para que no tenga validez general
[21]. Como criterio, hemos calculado el valor AIC [22], un indicador de información con el
que medimos el balance entre capacidad predictiva y complejidad, ayudandonos así a elegir
entre una serie de modelos estadísticos. Este indicador utiliza la máxima verosimilitud como
criterio de bondad de ajuste y el número de parámetros como medida de complejidad. Por
tanto, podremos asumir que, según este criterio, el modelo con el valor más bajo será nuestra
mejor opción. De hecho, con el objetivo de escoger los mejores grados de libertad, también
hemos ido probando varias opciones, quedándonos con los grados con los que obteniamos el
modelo con menor AIC. Otra alternativa posible y combinable es fijarse en la varianza de los
efectos aleatorios, ya que cuanto más baja sea la variaza, menor será la dispersión de los datos.

Continuando con los comentarios sobre el código de R, la función summary() para los
modelos de Cox con efectos aleatorios genera un informe más completo y los resultados de
la salida de R, los cuales podemos contemplar en la Figura 3.2, se pueden interpretar de la
siguiente manera [23]:

(...)

Figura 3.2: Parte de la salida de R de la función coxph.

La significancia estadística. La columna de la tabla de la estimación de los parámetros
marcada como “Chisq” da el valor estadístico de Wald. Corresponde a la razón de cada
coeficiente de regresión a su error estándar (coef/se(coef)). El estadístico de Wald
evalúa si el coeficiente(β) de una variable dada es diferente de 0.

Los coeficientes de regresión. Otra característica importante de los resultados del
modelo estudiado es el signo de los coeficientes de regresión. El signo positivo indica,
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en nuestros datos, que el riesgo de muerte es mayor, y por lo tanto las personas con
valores más altos en las variables con signos positivos tendrán un peor pronóstico. Se
ha de tener en cuenta que la salida de R nos muestra la razón de riesgo de cada grupo
respecto al grupo de referencia, que por defecto en R es el primero, para cada variable.
Esto es, por ejemplo, en el caso de la variable diab2, el valor obtenido será el de un
individuo diabético (valor 1) frente a uno no diabético (valor 0).

Las razones de riesgo (HR=exp(β))). Los exponentes de los coeficientes, también
conocidos como índices de riesgo, muestran el tamaño del efecto de las covariables.
Dependiendo de su valor, se reduce o se incrementa el riesgo. En las variables continuas
como la edad, el HR se interpreta como el incremento (si HR>1) o decremento (si
HR<1) del riesgo instantáneo al incrementarse una unidad, mientras que en las variables
categóricas se entendería como el incremento o decremento relativo del riesgo instantáneo
de cada categoría respecto a la de referencia. Por otro lado, en el factor hospital, el HR
representa el incremento o decremento relativo de cada hospital respecto el hospital
promedio o esperado. Además, es conveniente mencionar que el HR de una variable se
interpreta manteniendo constante el valor de las demás variables incluido el hospital.
Así pues, para las variables a nivel de hospital, el HR no tiene una interpretación
directa y sólo es válido si se trata de dos pacientes ingresados en el mismo hospital.

Los intervalos de confianza de las razones de riesgo. El resultado del resumen también
proporciona intervalos de confianza del 95 % para el índice de riesgo (exp(coef)).

La significación estadística global del modelo. La salida de R de coxph también nos pro-
porciona los p-valores de las tres pruebas alternativas para el cálculo de la importancia
general del modelo, cuya hipòtesis nula es que todas las variables tienen un efecto nulo.
Todas ellas, tanto la prueba de razón de verosimilitud como la prueba de Wald o las
estadísticas de rango logarítmico de puntuación, son asintóticamente equivalentes; por
tanto, con un tamaño de muestra suficientemente grande, los resultados serán similares.
Sin embargo, si el tamaño muestra de nuestro estudio es pequeño, los valores pueden
diferir un poco y en estos casos, la prueba de razón de verosimilitud suele tener un
mejor comportamiento. No obstante, la salida de R cuando introducimos las fragilidades
(frailty) sólo nos devuelve la prueba de razón de verosimilitud.

Más adelante, en 2009, se creó la función coxme (version 2.0) del paquete denominado
con el mismo nombre, el cual ha reemplazado el método anterior, ya que es más rápido, más
estable y más flexible. Esta función ajusta el modelo (3.3), pero asumiendo que el vector de
coeficientes de los efectos aleatorios sigue una distribución gaussiana [18], esto es,

λ(t) = λ0(t)e
Xβ+Zω

ω ∼ N(0,Σ(θ))
(3.5)

donde la distribución de efectos aleatorios N se modela como gaussiana con media cero y
una matriz de varianza Σ, que a su vez depende de un vector de parámetros θ. Además, a
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diferencia de la función coxph, donde podíamos elegir entre varios métodos posibles para
la estimación de los efectos fijos, la función coxme supuestamente solo realiza la prueba de
razón de verosimilitud.

En R los efectos aleatorios se especifican en la fórmula mediante una expresión entre
paréntesis que contiene una barra vertical. A la izquierda de dicha barra se encontrarán los
efectos y a la derecha, las variables de agrupación, que en nuestro caso serán los hospitales.
En cuanto a los efectos, nosotros pondremos un uno, de forma que la interpretación sea de
un efecto (intercepto) por centro sanitario (grupo). A continuación, mostraremos un ejemplo
de esta estructura para una mayor compresión:

myesurv <- with(new_dades2 , Surv(as.numeric(time2 - time1), mort))
coxme(myesurv ~ Sexe + Edat_agrupada + hta2 + diab2 + elevst +

renal2 + killip34 + UC_UCI + (1|UP),
data = new_dades2)

La función Surv crea el objeto de superviviencia utilizado después como variable respuesta
en el modelos de Cox, donde time1 es la fecha de ingreso al hospital y time2 la fecha de
defunción en el caso de que el paciente fallezca durante el periodo de seguimiento, o la
fecha de finalización del estudio (31-12-2016) si este sigue vivo. La variable mort indica
si el individuo en cuestión ha muerto y new_dades2 es el nombre de la base de datos utilizada.

En cuanto a los otros argumentos de la función, también varían respecto a la función
coxph. La función coxme permite al usuario crear sus propias rutinas de manejo de variaciones,
siendo por ello una herramienta más flexible. Esto permite que el programa se extienda
de maneras no visualizadas por el autor [24]. Algunos de las incorporaciones que podemos
aplicar son las siguientes [25]:

varlist: La familia de varianzas que se utilizará para cada término aleatorio. En el
caso de que haya varios términos, esta será una lista de funciones de varianzas y el
valor predeterminado es coxmeFull. Alternativamente, también puede ser una lista de
matrices, en cuyo caso se utiliza la función coxmeMlist.

vfixed: Lista opcional o vector utilizado para fijar el valor de uno o más términos de
la varianza a una constante.

vinit: Lista opcional o vector que sugiere unos valores iniciales para la varianza.

redefine.n: Número de muestras que se utilizarán en la estimación de Monte-Carlo
del posible error en la log-verosimilitud del modelo ajustado debido a la inadecuación
de la aproximación de Laplace.

Entonces, aplicando está nueva función, los componentes de la salida de R [18] son
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El número total de observaciones y el número total de eventos (muertes) en el conjunto
de datos.

El coste computacional, resumido como el número de iteraciones para la rutina óptima
y las iteraciones de Newton-Raphson subyacentes utilizadas.

La verosimilitud parcial logarítmica de un modelo sin covariables, ni efectos aleatorios;
la probabilidad ajustada de la verosimilitud parcial y el valor con los efectos aleatorios
integrados. Generalmente, estaremos interesados en los valores nulos e integrados. Los
valores serán devueltos pero etiquetados como PL e IPL por brevedad.

Las pruebas de razón de verosimilitud basadas en la vista integrada y penalizada
del modelo, junto con valores penalizados. El AIC penaliza con el doble de grados
de libertad efectivos, mientras que el BIC penaliza por log(d) los grados de libertad
efectivos, donde d es el número de eventos.

Un resúmen de los efectos fijos

Un resúmen de las varianzas de los efectos aleatorios

Asimismo, los principales componentes del modelo se pueden extraer a través de las
siguientes funciones:

Componentes del modelo Funciones
Coeficientes de los efectos fijos fixef

Coeficientes de los efectos aleatorios ranef

Matriz de varianzas de los efectos fijos vcov

Varianzas de los efectos aleatorios VarCorr

Tabla 3.1: Funciones para extraer los componentes del modelo con coxme ≥ version 2.2 .

Se ha de tener en cuenta que a partir de la versión 2.2 estos siguen el mismo patrón
que los modelos de efectos mixtos lineales; sin embargo, anteriormente el método ranef se
asignaba incorrectamente. Otra extensión útil para observar los efectos de alguna variable
aleatoria es la adición de un efecto anidado. Esto es posible escribiendo la fracción del centro
sanitario (UP) entre dicha variable, a la derecha de la barra vertical anteriormente comentada.
Un factor anidado sería que tuvieramos, por ejemplo, países o regiones elegidas al azar como
factor de efectos aleatorios y dentro de cada región, al mismo tiempo, hospitales como factor
de efectos aleatorios.

Las diferencias entre el uso de una función u otra están en que coxme es una rutina
posterior, con una optimización más sofisticada y fiable. A la hora de realizar la búsqueda de
los valores de los parámetros que maximizan la verosimilitud (3.4), con la función frailty

existen conjuntos de datos con los que el algoritmo iterativo tiene problemas de convergencia,
mientras que coxme no tiene problemas.
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3.5.3. Algoritmo utilizado para estimar el modelo

Para cerrar este capítulo, queremos explicar de forma resumida en esta subsección el algo-
ritmo que se usa para estimar el modelo con coxme. El reto cuando se introducen los efectos
aleatorios en el modelo de Cox surge con la aparición de una integral para cada hospital,
la cual se ha de resolver. Usualmente se utilizan métodos numéricos como la aproximación
de Laplace, y una vez calculada la integral, métodos iterativos como Newton-Raphson para
obtener así el siguiente valor de los parámetros.

El MLE para la varianza de los efectos aleatorios se basa en una probabilidad parcial
integrada [26]:

IPL(β, θ) =
1

(2π)q/2|Σ(θ)|1/2

∫
PL(β, ω)e−ω′Σ−1(θ)ω/2dω

donde q es la dimensión de la densidad gaussiana, es decir, el número de efectos aleatorios.
Cuando el la varianza del efecto aleatorio es cero, esto colapsa a la probabilidad parcial ordi-
naria de Cox. Se ha de mencionar también que esta fórmula se aplica porque la distribución
de los efectos aleatorios en coxme sigue una normal, pero habría que cambiarla si siguiese
una t de Student o una gamma.

La estrategia computacional central [26] para coxme es un bucle externo y otro interno.
El bucle exterior busca sobre los parámetros θ de la matriz de varianza un máximo de la
verosimilitud parcial integrada. Para cada valor de θ en esta búsqueda:

1. Calculamos A(θ) y A−1(θ)

2. Resolvemos el modelo de Cox penalizado log[PL(β, ω)] - (1/2)ω′A−1ω para obtener el
vector solución (β̂, ω̂), donde PL es el logaritmo de verosimilitud parcial habitual de
Cox. La solución iterativa de Newton-Raphson a este problema es el bucle interior.

3. Usamos la aproximación de Laplace para calcular el logaritmo de la verosimilitud
parcial integrada, usando los resultados del paso 2.

Un componente necesario de la solución en el paso 2 es el cálculo de H y su descomposición
de Cholesky generalizada H = LDL′, donde D es diagonal y L es triangular inferior con
Lii = 1. La aproximación de Laplace en el paso 3 es particularmente conveniente para este
problema ya que todos los componentes ya están disponibles.

Finalmente, vemos interesannte comentar que los principales esfuerzos de eficiencia en la
rutina coxme se han centrado en efectos discretos, es decir, las variables de agrupación [27].



Capítulo 4

Resultados

Los resultados del estudio se han dividido en dos apartados. La primera sección incluye
un análisis descriptivo de los datos realizado inicialmente. La segunda sección incluye los
resultados obtenidos con el modelo de Cox mediante la función coxph con frailty por
un lado, y mediante la función coxme por otro lado. Interpretaremos de las salidas de R,
proporcionaremos un gráfico con los efectos aleatorios y crearemos una tabla de los hospitales
con el percentil donde se ubicarían.

4.1. Análisis descriptivo

Se ha realizado un análisis descriptivo teniendo en cuenta las distintas variables de la base
de datos inicial formada por 56693 resgistros de ingresos y 33 variables. Dichos episodios se
darán en 40 hospitales distintos y serán de 51734 pacientes, solo que varios de ellos ingresarán
más de una vez. Como podemos observar en la siguiente tabla (Tabla 4.1) 3689 individuos
reingresan en algún hospital durante el periodo del estudio:

Número de ingresos 1 2 3 4 5 6 7 8
Individuos 47614 3497 478 98 32 9 3 4

Tabla 4.1: Número de ingresos que han presentado los pacientes.

Primero, nos hemos centrado en las carácteristicas de los pacientes. Esta descripción está
resumida en la Tabla 4.2, donde podemos encontrar información de las variables referentes al
paciente en función del género, además del número de ingresos y de muertes.

21
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Mujer Hombre Todos
Número de ingresos 17023 39670 56693
Sin elevación del segmento ST % 44.1 % 37.9 % 39.8 %
Elevación del segmento ST% 44.3 % 53.8% 50.9 %
Descenso del segmento ST % 11.6 % 8.27 % 9.28 %
Antecedentes de infarto agudo de miocardio 17.7 % 11.7 % 13.5 %
Fibrilación auricular % 1.58 % 2.62 % 2.31 %
Hipertensión % 61.7 % 45.4 % 50.3 %
Diabetes % 33.8 % 27.1 % 29.1 %
Antecedentes de intervención coronaria percutánea % 37.2 % 55.1% 49.7 %
Fallo renal % 12.9 % 8.32 % 9.69 %
Muertes 11.2 % 6.16% 7.66%

Tabla 4.2: Porcentajes de los factores de riego en hombres y en mujeres.

Después, también hemos querido analizar las variables referentes al centro sanitario.
Por tanto, hemos resumido en la Tabla 4.3 el número de hospitales que hay para cada
característica propia de dichos centros, junto al porcentaje correspondiente. Es llamativo ver
como la gran mayoría de los hospitales que tuvieron más de 200 ingresos son universitarios
(80%) y muchos de ellos tienen UCI (70%), mientras que la presencia de unidad coronaria
en ellos es escasa.

UCI TERCIARIO HEM ACREDOCENT UC % Total
UCI 28 10 10 25 7 70%
TERCIARIO 10 10 8 9 7 25 %

HEM 10 8 11 9 5 27.5 %
ACREDOCENT 25 9 9 32 7 80 %
UC 7 7 5 7 7 17.5 %

Tabla 4.3: El número de hospitales y su porcentaje para cada una de las características.

Por otro lado, en la Tabla 4.4 mostraremos las características de los 10 hospitales con más
pacientes ingresados en el periodo de tiempo del estudio. Observamos como todos ellos tienen
UCI y son universitarios, lo cuál tiene sentido, ya que, como ya hemos comentado, la gran
mayoría de ellos cumplen estas características. Asimismo, es interesante como justamente
los únicos 7 hopitales con presencia de unidad coronaria y 9 de los 10 hospitales terciaros
entran dentro de los 10 hospitales con más ingresos. Analizando la diferencia de ingresos
entre hombres y mujeres, en la Figura 2.1 se aprecia claramente una gran mayoría en el
caso de los hombres. De hecho, solamente 2 hospitales ha tenido más ingresas de mujeres: el
Hospital de Viladecans y el Hospital de Badalona.
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Hospital UCI Terciario Hem Acredocent UC
Hospital Universitari Arnau de Vilanova de Lleida Sí Sí Sí Sí Sí
Hospital Universitari Joan XXIII de Tarragona Sí Sí Sí Sí No
Hospital Universitari de Girona Dr. Josep Trueta Sí Sí Sí Sí Sí
Hospital Universitari de Bellvitge Sí Sí Sí Sí No
Hospital Universitari Germans Trias i Pujol Sí Sí No Sí Sí
Hospital Clínic i Provincial de Barcelona Sí Sí Sí Sí Sí
Hospital de Sabadell Sí No No Sí No
Hospital del Mar Sí Sí No Sí Sí
Hospital de la Santa Creu i Sant Pau Sí Sí Sí Sí Sí
Hospitals Vall d’Hebron Sí Sí Sí Sí Sí

Tabla 4.4: Los 10 hospitales con más ingresos y sus características.

Más adelante, se ha analizado el número de fallecimientos que ha habido en cada hospital
(Figura 4.1). El Hospital de la Santa Creu i Sant Pau, el Hospital Universitari de Bellvitge y
el Hospital Clínic i Provincial de Barcelona son los que más fallecimientos han sufrido, como
se puede apreciar en color rojo en la Figura 4.1. Los tres hospitales superan las trescientas
muertes; sin embargo, también se ha de tener en cuenta que dichas clínicas son las que más
registros tienen junto con Hospital Vall d’Hebron y Hospital Universitari de Girona Dr. Josep
Trueta.

Figura 4.1: Número de fallecimientos en función del hospital.

De hecho, si calculamos el porcentaje de mortalidad en cada hospital en función del núme-
ro de episodios atendidos, ninguno de ellos entraría en la clasificación de los 15 hospitales con
tasa de mortalidad mayor. Esta lista estaría liderada por centros como el Hospital comarcal
de Sant Bernabé, el Hospital de Viladecans y el Hospital de Figueres, con 42, 53 y 62 falle-
cimientos respectivamente, como podemos observar en la Figura 4.1 en un color amarillo claro.
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Por otra parte, se ha querido tener conocimiento de los ingresos y fallecimientos en cada
hospital según el año, para observar si ha habido algún aumento o descenso significativo.
En la Figura 4.2 se aprecia que la tasa de mortalidad más alta el último año, entre estos
5 hospitales, es la del Hospital de la Santa Creu i Sant Pau, ya que es de las que menos
pacientes ingresan y más fallecimientos tiene. Además, vemos que la tasa de mortalidad es
más o menos constante en el tiempo, puesto que generalmente al incrementar los episodios,
aumentan las muertes de forma similar, y viceversa.
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Figura 4.2: Ingresos (izq) y fallecimientos (dch) por años en los 5 hospitales más visitados.

Asimismo, se ha querido observar cómo afecta la diferencia de edades en los pacientes
ingresados. La edad ha sido agrupada en intervalos de 12 o 13 años de edad, esto es, entre
los 18 y los 30, entre los 31 y los 42, etc; apreciándose claramente en la Figura 4.3 que el
mayor número de fallecidos sería el intervalo que contiene las edades más longevas. Por otro
lado, al igual que ocurría en el caso de los hospitales, la tasa de mortalidad es más o menos
constante en el tiempo.
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Figura 4.3: Ingresos (izq) y fallecimientos (dch) por años en función de la edad.
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Por último, se han vuelto a calcular los porcentajes de la Tabla 4.2, pero en este caso,
diferenciaremos entre los fallecidos y los aún vivos. De esta forma, podemos hacernos una idea
de qué variables han podido afectar en la muerte de dichos pacientes. En la nueva tabla (Tabla
4.5) se han marcado en color rojo aquellos porcentajes de los fallecidos con un alto incremeto
respecto a los vivos, como es el caso del descenso del segmento ST, de los antecedentes de
infarto agudo de miocardio (killip34) y del padecimiento de diabetes (diab2). Por otro
lado, los porcentajes de ausencia de elevación del segmento ST (sin elevación ST) y de los
antecedentes de intervención coronaria percutánea (pci) son bastante menores entre los
fallecidos, lo cual da a entender que tanto los cambios en el electrocardiograma como el haber
tenido una intervención percutánea parecen afectar en la mortalidad. Estos últimos se han
indicado en color verde.

Vivos Fallecidos
Número de ingresos 52348 4345
Sin elevación del segmento ST % 40.7 % 28.5 %
Elevación del segmento ST% 51.0 % 50.6%
Descenso del segmento ST % 8.31 % 20.9 %
Antecedentes de infarto agudo de miocardio 10.6% 48.1 %
Fibrilación auricular % 1.85 % 7.80 %
Hipertensión % 49.8 % 56.2 %
Diabetes % 28.5 % 36.04 %
Antecedentes de intervención coronaria percutánea % 51.8 % 24.35%
Fallo renal % 9.05 % 17.45 %

Tabla 4.5: Porcentajes de los factores de riego en hombres y en mujeres fallecidos.

Para terminar con el análisis descriptivo, en la curvas de Kaplan Meier (Figura 4.4) se
ve claramente que las mujeres tienen más posibilidades de morir que los hombres, al igual
que los pacientes sin diabetes, hipertensión o fallo renal. También es observable que en las
variables sexo y fallo renal las diferencias entre los dos grupos comienzan antes, mientras
que en el caso de la diabetes y la hipertensión el hecho de padecerlas afecta cuando ya ha
trascurrido bastante tiempo. Dicha bajada en los primeros días se debe a la mortalidad
intra-hospitalaria.

4.2. Regresión de Cox con efectos aleatorios

En esta sección se presentarán los resultados obtenidos en el análisis de regresión de Cox
de diferentes maneras. Comenzaremos exponiendo los resultados obtenidos con la función
coxph con frailty mediante la salida de R. Después, haremos los mismo con la función
coxme, sin embargo, utilizando esta herramienta daremos otros dos resultados: un gráfico de
efectos aleatorios y una tabla de los hospitales y sus repectivos percentiles. Es por ello que
dividiremos esta sección en dos apartados distintos.
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Figura 4.4: Las curvas de Kaplan Meier para diferentes variables.

4.2.1. Función coxph

Primero, como ya hemos comentado anteriormente, se han ajustado diferentes modelos
mediante la función coxph con efectos aleatorios (frailty). En total, han sido 11 modelos,
ya que para los efectos aleatorios podían seguir 3 distribuciones posibles: gaussiana, t de
Student y gamma. De igual modo, para cada una de estas 3 distribuciones, existían también 3
métodos para calcular su varianza: aic, df y fixed. Además, para el caso de la distribucion
gaussiana y gamma, podríamos aplicar los métodos reml y em, respectivamente. Por tanto,
para escoger entre estos 11 modelos, se ha utilizado el criterio de AIC y la busqueda de una
varianza mínima en los efectos aleatorios, quedándonos así con un modelo donde los efectos
aleatorios siguen una distribución gaussiana y donde el método para el calculo de la varianza
es el método de máxima verosimilitud restringida (REML).

En la Figura 4.5 se muestra la salida de R del resúmen del modelo seleccionado para
la función coxph con efectos aleatorios. Es preciso mencionar que las filas que aparecen
como gauss : 1, gauss : 39, etc., se refieren a los HR e intervalos de confianza (IC) de los
hospitales, donde los valores 1, 39, etc., son los códigos de dichos centros hospitalarios. La
varianza de los efectos aleatorios de dicho modelo es 0,0416.
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Figura 4.5: Salida de R de la función coxph.

Como bien podemos contemplar, las estimaciones de los parámetros que aparecen al inicio
de la Figura 4.5 son los logaritmos de las tasas de riesgos instantáneos. Al exponenciarlos
obtenemos los más conocidos como hazard ratios (HR), lo cuál también es calculado por la
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función summary, algo más abajo. Entonces, por ejemplo, la razón de riesgos instantaneos
para los antecedentes de infarto agudo de miocardio (IAM) (killip34) es exp(1.67517) =
5.3397. Recordemos que este es el hazard relativo de que ocurra un evento (en nuestro caso,
la muerte) en un grupo del estudio en comparación con el otro; por lo tanto, la presencia de
estos antecedentes aumenta el riesgo de muerte por un factor de cinco en comparación con
sujetos sin dichos antecedentes. Al examinar la salida, se observa que, con la excepción de la
diabetes, la cual tampoco se aleja mucho, todas las características a nivel del paciente están
asociadas con el riesgo de mortalidad (p-valor <0,05).

El aumento de un año de edad del paciente, el sexo femenino y la presencia de cinco
de los seis factores de riesgo (la diabetes, el fallo renal, la elevación y el descenso de ST,
y la existencia de antecedentes de IAM) aumentan el riesgo de mortalidad. En el caso del
sexo, el p-valor es de 0,0071, con un HR de exp(coef) = 0,8953, y dado que estas tasas
se interpretan como efectos multiplicativos sobre el riesgo, ser hombre reduce el riesgo de
mortalidad un 10,47%. En cuanto a la edad, la cual tiene un p-valor de 2 · e−153 y un HR
de 1,0588, podemos decir que cada año de edad hace crecer el riesgo de muerte un 5,88%.
No obstante, las variables que tienen una HR más alto son las que indican la elevación o
descenso de ST y la existencia de antecedentes de IAM, ya que el peligro aumenta más de
un 100% con ellas. Por otro lado, el hecho de que el hospital tenga unidad de cuidados
intensivos y coronaria se asociaría con una disminución riesgo de mortalidad; sin embargo,
al tener un p-valor tan alto (0,48) no es estadísticamente significativamente diferente de
cero. Además, el intervalo de confianza (IC) para su HR incluye 1, indicando así que no
hay pruebas suficientes para concluir que los grupos son diferentes desde el punto de vista
estadístico, al igual que ocurre con el hecho de padecer diabetes.

Nótese la diferencia entre los IC y los p-valores, ya que ambos están estrechamente
relacionados, aunque proporcionan información diferente. Mientras que los p-valores son el
resultado de las pruebas de hipótesis e indican si los datos de la muestra proporcionan o no
suficientes evidencias para rechazar la hipótesis nula (por ejemplo, si una diferencia observada
entre 2 tratamientos es porque los 2 tratamientos realmente tienen diferentes niveles de
eficacia, o si se debe a cambios aleatorios), los IC describen qué tan incierto es nuestro
cálculo de la diferencia estimada. Simplemente, el IC indica si la estimación es precisa o solo
muy “aproximada”. Por ejemplo, si el objetivo de un estudio es probar si hay una diferencia
en la presion arterial sistólica entre 2 grupos de personas, el p-valor solo indica si hay un
valor estadísticamente “significativo” o una diferencia estadísticamente “no significativa” en
la presión arterial sistólica entre los 2 grupos [28].

Una vez analizados los efectos fijos, el resúmen de coxph también nos devuelve los HR
de los efectos aleatorios ωi para cada centro hospitalario i, junto con sus intervalos de
confianza. Contemplamos cómo el p-valor de los efectos aleatorios es de 1,3e−10, por lo que
podríamos decir que están asociados con el riesgo de mortalidad. Este test corresponde a si
el efecto aleatorio contribuye en la mejora de la predicción. En el caso que el efecto siga una
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distribución normal, la hipótesis nula sería que la varianza es cero. Y en general, la hipótesis
nula corresponde a la situación en que los efectos de los hospitales tanto de la muestra como
todos los hospitales posibles que hubieran podido participar en el estudio son cero.

Por último, hay hospitales que están por encima y otros por debajo del promedio, siendo
la Fundació Hospital de l’Esperit Sant el que parece alejarse más del promedio (HR=1,5). El
centro que parece estar bastante por encima del promedio, observando sólo estos resultados,
sería el Hospital de Terrassa, ya que disminuye el riesgo de mortalidad, con un efecto aleatorio
de 0,75. La desviación estándar estimada entre centros de sqrt(0, 04166667) = 0, 2041242

es bastante sustancial. Una característica del modelo de Cox de efectos mixtos (3.3) es que
la desviación estándar de los efectos aleatorios es directamente interpretable. Un valor de
0,204, por tanto, corresponde a un riesgo relativo de exp(0, 204) = 1, 226. Entonces, el 66 %
de los centros hospitalarios de estas mismas características tendrían un HR entre 0,82 y 1,22,
ya que corresponde a que el 66 % de probabilidad de una normal está entre la media menos
una desviación estándar y la media más una desviación estándar.

4.2.2. Función coxme

Continuamos con la aplicación de la función coxme. Primero, analizaremos los valores
obtenidos mediante R y después, expondremos el gráfico y la tabla mencionadas previamente.
En la Figura 4.6 se muestra la salida de R del resúmen del modelo seleccionado para la
función coxme. La varianza de los efectos aleatorios de dicho modelo es 0.0398.

Figura 4.6: Salida de R de la función coxme.
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Inicialmente, podemos apreciar como el resumen de este modelo sólo nos devuelve el
valor de los efectos fijos, puesto que para obtener los valores de los efectos aleatorios es
necesario el uso de la función random.effects . Respecto a los efectos fijos, poco más se ha
de comentar, siendo estos valores muy similares a los calculados con la función coxph. La
desviación estándar de los efectos aleatorios no disminuye mucho, ya que su valor es 0.199.
Por tanto, corresponde a un riesgo relativo de exp(0,199) = 1,221, lo que equivale a decir
que el 66% de hospitales según el modelo tienen un HR de entre 0,82 y 1,22 respecto al
hospital promedio de las mismas características.

No obstante, esta salida de R también nos devuelve la verosimilitud parcial logarítmica
de un modelo sin covariables, ni efectos aleatorios; la probabilidad ajustada verosimilitud
parcial y el valor con los efectos aleatorios integrados. Asimismo, después de integrar los
efectos aleatorios, la verosimilitud parcial logarítmica para el modelo de efectos mixtos es
3912,70, mientras que con la función coxph la probabilidad parcial logarítmica era de 3968.
Es conveniente mencionar que los valores de AIC y BIC también son devueltos por esta
función, mientras que esta función no realiza ningun test de significación del hospital.
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Figura 4.7: Efectos de los hospitales de mejor a peor y sus respectivos intervalos de confianza

Otra forma de ofrecer los resultados es mediante el gráfico de la Figura 4.7, en la cual se
distiguen los efectos de los hospitales de mejor a peor, junto con sus intervalos de confianza.
Estos últimos los hemos calculado “a mano”, ya que el resumen de la función coxme no nos los
proporcionaba. Por tanto, mediante la función random.effects hemos obtenido los valores
de los efectos aleatorios de cada hospital y añadiendo el argumento rcoef = T en la función
print con nuestro modelo de Cox (coxme) hemos conseguido los errores estándar de dichos
efectos aleatorios. Finalmente, hemos calculado los intervalos de confianza de la siguiente
manera:
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x∓ 1,96 · se

siendo x el valor del efecto aleatorio y se su error estándar. De esta forma, podemos crear
el gráfico de la Figura 4.7, donde se observan primero, los hospitales que parecen estar por
encima del promedio en cuanto a su funcionamiento y finalmente, aquellos que están por
debajo, respecto al resto. De forma análoga, hemos el mismo gráfico para los resultados
obtenidos con las herramientas coxph y frailty, sin embargo, este era prácticamente exacto
al de la Figura 4.7, por lo que no lo hemos añadido en este documento.

Observando las similitudes entre los resultados de ambas herramientas utilizadas, hemos
querido comprobar el tiempo necesario para ajustar el modelo definido dependiendo de la
función que utilicemos. Dado que usertime es el tiempo de la CPU dedicado a la ejecución
de las instrucciones del proceso, systemtime es el tiempo de la CPU empleado por el sistema
operativo (el núcleo o kernel) siguiendo las instrucciones del proceso y elapsed time es
el tiempo transcurrido “real” desde que se inició el proceso [29]; en la Tabla 4.6 podemos
concluir que la función coxph tarda menos. La diferencia entre ambas es pequeña, pero en
modelos más complejos esta aumentará.

user system elapsed

coxph 2,09 0,01 2,09
coxme 1,93 0,03 1,93

Tabla 4.6: Tiempos de computación (s) para ambas herramientas de R.

Finalmente, hemos querido mostrar los resultados mediante una Tabla 4.7 donde se
clasifican, de alguna manera, los hospitales en distintos percentiles. El cálculo de esta medida
de posición se ha hecho mediante el siguiente código

pnorm(ranef, 0, 0, 19972586))

donde ranef son los valores de los efectos aleatorios ordenados de mejor a peor (re[order(re)])
y 0,19972586 es la desviación estándar global de los efectos aleatorios obtenida con el último
modelo analizado.

El signo negativo en el valor del efecto aleatorio indica que dicho hospital funciona de
forma más satisfactoria que la media, mientras que aquellos centros con valores positivos,
son más desfavorables que la media. En este caso, entendemos la media como el hospital
“promedio” de las mismas características, o también el valor esperado según las características
de cada hospital.
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Hospitales Efecto aleatorio Percentil
Hospital de Terrassa -0,28893813 7
Hospital del Mar -0,24861254 10
Hospital Universitari de Girona Dr.Josep Trueta -0,20267120 15
Hospital General de l´Hospitalet -0,17099661 19
Hospital General de Granollers -0,16906268 19
Hospital Verge de la Cinta de Tortosa -0,14711774 23
Hospital Comarcal de Blames -0,13364979 25
Hospital de Palamós -0,12035580 27
Hospital de Sant Pau i Santa Tecla -0,11592366 28
Hospital General de Vic -0,11094639 28
Hospital Universitari Mútua de Terrassa -0,10474641 29
Hospital de Sant Joan Despí Moisés Broggi -0,09518057 31
Hospital de Sabadell -0,06097860 38
Hospital Municipal de Badalona -0,04983985 40
Hospital de Figueres -0,04911775 40
Hospital Vall d‘Hebron -0,02064174 45
Fundació privada Hospital de Mollet 0,01593558 53
Hospital Universitari Arnau de Vilanova de Lleida 0,01935706 53
Parc Sanitari Sant Joan de Déu-Hospital General 0,05096034 60
Centre Hospitalari 0,05406650 60
Hospital d´Igualada 0,09635654 68
Hospital Residencia Sant Camil 0,11421917 71
Hospital de la Santa Creu i Sant Pau 0,11709730 72
Hospital Universitari Germans Trias i Pujol de Badalona 0,11874862 72
Hospital Clínic i Provincial de Barcelona 0,14074680 75
Hospital Universitari de Sant Joan de Reus 0,20210762 84
Hospital de Mataró 0,21230163 85
Hospital Universitari de Bellvitge 0,26196970 90
Hospital Universitari Joan XXIII de Tarragona 0,28292168 92
Fundació Hospital de l´Esperit Sant 0,40199093 97

Tabla 4.7: Coeficientes de los efectos aleatorios de cada hospital y su percentil.



Capítulo 5

Conclusiones y discusión

El objetivo principal de este estudio era ver la mortalidad a largo plazo, para comprobar
si el funcionamiento de un determinado hospital es satisfactorio. Para ello, se ha evaluado la
mortalidad a largo plazo después de ingresar por IAM mediante modelos de supervivencia
como el modelo de regresión de Cox, introduciendo los hospitales como efectos aleatorios en
dicho modelo. De esta manera, se nos permite tener en cuenta la variabilidad causada por
factores de nivel individual no observados, como es el caso de cada centro hospitalario.

Los modelos de riesgo proporcionales conocidos como modelos de Cox son los más utili-
zados en la investigación clínica para analizar datos de supervivencia y por ello, ha sido el
aplicado en este estudio. No obstante, al existir diferencias entre los hospitales de la base
de datos empleada y observarse pocas muertes debido a la escasez de registros en alguno
de ellos, hemos optado por añadir los hospitales como efecto aleatorio. Además, de esta
manera, nos hemos centrado en analizar el efecto de los hospitales, en vez de proceder con
una comparación entre los centros de la muestra; y hemos tenido en cuenta la variabilidad
causada por factores de nivel individual no observados.

Inicialmente, se ha hecho uso de la función coxph, ajustando por sexo, edad, indicador
de diabetes, hipertensión, fallo renal, elevación o descenso del segmento ST, antecedentes de
infarto agudo de miocardio (IAM) y presencia de unidad coronaria y de cuidados intensivos.
A los términos de la derecha de la formula de este modelo le hemos añadido una función
de fragilidad denominada frailty, la cual permite agregar un término simple de efectos
aleatorios a un modelo de Cox. Al examinar la salida, concluímos que, con la excepción de
la diabetes, todas las características a nivel del paciente están asociadas con el riesgo de
mortalidad (p-valor <0,05). Asimismo, el aumento de la edad del paciente (HR: 1,0588), el
sexo femenino (HR: 1,12) y la presencia de cinco de los seis factores de riesgo aumentan el
riesgo de mortalidad. No obstante, las variables que parecen afectar más al riesgo de falleci-
miento son las que indican la elevación o descenso de ST y la existencia de antecedentes de
IAM, ya que el peligro aumenta más de un 100 % con ellas. En cuanto a los efectos aleatorios,

33
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concluimos que hay hospitales que están por encima y otros por debajo del promedio, siendo
la Fundació Hospital de l’Esperit Sant el que parece alejarse más del promedio (HR: 1,5).
Por otro lado, el centro que parece estar bastante por encima del promedio sería el Hospital
de Terrassa, con un efecto aleatorio de 0,75. Este resultado se puede apreciar también en la
Tabla 4.7 del Capítulo 4.

Una ventaja del uso de coxph es que podemos conectar cualquier rutina de penalización
que elijamos. Por otro lado, la desventaja es que es muy difícil para la rutina de modelado
saber si se ha proporcionado una rutina de penalización razonable. Por ello, más adelante,
hemos ajustado por las mismas variables fijas, pero utilizando la función coxme, el cual
actualmente ha reemplazado el método anterior, ya que es más rápido, más estable y más
flexible. Esta última rutina, con una optimización más sofisticada y fiable, no tiene problemas
a la hora de realizar la búsqueda del óptimo; mientras que según qué datos, la función
frailty puede no converger. Sin embargo, una desventaja de la función coxme es la asunción
de que el vector de coeficientes de los efectos aleatorios sigue una distribución gaussiana,
mientras que con el uso de frailty nos permitía elegir entre varias distribuciones.

En cuanto a los resultados obtenidos con el método coxme, respecto a los efectos fijos, son
muy similares a los anteriores, al igual que la desviación estándar de los efectos aleatorios,
siendo esta de 0,1997. Por tanto, corresponde a un riesgo relativo de exp(0, 1997) = 1, 221068,
lo que equivale a decir que el 66 % de hospitales según el modelo tienen un HR de entre 0,82
y 1,22 respecto al hospital promedio de las mismas características.

Para terminar con las conlusiones, analizando la Tabla 4.7 podemos deducir que el fun-
cionamiento del Hospital de Terrassa, Hospital de Mar y Hospital Universitari de Girona
Dr.Josep Trueta es bastante satisfactorio y mejor que la media, entendiendo la media como
el hospital “promedio” de las mismas características. No obstante, la Fundació Hospital de l
Esperit Sant, el Hospital Universitari Joan XXIII de Tarragona y el Hospital Universitari de
Bellvitge estarían bastante por debajo del promedio.

Por último, en este proyecto hemos analizado datos reales de toda Cataluña a partir de
registros disponibles para los grupos de investigación clínica y biomédica. Desde el punto de
vista estadístico, hemos analizado modelos de benchmarking hospitalarios para la mortalidad
a largo plazo, cosa que según nos consta no se había hecho anteriormente. Por otro lado, desde
el punto de vista clínico, las herramientas y técnicas que se han usado para el benchmarking
permiten evaluar un nuevo hospital si dispone de una muestra de pacientes, comparando
su mortalidad con la esperada, ya sea midiendo su HR o calculando su percentil. El hecho
de haber incluído efectos aleatorios hace que podamos extrapolar los resultados a otros
hospitales, es decir, aplicar el modelo a un hospital nuevo.
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Estudios futuros

Para estudios futuros se podría tener en cuenta también en qué momento (año o mes)
ha ingresado el paciente. En este estudio sólamente se han tenido en cuenta los ingresos
en cada hospital y sus muertes, independientemente de cuando hayan sido dichos hechos.
Probablemente haya hospitales donde los fallecimientos hayan sido los primeros años y luego
hayan tenido una mejora, mientras que en otros casos ocurrirá lo contrario. Esto podía ser
interesante de analizar para observar si ha habido una mejora durante el periodo de tiempo
estudiado.
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