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Resum 
El clor és el desinfectant més popular a l’hora d’eliminar els bacteris a les xarxes de 
distribució d’aigua. La seva alta efectivitat i el seu baix preu fan que sigui el millor aliat per 
desinfectar la xarxa, però un ús excessiu del mateix pot provocar que és generin 
Trihalometans(THM), que són un subproducte cancerigen del clor. Els perjudicis que 
genera la producció d’aquest element als voltants de les fàbriques fa que qualsevol eina 
que és pugui crear que ajudi a la gestió efectiva d’aquest producte sigui un avanç en el 
camp. 
 
Aquest TFE busca crear un agent via Aprenentatge per Reforç que sigui capaç de 
controlar la qualitat d’aigua d’una xarxa real. Aquest agent seria útil per donar reforç a 
l’hora de prendre decisions per part del personal responsable de la xarxa. 
 
El projecte està estructurat en 3 parts principals: 

- La Prova de Concepte: On és busca comprovar si és possible controlar la xarxa 
de manera correcta amb Aprenentatge per Reforç. 

- La Prova de Xarxa Real: Que busca replicar els resultats de la Prova de concepte 
en una xarxa real operada per Aigües de Manresa i afegim l’opció de que l’agent 
controli les vàlvules de la xarxa per fer passar l’aigua per un camí o per l’altre i així 
reduir el temps de residència de l’aigua. 

- Ajust fi de la Xarxa Real: En aquest apartat s’ajusta l’agent específicament per a la 
xarxa real i és compara amb Dades Reals obtingudes durant un any del control de 
la xarxa. 

 
S’ha desenvolupat l’agent per dues xarxes diferents que sense cap informació prèvia per 
part d’experts, pren decisions coherents amb el que fan els experts actualment arribant a 
reduir lleugerament el consum de clor dins de les simulacions.  

 
Abstract 
Chlorine is the most popular disinfectant when it comes to removing bacteria from water 
distribution systems. Its high effectiveness and low price make it the best ally for 
disinfecting the network, but excessive use of it can cause it to generate Trihalomethanes 
(THM), which are a carcinogenic by-product of chlorine. The damage caused by the 
production of this element in the surroundings of the factories means that any tool that can 
be created to help the effective management of this product is a breakthrough in the field. 
 
This TFE seeks to create an agent via Reinforcement Learning that is able to control the 
water quality of a real network. This agent would be helpful in providing decision-making 
by network staff. 
 
The project is structured in 3 main parts: 
- The roof of Concept: The aim of this part is check if it is possible to control the network 
correctly with Reinforcement Learning. 
- The Real Network Test: It seeks to replicate the results of the Concept Test in a real 
network operated by Aigües de Manresa and we add the option for the agent to control 
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the valves of the network to pass the water through a way or the other and thus reduce 
the residence time of the water. 
- Fine-tuning the Real Network: This section adjusts the agent specifically for the real 
network and compares it with Real Data obtained during a year of network control. 
 
The agent has been developed by two different networks that, without any prior 
information from experts, make decisions consistent with what experts are currently doing, 
with a slight reduction in chlorine consumption within the simulations.  
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1. Introducció 
1.1 Justificació del problema 
L’eliminació de bacteris de l'aigua per al posterior consum humà, és un procés que porta 
segles prosperant, des dels egipcis al 1500a.C. quan bullien l’aigua sobre el foc  fins als 
mètodes actuals, que busquen eliminar els microorganismes mitjançant per exemple el 
clor, ozó, o raigs ultra violetes [2].  
 
Avui en dia el desinfectant més utilitzat en tot el món per netejar l’aigua és el clor, aquest 
agent destrueix la matèria orgànica per oxidació i és inapreciable a la vista en les 
concentracions que s’utilitza per al consum humà, per tant si garantim que hi ha una 
concentració adequada de clor lliure(sense reaccionar) estarem assegurant que no hi ha 
contaminació bacteriològica a l'aigua. Aquesta quantitat mínima de clor lliure residual la 
fixa la normativa RD 140/2003 [3] junt amb PVISACH, 2005 i estableix uns valors llindar 
de 0,2mg/l fins a 1,0mg/l i un límit permès de Trihalometans (THM)2 de 100 µg/L que és 
un subproducte del clor cancerigen 
 
El principal problema és complir amb aquests nivells a tots els nodes de la xarxa, ja que 
el clor és va evaporant conforme passa temps dins de l’aigua i ens trobem amb el 
problema de que a les cases més a prop de les entrades d’aigua (Reservoirs), que és on 
habitualment és clora l’aigua, podem tenir concentracions molt altes i al final del camí 
concentracions molt baixes. Per solucionar aquest problema, disposem de dues 
variables: La quantitat de clor que apliquem al aigua i el camí que recorre aquesta cap als 
diferents punts de consum, que podem variar gràcies a l’obertura i tancament de vàlvules. 
 
Fins ara no existeixen una gran quantitat d’eines que ajudin als experts en el sector a 
determinar la combinació òptima de les variables, més enllà de la seva experiència. 
 

1.2 Abast 
En el transcurs d’aquest TFG és vol desenvolupar una prova de concepte d’un agent de 
Reinforcement Learning que ajudi als experts en el sector a prendre millors decisions a 
l’hora de millorar la qualitat del aigua. Es provarà l’agent en un model de xarxa real, 
sense arribar a la implementació real ja que el risc humà davant un mal funcionament 
podria comportar vides humanes. No és l’objectiu d’aquest treball crear una interfície 
gràfica a l’hora de posar en pràctica l’agent. 
 

1.3 Rellevància teòrica  
El principal problema que s’intenta solucionar és crear un algoritme que sigui capaç de 
gestionar la qualitat de l’aigua. El comportament d’aquesta té una gran quantitat de no 
linealitats que són impossibles de modelitzar per una via tradicional degut al gran nombre 
de variables que entren en joc. Per això busquem una solució mitjançant un algorisme de 
Reinforcement Learning (RL) model-free on només es tindran en compte entrades i 
sortides. 
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1.4 Rellevància pràctica 
Si assolim els objectius del treball, tindrem un suport de cara als experts en la matèria per 
ajudar a prendre millors decisions en la regulació de la xarxa, millorant la qualitat de 
l’aigua per a tots els consumidors, així com estalviar en la compra de clor i la reducció de 
l'impacte mediambiental que genera la potabilització de l'aigua. 
 

1.5 Estat de l’art 
Com s’ha justificat abans, el marc de recerca d’aquest TFG és incorporar Intel·ligència 
Artificial a la gestió de xarxes, hi ha diferents articles que també han indagat en aquest 
tema, en aquest apartat en tractarem 7: 
 
El primer article que tocarem és Using artificial neural network models to assess water 
quality in water distribution networks [7]. Aquí és prova una Artificial neural network (ANN) 
per a assessorar els experts a l’hora de dosificar les dosis de clor, que s’han 
d’administrar. I després van comprovar els resultats contra la realitat en una xarxa de 
Brno-Kohoutovice. Dins de la ANN van decidir organitzar-ho utilitzant 11 entrades, una 
capa de 10 neurones, i una sortida amb el clor sense reaccionar, com és pot veure a la 
Il·lustració 1. Com a conclusió d’aquest article és pot treure que és possible crear una 
ANN, que sigui capaç de predir el clor residual, i que els principals factors que afecten al 
decaïment del clor són: la quantitat de clor inicial, la temperatura i la demanda. 

 
Il·lustració 1: Distribució de la ANN 
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El segon article que tindrem en compte, és ANN to control chlorine dosing in a water 
treatment plant [8]. Aquest article busca combinar les ANN i un control PI(Il·lustració 2), 
per millorar l’estabilitat del sistema, a l’hora de dosificar el clor. Pel que fa a la ANN, és 
fan diferents proves amb el nombre de neurones de la capa oculta, en el seu cas, troben 
que el nombre òptim de neurones a la capa oculta és 15. La conclusió del estudi és 
positiva, i la incorporació del PI millora els resultats de les simulacions. 

 
Il·lustració 2: ANN més PI 

En tercer article que comentarem [9], l’objecte de l’estudi és desenvolupar un simulador 
que sigui capaç de verificar la metodologia de control, d’una manera simple i visual. El 
simulador és específic per a processos que involucrin un model hidràulic on transportin 
partícules. Comparat amb els resultats a la vida real, aconsegueixen predir amb una 
fiabilitat del 2% la qualitat que rebran els nodes. 
 
El quart article a estudiar és Model predictive control for chlorine dosing of drinking water 
treatment based on support vector machine model [10], en aquest article, és proposa un 
Model Predictive Control (MPC), per administrar les dosis de clor que s’han d’aplicar, i és 
compara amb un control més tradicional com el PID. Com a conclusió de l’estudi, tenim 
que el MPC dona millor resultat que un control PID, però s’hauria de provar més de cara 
a implementar-ho a la vida real. 
 
El cinquè article Applications of Deep Learning for Smart Water Networks [11], és un 
projecte similar a les anteriors ANN, el canvi que apliquen, és assimilar la seva ANN al 
funcionament del neocòrtex humà, els resultats preliminars determinen que és millor que 
la resta de ANN. 
 
El sisè article Tree-based reinforcement learning for optimal water reservoir operation 
[12], en aquest article és comparen dos models a l’hora de controlar el decaïment del clor, 
Stochastic Dynamic Programming (SDP) i el Q-iteration que és una millora que ajuda a 
prendre valors continus, en canvi de discrets com en un SDP són valors continus. El 
algoritme de Q-iteration resulta ser més efectiu que la via del SDP. 
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Conclusions 
Tot i que hi ha treballs similars que aproximen mitjançant ANN’s, la nostra aproximació 
via Q-Learning és una via més senzilla a l’hora de la implementació tant en el llenguatge 
de programació, com per després la posterior aplicació en una xarxa real, i permet una 
adaptació continua de l’agent davant de canvis com podrien ser noves edificacions o 
noves fuges de manera automàtica, Sense necessitat de una nova base de dades que 
comenci des de zero. 
 

1.6 Objectius 
Objectius generals: 
L’objectiu principal d’aquest tfg és crear una eina mitjançant Reinforcement Learning que 
sigui capaç de donar suport/consistència a les decisions preses per un distribuïdor de 
xarxa. Ajudant a millorar la qualitat i l'efectivitat de les xarxes de distribució d’aigua, 
minimitzant l’ús del clor, per tal de garantir una aigua més neta i reduir l’impacte 
ambiental de potabilitzar-la. 

 
Objectius específics: 

- Crear diferents models acadèmics a EPANET per entrenar el algoritme. 
- Aplicar Reinforcement Learning a un model de xarxa real. 
- Que l’agent sigui capaç de assegurar els mínims indispensables de clor a la xarxa. 
- Anàlisi crític de les llibreries de R i Python per al RL. 
- Crear una demo de l’agent user friendly que permeti continuar el 

desenvolupament de l’eina. 
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2. Reinforcement Learning 
2.1 Definicions 
L’aprenentatge per reforç, o Reinforcement Learning(RL) es un subcamp de 
l’aprenentatge automàtic que li ensenya a un agent a elegir l’acció correcta dins un entorn 
particular. 
 
Agent: El programa que entrena, amb l’objectiu de fer la feina que necessitem. 
Entorn o Environment: El món o espai en el que l’agent realitza accions. 
Accions: Un moviment realitzat per l’agent, que provoca un canvi a l’Entorn. 
Recompensa: L’avaluació d’una acció, que pot ser positiva o negativa.  
 

2.2 Aplicacions 
Les aplicacions de RL son molt extenses i diverses, les podem veure des de les finances, 
sistemes de recomanació o robòtica. 

● Automatització de la industria amb RL 
Google ha estat una de les empreses pioneres en aquest camp, el van fer servir 
per estalviar energia, l’agent controlava els aires acondicionats en els seus 
centres de dades a l’hora de refrigerar els seus servidors. 

● RL en Programació Neurolingüística (PNL) 
Aquesta tecnologia també és molt útil en la generació de respostes, lectures de 
text y traduccions. En aquest apartat, l’agent és capaç d’identificar les parts més 
importants d’un text, i a través de una xarxa neuronal generar respostes a les 
paraules clau. 

● Manipulació de robots 
Un agent de RL pot ser útil a l’hora de que un robot sigui més eficient a l’hora 
d'agafar objectes, el model entrenarà primer sense estar connectat a la planta per 
no pertorbar el funcionament, i després es desplega per perfeccionar el 
funcionament. 

● RL en Videojocs 
Els videojocs son un entorn ideal per al RL, ja que podem fer infinites iteracions 
dins d’una simulació. En jocs més complexos fins i tot és fiquen a jugar 
infinitament un agent contra un altre agent per generar les recompenses 
necessàries. 

 

2.3 Funcionament bàsic 
El funcionament de l’algoritme de RL és el següent: 
L’agent realitza una acció, aquesta provoca un canvi de l’estat, s'avalua si l’estat resultant 
representa una millora o no respecte el problema que planteja l’Entorn i s’envia la 
recompensa corresponent a l’agent que utilitzarà la informació rebuda per prendre les 
següents decisions. Com podem veure a la Il·lustració 3, aquest és un procés iteratiu i 
tenim diferents variants per aplicar-lo com poden ser Q Learning, Deep Learning etc… 
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Il·lustració 3: Esquema Funcionament Reinforcement Learning 

 
 

2.4 Model matemàtic 
Q Learning es un algorisme d’aprenentatge automàtic per resoldre tasques que és puguin 
modelar com a processos de decisió Markovians(MDP). 
 
La idea general dins d’aquest model, és tenir un agent connectat a un ecosistema que 
denominarem Entorn. En cada pas del temps t, l’agent rep com a entrades de l’entorn un 
estat actual s de l’Entorn, i selecciona una acció a disponible quan estem al estat s.  
L'acció generada per l’agent canvia l’estat de l’Entorn, el qual respon un pas del temps 
després amb una nova indicació del nou estat del Entorn i una senyal de recompensa 
immediata r, per l’acció presa prèviament.  
 
Si els objectius de l’agent estan definits per la funció de recompensa immediata, la tasca 
de l'agent és redueix a trobar un comportament que li permeti decidir en cada estat, 
quines accions prendre per maximitzar els valors del senyal de recompenses acumulades 
al llarg del temps. 
Pel que fa a les respostes del Entorn, només depenen de l'estat on es troba i de l'acció 
presa, sense influència dels estats de l’Entorn i les accions prèvies, els Entorns i tasques 
que poden ser definits com a MDP són els que compleixen amb: 

● Un conjunt d’estats possibles S 
● Un conjunt d’accions A 
● Les dinàmiques d’un pas del Entorn donades per 

❖ Les probabilitats de transició P(s,a,s’) 

❖ Les recompenses esperades R(s,a,s’) 
Definides per tot s, s’∈ S y a ∈ A(s), on A(s) és el conjunt d’accions vàlides 
en s 
 

La solució d’aquest MDP es basa en trobar una política: 
𝜋 ∗∶  𝑆 →  𝐴 

Que en cada pas del temps t, escull l’acció a que maximitza la suma ponderada de les 
recompenses acumulades en el futur, nombrada retorn ponderat Rt, i definit com 
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𝑅  = 𝑟  + 𝛾𝑟  + 𝛾  𝑟  +. . . . =  𝛾  𝑟

 

   

On 0 <= γ <= 1, rep el nom factor de descompte. 
 

2.5 Tècniques de resolució de MDP 
Abans de parlar de l’algoritme de Q Learning, és necessari entendre alguns conceptes 
generals que tenen en comú la majoria de les tècniques per resoldre MDP. 
 
Les solucions de un MDP es basen en trobar una funció de valor òptima, definida sobre el 
conjunt d’estats o accions. Intuïtivament, una funció de valor indica com de bo és per a 
l’agent estar en un estat donat, o realitzar alguna acció particular en un estat. La noció de 
com de bo és estarà donada per les recompenses esperades en un futur(retorn esperat) i 
dependrà de la política π que utilitza l’agent. 
 
Com l’objectiu és trobar una política òptima π*, els mètodes per resoldre MDP’s és 
concentren en aprendre la funció de valor-estat òptima nomenada V* o la funció de valor-
acció òptima nomenada Q* definides com: 

𝑉∗(𝑠)  =  𝑚𝑎𝑥𝜋 𝐸𝜋 { 𝑅𝑡 | 𝑠𝑡  =  𝑠}  =  𝑚𝑎𝑥𝜋 𝐸𝜋 {  𝛾 𝑘 𝑟 𝑡+𝑘+1| 𝑠𝑡  =  𝑠

∞

𝑘=0

} 

𝑄∗(𝑠, 𝑎)  = 𝑚𝑎𝑥𝜋 𝐸𝜋 { 𝑅𝑡 | 𝑠𝑡  =  𝑠, 𝑎𝑡  =  𝑎 }  = 𝑚𝑎𝑥𝜋 𝐸𝜋 {  𝛾 𝑘 𝑟 𝑡+𝑘+1| 𝑠𝑡  =  𝑠,  𝑎𝑡  =  𝑎

∞

𝑘=0

 } 

𝑉∗ ens indica per a cada estat quin és el retorn esperat màxim que podem obtenir des 
d'aquell estat, sobre totes les polítiques possibles, i aquelles que obtinguin el màxim les 
denominarem política òptima. 
 

𝑄∗ serà el retorn esperat de prendre l’acció a en l’estat s i després seguir una política 
òptima. 
 

Si existís més d’una política òptima totes s’anomenarien com 𝜋∗, totes les polítiques són 
optimes comparteixen les mateixes funcions de valor. Un cop obtingudes 𝑉 ∗ o 𝑄 ∗ és fàcil 
determinar una política òptima fent: 

𝜋∗(𝑠)  =  𝑚𝑎𝑥𝑎∈ 𝐴(𝑠) 𝑄∗(𝑠, 𝑎) 

La principal diferència entre aprendre 𝑉∗ o 𝑄∗, és que si coneixem 𝑄∗ podem determinar 

de forma directa l’acció òptima, si coneixem 𝑉∗ necessitarem saber les dinàmiques de 

l’Entorn per triar l’acció òptima. Una altra manera de dir-ho seria que a 𝑄∗ guardem 

directament l’acció que més ens convé per a cada estat, i en canvi a 𝑉∗ guardem el estat 
al que més ens convé estar per maximitzar la recompensa, però no les accions que hem 
de prendre per arribar-hi.  

Als agents que aprenen 𝑄∗ els anomenarem model-free, perquè no necessitem saber res 
sobre la dinàmica de l’Entorn, només les possibles accions a cada estat. I els agents que 

aprenen 𝑉∗ model-based ja que necessitem conèixer la dinàmica de l’Entorn. 
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Com a resum, els punts importants de les tècniques són: 

● Aprenen 𝑉∗(model-based) o 𝑉∗(model-free) 
● La política òptima s’obté abans de ser utilitzada amb l’agent final( mètode off-line), 

o la política òptima s'aprèn durant l'execució de l’agent, utilitzant la informació que 
l’agent acumula mentre interactua amb l’Entorn(mètode online) 

● L’actualització de les funcions de valor utilitzen la informació del valor de tots els 
estats de manera simultània(síncrona), o l’actualització només depèn d’un 
subconjunt d’estats(asíncrona) 
 

Programació dinàmica 

Els mètodes de Programació Dinàmica són els que és basen en aprendre la  𝑉∗, i 
tradicionalment han sigut utilitzats off-line. 
 
Els mètodes de PD assumeixen el coneixement d’un model precís i  complet de l’Entorn 
(les dinàmiques d’un pas) i en general treballen de forma síncrona sobre tot l’espai 
d’estats, això els torna inadequats per a problemes grans. 
 
Aquest últim inconvenient va donar lloc al sorgiment d’una sèrie de mètodes denominats 
Programació dinàmica asíncrona, on la idea es actualitzar les funcions de valor sense 
necessitat de fer una passada sistemàtica de tot l’espai d’estats. Aquests mètodes de 
Programació dinàmica asíncrona continuen assumint que tenim coneixement de la 
dinàmica del Entorn. 
 
Recentment han aparegut propostes que treballen la programació dinàmica de manera 
online, s’anomenen Real Time Dynamic Programing (RTPD). 
 
Els requisits de ser model-free que té el nostre projecte, impedeixen realitzar-lo amb els 
algorismes de programació dinàmica més senzills. Per això saltem al Q Learning, que 
continua sent Programació dinàmica, però en aquest cas seria per a un MDP de 
informació incompleta(no coneixem la dinàmica a un pas). 
 
Q Learning 

Q Learning és un mètode d’aprenentatge que es basa en aproximar la 𝑄∗ mitjançant el 
següent algorisme(Il·lustració 4): 
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Il·lustració 4: Algorisme Q Learning 

 
 
A mesura que l’agent es mou d’un estat vell a un estat nou, propaga les estimacions de Q 
endarrere del nou estat al vell. 
Idealment Q Learning s’ha d’executar infinitament, però a la pràctica s’organitza per 
episodis o trials, on cada episodi comença des d’un estat inicial fins a arribar a una meta 
definida pel programador, com poden ser: superar un màxim d’iteracions, arribar a l'estat 
definitiu, o qualsevol esdeveniment d’importància dins del procés. En el nostre cas serà 
per nombre màxim d’iteracions, però també podria ser arribar a la concentració dels 
nodes adequada, ja que a partir d’allà l’agent li és relativament senzill mantenir-la. 
 
La variable èpsilon, acostuma a oscil·lar entre 0 i 1. La funció de èpsilon és la de decidir 
amb quina probabilitat escollirem una acció aleatòria o una acció basada en 
l’aprenentatge, anomenarem a les primeres estat de exploració i a les segones estat 
d’explotació. Normalment aquest paràmetre decrementa pas a pas, a no ser que és 
treballi amb entorns estacionaris.  
Una forma usual de treballar amb aquest paràmetre és la estratègia èpsilon-greedy, on 
al principi èpsilon serà 1 fent que totes les accions sigui generades a l’atzar i anirà 
decrementant a mesura que és vagin executant iteracions, com és pot veure a la 
Il·lustració 5. Això ens permet mantenir una relació de descobrir coses noves al principi i 
aprofitar l’aprenentatge al final. 
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Il·lustració 5: Exploració vs Explotació 

 
En el cas de la xarxa d’aigua, utilitzarem èpsilon-greedy fins arribar a un llindar mínim, tot 
i que podem entendre la xarxa com un model invariant a primera vista, sempre poden 
canviar les condicions, com demandes noves, fuites o el canvi del coeficient del 
decaïment que varia amb la temperatura, doncs, convé que l’agent sigui capaç de 
continuar explorant amb el pas del temps. 
 
 
Un altre paràmetre dins de l’algorisme es el Learning Rate, aquest està definit com la 
importància del valor nou contra el valor vell, l’únic que fem és la resta del valor nou 
menys el vell, multiplicada per el Learning rate. El valor que obtenim sobreescriu el valor 
antic a la taula. El valor òptim de Learning rate només el dona l’experiència, per això a la 
pràctica executarem simulacions amb diferents valors de Learning Rate fins trobar 
l'adequat. 
 
 
El principal problema en l’aplicació d’algorismes de Q Learning és que emmagatzemen 
l’aprenentatge en una taula d’estats i accions, això fa que necessitem discretitzar tant els 
estats com les accions en problemes complexos. Després per a aconseguir una política 
efectiva, necessitem iterar un nombre de vegades suficient, com perquè l’agent hagi 
passat per tots els estats possibles. Per tant no podem fer una discretització infinitament 
petita dels estats ni de les accions, degut a que estem afegint una gran quantitat de 
càlculs que ha de realitzar l'ordinador, com és veurà numèricament a l’apartat de prova de 
concepte. 
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Per això han aparegut nous algorismes anomenats Deep Q Learning que substitueixen la 
taula per una xarxa neuronal, que ens permet treballar amb estats i accions que siguin 
continus, com és pot veure a la Il·lustració 6. 
 
 

 
Il·lustració 6: Q Learning vs Deep Learning 
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3. Revisió d’eines 
3.1 EPANET 
EPANET és un programari de domini públic de modelització de xarxes de distribució 
d’aigua creat per la agència de protecció ambiental dels Estats Units(EPA), per a 
informació més detallada[1] 
 
Ens proporciona una interfície gràfica amigable per visualitzar la xarxa amb la que estem 
treballant, com veiem a la Il·lustració 7. 
 

 
Il·lustració 7: Visualització de xarxa 

Alguns d’els elements de la xarxa que ens permet simular EPANET són: 
 Nodes: Emula un punt de consum de la xarxa, com podria ser una casa. Ens 

permet configurar paràmetres com la demanda de cada node, altura, posició, etc... 
 Reservoirs: Són un punt de entrada d’aigua infinita al sistema, fa la funció d’un llac 

o un dipòsit a una xarxa real, ens permet ajustar el nivell i la qualitat de l’aigua. 
 Links: És l’enllaç entre els punts de la xarxa, podem controlar paràmetres com la 

llargada, la rugositat, etc... També permet utilitzar-los com a vàlvules on passi o 
no l’aigua. 

 Valves: També podem tenir vàlvules més complexes, que no només puguin estar 
obertes o tancades, sinó que també permeten controlar la pressió. 
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Podem realitzar simulacions dins d’EPANET, i obtenir resultats de cada node com poden 
ser: 

 Pressió: L’evolució de la pressió al llarg del temps de simulació. 
 Qualitat: Els diferents valors de qualitat que tenen els nodes al llarg de la 

simulació, com veiem a la Il·lustració 8, on veiem que quan comença a arribar 
aigua clorada al node la qualitat de l’aigua comença a pujar. 

 
Il·lustració 8: Resultats de la Simulació de Qualitat 

En xarxes més avançades, podem establir controls dins de la simulació, i canviar 
paràmetres com la qualitat dels dipòsits dins de la simulació. 
 
A través d’aquest programa podem donar una consigna als Reservoirs i comprovar que la 
xarxa funciona correctament, i assegurar que no hi hagi problemes com falta de pressió 
etc... 
El que farem nosaltres és aprofitar el motor d’EPANET amb un llenguatge de 
programació aprofitant la Toolbox que proporciona la EPA, on tenim les mateixes 
funcionalitats que dins el programa, però la flexibilitat d’un llenguatge de programació. 
 

3.2 Llenguatge de programació 
Un aspecte important en la tria del llenguatge de programació és que podem gestionar 
EPANET i també realitzar Reinforcement Learning. 
 

R o Python per a EPANET 
Per escollir quina llibreria hem de triar a l’hora d’implementar EPANET, cal definir els 
requisits que nosaltres necessitem per a poder executar, tant Q Learning com deep 
learning: 

● Executar simulacions pas a pas 
● Modificar la xarxa dins de la simulació a cada pas 
● Executar simulacions prou llargues com perquè la xarxa evolucioni 
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R 
Dins de R tenim 2 llibreries disponibles, epanet2toolkit i epanetReader: 
 
epanet2toolkit: Aquesta llibreria que ens proporciona la capacitat de realitzar 
simulacions de la xarxa pas a pas a partir de funcions simples d’implementar, com pot ser 
ENrunH  i ENrunQ, també permet accedir a les dades de qualitat a cada pas i modificar 
l’estat de Links i Reservoirs dins de la simulació. Per a més informació consultar [4] 
Exemple d’una simulació amb epanet2toolkit a la Il·lustració 9: 
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Il·lustració 9: Exemple Simulació EPANET amb R 
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epanetReader: Aquesta llibreria es complementaria a la anterior, i ens permet visualitzar 
les dades de la simulació i els arxius .INP de manera senzilla. 
Exemple d’ús de EpanetReader a la Il·lustració 10: 
 

 
Il·lustració 10: Exemple EpanetReader amb R 

Python 
Dins de Python hi ha un package principal que permet realitzar simulacions i visualitzar 
les dades. 
 
WNTR(Water Network Tool for Resilence): Dins de la llibreria de WNTR, podem 
treballar amb 2 motors diferents, un propi de la llibreria que permet simular escenaris de 
catàstrofe, etc... i està més pensat per simulacions completes on s’avaluen diferents 
situacions. Però en aquest cas ens interessa el segon, que és el propi d’EPANET que 
utilitzàvem a R amb unes funcionalitats i manera d’operar bastant similar. Per a més 
informació consultar [6]. 
 
Podem trobar un exemple de una simulació feta amb WNTR a la Il·lustració 11  
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Il·lustració 11: Exemple de Simulació amb WNTR 
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R o Python per Reinforcement Learning 
R 
Dins de les llibreries de R tenim llibreries més bàsiques enfocades més a entendre el 
funcionament, de caire més acadèmic com Reinforcement Learning, i també tenim 
llibreries enfocades a un entorn més professional com la de Keras i Tensorflow 
 
MDPtoolbox: És una llibreria dedicada a Markov decision process, on aprenem  V*, 

també implementa funcions complementàries per a executar Q Learning com: 
mdp_Q_learning  i mdp_eval_policy_TD_0. 

QLearning: És una llibreria dedicada a Q learning, només compta amb 3 funcions però 
ens permet executar el algorisme de Q Learning. 
ReinforcementLearning: És la llibreria bàsica de RL a R, compta amb les eines que 
necessitem per aprendre una política en un entorn simple,  ja ve amb un entorn creat que 
la fa ideal per ensenyar els processos. Per a més informació consultar [5]. 
Keras: És una llibreria de Deep Learning que ha destacat per la seva productivitat i una 
API user-friendly. 
Tensorflow: Aquesta llibreria ha guanyat una immensa popularitat els darrers anys, tot i 
que la podem entendre com una mica més complexa a l’hora de treballar, dona moltes 
opcions de personalització de la xarxa, el gran avantatge tant d’aquesta llibreria com de 
l’anterior és que és poden implementar juntes aprofitant els punts forts de les dues. A la 
Il·lustració 12 veiem l’interès per els mètodes de Deep Learning 

 
Il·lustració 12: Interès per els mètodes de Deep Learning 
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Python 
La comunitat de Python incrementa dia a dia, al seu repositori de packages hi ha 358,951 
projectes. Pel que fa al Reinforcement Learning també hi ha una gran quantitat de 
packages i només tractarem els més importants. 
 
pyqlearning: És una llibreria potent que permet implementar RL DeepRL i models més 
complexos. 
 
KerasRL i Tensorflow: Són les mateixes llibreries que teníem a R, el gran avantatge 
respecte a R és la immensa comunitat que treballa amb  Python. 
 
RL_Coach: Aquesta llibreria que proposa Intel té la particularitat de implementar de 
manera senzilla la estratègia del coach, que permet aprendre una política a partir de la 
política anterior. 
 
Open AI Gym: Aquesta llibreria ens permetrà crear una classe environment compatible 
amb la majoria de llibreries, la qual cosa serà útil conforme el projecte vagi avançant. 

 
Conclusions 
De cara a treballar amb Q Learning és indiferent triar Python o R, ja que la manera més 
recomanable de implementar-lo és escrivint l’algorisme de Q Learning manualment. 
 
I per EPANET ambdues llibreries són equivalents per el nostre projecte, ja que les 
funcions extra de simulació de catàstrofes de WNTR no és necessària. 
 
Doncs els dos llenguatges de programació són vàlids de cara a realitzar el projecte, 
nosaltres escollirem R, ja que al grup de recerca s’ha treballat més amb la seva llibreria 
de EPANET que amb la llibreria de WNTR. 
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4. Prova de concepte 
En aquest apartat, és farà servir una xarxa acadèmica, extreta del llibre Real-Time 
Monitoring and Operational Control of Drinking-Water Systems[13], on sigui fàcilment 
identificable la dinàmica de la xarxa. L’objectiu d’aquest apartat és treure uns primers 
resultats sobre si mitjançant Q Learning i un petit nombre d’estats, és pot crear un agent 
que controli la xarxa. També aprofitarem per explorar diferents definicions d’estats, 
accions, recompenses i condicions de simulació, abans de plantejar les definitives en la 
xarxa real. 
  

4.1 Discretització 
La xarxa acadèmica consta de 2 Reservoris, 2 Vàlvules i 10 nodes(Il·lustració 13). Cada 
node representa un punt de distribució com podria ser una casa. 

 
Il·lustració 13: Xarxa acadèmica 

 
Objectiu 
L’objectiu del agent és mantenir els nivells de clor dins el rang (0.2-1mg/l), que com s’ha 
vist a la introducció, són els nivells saludables per al consum humà. L’objectiu secundari 
és la reducció de l’ús del clor a la xarxa, per economitzar el tractament de l’aigua i ser 
més curosos amb el medi ambient reduint també la producció de THMs. 
La gran dificultat de la gestió d’aquestes xarxes és que el decaïment del clor no és lineal, 
i depèn de moltes variables relacionades entre elles, com poden ser: el temps de 
residència (espai temporal que passa l’aigua des del Reservori fins al node), la 
temperatura exterior que accelerarà o reduirà la velocitat a la que reacciona el clor, una 
demanda alta, que provocarà una reducció del temps de residència, etc... 
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Selecció d’accions 
Les accions entre les que ha de decidir l’agent, són un aspecte important dins del marc 
de creació d’un agent, en el nostre cas, les accions entre les que podrà escollir per a 
cada dipòsit aniran des de 0.3, augmentant de 0.3 en 0.3 fins a arribar a 1.5. Doncs tenim 
2 Reservoris i 5 accions possibles per a cada un, doncs la nostra matriu Q tindrà: 
 5 = 25 𝐴𝑐𝑐𝑖𝑜𝑛𝑠 𝑑𝑖𝑠𝑝𝑜𝑛𝑖𝑏𝑙𝑒𝑠 
 
La tria del llindar inferior a 0.3, ve donada per assegurar-nos de que com a mínim 
existeixi una quantitat de clor suficient com per complir la normativa als nodes més 
pròxims, ja que no tindria sentit triar una acció de control de 0.2 als Reservoris perquè 
quan arribes als nodes ja estaria per sota. 
 
El llindar superior, per el contrari puja fins a 1.5, aquest fet ve donat per a xarxes que 
tinguin els primers nodes molt allunyats del Reservori, però en la majoria de xarxes si 
l’agent escull aquesta acció seria signe d’un mal funcionament. 
 
Podem veure els parells d’accions a la Il·lustració 14, on la xifra de l’esquerra és l’acció 
sobre el primer Reservori, i la de la dreta el segon. 

 
Il·lustració 14: Parells d'accions dels Reservoris 

 
Selecció d’estats 
L’estat de cada node el discretitzarem en 8 possibles valors, ja que en un algorisme de Q 
Learning necessitem recórrer tots els estats perquè l’agent sigui capaç d’aprendre(Vist en 
l’apartat 2.5 mètodes de resolució d’un MDP). Doncs, per simple combinatòria tenim 10 
nodes 8 = 1.073.741.824 𝐸𝑠𝑡𝑎𝑡𝑠, que continuen sent massa estats com per recórrer-los 
tots almenys una vegada, així que aprofitarem la forma de la xarxa i agruparem els nodes 
en pisos com veiem a la Il·lustració 15, amb aquesta reducció passem de 
tenir 8  𝐸𝑠𝑡𝑎𝑡𝑠 𝑎 8 = 512 𝐸𝑠𝑡𝑎𝑡𝑠 que ja és un nombre acceptable per fer una primera 
Prova de Concepte. Farem el mateix amb les accions que podrà prendre l’agent, estaran 
discretitzades en 5 posicions i només podem actuar a través dels 2 Reservoris 5 =

 25 𝑃𝑜𝑠𝑠𝑖𝑏𝑙𝑒𝑠 𝐴𝑐𝑐𝑖𝑜𝑛𝑠 . Per tant la Matriu Q tindrà 512 files i 25 columnes.  
 
Cal recordar que, per a que l’algoritme sigui eficaç hem de passar per tots els punts de la 
matriu un nombre suficient de vegades. 
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Il·lustració 15: Xarxa acadèmica discretitzada 

 
Recompenses 
Per a les recompenses, s’ha triat una recompensa de 10 quan tots els nodes estan entre 
0.2 i 0.6, la recompensa serà de 1 si hi ha algun node que estigui entre 0.6 i 1 i la 
recompensa serà de -10 si algun dels nodes està fora de 0.2 i 1. 
 
Aquesta tria està feta per castigar que l’estat estigui fora de l’objectiu, la recompensa serà 
moderada si només complim la llei i la recompensa serà contundent si complim la llei i a 
més consumim poc clor. 
 
Variables Q Learning 
Dins del Q Learning tenim diferents variables com el Learning Rate(LR) o Gamma(G) 
que condicionen la nostra equació a l’hora de calcular com de favorable és una decisió. 
Per exemple amb una Learning rate molt alta podem trobar resultats molt ràpid, però pot 
ser que aquests resultats no siguin els més beneficiosos dins de les accions possibles i 
que ens trobem en un màxim relatiu a la funció de recompensa. D’altra banda la G ens 
permet fer que l’agent miri més a curt termini G baixa o miri més a llarg termini G alta. 
 
També farem servir aquest exemple acadèmic per comprendre i il·lustrar el funcionament 
de l’algorisme i els seus paràmetres. A l’hora de fer la tria de paràmetres, ja que no hi ha 
una manera exacta de definir-los s’ha provat amb diferents combinacions de G i LR per 
veure quina tria ens convenia més. Al final la tria ha estat un LR=0.05 i una G=0.9. 
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Entrenament 
Primer de tot cal saber quants episodis són necessaris perquè l’agent sigui capaç 
d’obtenir el màxim de recompenses. Aquí tenim una simulació amb 1000 episodis on 
podem apreciar que és capaç de maximitzar les recompenses quan baixa la èpsilon. A la 
Il·lustració 16 veiem un gràfic amb el percentatge de recompenses obtingudes per l’agent. 
Cap a l’Episodi 750, ja assoleix més del 90% de recompenses possibles dins de cada 
episodi. Això es pot entendre com que l’agent ja domina la xarxa perquè habitualment 
amb la primera iteració de l'episodi no té temps suficient com per corregir la xarxa quan 
està fora de rang. 

 
Il·lustració 16: Percentatge de les recompenses obtingudes (Prova de concepte) 

Una vegada sabem que l’agent maximitza les recompenses, també s’ha d’examinar que 
la política que tria l’agent sigui raonable. 
 
Aquesta primera prova, tot i ser un exemple molt bàsic, permet comprovar que és 
possible controlar de manera efectiva la xarxa, monitoritzant només 3 estats. Obre la 
porta als següents capítols on buscarem una millor selecció dels paràmetres d’entrada, 
per tal de que l’agent sigui capaç de gestionar xarxes més grans. 
 

 
4.2 Aplicació amb demanda variable 
En aquest apartat el primer objectiu és observar si davant una variació de demanda 
durant el dia, l’agent reacciona. La demanda és un factor important a l’hora de prendre 
decisions sobre les dosis de clor que s’han d’aplicar a la xarxa, ja que una demanda 
elevada redueix el temps de residència del clor i fa que el valor de clor residual a l’aigua 
sigui més constant per tot el sistema. D’altra banda, una demanda baixa provoca un 
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temps de residència més alt, i augmenta la diferència entre el clor residual entre els 
nodes a prop del Reservori i els que queden lluny. 
Per fer aquesta comparació hem creat dues variants de la xarxa acadèmica, una amb una 
demanda constant per tots els nodes, i l’altra amb una demanda variable similar al que 
podria ser el consum d’aigua normal a un habitatge. 
 
El segon objectiu de l’apartat, és basa en fer un agent més escalable que l’anterior, que 
conforme augmentava el nombre de nodes, augmentava exponencialment el nombre 
d’estats. El concepte que introduirem és ficar com a entrades el node de menor 
concentració i el de major concentració, aquesta nova selecció d’estats és veu més en 
detall al apartat 5.4. 
 
 
Noves Demandes 
Com s’ha mencionat a la introducció, en aquest apartat hem modificat la demanda de la 
xarxa acadèmica. 
 
Demanda constant: La primera xarxa que veurem, és amb una demanda constant, al 
aquesta no veure’s afectada independentment de l’hora, el resultat esperat en la política 
de l’agent és una acció fixa, que sigui la que maximitzi la recompensa en tots els estats. 
 

Demanda Variable: La segona xarxa que hem creat és amb una demanda més similar a 
la realitat(Il·lustració 17), podem veure pics de consum a les 8 del matí i a les 20 de la 
tarda, i que durant les últimes i primeres hores del dia, no hi ha pràcticament consum 
d’aigua perquè la gent està dormint. 
Com l’agent no rep entrades amb informació horària o de demanda, el resultat esperat és 
que sigui més indecís que a la prova anterior, ja que hi haurà vegades que toqui donar 
una acció amb una demanda del sistema alta, i vegades que la demanda sigui baixa. 
Aquest fet provoca que les recompenses previstes de l’agent siguin mes difuses a cada 
acció, i que no sigui capaç de trobar una acció clarament òptima. 

 
Il·lustració 17: Demanda variable 
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Nous Estats 
Per l’objectiu d’aconseguir un agent més escalable, el que fem és analitzar l’objectiu 
principal de l’agent, volem mantenir tots els nodes dins el rang de (0,2-1)mg/l de clor 
residual. Si mirem el comportament habitual de la xarxa, el node de màxima concentració 
és el que es troba més pròxim al Reservori, i el node que donarà problemes amb el llindar 
inferior serà el que estigui més lluny del Reservori. Com les posicions dels nodes sempre 
són fixes, el que es proposa és controlar només el node que tingui concentració mínima, i 
el que tingui concentració màxima sense importar la posició del node. Aquest últim detall 
de no especificar la posició del node ve donada a que tenim 2 Reservoris i no podem 
garantir amb exactitud quin és el node de menor concentració amb el 100% d’accions. Si 
nosaltres fixéssim els nodes d’interès i no fossin els correctes, podríem entrar com a 
correcta una situació que realment mantingues per sota del necessari algun node. 
 
 
Resultats 
A la Il·lustració 18 comprovem que l’agent és capaç de maximitzar les recompenses, tant 
en una xarxa com en l’altra. Amb aquest resultat ja podem verificar que amb aquesta 
nova selecció d’estats l’agent continua sent efectiu a l’hora de gestionar el sistema. Això 
representa un avanç significatiu sobre l’agent anterior, ja que amb aquesta nova 
configuració si que podem escalar-ho a xarxes més grans només augmentant 
proporcionalment els episodis necessaris per obtenir més dades. 

 
Il·lustració 18: Recompensa vs Episodis Demanda Variable 
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Per fer la comparació entre la xarxa amb demanda constant i la xarxa amb demanda 
variable, el que hem fet és entrenar un agent amb cada xarxa  i compararem les 
polítiques òptimes entre una i l’altra. 
 
Quan observem l’histograma de les accions generades per l’agent amb demanda 
constant (Il·lustració 19), veiem clarament que l’agent tria amb molta freqüència com a 
acció òptima 0.6 mg/l a cada dipòsit, com hem previst anteriorment. Aquest resultat té 
sentit, ja que no afecta la hora ni la demanda, a l’hora de prendre decisions.  
 

 
Il·lustració 19: Política òptima demanda constant 

En canvi, si mirem l’histograma de la política òptima amb demanda variable (Il·lustració 
20), veiem que l’agent no és capaç de triar una acció que sigui clarament superior en la 
majoria d’estats. Com a la vida real la demanda serà variable, hem de buscar una manera 
d’adaptar l’agent perquè millori la seva adaptació depenent de la hora, això ho veurem al 
punt 6. 

 
Il·lustració 20: Histograma política òptima amb demanda variable 
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4.3 Adaptació de l’agent a la demanda 
En aquesta tercera versió busquem millorar l’agent introduint informació del cabal dins de 
l’agent, hi ha dues maneres de enfocar-ho:  

● Agafar el cabal sumant les dues vàlvules 
● Aprofitant que a la realitat la demanda està estrictament relacionada amb la hora, 

introduir la hora dins dels estats de la Matriu 
Triarem la segona enfront de la primera, ja que a la realitat necessitaríem un sensor a 
cada vàlvula de la xarxa, això no és un factor limitant ja que normalment és disposa 
d’aquesta informació per part dels gestors de la xarxa. Però és un sistema més fràgil, ja 
que depenem del funcionament d’un grup de sensors i que arribi la informació correcta 
dels mateixos. Apart només podem introduir a la xarxa la suma dels valors de les 
vàlvules, perquè sinó se’ns multiplica per molt el número d’estats possibles i perdríem 
una mica la adaptabilitat per implementar a diferents xarxes degut a que no tenen el 
mateix nombre de dipòsits. 
 
Doncs, el que farem serà dividir el dia en grups de 2 hores i per tant ens quedaran 8 ∗

 12 =  768  𝐸𝑠𝑡𝑎𝑡𝑠, el nombre d’accions no varia i ens queda una Matriu de 768 per 25, 
un apunt important a destacar és que d’aquests 768 estats no tots són possibles, per la 
definició dels estats, ja que la primera columna representa el node amb menor qualitat i la 
segona és el de major. Però al generar la Matriu de manera automàtica, podem trobar 
estats impossibles com que el node de menor concentració tingui 0.8 mg/l i el node de 
major concentració 0.2 mg/l. 
L’agent no creuarà per aquests estats impossibles tot i que formen part de la matriu. 
 
 
Entrenament 
Per entrenar aquest agent farem una simulació més llarga(15000 episodis) per el nombre 
d’estats de la Matriu, a la Il·lustració 21 veiem que l’agent també és capaç d’aprendre les 
accions que maximitzen la recompensa i per tant mantenen tots els nodes dins del rang: 

 
Il·lustració 21: Percentatge d’Èxit vs Episodis Agent horari 
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El que busquem en aquesta versió, és si l’agent és capaç d’adaptar les accions que pren 
depenent del cabal que preveu tenir les pròximes hores. Per veure aquest canvi triarem 
una concentració, i mostrarem les accions que pren l’agent quan té aquesta concentració 
depenent de l’hora del dia Il·lustració 22: 

 
Il·lustració 22: Accions del Reservori en funció de la hora 

Com el temps de simulació no és instantani, podem aplicar el retard al senyal per 
comparar-ho amb la demanda que tenen els nodes Il·lustració 23. 

 
Il·lustració 23:Accions del Reservori en funció de la hora (amb retard) 
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A la Il·lustració 24 veiem la concentració que dona l’agent enfront de la demanda que 
tenen els nodes. 

 
Il·lustració 24: Comparació entre la demanda real vs Acció de control 

I es pot comprovar que quan es preveu una alta demanda l’agent adapta la concentració 
dels dipòsits depenent de la hora. 
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5. Aplicacions a xarxa real 
 
El següent pas que donarem amb l’agent, és escalar-lo a un model d’EPANET que simula 
una xarxa real situada a St.Fruitos, aquesta xarxa és tracta d’un polígon industrial amb 2 
dipòsits, un dels quals està inactiu (també a la vida real) i 1689 nodes, dels quals només 
370 tenen demanda, és a dir consumeixen aigua de la xarxa, a l’esquerra de la Il·lustració 
25 podem veure la xarxa completa a EPANET i a la dreta només ressaltats els nodes 
amb demanda de la xarxa. El passar d’una xarxa petita com la que utilitzàvem a la prova 
de concepte a una xarxa real, implica una adaptació de l’agent per poder funcionar de 
manera correcta, per tant necessitarem saber una sèrie de paràmetres de la xarxa. 

 
 

 
Il·lustració 25: Xarxa real i nodes amb demanda de la xarxa 

 
5.1 Anàlisi de la xarxa 
El que hem de fer a l’hora d’analitzar la xarxa, és trobar el node més crític de la xarxa, 
que serà aquell on l’aigua que enviem dels Reservoris tarda més en arribar i el clor té 
més temps per evaporar-se. En el nostre cas és un node que és troba a la part alta de la 
xarxa com veiem a la Il·lustració 26. 
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Il·lustració 26: Ubicació node més crític de la xarxa 

 
Una vegada hem identificat el node més crític de la xarxa, hem de comprovar que amb la 
consigna màxima que pot generar l’agent el node arribi a nivells de qualitat correctes, ja 
que sinó l’agent no obtindrà cap recompensa i no serà capaç d’aprendre. A la Il·lustració 
27 veiem que amb una consigna de 0.9mg/l al dipòsit el node arriba a entrar dins el rang 
0.2-1mg/l, per tant aquesta condició es compleix.  
 

 
Il·lustració 27: Gràfica qualitat al node crític 

 
D’aquesta mateixa gràfica podem extreure també que necessitem 80h de simulació 
perquè el clor que envia el dipòsit arribi al node crític. 
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5.2 Discretització i selecció d’accions 
Per a fer la discretització de l’agent continuarem amb la mateixa que a la prova de 
concepte, 
Agafant els nodes amb la concentració mínima, la concentració màxima i l’hora. Cal 
destacar que tot i escalar la xarxa i passar de 10 nodes a 1689 continuem amb el mateix 
nombre d’estats que anteriorment 768. 
 
En l’apartat d’accions, també aprofitarem les mateixes que teníem abans que van de 0.3 
a 1.5 mg/l. Un aspecte a destacar és que un dels dipòsits d’aquesta xarxa esta inactiu, 
per tant no afecta la concentració que li donem a la resta de la xarxa, el resultat esperat 
per aquestes situacions de part de l’agent seria entendre que el dipòsit no forma part de 
la xarxa i redueixi la seva concentració al mínim. 
 
Recompenses 
En les anteriors versions de l’agent reduíem el consum de clor assegurant que el clor que 
arriba als nodes era la concentració necessària, és a dir, prioritzàvem la recompensa 
quan els nodes estaven en un rang òptim entre 0.2-0.6 mg/l i la castigàvem lleument quan 
els nodes estaven entre 0.7-1 mg/l tot i que encara estiguéssim dins el rang permès per la 
llei. 
Per la particularitat de la xarxa real, aquest mètode de recompenses no ens serviria per 
minimitzar el clor, ja que al estar el dipòsit desconnectat no col·labora en la xarxa, i per 
tant és indiferent la concentració que tinguem al node per les recompenses, això és 
tradueix en que per al dipòsit fora de la xarxa seria indiferent que l’agent tries una acció 
de 1.5 o de 0.3 mg/l ja que el benefici previst de les dues seria el mateix i no estaríem 
minimitzant l’ús del clor. 
Per tant, les noves recompenses estaran dividides en dues fases, la primera i més 
important que ve heretada de la xarxa anterior, si els nodes mínim i màxim estan dins el 
rang 0.2-1 mg/l la recompensa sumarà 10, si estan fora sumarà -10. 
I per la segona part el que farem és sumar les concentracions de clor dels dipòsits, si la 
suma és inferior a 1.4 mg/l afegirem 6 a la recompensa, i si està per sobre afegirem -8. 
 
D’aquesta manera, introduïm informació directament a l’agent de la concentració dels 
dipòsits, i hauria de ser capaç de veure que hi ha un dipòsit sense aportar res a la xarxa, i 
enviar-lo al mínim de concentració. 
 
 
Aprenentatge 
En aquest experiment amb l’agent, hem realitzat 5000 episodis amb 10 iteracions dins de 
cadascun, el que dona 50000 iteracions. Les proves amb aquesta xarxa augmenten el 
temps de simulació considerablement, per a reduir una mica el temps de còmput 
aprofitem el coneixement de la xarxa que tenim, ja que sabem que dels 1689 nodes 
només hi ha 370 nodes que tinguin demanda, i que per tant siguin importants a l’hora de 
treballar amb la xarxa, el que farem nosaltres es crear un dataframe on només apareguin 
els nodes amb demanda com veiem a la Il·lustració 28, i quan busquem llegir la qualitat 
dels nodes, iterarem sobre el dataframe com veiem a la Il·lustració 29, el que aconseguim 
amb això és alleugerir la carrega de treball de l’agent ja que només tindrà en compte 
nodes que siguin importants a la xarxa. 
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Il·lustració 28: Creació dataframe només nodes amb demanda 

 
Il·lustració 29: Llegir qualitat nodes 

 
 

Creem un Dataframe amb tots 
els nodes de la xarxa 

Filtrem només els nodes amb 
demanda 

Només llegim la qualitat dels 
nodes del Dataframe ja filtrat 
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De totes maneres el temps de simulació augmenta bastant, ja que per fer aquest 
experiment l’agent necessita 3 hores, quan per entrenar-lo amb les xarxes anteriors no 
tardava més de 30 minuts. 
 
Com veiem a la Il·lustració 30 l’agent és capaç de controlar la xarxa de manera exitosa 
mantenint a tots els nodes dins el rang permès, per tant l’agent es efectiu a l’hora de 
gestionar la xarxa. 
 

 
Il·lustració 30: Percentatge Èxit contra Episodis 
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A la Il·lustració 31 veiem un histograma de les accions òptimes que tria l’agent, aquest 
tria com acció òptima la majoria de vegades 0.3 mg/l al dipòsit que està desconnectat i 
0.9 al dipòsit que està dins de la xarxa, per tant l’agent és capaç de minimitzar l’ús del 
clor. 

 
Il·lustració 31: Histograma Accions òptimes 

 
 
Validació 
En aquest apartat el que fem és que l’agent deixi d’aprendre, i prengui decisions en base 
al que ja sap. Per fer-ho baixem la èpsilon a 0 per situar a l’agent en estat d’explotació. 
Les proves de validació seran iguals que en les fases d’aprenentatge, cada episodi tindrà 
un estat inicial generat de manera aleatòria i l’agent tindrà 10 iteracions a cada episodi. 
 
Com veiem a la Il·lustració 32, l’agent és capaç de mantenir de manera estable les 
recompenses de la xarxa, per tant en la gran majoria de iteracions, l’agent manté els 
nodes dins el rang adequat i utilitza el mínim clor possible. 

 
Il·lustració 32: Validació agent xarxa real 
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A la Il·lustració 33 veiem que al contrari que a la xarxa anterior l’agent tria sempre la 
mateixa concentració sense dependre de l’hora del dia que sigui, això és degut a que 
l’agent no està tan ben preparat per aquesta xarxa, amb una acció en aquest dipòsit de 
0.6 mg/l els nodes més crítics no arriben al mínim, i amb l’acció superior a 0.9 mg/l que és 
1.2 mg/l ens passem de concentració als nodes més pròxims. 
 

  
Il·lustració 33: Accions proposades per l’agent al dipòsit 

 

5.3 Aprenentatge amb vàlvules 
 
El següent pas de l’agent una vegada vist que és capaç de gestionar la xarxa, el que 
busquem és controlar també les vàlvules de la xarxa, forçant a l’aigua a prendre diferents 
camins per tal de variar el temps que triga fins a arribar als nodes. En aquesta xarxa les 
vàlvules no estan ficades com a objecte Valve d’EPANET, sinò que són links que s’obren 
o es tanquen, són per tant vàlvules tot o res. 
 
A la Il·lustració 34 veiem tots els links que poden funcionar com a vàlvula. En total tenim 7 
vàlvules que poden estar obertes o tancades i en total serien 2 = 128 combinacions 
diferents, que s’haurien de multiplicar per les 25 accions que ja teníem, per tant no 
agafarem totes les vàlvules per l’elevat nombre d’accions que tindríem. Doncs escollirem 
les dues vàlvules més significatives de cara a alterar el node de concentració mínima, les 
podem veure a la Il·lustració 35. Un agent que treballi amb les 7 vàlvules seria una via de 
continuar amb el treball de cara al futur. 



 
 

 

    

43 

 
Il·lustració 34: Vàlvules de la xarxa Polígon 

 
Il·lustració 35: Vàlvules seleccionades 
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Noves accions amb vàlvules 
Per incorporar les vàlvules dins l’agent han d’entrar com a accions, ja que tindrem control 
directe sobre elles,  si fins ara teníem 25 accions amb la incorporació de les vàlvules 
tindrem 25 ∗ 2 = 100 𝐴𝑐𝑐𝑖𝑜𝑛𝑠, però retallarem algunes accions on les dues vàlvules 
estiguin tancades perquè no arribaria aigua als nodes i no tindria sentit la xarxa. Per tant 
ens quedarem amb 75 accions com podem veure a la Il·lustració 36 les noves accions 
incorporen els estats de les dues vàlvules. 

 
Il·lustració 36: Accions amb Vàlvules 

Modificar l’estat de les vàlvules a EPANET és molt senzill, és pot veure un exemple a la 
Il·lustració 37. 

 
Il·lustració 37: Modificar l'estat d'una vàlvula 

Aprenentatge 
Pel que fa a l’aprenentatge l’agent no te problemes per gestionar la xarxa de manera 
efectiva, mantenint tots els nodes dins el rang necessari, com és pot veure a la Il·lustració 
38. 

 
Il·lustració 38: Aprenentatge agent amb vàlvules 
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Com hem afegit accions noves a l’hora de representar les accions òptimes que ha triat el 
que farem es analitzar per una banda la concentració que tria pels dipòsits com hem fet 
fins ara, i un altre gràfic amb les configuracions de vàlvules. 
 
A la Il·lustració 39 veiem un histograma d’accions òptimes que tria l’agent, és molt similar 
al de l’apartat anterior, ja que no hem fet canvis a la xarxa, on l’acció més convenient és 
0.3 mg/l al dipòsit que no forma part de la xarxa, i 0.9 al que si que forma part de la xarxa. 

 
Il·lustració 39: Histograma Accions òptimes 

 
Pel que fa a la Il·lustració 40 veiem el fet diferencial d’aquest apartat, el que és veu a la 
gràfica és un histograma de les vegades que apareix cada configuració de les vàlvules de 
la xarxa. La xifra de l’esquerra representa l’estat de la vàlvula superior i la de la dreta la 
vàlvula inferior de la Il·lustració 41, i quan el seu valor és 0 la vàlvula no deixa passar 
l’aigua i quan és 1 està oberta. 
 
Tot i que la configuració que més vegades tria l’agent és amb la vàlvula superior oberta i 
la inferior tancada, no hi ha una superioritat clara d’aquesta configuració sobre les altres. 
Doncs l’agent en aquest cas no troba una configuració òptima per tots els casos, sinó que 
varia la configuració depenent de la situació, com poden ser canvis d’hora o canvis de 
demanda. 
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Il·lustració 40: Histograma de configuracions de la xarxa 

 
Il·lustració 41: Vàlvules seleccionades 

A la Il·lustració 42 veiem l’acció proposada depenent de l’hora continua sent exactament 
igual que a l’apartat anterior ja que les accions continuen sent les mateixes, i el canvi que 
presenta afegir les vàlvules no és suficient per rebaixar l’acció proposada a 0.6 mg/l. 
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Il·lustració 42: Acció proposada al dipòsit agent amb vàlvules 

Pel que fa al control de vàlvules és complicat treure conclusions, faltaria fer proves amb 
un agent més precís per veure si aconsegueix una millora en el consum de clor, ja que si 
hi ha una millora en el consum no està sent prou gran com per apreciar la reducció del 
clor, el que si que podem veure a les il·lustracions Il·lustració 43Il·lustració 44 on veiem la 
mitjana dels estats de les vàlvules depenent de l’hora i a sota la gràfica de la demanda 
dels nodes, recordem que 1 significa oberta i 0 tancada. En Aquestes il·lustracions 
observem que l’agent acostuma a preferir tenir les vàlvules obertes però funcionen de 
manera inversa, quan una tendeix més a estar tancada l’altra tendeix a estar oberta. 
 

 
Il·lustració 43: Posicions de la Vàlvula superior depenent de l'hora 



 
Estudi i disseny d’un algoritme de control de la 
qualitat de l’aigua en una xarxa de distribució 
d’aigua basat en aprenentatge per reforç 

48 
 

 
Il·lustració 44: Posicions de la Vàlvula inferior depenent de l'hora 

 
Validació 
La primera validació que farem d’aquest agent és repetint el format de l’aprenentatge, 
l’agent és trobarà amb una situació generada aleatòriament cada 10 passos. 
 
A la Il·lustració 45 veiem el percentatge de recompenses que obté l’agent, com és pot 
veure aquest és capaç de dominar la xarxa de manera efectiva, ja que manté un bon 
percentatge de recompenses. En aquesta fase utilitzem les recompenses per validar que 
mantingui un ús mínim de clor i tots els nodes dins el rang adequat. 

 
Il·lustració 45: Validació agent amb Vàlvules 
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5.4 Afinament de l’agent per a la xarxa polígon 
El que farem per millorar el performance de l’agent és aprofitar el nostre coneixement de 
la xarxa més enllà de només ajustar el temps de simulació, ajustarem millor els valors 
que podem donar a les Accions i als Estats, així podem inclús reduir el nombre d’estats 
necessaris per controlar el sistema, aquestes adaptacions són exclusives de la xarxa 
polígon, tot i que el mètode seguit per optimitzar l’agent és el mateix per altres entorns. 
 
Nova selecció d’accions 
La xarxa polígon al ser més gran que la utilitzada en la prova de concepte té un rang de 
possibles concentracions de clor més petit, el límit superior continua sent el mateix, cap 
consigna pot passar de 1 ja que hi ha nodes propers als Reservoris, però pel que fa als 
inferiors, amb una concentració de 0.3 com la que donàvem a la Prova de concepte, en 
cap cas serà suficient per abastir els nodes més llunyans. Doncs la manera més 
recomanable de procedir, és ajustar les possibles consignes a valors més adaptats a la 
xarxa, els nous valors de consigna que ficarem començaran de 0.5 fins a 0.9, mantenint 
les vàlvules, com veiem a la  Il·lustració 46, el que aconseguim d’aquesta manera és 
augmentar la precisió amb la que l’agent busca l’acció òptima sense augmentar la 
dimensió de la Matriu Q. 

 
Il·lustració 46: Noves accions Xarxa Polígon 
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Nova selecció d’estats 
També realitzarem una modificació dels estats, el raonament seguit és similar al de 
l’apartat anterior, al ser una xarxa més gran els nodes més llunyans mai arribaran a una 
concentració de 0.9 mg/l, i llavors ens ocupa un espai que no farem servir, també hem 
tret la dimensió del node amb concentració màxima, ja que hem acotat les accions a un 
màxim de 0.9 mg/l i per tant cap node tindrà més de 0.9 mg/l de concentració de clor, és 
una modificació important, ja que el nombre d’estats passa de ser 768 estats a 108 
estats. Aquests tindran el node amb la concentració més baixa i l’hora del dia, exemple a 
Il·lustració 47, la concentració dels estats començarà a 0.1 i anirà escalant de 0.05 en 
0.05, fins a 0.5, és podria reduir encara més ja que amb les consignes que proposem la 
concentració mínima dels nodes no passa de 0.4 i podríem arribar a deixar-ho en 72 
Estats, però mantindrem els que sobren per si apareguessin casos extrems. 

 
Il·lustració 47: Exemple nous Estats Polígon 
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Noves recompenses 
Amb el canvi d’accions i d’estats, també farem un canvi de les recompenses, en aquest 
cas la recompensa continuarà sent la suma de tres apartats, el primer relacionat amb la 
concentració i el segon amb el clor utilitzat.  
Per la primera discretitzarem els estats a partir de 0.2 mg/l fins a 0.25 mg/l, que tindrà una 
recompensa de 30, i conforme més avanci la concentració va disminuint el clor, si queda 
per sota de 0.2 o per sobre de 0.5 mg/l la recompensa passarà a ser -30, com veiem a la 
Il·lustració 48. 
 

 
Il·lustració 48: Recompenses per concentració polígon 

L’apartat de l’ús del clor és similar al anterior, on tenim un rang amb una recompensa 
elevada, i aquesta va disminuint com més clor utilitzem, com veiem a la Il·lustració 49. 

 
Il·lustració 49: Recompensa per concentració als Reservoris polígon 
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La tercera part de la recompensa és un mecanisme de seguretat perquè cap dels dos 
dipòsits sobrepassi la consigna de 1mg/l i afegirem una recompensa de -30 si algun dels 
2 la sobrepassa, per aquesta xarxa en concret no seria necessari ja que cap consigna 
arriba a passar de 1 mg/l, però fa que l’agent tingui un extra de seguretat de cara a 
adaptar-lo de manera ràpida en altres xarxes.  
 
Doncs, tenim una recompensa màxima de 48 (30+18) i una mínima de -66(-30+-6+-30). 
 
Entrenament 
Per entrenar l’agent farem una seqüència de 7000 episodis amb 10 iteracions a cada 
episodi, com veiem a la Il·lustració 50 l’agent aconsegueix controlar la xarxa sense 
problemes 

 
Il·lustració 50: Percentatge d'Èxit Entrenament polígon fi 

Les accions que més tria l’agent com a acció òptima al dipòsit que controla la xarxa les 
veiem a la Il·lustració 51. La més habitual és 0.7 mg/l, aquesta acció no estava disponible 
en les versions anteriors de l’agent, on passava de 0.6 mg/l a 0.9 mg/l i aquí resideix 
l’avantatge de triar el rang correcte a l’hora de discretitzar, gràcies a aquesta millora 
estem reduint la consigna més habitual de 0.9 a 0.7 mg/l. 
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Il·lustració 51: Acció dipòsit polígon 

5.5 Comparació amb la realitat 
Per fer la comparació amb la realitat ens han cedit dades reals de les concentracions dels 
Reservoris, farem una simulació d’un any complet utilitzant les dades reals com a 
entrada, veiem el resultat a la Il·lustració 52, on tenim l’acció en negre i la concentració 
mínima en blau. Un aspecte important a tenir en compte també és que ens certs 
moments la consigna està per sobre de 1 mg/l, això seria incorrecte ja que als primers 
nodes de la xarxa estaria arribant massa clor. 
 

 
Il·lustració 52: Funcionament Dades Reals a EPANET 

Com podem veure a la simulació hi ha moments en els que la qualitat del pitjor node no 
és troba per sobre de 0.2 mg/l, per tant modificarem la constant de decaïment del clor(K), 
variable relacionada amb com de ràpid reacciona el clor a l’aigua i que actualment val -
0.02, perquè suposem que les accions que s’han donat a la xarxa són correctes, i així 
podem comparar els resultats amb el nostre agent. Les dades de la primera caiguda quan 
l’acció baixa a 0 no és tindrà en compte. 
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A la Il·lustració 53 veiem el mateix gràfic que a la Il·lustració 52 però aquesta vegada amb 
la K ajustada a -0.01 i ja podem veure que manté la concentració de tots els nodes per 
sobre de 0.2 mg/l. 

 
Il·lustració 53:Funcionament Dades Reals a EPANET amb K ajustada 

 
Entrenament 
Una vegada hem trobat el coeficient de decaïment adequat per fer la comparativa tornem 
a entrenar l’agent amb la K modificada, com veiem a la Il·lustració 54 l’agent aprèn a 
gestionar la xarxa de manera efectiva 
 

 
Il·lustració 54: Entrenament Agent K ajustada 
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Les accions més òptimes que ha triat l’agent aquesta vegada han variat, ja que hem 
reduït la K que amb una consigna menor ja arriba el clor adequat a la xarxa com veiem a 
la Il·lustració 55, la acció més favorable que troba l’agent és 0.5 mg/l al Reservori. 
 

 
Il·lustració 55: Accions òptimes Agent K ajustada 

En canvi l’apartat de les configuracions més òptimes és similar als agents anteriors ja que 
la configuració no és veu afectada per la variació de la K, Il·lustració 56. 

 
Il·lustració 56: Configuracions òptimes Agent K ajustada 

 
Comparativa accions 
Una vegada tenim el nou agent podem començar a comparar, a la Il·lustració 57 les 
diferents Accions, en negre les consignes reals i el blau les que pren el nostre agent. És 
pot veure que les consignes que proposa l’agent són més baixes que les Reals, de fet la 
Acció mitjana que tria l’agent és 0.51 mg/l i la mitjana d’accions de la Realitat és de 0.79 
mg/l, això suposa una reducció notable d’un 35.44%. Una reducció del 35% implica 
millores tant als nodes més crítics que es redueix el clor que consumeixen de manera 
sensible, com als nodes més propers que són els que més notaran aquesta millora ja que 
la seva reducció de consum de clor serà molt propera a aquest 35%. 
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També veiem que l’Acció que tria l’agent és més constant que la de la Realitat, però això 
no ho podem entendre com a avantatge ja que a EPANET la K és sempre constant i 
afavoreix aquest fet, mentre que a la realitat aquesta K pot variar i caldria tenir en compte 
la seva estacionalitat, ja que depèn molt de la temperatura exterior. 

 
Il·lustració 57: Comparativa Accions agent(Negre) vs Reals(Blau) 

Si mirem les concentracions al node amb menys concentració de cada hora Il·lustració 
58, també podem observar que l’agent s’apropa molt mes al 0.2 mg/l però sense arribar 
mai per sota. 

 
Il·lustració 58: Comparativa Concentracions Agent vs Reals 
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6.Resum del pressupost 
6.1 Pressupost de Desenvolupament 
El pressupost de desenvolupament de projecte és de 6.017,80€ és pot veure un resum 
dels diferents apartats que és tenen en compte a la Taula 1, el principal cost és el de mà 
d’obra, on és valoren les hores necessàries per desenvolupar tot el codi darrere de 
l’agent. Dins l’apartat de Programari no és contempla cap despesa ja que tots els 
programes que s’utilitzen són gratuïts, en Material sumem la despesa de comprar un 
ordenador que sigui capaç de realitzar els càlculs necessaris i l’amortització del mateix 
durant la realització del projecte, els gestos addicionals incorporen la aproximació del 
preu de l’electricitat. 
 

BLOC PREU 
MÀ D'OBRA 4.705,60 € 

PROGRAMARI 0,00 € 
MATERIAL 1.264,60 € 

GASTOS ADDICIONALS 47,60 € 
Total 6.017,80 € 

Taula 1: Resum Desenvolupament del Projecte 

6.2 Pressupost d’adaptació senzilla 
Aquest és un pressupost de cara a adaptar l’agent a una nova xarxa, no és la versió de 
l’agent més eficient, però garantitza que el node més crític de la xarxa no estigui dins el 
rang adequat, i dona una capa de seguretat a les decisions que prengui l’encarregat de la 
gestió de qualitat és pot observar a la Taula 2. 
  

ID CONCEPTE DESCRIPCIÓ UNITAT PREU 
UNITARI QUANTITAT PREU 

TOTAL 

1 MÀ D'OBRA Hores dedicades a l'adaptació de l'agent a la 
nova xarxa Hores 13,84 € 60 830,40 € 

2 ELECTRICITAT Consum elèctric de l'ordenador Hora 1,14 € 60 68,40 € 

3 INSTAL·LACIÓ Elements necessaris per realitzar la 
instal·lació Uds 500,00 € 1 500,00 € 

     Subtotal 1.398,80 
€ 

     Benefici(50%) 699,40 € 
     IVA(21%) 293,75 € 

     Total 2.391,95 
€ 

Taula 2: Pressupost Adaptació senzilla de l'agent 
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6.3 Pressupost d’adaptació fina 
La versió especialitzada de l’agent per a cada xarxa és pot observar a la Taula 3, 
comporta un anàlisi més profund de la xarxa, s’optimitzen les accions i els estats de la 
taula dins el rang òptim i és garantitza via una quantitat més nombrosa d’episodis que és 
recorren tots els estats de la Matriu un nombre adequat de vegades. 

ID CONCEPTE DESCRIPCIÓ UNITAT PREU 
UNITARI QUANTITAT PREU 

TOTAL 

1 MÀ D'OBRA Hores dedicades a l'adaptació de l'agent a la 
nova xarxa Hores 13,84 € 120 1.660,80 

€ 
2 ELECTRICITAT Consum elèctric de l'ordenador Hora 1,14 € 120 136,80 € 

3 INSTAL·LACIÓ Elements necessaris per realitzar la 
instal·lació Uds 500,00 € 1 500,00 € 

4 Anàlisi de xarxa Hores utilitzades per obtenir dades 
específiques de cada xarxa Hores 13,84 € 40 553,60 € 

     Subtotal 2.851,20 
€ 

     Benefici(50%) 1.425,60 
€ 

     IVA(21%) 598,75 € 

     Total 4.875,55 
€ 

Taula 3: Pressupost Adaptació fina de l’agent 
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7. Anàlisi i valoració de les implicacions ambientals 
Com s’ha vist en apartats anteriors reduir el consum de clor comportaria un gran 
avantatge, tant de banda del consumidor, ja que és un agent que en concentracions 
elevades pot ser perillós per al consum humà però continua sent necessari per eliminar 
els bacteris que poden aparèixer tant en el període on l’aigua és al dipòsit com en el seu 
trajecte fins als nodes. 
 
Com de banda del gestor de la xarxa, ja que la industria del clor genera residus tòxics al 
voltant de les instal·lacions productores com poden ser el mercuri, cadmi o clorur de vinil. 
Que van a parar també d’una manera o d’una altra a la xarxa d’aigua i al ecosistema. 
 
La utilització del nostre agent en la versió fina es capaç de reduir un 35% l’ús actual de 
clor de la xarxa polígon. Tot i que és una primera prova si es confirmés en altres sistemes 
ens ajudaria a tenir una xarxa d’aigua més neta i saludable, així com un ecosistema més 
apte per a la natura als voltants de les industries productores de clor. 
 
Al 2015 el consum de clor d’Espanya van ser 104.8 mil tones segons Indexbox[14] el que 
suposa un volum de mercat de 31 milions de dòlars ], i un 24% d’aquesta s’utilitza per el 
tractament d’aigua potable[15]. Una reducció de un 35% anual en el consum de clor 
implica un estalvi de 52 milers de tones de clor i un estalvi de 46 Milions de dòlars, 
només a Espanya com veiem respectivament a la Il·lustració 59 i a la Il·lustració 60.  
 

 
Il·lustració 59: Comparativa Consum de Clor 
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Il·lustració 60: Comparativa Cost del Clor 

 
Això suposa una millora no quantificable però si important dels entorns de producció de 
clor, lo qual ajuda al ecosistema a prosperar d’una manera més agradable i sense estar 
tant afectat per les fàbriques properes.  
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8. Calendari 
El calendari a seguir és dinàmic per la naturalesa del projecte, donarem unes setmanes 
de marge per si surten diferents inconvenients a la part de RL que puguin allargar els 
processos de desenvolupament. 
 
A la Taula 4 veiem les tasques que s’han de realitzar durant el projecte i una descripció. 
 
 

 
Taula 4: Tasques a Realitzar 

 
En la Taula 5 veiem la Taula de Tasques Predecessores, que són les Tasques que s’han 
de seguir abans de realitzar les altres. 

 
Taula 5: Taula de Tasques Predecessores 

 
 
 
 
A la Taula 6 Veiem el Diagrama de Gant, és variable ja que depèn de com avanci el 
projecte donarà temps a fer més coses o menys. 
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Taula 6: Diagrama de Gant 
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9. Conclusions 
 
Dividirem les conclusions en 3 apartats: 
- Prova de Concepte 
- Aplicació a Xarxa Real 
- Afinament de l’agent a la Xarxa Real 
 

En la Prova de Concepte buscàvem comprovar que mitjançant Reinforcement Learning 
era possible controlar una xarxa senzilla de manera correcta.  
En l’apartat corresponent hem vist que l’agent no té cap problema per controlar la Prova 
de Concepte, i que era capaç d’aprendre de manera ràpida les consignes més favorables 
i fins i tot era capaç d’adaptar les Accions depenent de la demanda que tinguin els nodes 
de la mateixa. 
 
En l’apartat següent veiem que amb uns canvis mínims a l’agent pot funcionar de manera 
correcta a una xarxa real, i detecta que un dels dipòsits de la xarxa no col·labora en 
millorar la qualitat dels nodes i dona consignes molt baixes per aquell Reservori. 
 
A l’afinament de la xarxa Real aconseguim especialitzar l’agent, i ja no ens centrem en 
que l’agent és pugui adaptar de manera senzilla a qualsevol xarxa, sinó que busquem 
que sigui capaç de reduir al màxim la concentració de clor que donem als Reservoris per 
tal de reduir i optimitzar al màxim l’ús del clor. 
 
Com a conclusions del treball podem veure que a la comparativa amb la realitat l’agent 
reduïa un 35% respecte a les dades reals. Això permet reduir 52 milers de tones de clor 
al cap de 5 anys a Espanya, tot i que s’haurien de fer més proves abans de posar l’agent 
en pràctica. 
 
En futurs treballs és pot investigar més en profunditat l’apartat de vàlvules, experimentar 
amb diferents accions, introduir més informació a l’agent com la temperatura o el dia de la 
simulació, i passar l’agent a deep learning. Per tal de permetre que hom segueixi aquesta 
línia de treball s’ha preparat un conjunt de arxius amb les funcions i dades necessàries 
per a replicar els resultats així com una guia d’ús. 
 
La conclusió final del treball és favorable ja que amb una sèrie de dades mínima s’ha 
aconseguit crear un agent que és capaç de gestionar la concentració dels Reservoris de 
Clor per a que a tots els nodes de la xarxa tinguin la qualitat adequada pel consum, és 
deixarà als annexes una llista de funcions organitzades per a poder seguir el treball. 
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