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Resum

Aquest projecte proposa implementar un algoritme de Deep Learningcapag de detectar i classificar si un forat
d’una placa de circuit impres (PCB) esta correctament soldat o no, depenent de si hi ha buits en la soldadura

o no. Es tracta d’un algoritme aplicat al sector de la electronica que utilitza intel-ligencia artificial.

Primerament, s’ha extret un conjunt d’imatges amb la finalitat de que 'algoritme pugui detectar i classificar
els forats de diferents PCBs. Aquest conjunt d’imatges ha sigut extret d’Internet a la pagina Kaggle, la cual
compta amb una gran quantitat de bases de dades d’imatges. Les imatges han sigut distribuides de manera

que el 70

Aquset projecte es pot dividir en diferents etapes: obtencié de dades, seleccié del model neuronal, entrenament
del model amb verificacié i les proves finals. S’ha utilitzat el model anomenat Mask RCNN, una xarxa
neuronal disenada per abordar la deteccié d’objectes i la segmentacié d’imatges i capag de generar mascares
de segmentacié per a cada objecte en la imatge. Com a plataforma per crear I’algoritme s’ha utilizat el servei

de computacié de pagament de Google Colab.

El model predictiu generat ha obtingut una exactitud del 62,28%. Concretament, una precisié en la deteccid
i classificacié de forats correctes del 63,51% i en forats incorrectes del 34,09%. Per a augmentar la precisié de

I’algoritme de cara al futur és necessari entrenar-lo amb un nombre de dades més elevat.
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Abstract

This project proposes to implement a Deep Learning algorithm capable of detecting and classifying if a hole
in a printed circuit board (PCB) is properly or not, depending on the existence of gaps in the weld. It is an

algorithm applied to the electronics industry that uses artificial intelligence.

First, a dataset of images has been extracted with the goal that the algorithm can detect and classify the
holes in different PCBs. This dataset has been extracted from the Internet on the Kaggle page, which has a

large number of image datasets. The images have been distributed so that 70

This project can be divided into different stages: data collection, selection of the neural model, training of
the model with validation and final testing. The model called Mask RCNN has been used, a neural network
designed to address object detection and image segmentation and capable of generating segmentation masks
for each object in the image. Paid version of Google Colab computing service has been used as a platform to

create the algorithm.

The predicted model generated an accuracy of 62.28 %. Specifically, 63.51 % in correct holes detection and
classification accuracy and 34.09 % blowholes accuracy. To increase the accuracy of the algorithm for the

future, it is necessary to train it with a higher number of data.
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Capitol 1

Introduccio

1.1 Objecte

L’objectiu principal del projecte es basa en aprendre a configurar i fer s d’un algoritme de Deep Learning de
manera que pugui detectar i classificar els forats amb soldadura d’una placa de circuit impres mitjangcant

tecniques de processament d’imatge.

1.2 Abast

El projecte es focalitza en el sector secundari en I’ambit de 1’electronica i es fa s de de teécniques d’aprenentatge
autonom per detectar i classifcar els forats d’'una PCB. En general i de manera resumida, les tasques que

s’han de realitzar per arribar a I'objectiu del projecte sén les segiients:

1. Obtencié de dades: En aquest punt s’obtenen les dades que que s’utilitzaran per I’entrenament de
I’algoritme. La qualitat i quantitat d’aquesta informacié és molt important ja que impactara de manera
directa en el model posteriorment. En aquest cas, les imatges s’han obtingut d’'una base de dades

anomenada Kaggle, que compta amb una gran varietat de dades focalitzades en diferents sectors.

2. Preparacié de les dades: Un cop s’hagin obtingut les dades aquestes s’han de tractar perque el
model pugui entrenar amb aprenentatge autonom. Principalment, el que es fara sera etiquetar les
imatges amb ’eina Labellmg perque el model a 'hora de ’entrenament pugui saber la posicié i el tipus
de forat de la PCB. També es dividiran les dades de manera que un conjunt s’utilitzin per 'entrenament,
la validacié i I'valuacié. Posteriorment en I’entrenament s’utilitzara I’augmentacié de dades per expandir

la magnitut d’imatges a partir del conjunt de dades original.

3. Eleccié del model: Existeixen diferents models que es poden escollir en funcié de l'objectiu:
s’utilitzaran algoritmes de clsasificacid, prediccid, regressioé lineal, xarxa neuronal i poden haver moltes

variants si es volen processar imatges, so, text o valors numerics.
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4. Entrenament del model: S’utilitzaran les dades preparades anteriorment per executar el codi amb
Iobjectiu de que 'algoritme vagi ajustant els pesos, els valors que afecten a les relacions entre entrades
i sortides del model. Es revisaran els resultats obtinguts i, si es conveninent, es faran correcions per

iterar novament.

5. Avaluaci6é: Es compararan les prediccions del model creat amb les dades que s’han reservat per

I’avaluacio i veure si s’esta obtenint una bona confianca en els resultats que mostra el model.

1.3 Requeriments

1. Obtenir imatges de plaques de circuit impres amb defectes en diferents forats.
2. Familiritzacié amb els esquemes d’arxius JSON.

3. Etiquetament d’imatges

4. L’area de treball de Google Colab on s’escriura el codi amb Python.

5. Coneixement de llenguatge Python.

6. Capacitat d’interpretacié dels resultats del model.

1.4 Justificacid

Aquest projecte es desenvolupa amb la finalitat d’aprendre i coneixer les técniques i eines del Deep Learning i

d’aquesta manera poder.
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Capitol 2

Antecedents

2.1 Impacte de la intel-ligencia artifical en la industria

El canvi de 'automatitzacié tradicional basada en robots industrials independents cap als ’sistemes ciberfisics’
en xarxa ha revolucionat la manera de treballar de les plantes de produccié i ha imposat nous estandards de
competitivitat al mercat. Aixo ha suposat una serie de beneficis per a productors i consumidors com poden

ser la fabricacié de forma adaptativa a la demanda, canvis en el consum o la evolucié del mercat laboral.

Tecniques de TA com Paprenentatge automatic (Machine Learning) i 'aprenentatge profund (Deep Learning),
si s6n ben aplicades, tenen efectes positius molt significatius en les empreses. L’aprenentatge automatic
millora infinitament la qualitat dels productes, en introduir en els processos de produccié sistemes de
manteniment predictiu, reemplacant inspeccions visuals per robots que executen els controls de qualitat de

manera infinitament més precisa i eficient.

A més, el Machine Learning crea algoritmes sofisticats que donen peu a I’'Smart Manufacturing, on s’avaluen
les dades obtingudes durant la produccié i s’adapten elscanvisde forma automatica. El Deep Learning ha
evolucionat de ’anterior per tenir la capacitat de crear les seves propies xarxes neuronals quepermetenun
aprenentatgeno supervisat. Alguns dels beneficis a causa d’aplicar aquestes técniques poden ser: I'optimitzacié

de la produccid, 'adaptacié de la empresa al mercat o la millora en el desenvolupament dels productes.

2.2 Incidencia en el sector de la electronica

La manufactura de plaques de circuit impres (PCBs) és cada dia més important a causa de la gran importancia
que productes com ordinadors, telefons mobils o tablets tenen a la nostra vida diaria. Els fabricants han de
fer front a la gran demanda actual de PCBs i produir-ne grans quantitats. Aquesta situaci6 fa sorgir una
pregunta, que és com els fabricants poden garantir la qualitat de les seves plaques amb la conjuntiva de poder

seguir produint-les en grans quantitats. La solucié a aixo és un sistema automatitzat d’inspeccié.

Aquest sistema serveix per contrarestar les inspeccions fetes manualment que tendeixen a tenir molts errors

10
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quan la quantitat de PCBs a inspeccionar incrementa de manera significativa.

La inspeccié automatitzada de PCBs és capag de generar rapidament gran quantitat d’informacié sobre
els defectes en les plaques i aix0 ’ha fet molt popular i important en els processos de fabricacié. Amb el
desenvolupament del processament d’imatges i Machine Learning en les ciéncies de la computacio, els metodes
de reconeixement autonom ajuden als enginyers a ’hora del disseny de PCBs i el seu analisi. Per exemple, la
tecnica d’Inspeccid Optica Automatitzada s’ha estat utilitzant aquests anys per captar defectes en les plaques
de circuit impres. Per a la inspeccié de xips basats en silici, es pot extreure ’esquema electronic amb la visié

d’un microscopi electronic mitjangant algoritmes avangats de deteccio.

2.3 Desgasificacié en PCBs

La desgasificacio segueix sent un problema comu associat amb les onades i la soldadura manual. Durant la
soldadura d’una placa de circuit impres, qualsevol humitat propera a un forat a un pic de la PCB s’escalfa i
es converteix en vapor. Si hi ha un revestiment prim o buits en el revestiment, pot passar gas per la paret
del forat platejat. Si la soldadura esta present en 'orifici, aixo produira buits en la soldadura al llarg de la

solidificacié tal i com es mostra en la figura [2.1

(a) Forat de PCB bufat per la desgasificacié. (b) Pin de PCB bufat per la desgasificacié.

Figura 2.1: Exemples de desgasificacié en PCBs.

2.4 Machine Learning

El Machine Learning o Aprenentatge Automatic, és una branca de la intel-ligeéncia artificial amb el proposit
principal de fer que les maquines puguin aprendre de manera autonoma, sense la necessitat de que cap
persona hagi de perfeccionar els seus algoritmes. Asi mateix com la ment humana, poden millorar en base a la
seva propia experiencia i d’aquesta manera realitzar cada vegada amb més precisié les tasques encomanades.
Per poder arrivar a aixo s’ha d’aportar la informacié necessaria ja sigui des de fitxers externs o realitzant

observacions directament amb el mén real.

11
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Amb el pas dels anys s’ha dotat a les maquines de major poder de computacié i avui dia estan capacitades per
analitzar milions de resultats com per exemple realitzar prediccions de 'estat del trafic en trams transitats

amb antelacié o detectar i classificar objectes.

Existeixen principalment dos tipus d’algoritme en el Machine Learning en funcié de la forma en la que les
maquines s’entrenen amb 1’objectiu de que millorin a mida que realitzen les seves tasques i puguin executar
les seves accions d’una manera cada vegada més optimitzada. Per escollir el tipus d’algoritme s’ha de mirar

I’objectiu que es vol aconseguir.

Meaningful

Structure Image
Compression

Customer Retention
Classification

Big data Dimensionality Feature Idenity Fraud

ificati Diagnostics
Visualistaion Reduction Blicitation Detection (Classification ©

Advertising Popularity

Unsupervised SUPeFViSEd Prediction
Learning Learning Weather

Forecasting

. .
Machine Y=

Forecasting

Learning e

Reinforcement
Learning

Figura 2.2: Esquema general sobre Machine Learning. Recurs: Machine Learning: ;qué es y cudl es su
relacién con la TA?, Agost, 2019.

2.4.1 Supervised learning o aprenentatge supervisat

En aquest tipus de Machine Learning se li aporta a lea maquina informacié previa perque d’aquesta manera
tingui una referéncia i puguin ampliar el seu coneixement. Aquest proces es realitza mitjancant I’etiquetatge
d’elements en les imatges amb 1’objectiu de que posteriorment pugui seguir etiquetant imatges sense la
necessitat d’una precéncia humana. Per posar un exemple, se li poden pasar a una maquina diferents imatges
de fruites indicant on esta cada fruita i de que fruita es tracta en cada cas. Amb aquestes imatges, la maquina
va agafant un criteri amb el que sera capag¢ d’identificar etiquetes quan es tracti d’una fruita en una nova
imatge.

Labeled Data

O l:l Prediction
' D Square
OAR 2B —35=]
[] A ! /N Triangle
Model Training
O A|:| Test Data
Hexagon Square

Triangle

Figura 2.3: Esquema general de 'aprenentatge supervisat.
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2.4.2 Unsupervised learning o aprenentatge no supervisat

En aquest cas, en comptes de aportar a la maquina informacié previa mitjancant etiquetes perque pugui tenir
una base de coneixement i ampliar les seves habilitats, s’aporten dades amb les caracteristiques de ’objecte

que es vol reconeixer.

El sistema que s’utilitza és ’anomenat clustering i s’assembla molt al sistema que utilitza la ment humana per
desenvolupar-se, ja que la finalitat és la d’analitzar grups d’elements en funcié d’una serie de caracteristiques

que tinguin en comd.

En l'exemple de la figura [2:4] es pot veure com ’algoritme agrupa els elements en funcié de la seva etsructura:

®
oo oo
e ® %
e ® = | Unsupervised Learning | —=
° 'Y Algorithm
[ ] ‘ d

Figura 2.4: Exemple de funcionament d’aprenentatge no supervisat.

2.4.3 Deep Learning vs Machine Learning

El Deep Learning es pot veure com una evolucié del Machine Learning i forma part de ’aprenentatge autonom.
Es tracta d’una algoritme que imita la percepcié humana i la connexi6 entre les neurones i és la tecnica que

més s’apropa a l'aprenentatge huma.

La gran majoria de metodes utilitzen arquitectures de xarxes neuronals i és per aquest motiu que es coneix
per zarzes neuronals profundes o deep neural networks. La paraula deep fa referéncia a la gran quantitat de

capes que tenmen aquestes xarxes neuronals.

Doncs, es pot dir que el Deep Learning estructura algoritmes per conformar xarxes neuronals artificials amb
la finalitat d’aprendre i prendre decisions de manera autonoma. Es en aquest aspecte on es troba la diferéncia
entre les dues tecnologies que s’han mencionat, ja que en el Machine Learning és un ésser huma qui trobi
lerror que s’ha comes acostumant a utilitzar arbres de desicié mentre que un model d’aprenentatge profund
pot determinar per si mateix si la seva tasca la esta completant amb exit gracies a la seva xarxa neuronal.

Totes dues tecnologies poden aprendre de manera supervisada o no supervisada.

13
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Machine Learning

[viai [ cue v o |

Input Decision tree Output
S O o NOT CAR
Input Feature extraction + Classification Output

Figura 2.5: Diferencia estructural entre Deep Learning i Machine Learning.

2.5 Tipus de xarxes d’aprenentatge profund

2.5.1 Xarxa neuronal recurrent (RNN)

Les xarxes neuronals recurrentses (RNN) ya van ser concebudes a la decada dels 80s. Perd aquestes xarxes
han estat molt dificils d’entrenar pels seus requeriments computacionals i no va ser fins fins a ’arribada dels

avencas d’aquests darrers anys que s’han tornat més accessibales i populars a la industria.

Xarxes neuronals classiques Xarxes neuronals recurrents
Vectors d’entrada produeixen vec- Taracten dades seqiiencials de
tors de sortida manera diferent

No barrejen informacié entre exe- Agafen les sortides anteriors com
cucions entrades

Tracten una seqiiencia de dades Poden tractar seqiiencies molt
a la vegada llargues element a element

Taula 2.1: Diferéncies xarxes neuronals classiques i recurrents

Les RNN no tenen una estructura de capes definida, sind que permeten connexions arbitraries entres les
neurones, fins i tot amb la possibilitatd e rear cicles, amb aix0 s’aconsegueix crear una temporalitat que
permet tenir a la xarxa memoria. Sén molt potents per ’analisi de seqiiencies com poden ser analisi de textos,

so o video. Seguidament es mostren les RNN més conegudes:
1. Xarxes LSTM (Long Short Term Memory):

Les xarxes neuronals recurrents convencionals presenten problemes en el seu entrenament a causa de
I’enorme creixement dels gradients retropropagats en el temps, ja que el gradient no només depen dels
errors presents sino també dels errrors passats. Aixo provoca dificultats per memoritzar dependéncies a
llarg termini. Aquests problemes es solventen amb les xarxes LSTM que incorporen una serie de passos

per decidir la quina informacié s’emmagatzema i quina es borra.
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2.5. TIPUS DE XARXES D’APRENENTATGE PROFUND CAPITOL 2. ANTECEDENTS

Una neurona LSTM conté tres portes a les cel-les d’informacié, que decideixen que s’ha de fer amb la
informacié en funcié de la importancia d’aquesta informacio: la porta d’entrada, porta oblidada i porta
de sortida. Aquestes portes determinen si es permet o no una nova entrada i eliminen la informcaié

perque considera que no és important.

(n. o @

L
-9 o —
a

a o tanh
Figura 2.6: Estructura de neurones LSTM en xarxes neuronals recurrents

2. Xarxes GRU (Gated Recurrent Unit):

La unitat de memoria GRU conté dues portes que controlen el mode amb el que la informacié flueix
dins o fora de la unitat. La neurona GRU conté dues portes: la porta d’actualitzacié, que indica
quina quantitat de les cel-les anteriors s’ha de mantenir i la porta de reajustament, que defineix com

incorporar la nova entrada amb els continguts anteriors de la cel-la.

Les xarxes GRU s6n més simples que les LSTM degut als segiients factors:
e Tenen menys parametres.
e No tenen porta de sortida.
e Capaciten més rapidament

e Son més eficients en 1’execucid.

o o ©
- 4
- | —
o o | [tank
@ w o

Figura 2.7: Estructura de xarxes GRU en xarxes neuronals recurrents

2.5.2 Xarxa neuronal convolucional (CNN)

Les xarxes neuronals convolucionals (CNN) sén similars a les xarxes neuronals multicanal, avantatge principal
és que cada part de la xarxa és entrenada per realitzar una tasca. Aixo redueix significativament el nombre

capes ocultes i fa que I'entrenament sigui més rapid.

Les CNN s6n molt ttils a I’hora d’analitzar imatges degut a la seva gran capacitat per detectar caracteristiques
simples com per exemple deteccié de cantonades o linies i profunditzar en caracteristiques més complexes fins

a detectar el que s’esta buscant.
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2.5. TIPUS DE XARXES D’APRENENTATGE PROFUND CAPITOL 2. ANTECEDENTS

La xarxa pren com entrada els pixels d’una imatge on cada pixel equival a una neurona diferent. Una imatge
a color té tres canals (vermell, verd, blau) i el nombre de neurones que s’utilitza és de (pixels d’algada)x(pixels
d’amplada)x3. Els colors dels pixels prenen valors entre 0 i 255, per tant, cal normalitzar aquests valors per

tenir-los en una escala entre 01 1.

Convolucions

Abans de definir el producte de convolucié es comengara definint algunes operacions basiques com el padding

o I'stride.
o Stride

L’stride és un factor important dins del producte convolucional ja que indica quina quantitat de
productes es realitzen en la imatge. Quant més gran sigui el factor, més menor sera la dimensié de la

matriu de sortida.

%

3 g0 pel
TRREE IR - | o cormermi
ipieaton

- 21 p0 gl ey

Output

Figura 2.8: Exemple de com funciona I’stride en un producte convolucional.

e Padding

El padding o emplenament en catala consisteix en emplenar els marges d’una imatge amb 0 amb
I’objectiu de tenir en compte els pixels dels marges de la imatge. Aix0 és necessari ja que els pixels dels

costats d’una imatge sén menys utilitzats que els pixels del mig a I’hora de fer el producte convolucional.

Image nnnnmnn

Lol 50127 4]
W oW R RON W ﬂls 8 9 3 1“
ol lol ol o I 2771513
okl M E17549°E
il oLl lo L B:5275%H
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Figura 2.9: Exemple de padding en una matriu de pixels.

e Producte de convolucio

Després d’haver definit els conceptes de padding i stride es procedir‘a definir el producte convolucional

entre una matriu de pixels i un filtre.

En general, una imatge es pot representar mtematicament de la segiient manera:

16



2.5. TIPUS DE XARXES D’APRENENTATGE PROFUND CAPITOL 2. ANTECEDENTS

dim(imatge) = (pizelSaicadas PiTelSampiada, NOMbTecanals)

Per conveni, es considera que un filtre de kernel K és quadrat i ha de tenir el mateix nombre de canals

que la imatge, d’aquesta manera es pot aplicar un filtre diferent a cada canal.

El producte convolucional entre la imatge i el filtre és una matriu en 2D on cada element és la suma de
la multiplicacié de cada element entre la matriu de pixels de la imatge i el filtre tal i com es mostra en
la figura El filtre de kernel anira comencara amb valors aleatoris i s’aniran ajustant mitjancant

I’algoritme de Backpropagation.

Qutput (441)

same
My =6,y = 6,nc = 3) ===mm====mcmm——aa-.
(p=0s=1)

Figura 2.10: Exemple de producte convolucional en una imatge de tres canals.

e Pooling

La funcié del pooling és la de reduir les dimensions de les sortides de les convolucions mentre es segueix
mantenint la informacié més important. Depenent de la dimensié de la matriu de pooling que s’utilitzi

la sortida tindra unes deminsions o altres. Hi ha dos tipus de processos diferents:

— Maz-Pooling: que consisteix en agafar el valor maxim de la matriu que s’esta computant.

Figura 2.11: Exemple de maz-pooling

— Awerage-Pooling: que consisteix en agafar el valor mitja de la matriu que s’esta computant.

Figura 2.12: Exemple de average-pooling
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2.5. TIPUS DE XARXES D’APRENENTATGE PROFUND CAPITOL 2. ANTECEDENTS

o Connexid amb una zarza neuronal tradicional:

Després de prendre les sortides del proces de convolucié i de pooling s’aplanen en un tsnic vector on el
nombre de nodes és corresponent amb el nombre de classes o etiquetes de la imatge. Aquesta capa
indica les probabilitats de cada classe. Es pot veure en I'exemple de la figura [2.13| com funciona aquest
proces en un cas on es tenen 10 classes diferents. En el cas de que la classe de la imatge sigui la niimero

3, la sortida 3 del vector de nodes hauria de ser el valor més gran indicant la maxima probabilitat.

fc_3 fc 4

Fully-Connected Fully-Connected
Neural Network Neural Network
Conv_1 Conv_2 ReLU activation
Convolution Convolution A /—M
(S;:) kernel Max-Pooling (SI)_( S)kernel - May-pooling (with
valid padding 2x2) valid padding 2x2) dropout)
@®o
@1

 ‘, ®:

INPUT n1 channels n1 channels n2channels N2 channels || 2 ' 9

(28x28x1) (24x24xn1) (12x12xnl) (8x8xn2) (4x4xn2) S

n3 units

Figura 2.13: Exemple de proces general d’'una CNN. Recurs: Toward Data Science.

Algoritme de Backpropagation

La backpropagation o la retropropagacid és un metode per entrenaments de xarxes neuronals en aprenentages
supervisats. Donada una xarxa neuronal artificial i una funcié d’error, aquest metode calcula el gradient de
Perror de la funcié respecte als pesos de la xarxa. S’utilitza un cicle de propagacié de manera que una vegada
s’hagi aplicat un patré a la entrada de la xarxa com a estimul, aquest es va propagant des de la primera capa

fins a generar una sortida. Es compara cada sortida amb la sortida desitjada obtenint senyals d’error.

La popularitat del backpropagation ha experimantat un resorgiment degut a les xarxes neuronals profundes que
s’utilitzen en el reconeixement d’imatges i veu. Es considera un algoritme eficicent i les noves implementacions

aprofiten les GPUs modernes per millor encara més el seu rendiment.

El backpropagation és el mateix que calcular la regla delta d’una xarxa multicapa retroalimentada. Doncs,

igual que la regla delta, requereix de tres factors:

1. Conjunt de dades: Consisteix en vectors de entrada i sortida (27, ¢;), on @; és el vector d’entrada i
Ui €s el vector de sortida de la xarxa. El conjunt de vectors entrada-sortida de tamany N es representa

com X = [(£1,91), -, (TN, Y& )]-

2. Xarxa neuronal prealimentada: Una xarxa neuronal on les conexions entre cada unitat no formen
un cicle i la informacié es mou tnicament cap endavant. Dels nodes d’entrada, a traves dels nodes

amagats (en el cas de que hi hagi) fins al nodes de sortida.
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Hidden Hidden

Input
npu Layer 1 Layer 2

Output

Figura 2.14: Estructura de’una xarxa neuronal prealimentada

Com es pot veure en la figura lestructura esta composada per la capa d’entrada, que s’encarrega
)
de rebre les dades, les capes ocultes, que s’encarreguen de processar la informacié d’entrada i la capa de

sortida, que s’encarrega de retornar les dades de sortida.

3. Funcié d’error: La funcié E(X,0) defineix lerror entre la sortida desitjada y; i la sortida calculada
y:;- de la xarxa neuronal en lentrada @; per un conjunt d’entrada-sortida (&;,¢;) € X i un valor concret

dels parametres 6.

(o)

b1 b2

Figura 2.15: Exemple d’una xarxa neuronal prealimentada que utilitza Backpropagation.

Considerant l'estructura de la figura [2.15| els passos que segueix ’algoritme de Backpropagation sén els

segiients:
Forward Pass

Primerament, es comprova que és el que la xarxa neuronal prediu donats uns pesos inicials. Per fer aixo les
entrades es propaguen cap endavant al llarg de tota la xarxa calculant préviemant els valors d’entrada de les

neurones amagades:
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netp1 = Wy %41 + wo * o + by * 1
S’utilitza la funcié d’activacié per determinar la sortida d’hq:

_ 1
OUthl - 1_‘_677Leth1

Es segueix el mateix proces per calcular 'entrada de la neurona ho. Posteriorment, es repeteix el proces per

calcular les sortides utilitzant les sortides de les neurones amagades com entrades:
neto1 = ws * outpl + we * outp2 + by * 1

L’algoritme de Backpropagation busca minimitzar ’error quadratic mitja entre la sortida obtinguda i la
sortida esperada comes per la capa de sortida E = %Zi:l = (yr — ox)?, on j és el nombre de neurones
de sortida. Per altra banda, s’utilitza el que s’anomena cojunt de dades d’entrenament, format per parells
de dades d’entrada i de sortida. La quantitat de neurones d’entrada i de sortida haura de coincidir amb el
conjunt de nombres que tingui cada parell de dades. S’utilitza aquesta funcié d’error sabent que yi és la

sortida desitjada i oy és la sortida obtinguda. Erorar = Fo1 + Eo2
Backwards Pass

L’objectiu del Backpropagation és actualitzar els valors dels pesos de manera que la sortida obtinguda sigui

molt similar a la sortida desitjada minimitzant aixi ’error de cada neurona de sortida.

Per saber com afecta cada pes a l'error total utilitzem la regla de la cadena d’aquesta manera:

OFiotat _ OFtotar 4, Oout, , Onet,
Ow —  Oout, Onet, Ow

Es pot visualitzar el que s’esta fent en 'exemple de la figura [2.16

dnet,1 o dout AOE; 40t OE il

ws  dnet,  dout, s,

output
hi

°u,t§m E .1 = Ye(target 54 - out 4 )?

Eota =Ec1 *E 2

Figura 2.16: Exemple grafic de calcul amb la regla de la cadena per un pes w

Per aconseguir que l'error disminueixi es resta ’afectacié del pes respecte a l'error total que s’ha calculat a el
pes que la xarxa neuronal tenia anteriorment. Aquest ultim valor es multiplica per un factor d’aprenentatge

(learning rate) que indica en quina quantitat s’actualitzen els pesos en cada iteracié en un rang de 0 a 1:

U}+ —w—1x OFtotal
ow

D’aquesta forma els pesos aniran actualitzant-se amb 1’objectiu d’anar reduint ’error. Quantes més iteracions

es processin, amb més exactitud s’obtindran els resultats desitjats.
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Deep learning per a la deteccié d’errades en la fabricacié de PCB’s

Capitol 3

Metodologia

3.1 Eines utilitzades

3.1.1 Entorn d’execucié: Google Colab

Google Colab és un servei cloud basat en els Notebooks ed Jupyter que permet 1'is gratuit de les GPU’s i
TPU’s de Google, podent accedir a llibreries com: TensorFlow, Keras o OpenCV. Tot aix0 treballant amb
llenguatge Python. En concret, la versié que s’ha utilitzat és Google Colab Pro, una versié de pagament de

la versi6 estandar que permet disposar de més memoria RAM (25.46GB) i més espai en el disc (166.83GB).

Tot i tenir certes limitacions, és una eina ideal, no només per practicar certs coneixements de Data Science
sino també pel desenvolupament d’aplicacions de machine learning i deep learning, com en el cas d’aquest

projecte, sense la necessitat d’invertir en recursos de hardware.

3.1.2 Etiquetament d’imatges: LabellMG

LabelIMG és una eina d’anotacié grafica d’imatges. Esta escrita en Python i utilitza el software de Qt per la

seva interficie grafica.

Figura 3.1: Exemple d’etiquetatge a LabellMG.
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3.2. CONJUNT D’IMATGES UTILITZADES CAPITOL 3. METODOLOGIA

Les anotacions es poden guardar en format XML, PASCAL VOC, JSON i CreateML. El format que s’ha
escollit per realitzar I’etiquetament d’imatges és el format JSON. L’estructura d’un arxiu JSON en 'etiquetatge

d’una imatge és la segiient:
[{"image™: "™, "annotations™: [{"label™: "™, "coordinates™: {"x": , "y": , "width": , "height": }}]}]|

Figura 3.2: Arquitectura d’un arxiu JSON en l'etiquetatge d’una imatge.

L’estructura es basa en el format de diccionaris de Python on es mostren d’esquerra a dreta: el nom de la
imatge i les dades de cada etiqueta que s’hagi anotat en la imatge, indicant el nom de la seva classe, les

coordenades (x,y) del punt mig de la caixa de delimitacié i 'amplada i 'algada de la caixa.

3.2 Conjunt d’imatges utilitzades

Les imatges que s’utilitzaran pel projecte s’han obtingut de la pagina Kaggle, una comunitat en linia de
cientifics de dades i professionals de I’aprenentatge autonom que permet que els seus usuaris puguin trobar i

publicar conjunts de dades.

Per aquest projecte, s’ha optat per un conjunt d’imatges de PCB’s generades per la Universitat de Open Lab
on Human Robot Interaction of Peking i els seus autors originals sén Huang, Weibo i Peng Wei. Les imatges
de les plaques de circuit impres originals s’han fet amb una camara industrial de 16 megapixels equipada amb

un sensor CMOS i les imatges de les propies plaques amb diferents defectes s’han realitzat amb Photoshop.

Figura 3.3: L’adquisici6 de les imatges de PCB’s amb camara feta per Huang, Weibo i Peng Wei.

El dataset original compta amb 6 subconjunts d’imatges de plaques amb 6 tipus de defectes diferents i cada
imatge té de 3 a 5 defectes del mateix tipus. Per aquest projecte pero, s’ha optat per centrar-se en un tnic

defecte, el de la desgasificacié en la soldadura dels forats que s’ha exposat en 'apartat [2.3
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3.3. XARXA NEURONAL UTILITZADA: MASK R-CNN CAPITOL 3. METODOLOGIA

(a) (b)

Figura 3.4: Exemples d’imtages utilitzades ed PCB’s

3.3 Xarxa neuronal utilitzada: Mask R-CNN

Mask R-CNN és una xarxa neuronal convolucional proposada per HE Kaiming basada en l'arquitectura
R-CNN, que és capa¢ d’una segmentacié d’instancies d’objectes d’un sol tret. Aquest métode aconsegueix

una segmentacié semantica d’alta qualitat i és una estructura relativament facil d’implementar i d’entrenar.

Abans de continuar, hi ha conceptes que cal explicar:

R-CNN

L’objectiu d’'una R-CNN és identicar correctament els objectes principals d’'una imatge donada mitjangant
caixes delimitadores. L’algoritme delimita aquestes caixes gracies a la cerca selectiva. Observa la imatge amb
caixes de diferents mides i intenta agrupar pixels adjacents per textura, color, intensitat o lluminositat amb

Iobjectiu d’identificar objectes.

En definitiva, observa certes regions de la imatge amb caracteristiques d’una xarxa neuronal convolucional i

utilitza aquestes regions generades per produir les propostes finals de les regions candidates.

4 aeroplane? no.
s P
-D1 Eersnn? yes. ]

1. Input 2. Extract region 3. Compute 4, Classify
image  proposals (~2k) CNN features regions

Figura 3.5: Exemple de proces general d’'una R-CNN. Recurs: datascience.eu.

FCN (Fully Convolutional Network)

Es un algoritme popular per fer segmentacions semantiques, etiquetar cada pixel de la imatge amb una classe
que s’esta representant. Aquest modelutilitza diversos blocs de convolucié i capes maximes de grup per
descomprimir primer una imatge a 1/32 de la seva mida original, fa una predicciéd e la classe i finalment
realitza una desconvolucié per canviar la mida de la imatgea les seves dimensions originals.
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3.3.1 Mask R-CNN

Aquest model és capag de retornar tant la caixa delimitadora com la mascara de cada objecte que es troba
dins la imatge. La mascara R-CNN esta composada per Faster R-CNN, que és una millora de la xarxa que
s’ha explicat anteriorment i un FCN. Faster R-CNN és perfecte per la deteccié d’objectes i consta de dues

etapes:

e RPN, xarxa de propstes de regié en catala, genera propostes sobre les regions on hi pot haver un objecte

en la imatge d’entrada.

e Faster R-CNN, prediu la classe de I'objecte, genera la caixa delimitadora i una mascara de pixels segons

la proposta de la RPN.

La Faster R-CNN afegeix una nova branca a la R-CNN, que ja compta amb dues sortides, la etiqueta de
I'objecte candidat i el desplagament de la caixa delimitadora. Aquesta nova sortida és la d’una mascara
binaria que indica els pixels on es troba l'objecte dins del quadre de delimitacié. Per obtenir aquesta nova

mascara es requereix d’un disseny espacial més sofisticat i per fer-ho es fa ts de la FCN.

Figura 3.6: Mask R-CNN. Recurs: https://github.com/matterport/MaskgrC N N.

Aquest és l'algoritme que s’utilitzara per detectar els forats de la PCB i indicar si es tracta d’un forat

defectuds o no, cadascun amb la seva caixa delimitada i la seva mascara.
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Implementacié de ’algoritme

4.1 Visio general

Per a poder executar el codi a Google Colab, és necessari que totes les imatges preparades estiguin associades
a la unitat de Google Drive a través del mateix compte de Gmail. Seguidament es mostra la distribucié de la
carpeta dins de Google Drive on en la carpeta pcbyata202203297'1144 es guarden tots els arxius corresponents
a ’entrenament del model i en la carpeta Labellmg;SON es gaurden les carpetes d’entrenemant, validacio i

test cadascuna amb arxius JPG i JSON de cada imatge.

~ @B TFG
« [ Mask_RCNN
~ @@ Data
~ [ PCB_Holes
+ [ Experiment_1
~ @ logs
» @@ Confusion_Matrix
» @ pcb_data20220329T1144
» @ Experiment_2
» @@ Labellmg_JSON

Figura 4.1: Distribucié de la carpeta de Google Drive.

4.2 Projecte i llibreries

El primer pas és muntar Google Colab a la ruta del Google Drive i clonar el projecte de Mask R-CNN des del
Github de l'autor de la memoria (https : //github.com/liraserge26 /T FGpraskrCNN.git) a traves de les

seglients comandes:
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from google.colab import drive
drive.mount('/content/drive")

Mounted at /content/drive

lgit clone htips://github.com/liraserge26/TFG_Mask RCNN.git

Figura 4.2: Connectar a Google Drive i clonar projecte.

El projecte original de Mask R-CNN és de htitps : //github.com/matterport/MaskrC N N.git i s"ha modificat

per 'autor del projecte per poder llegir correctament els arxius de les imatges etiquetades amb Labellmg.

Seguidament, s’instal-len les llibreries necessaries per tal de poder utilitzar les eines que ens proporcionen
Keras o Tensorflow a I’hora de posar en marxa l’algoritme. Aquesta versié de Msk R-CNN només soporta fins

la versi6 de Tensorflow 1.15, és per aix0o que es desinstal-la primer per poder instal-lar la versié que es vol.

from google.colab import drive
drive.mount('/content/drive")

Mounted at /content/drive

!git clone https://github.com/liraserge26/TFG Mask RCNN.git

Figura 4.3: Connectar a Google Drive i clonar projecte.

lpip3 install -r requirements.txt
Ipython3 setup.py install

Figura 4.4: Instal-lar els requeriments necessaris pel projecte i executar el setup del projecte.

Finalment, cal descarregar 1’arxiu que conté els pesos inicials anomenats ”cocos” des del github https :
//github.com/cocodataset /cocoapi.git. Per clonar els pesos es realitza la mateixa accié que per Mask

R-CNN.

1git clone https://github.com/cocodataset/cocoapi.git
%cd cocoapi/PythonAPI
%ed .. f..f

Figura 4.5: Instal-lacié dels pesos inicials per ’algoritme.

4.3 Algoritme d’entrenament

4.3.1 Importacié de paquets i definir directoris

En la imatge es pot veure com s’importen les llibreries i fixers encarregats de que ’algoritme funcioni

correctament. Es defineix el directori ROOTprr on es guardaran els codis d’entrenament.
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import os

import sys

import random
import math

import re

import time

impert numpy as np
import cv2

import matplotlib
import matplotlib.pyplot as plt
import json

import imgaug

ROOT_DIR = os.path.abspath("/content/drive/MyDrive/TFG/Mask RCNN/Data/PCB Holes/Experiment 1")

sys.path.append (ROOT_DIR)
from mrcnn.config import Config
from mrcnn import utils

import mrcnn.model as modellib
from mrcnn import visualize
from mrenn.model import log

#matplotlib inline

Figura 4.6: Importacié de biblioteques.

El directori anomenat MODELprgr és on es guardara la carpeta generada logs, on estaran tots els pesos
de la xarxa neuronal entrenada. Si en aquesta direccié no existeix encara ’arxiu amb els pesos inicials

mask,.cnn.oco.hb, els descarregara i els gaurdara, en el cas contrari no fara res.
MODEL_DIR = os.path.join(ROOT_DIR, "logs")

COCO_MODEL_PATH = os.path.join(MODEL_DIR, "mask_rcnn_coco.h5")

if not os.path.exists(COCO_MODEL_PATH) or not os.path.exists(COCO
%cd Data/PCB_Holes/Experiment_1/logs
utils.download_trained_weights{os.path.join(os.path.abspath("../
Xed =l e

P )

)}, "mask_rcnn_coco.h5"))

Figura 4.7: Directori on es gaurda la xarxa sene previ entrenament.

Posteriorment, es defineixen els directoris per les imatges destinades a ’entrenament, a la validacid i al test.
Les accions de fromtensor flow.compat.vlimport... sén importacions de llibreries que configuren el mode de
treball de les llibreries de TensorFlow. Finalment, config és una classe que té uns valors predeterminats per

als parametres i s'implementa una classe per executar TensorFlow amb les configuracions de la classe config.

from tensorflow.compat.wl import ConfigProto
from tenso vl import InteractiveSession

Holes_Verification_DATA DIR = '/content/drive/MyDrive/TFG/Mask RCNN/Data/’

DATASET_DIR = os.path.join(Holes_Verification DATA_DIR, 'PCB_Holes')
DATASET_TRAIN_DIR = os.path.join(DATASET_DIR, 'LabelImg_ J1SON/train’})
DATASET WAL _DIR = os.path.join(DATASET DIR, ‘LabelImg JSON/val®)
DATASET_TEST DIR = os.path.join(DATASET DIR, ‘lLabelImg JSON/tast')

config = ConfigProto()

config.gpu_options.allow_growth = True
session = InteractiveSession(config=config)

Figura 4.8: Més directoris i llibreries TensorFlow.

4.3.2 Configuracions

Es crea una classe que deriva de la classe config personalitzada anomenada PC Bpgt, 1 es modifiquen els
parametres necessaris. En aquest cas assignem una imatge a la GPU ja que es tracten d’imatges relativament
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de grans dimensions. Es defineix el nombre de classes de les imatges, en aquest cas 3 (el fons, forat ok i
forat no ok). S’indiquen els passos en cada época o iteracié que correspon amb el nombre d’imatges per
Pentrenament que s’hagin escollit (86). Es defineix la confianca de deteccié minima que es mostra en la
seccidd e prova a 0.2 ja que l'autor vol visualitzar tots els objectes detectats. Per acabar s’assigna un learning

rate de 0.005.

class PCB_Data(Config):
"""Configuration for training on the Raps dataset.
Derives from the base Config class and overrides some values.

MNAME = "PCB_Data"

IMAGES_PER_GPU = 1

MUM_CLASSES = 1 + 2 # Background + Holes Ok + Hole Not Ok

STEPS_PER_EPOCH = 86

DETECTION _MIN_CONFIDENCE = @.2
DETECTION_NMS_THRESHOLD
DETECTION_MAX_INSTANCES = 588

1
@
(8]

USE_MINI_MASK = True

IMAGE_SHAPE = [1824,10824,3]
BATCH_5I7E =4

LEARNING RATE=8.88%

config = PCB Data()
config.display()

Figura 4.9: Definicié de la classe PCBpgiq.-

Es crea una classe que deriva de la classe Dataset on es defineix el metode load dataset per poder carregar el
conjunt d’imatges on s’afegeixen les classes que poden haver a les imatges i el seu ntimero identificador i

identifica les imatges amb extensié JPG i els arxius JSON de l'etiquetatge corresponents a cada imatge.

Es defineix el metode extract mask per extreure la mascara corresponent a una imatge amb totes les seves
etiquetes. Per fer aixo, el programa recorre tot 'arxiu JSON de la imatge corresponent identificant per cada
etiqueta el tipus de classe i les dimensions i les coordenades de la caixa delimitant. Amb aquestes dades, crea
una matriu 3D amb el gruix del nombre d’etiquetes i sustitueix cada matriu 2D per la mateixa matriu amb

la mascara n esta I'etiqueta corresponent. Aquest metode retorna les mascares i un vector de classes.

Finalment, es defineix el metode load mask que truca al metode anterior i s’implementen altres per poder

realitzar la extraccié de les mascares amb exit.
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class P
def

Figura 4.10: Meétode load dataset i extract mask.

def

def

Figura 4.11:

CB_dataDataset(utils.Dataset):
load_dataset(self, dataset_dir):
self.add_class('dataset’, 1, 'hole ok')

self.add_class('dataset’, 2, 'hole_not_ok')
for i, filename in enumerate(os.listdir(dataset_dir)):

annotation_file = os.path.join(dataset_dir, filename.replace(’.jpg’, *.json'))

if '.jpg’ in filename and os.path.isfile(annotation_file):
self.add_image('dataset’,
image_id=i,
path=os.path.join(dataset_dir, filename),
annotation-annotation_file)

extract_masks(self, filename, image id):

print(image_id)

image = self.load_image(image_id)

json_file = os.path.join(filename)

with open{json_file) as f:
img_anns = json.load(f)

n_masks = @

for shape in img_anns[6]['annotations’]:

if shape['label’]=="hole_ok' or 'hole_not_ok':

n_masks+=1

masks = np.zeros([image.shape[@], image.shape[1], n_masks], dtype="uint3')
classes = []
i=9
for shape in img_anns[@]['anncotations']:
area = self.shape_area(shape[’coordinates'])
mask = np.zeros([image.shape[@], image.shape[l]], dtype="uint8')
cv2.fillPoly(mask, area, 255)
masks[:, :, i] = mask
classes.append(self.class_names.index(shape['label’]))
i=1
return masks, classes

load_mask(self, image_id):

info = self.image_info[image_id]

path = info[ 'annotation']

masks, classes = self.extract_masks(path, image_id)
return masks, np.asarray(classes, dtype='int32")

image_reference(self, image id):
info = self.image_info[image_id]
return info[ "path']

shape_area(self, bbox):
*=(bbox["'x"])
y=(bbox["y"1)
width=(bbox[ ‘width’])
height={bbox[ 'height'])
x@=(x-(width/2))
y@=(y-(height/2))
wf=(x+(width/2))
yf=(y+(height/2))
pl=([int(x@), int(yf)])
p2=([int(xf), int(yF)])
p3=([int(xf), int(y@)])
pa=([int(xe), int(ye)])
area = np.array([[pl, p2, p3, pd4]], dtype=np.int32)
return area

Metodes adicionals per poder fer la extraccié de mascares.

4.3.3 Conjunts de dades

Seguidament, es prepara el conjunt de dades per a cada conjunt d’imatges.

Es prepara el dataset de

I'entrenament, validacié i prova utilitzant la classe explicada anteriorment. També es pot visualitzar com

s’han distribuit les imatges pels tres conjunts del projecte respectant uns percentatges de: 75
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dataset_train = PCB_datsDataset()

dataset_train.load_dataset(DATASET_TRAIN DIR)

dataset_train.prepare()

print(’Training:")

print("Image Count: {}".format(len{dataset_train.image ids)))

print("Class Count: {}".format(dataset_train.num_classes))

for i, infe in enumerate(dataset_train.class_info):
print("{:3}. {:50}".format(i, info[ 'name']))

dataset_val = PCB_dataDataset()

dataset_val.load dataset(DATASET_VAL_DIR)

dataset_val.prepare()

print(’'Validation:")

print("Image Count: {}".format(len{dataset_val.image ids)))

print({"Class Count: {}".format(dataset_wval.num_classes))

for i, info in enumerate(dataset val.class_info):
print("{:3}. {:50}".format(i, info[ name']))

dataset_test = PCB_dataDataset()
dataset_test.load_dataset(DATASET_TEST_DIR)
dataset_test.prepare()

print{’'Test:")

print("Image Count: {}".format(len{dataset_test.image ids)))

print("Class Count: {}".format(dataset_test.num classes))

for i, info in enumerste(dataset_test.class_info):
print{"{:3}. {:50}".format({i, info[ 'name’']))

Training:
Image Count: 36
Class Count: 3

@. BG

1. hole ok

2. hole_not_ok
Validation:
Image Count: 1@
Class Count: 3

a. BG

1. hole ok

2. hole not_ok
Test:
Image Count: 19
Class Count: 3

8. BG

1. hole_ok

2. hole not ok

Figura 4.12: Preparacié dels tres conjunts d’imatges.

El segiient codi serveix per carregar i mostrar dues imatges aleatories del conjunt d’imatges d’entrenament
p ]

per verificar que el programa llegeix correctament les mascares.
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image_ids = np.random.choice(dataset_train.image_ids, 2)
for image_id in image_ids:
image = dataset_train.load_image({image_id)
mask, class_ids = dataset_train.load_mask(image_id)
visualize.display top_masks(image, mask, class_ids, dataset_train.class_names)

Hx W=1586x3034

hole_not_ok

41

H x W=2316x2868 hote_not_ak

Figura 4.13: Visualitzacié de mascares en imatges aleatories.

4.3.4 Model

Una vegada s’han escrits els codis per definir les mascares de cada etiqueta del conjunt de dades, ara toca
definir el model. El segiient codi crea una instancia de la classe modellib que construeix 'arquitectura del
model de Mask R-CNN. El parametre mode esta configurat en entrenament per indicar que es formara el

model.

Un cop creada 'aquitectura del model es carreguen els pessos inicials amb model.load weights. Aquest metode
conté tres parametres: la direccié dels pessos, un booled per decidir si s’assigna el pes de les capes segons els

noms i 'ezclude (exclusid) de les capes les quals no es carreguen els seus pessos.

sta estructurat de forma que si és el primer entrenament la variable init with sigui igual a ”coco”, indican

Esta estructurat de fa 1 t t1 bl t with la” ”, indicant
, e . , s

que s’han de carregar els pessos inicials i si es vol continuar I'entrenament des dels tltims pessos carregats la

variable init with sigui igual a ”last”, indicant que es carregaran els tltims pessos guardats. Finalment, es

crea la grafica per visualitzar en temps real que mostra els index d’error dels pessos durant I’entrenament.

# Create model in training mode
model = modellib.MaskRCNM{mode="training"”, config=config, model dir=MODEL_DIR)

Figura 4.14: Creaci6 del model.

init with = "last™

if init with == "coco":
model.load_weights(COCO MODEL_PATH, by name=True, exclude=["mrcnn_class_logits™, "mrcnn_bbox fc", "mrcnn_bbox™, "mrcnn_mask™])
elif init with == "last":

model.load weights(model.find last(), by name=True)

Re-starting from epoch 117

%tensorboard --logdir /content/drive/MyDrive/TFG/Mask RCNN/Data/PCB_Holes/Experiment 1/logs/pch_data20220329T1144

Figura 4.15: Carrega dels pessos.
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4.3.5 Entrenament

En la fase d’entrenament s’entrena la xarxa i s’obtenen uns valors de pessos concrets que el model ha
hagut d’anar polint per intentar arribar a uns bons resultats. Per aixo, es crea una classe anomenada PCB
augmentation amb 'objectiu d’agafar una de cada dos imatges de I'entrenament i les gira aletoriment en
un angles entre -360° i 360° per generar noves imatges i augmentar el conjunt d’entrenament. Al model
d’entrenament se li proporcionen tant les imatges d’entrenament com les de validacié, de manera que es fara
una prova amb una imatge aleatoria del conjunt de validacié al final de cada época per mesurar els index

d’error.

Cada época conté 86 passos (el nombre d’'imatges d’entrenament). Amb aquest algoritme es faran 50 époques

nomes amb les tltimes capes de neurones, ja que les primeres capes ja venen amb pre-entrenament.

Un cop fet el primer entrenament es realitza una fase d’afinacié per intentar millorar la precisié de I’algoritme.
Aquest fase es fa amb un learning rate 10 vegades més petit i s’executaran 59 eépoques més. L’algoritme
finalment haura entrenat amb 109 époques.

PCB_sugmentation = imgaug.augmenters.Sometimes(@.5,
[imgaug.augmenters. geometric.Affine(rotate=(-36@,388))])

model.train(dataset_train, dataset wal,
learning rate=config.LEARNING RATE,
epochs=138,
layers="hesads "' ,augmentation = PCB_augmentation)

Figura 4.16: Primera fase de ’entrenament.

model.train{dataset_train, dataset wval,
learning_rate=config.LEARMING RATE,
epochs=12@a,
layers="sll", augmentation = PCB_augmentation)

Figura 4.17: Segona fase de ’entrenament

4.4 Inferéncia

La inferéncia és la seccié on s’ha de posar en practica el que ha apres el model en I'entrenament per poder
detectar correctament els forats i classificar-los. El seglient codi crea una instancia de la classe modellib que
construeix 'arquitectura del model de Mask R-CNN. El parametre mode esta configurat en inference per
indicar el model esta configurat per posar-lo a prova. Per acabar es carreguen els ultims pesos que es troben

al directori, en aquest cas els de la epoca 109.
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class InferenceConfig(PCB Data):
GPU_COUNT = 1
IMAGES PER GPU = 1
inference config = InferenceConfig()
model = modellib.MaskRCNMN{mode="inference",
config=inference config,

model dir=MODEL DIR)

model path = model.find last()

print("Loading weights frem ™, model path)
model.load weights(model path, by name=True)

Figura 4.18: Creaci6 del model en mode d’inferencia.

CAPITOL 4. IMPLEMENTACIO DE L’ALGORITME

Per provar una imatge aleatoria del conjunt de prova es carrega una imatge amb el métode load image gt

configurat en mode inferencia que retorna una imatge amb les mascares de les deteccions fetes pel model

entrenat.

En el vector resultas s’emmagatzema tota la informacié de la imatge amb les classes i les mascares que ha

detectat el model i s’utilitza el metode display instances per visualitzar els resultats.

image id = np.random.choice(dataset test.image ids)
original image, image meta, gt class_id, gt bbox, gt mask =
modellib.load image gt(dataset test, inference config,
image id, use mini_mask=False)
("original image™, original image)
("image meta™, image meta)
log("gt class id™, gt class id)
log("gt bbox", gt bbox)
("gt_mask", gt mask)

=
]
La1]

Figura 4.19: Carregar una imatge aleatoria en modo deteccié.

results = model.detect([original_image], verbose=1)

r = results[a]
visualize.display instances(original image, r['rois"], r['masks"], r['class_ids"],
dataset_test.class_names, r['scores’])

Figura 4.20: Processar les dades de la imatge detectada i visualitzar resultats.
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4.5 Matriu de confusio

La matriu de confusié permet analitzar come s desenvolupa ’algoritme. Aquest codi s’ha extret del repositori
de github: https://github.com/Altimis/Confusion-matriz-for-Mask-R-CNN. Durant la primera part del codi,
es realitza un bucle per passar per cada imatge del grup de prova i va fent els calculs adients com en la figura
i per crear la matriu. Extreu les dades de les imatges predites i de les imatges originals i les agrupe

en dos vectors.

import pandas as pd
import numpy as np

import os

from mrcnn import utils cm
from mrcnn import utils

gt_tot = np.array([])
pred_tot = np.array([])

for image_id in dataset_test.image_ids:
image, image meta, gt class_id, gt bbox, gt mask =\
modellib.load_image_gt(dataset test, config, image_id, use_mini_mask=False)
info = dataset_test.image_info[image_id]

results = model.detect([image], verbose=1)
r = results[e]

gt, pred = utils_cm.gt_pred_lists(gt class_id, gt bbox, r['class_ids'], r['rois'])
gt tot = np.append(gt tot, gt)
pred_tot = np.append{pred_tot, pred}

AP_, precision_, recall_, overlap = utils.compute_ap(gt bbox, gt_class id, gt_mask,
r[‘reis*], r['class ids'], r["scores'], r['masks'])

print("the actual len of the gt vect is : ", len(gt_tot))
print(“the actual len of the pred vect is : ", len(pred_tot))

mAP_.append(AP_)
print("Average precision of this image : ",AP_)
print("The actual mean average precision for the whole images (matterport methode) ", sum({mAP_)/len(mAP_))

gt_tot=gt tot.astype(int)
pred_tot=pred tot.astype(int)
save_dir = os.path.join(MODEL_DIR, "Confusion Matrix")
gt pred _tot json = {"gt tot" : gt tot, "pred tot" : pred tot}
df = pd.DataFrame(gt_pred tot_json)
if not os.path.exists{save dir):
os.makedirs(save_dir)
df.to_json(os.path.join{save_dir,"gt_pred_test.json"))

Figura 4.21: Agrupacié de les imatges reals i predites ne vectors.

Finalment, en la part final de codi es guarden els vectors amb les dades de les imatges predites i les reals i es

mostra la matriu de confusié amb plot confusion matriz from data.
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gt_class id = np.array([1,2,3,1,2,3])

gt_bbox = np.array([np.array([12,10@,28,208]),np.array([10@,18, 200,20]),np.array{[110,15,22@,25]),np.array([20,200,28,280]),
np.array([9@,15,220,20]),np.array([100,10,150,28])])

pred_class_id = np.array([2,3,2,3,2,3])
pred bbox = np.array([np.array([1@e,18,26@,20]),np.array([118,15,228,25]),np.array([%@,15,228,20]),np.array([161,26,1688,21]),

np.array([58@,2@,1,28]),np.array([100,10,158,22])])

gt, pred = utils_cm.gt_pred_lists(st_class_id, gt_bbox, pred_class_id, pred_bbox)
gt_tot = np.append(gt_tot, gt)
pred_tot = np.append{pred_tot, pred)

print(“"ground truth list : “,gt tot)
print("predicted list : ",pred tot)

tp,fp,fn=utils_cm.plot_confusion_matrix from data(gt_ tot,pred tot,fz=18, figsize=(20,20), lw=0.5)

Figura 4.22: Visualitzacié de la matriu de confusio.
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Capitol 5

Resultats

5.1 Visi6 general

Per validar la implementacié , aquest capitol mostra els resultats i el grau de precisi6 al que s’ha arribat

seguint el proces del capitol 3.

Primerament, s’analitzara 'index d’error en les époques de entrenament (4.2) i finalment s’analitzara la

matriu de desicié obtinguda (4.3).

5.2 Funcié de pérdua

La durada de ’entrenament total ha sigut aproximadament de 50 hores ja que cada epoca requeria uns 30
minuts d’execucié. Aixo és degut a la gran quantitat d’etiquetes que hi ha per imatge. La primera fase, de la
¢poca 1 a la 50, ha consistit en entrenar les primeres branques (heads) i la segina fase, de la época 51 a la

109, ha consistit en una afinacié final (fine-tunning).

En la figura esta representada la funcié de perdua del model. Aquesta perdua és una meétrica que s’utilitza
per calcular la presicié de la prediccié del model.Es pot dir que els algoritmes d’aprenentatge automatic han
repetit suficientment els calculs fins que la perdua a adoptat una linia plana. Aixo vol dir que el model ha
trobat una solucié i és degut a la baixa tasa d’aprenentatge (learning rate) que se li ha imposat al model, ja
que amb una tasa d’aprenentatge massa alta la linia de la funcié de perdua s’hagues mogut cap a dalt i cap a

baix indicant que el model no esta aprenent res.
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val_loss

o 10 20 30 40 50 80 70 20 90 100

Figura 5.1: Funcié de perdua.

5.3 Matriu de resultats

Els resultats de l’algoritme s’han obtingut amb la matriu de confusié que s’ha vist en el punt 4.5. Cada
columna de la matriu representa el nombre d’instancies de les classes real i cada fila representa el nombre de
prediccions de cada classe. Aquest matriu permet veure tts els tipus d’encerts i d’errades té el model a ’hora

de predir la solucié. En la fiigura es mostra la matriu de confusié obtinguda.
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Confusion matrix
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Figura 5.2: Matriu de confusio.

La matriu de desicié esta formada per 3 classes: classe A (fons de la imatge), classe B (forat ok) i classe C

(forat no ok).

Les caselles on es creuen el mateix tipus de classe sén el nombre i el percentatge d’encert que ha tingut

I’algoritme en aquella classe. Es a dir, ha detectat satisfactoriament 1890 forats correctament i 30 forats

malament.

Observant la casella de la classe A predita i la classe C real es pot interpretar que han hagut 1086 forats d’un
total de 3086 que no s’han detectat, és a dir, que s’han detectat com a fons. Aquest algoritme classifica els
forats correctes amb un 63,51% de presicié i els forats incorrectes amb un 34,09% amb una presicié total del

62,28%.
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Pressupost

El pressupost de l'algoritme capag de detectar i classificar els forats amb soldadura d’'una PCB contempla els
costos d’enginyeria i els costos variables. Els costos relacionats amb el desenvolupament dels programes de
software consten en els costos d’enginyeria aixi com les hores de treball amb el programa Labellmg dedicades

a 'etiquetatge, programacio, entrenament i avaluacio.

6.1 Cost d’enginyeria

Per aquest projecte es considera un temps de treball total de 330 hores repartides tal i com mostra la taula
Es considera una jornada laboral de 15/h. En la taula es mostra el cost en 'adquisicié d’eines de

pagament per la realitzacié del projecte.

Activitat Descripcio Hores Cost
(€)
Obtencio i Obtenicé i etiquetatge a Labellmg per 15 225
preparacié  de I’algoritme
dades
Desenvolupament Programacié de l'algoritme per la de- 35 525
del model teccid ’derrades en PCBs
Entrenament del Fase d’entrenament del model per cal- 20 300
model cular la prediccié
Avaluaci6 Prediccié del model i estudi de resultats 10 150
obtinguts
Gestié del pro- Redacci6 de la memoria, cerca 250 3750
jecte d’informacid, adquisicié de coneixement
sobre Machine Learnig, reunions amb el
director

Taula 6.1: Cost d’enginyeria per cada activitat
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Activitat Descripcio Mesos Cost
(€)
Google Colab Versié Google Colab Pro per tenir més 2 19,90
quantitat de RAM en I’execucié del codi

Taula 6.2: Cost d’enginyeria per eines utilitzades

6.2 Cost variable

El cost variable esta composat per simplement pel cost de llum, ja que el projecte s’ha fet integrament amb

ordinador. El consum de l'ordinador és aproximadament 2,2kWh durant 10 hores de treball.

Tipus Preu kWh Hores kWh Cost (€)
(€)
Llum 0,19 350 77 14,63

Taula 6.3: Cost variable

El cost total del projecte obtingut a partir del cost d’enginyeria i el cost variable és de 4984,53 €.

Tipus de pres- Cost (€)
supost

Enginyeria 4969,90
Variable 14,63
Total 4984,53

Taula 6.4: Cost total
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Capitol 7

Conclusions

e En primer lloc, s’ha lograt construir un sistema capag de detectar forats en una placa de circuit impres i
classificar-los en forats correctes i incorrectes amb una presicié apoximadament del 62%. Es pot afirmar
que s’ha aconseguit desenvolupar una xarxa neuronal convolucional per detectar un tipus d’error en
PCBs. No obstant, el sistema és molt millorable, factors com la quantitat d’imatges per ’entrenament

o la millor optimitzacié dels parametres.

e S’han explorat les diferents arquitectures proposades, sent la més satisfactoria la xarxa neuronal de

Mask R-CNN.

e S’han explorat diferents tecniques i algoritmes d’optimitzacié per obtenir una millora de resultats al

llarg del temps.

e Analitzant els resultats d’algunes imatges i de la matriu de confusié es pot observar com encara no hi
ha suficients imatges perque ’algoritme sigui capag d’obtenir les caracteristiques corresponents per a
distingir detectar una quantitat acceptable de forats. Per aquest motiu, per obtenir una precisié més

elevada cal entrenar I’algoritme amb un major nombre d’imatges i d’époques.

e Arribats a aquest punt, es pot concloure que els coneixements teorics hansigut adquirits per poder

arribar a realitzar aquest projecte i ser capag¢ de desenvolupar una xarxa neuronal convolucional.

e Tota la informacid, el codi i les carpetes necessaries es poden trobar al GitHub de lautor [10]. A més,
s’han modificat i millorat alguns metodes del repositori original per tal de visualitzar els resultats dels

models d’'una manera més clara.
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