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Facultat de Matemàtiques i Estad́ıstica
Universitat Politècnica de Catalunya
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Agräıments

En primer lloc, m’agradaria agrair a en Raúl Beńıtez la guia, suport i coneixements
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2.2 Els miòcits . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
2.3 CICR . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
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1 Introducció i objectius

Durant els últims segles i especialment les darreres dècades la societat ha avançat
en molts aspectes de forma exponencial. La intel·ligència artificial i les tècniques
d’aprenentatge automàtic són algunes de les eines que han propiciat aquest avenç en
diferents camps com les finances, medicina, climatologia o poĺıtica, fins i tot substi-
tuint als humans en diferents sectors. En particular, en el camp de la medicina han
aportat un punt de vista diferent per a ajudar a resoldre multitud de problemes com
diagnòstics, anàlisis mèdics i de seqüències genètiques, desenvolupament de fàrmacs
o disseny de pròtesis, entre molts altres [1].

Tot i que aquestes eines puguin ser utilitzades amb objectius malèvols com en el
cas explicat al llibre Mindf*ck, Inside Cambridge Analytica’s Plot to Break the
World de Christopher Wylie, a la societat actual hi ha infinitat de beneficis pro-
vinents d’aquestes tècniques. És el cas d’aquest treball, en el que s’ha col·laborat
en el desenvolupament d’eines d’aprenentatge profund per a ajudar a la detecció
d’aŕıtmies.

L’objectiu principal d’aquest treball era utilitzar models biof́ısics per a entrenar
sistemes de reconeixement de patrons basats en aprenentatge profund. S’ha desen-
volupat doncs un model d’aprenentatge profund que permet la detecció del que més
endavant es definirà com a esṕıcules de Calci, la presència de les quals pot ser un
indicador d’aŕıtmia.

Tot i que els models d’aprenentatge profund són considerats en general caixes ne-
gres (d’unes dades d’entrada es computen resultats sense entendre el procés que es
segueix), a través de la interpretació del model ja entrenat, intentarem deixar enrere
aquest concepte. D’aquesta manera, intentarem analitzar quins processos s’estan
duent a terme dins del nostre model i perquè el resultat que en surt és el que és.

L’entrenament del model i la posterior interpretació venen acompanyats d’una
prèvia i necessària introducció natural de diferents conceptes per a la compren-
sió del plantejament i els problemes i conseqüents solucions presents al llarg del
treball. Aquesta introducció englobarà conceptes de fisiologia card́ıaca, les dades
amb les que s’ha treballat, aprenentatge profund i segmentació d’imatges.
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2 Fisiologia Card́ıaca

2.1 Cèl·lula i membrana plasmàtica

Les cèl·lules són la unitat bàsica i estructural de totes les formes de vida excloent
els virus [2]. En funció del número de cèl·lules els organismes es poden agrupar en
unicel·lulars i pluricel·lulars.

La teoria cel·lular proposada el 1838 per a plantes i el 1839 per a animals per
part de Matthias Jakob Schleiden i Teodor Schwann postula que tots els organis-
mes estan formats per cèl·lules, i que totes les cèl·lules deriven d’altres precedents
[3]. D’aquesta manera, totes les funcions vitals emanen de la maquinària cel·lular i
de la interacció entre cèl·lules adjacents. Per altra banda, la tinença de la informació
genètica en el seu ADN permet la transmissió d’aquesta informació de generació en
generació.

Les cèl·lules, com a sistemes termodinàmics complexes, posseeixen una sèrie d’ele-
ments estructurals i funcionals comuns que possibiliten la seva supervivència. Com
a caracteŕıstiques estructurals destaquen el citosol (medi intern aquós en el que
trobem els orgànuls, cadascun amb una funció determinada), material genètic en
forma d’ADN, enzims i protëınes per a mantenir un metabolisme actiu i un embol-
call anomenat membrana plasmàtica. Aquest embolcall, com veurem més endavant
en aquesta breu introducció de fisiologia card́ıaca, té un paper rellevant en aquest
treball. La membrana plasmàtica és l’encarregada de separar les cèl·lules i comu-
nicar aquestes amb l’exterior, de controlar els moviments cel·lulars, d’actuar com a
contenidor del citosol i orgànuls i de mantenir el potencial de la membrana. Ente-
nem per potencial de la membrana la diferència de potencial entre ambdues bandes
de la membrana, que separa dues solucions de diferent concentració de ions. La
membrana cel·lular és una bicapa de ĺıpids formada per fosfoĺıpids, glucoĺıpids, pro-
tëınes i glicoprotëınes [4]. La propietat principal dels fosfoĺıpids és que una banda
de la molècula és hidròfila (és atreta per l’aigua) mentre que l’altra banda és hi-
drofòbica (és repel·lida per l’aigua). Aquest fet provoca que la membrana cel·lular
sigui impermeable a l’aigua i a qualsevol molècula o ió que pugui haver-hi dissolts a
l’aigua. Aquest fet permet aguantar gradients de càrrega considerables i per tant,
mantenir el potencial de la membrana.

Ara bé, els diferents tipus de cèl·lules presenten certes modificacions de les ca-
racteŕıstiques estructurals. Aquest fet permet que cada tipus de cèl·lula estigui
especialitzat funcionalment.
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2.2 Els miòcits

Un exemple d’aquestes especialitzacions són les cèl·lules musculars, també ano-
menades miòcits, que conformen el teixit muscular. La caracteŕıstica principal
dels miòcits és la seva capacitat de contraure’s, és a dir, de reduir la seva mida.
Aquesta contracció està dictada a través d’est́ımuls elèctrics i el procés de trans-
formar aquests est́ımuls elèctrics en força mecànica és el que s’anomena excitation-
contraction coupling [5]. Quan totes les cèl·lules en un teixit muscular particular es
contrauen simultàniament, el múscul redueix la seva llargada i produeix una força
de tensió en la direcció de la contracció que permet generar moviment. Els por-
tadors de càrrega són ions de diferents elements qúımics entre els que destaquen
Na+,K+, Ca2+ i Cl−. En el cas del múscul card́ıac el principal responsable de la
regulació de la contracció és el Ca2+.

El miocardi o múscul card́ıac està format per cèl·lules musculars card́ıaques. La
seva contracció en cada batec del cor redueix el volum total de les cavitats d’a-
quest, fet que permet la continua circulació de sang a través del sistema circulatori.
Que aquests batecs siguin irregulars, massa ràpids o massa lents és el que es coneix
com aŕıtmia.

En aquest cas particular, la concentració de Ca2+ en el medi extracel·lular és apro-
ximadament 1mM , mentre que la concentració en el citosol d’una cèl·lula muscular
en repòs és de 0, 1µM , és a dir, una raó de 104 entre els dos [6]. Aquesta gran
diferència de concentració entre l’interior i l’exterior de la cèl·lula permet a aquesta
augmentar la seva concentració molt ràpidament obrint la membrana i permetent
l’entrada de Ca2+. Aquesta capacitat que té la membrana d’obrir-se prové de les
protëınes transmembrana, un tipus de protëına integral de membrana que actua
com a passarel·la per a permetre el transport de substàncies espećıfiques com els
ions, per exemple.

2.3 CICR

Recordem doncs, que la presència de Ca2+ indueix les contraccions en els miòcits.
Per a regular aquesta presència de Ca2+, els miòcits duen a terme un procés conegut
com CICR (Calcium-Induced Calcium Release) [7], que com bé indica el seu nom,
no només consisteix en deixar entrar Ca2+. Els miòcits tenen en el seu interior una
reserva de Ca2+ anomenada reticle sarcoplasmàtic que contribueix a augmentar la
concentració de Ca2+ molt més del que es podria aconseguir només amb el Ca2+

de l’exterior de la membrana. El reticle sarcoplasmàtic és una estructura tancada,
amb una membrana elèctricament äıllant i amb les seves pròpies protëınes trans-
membrana que permeten als ions circular a través d’elles anàlogament a com es fa
a la membrana cel·lular. Com s’ha especificat anteriorment, aquest reticle produeix
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un alliberament de grans quantitats de Ca2+ al fluid intracel·lular i és desencadenat
per la presència de Ca2+ provinent de l’exterior de la cèl·lula. Les dues protëınes
transmembrana que permeten el flux de Ca2+ a través del reticle sarcoplasmàtic són
els RyR2 (Ryanodine Receptor), encarregats de l’alliberament de Ca2+ i la SERCA,
encarregada de recollir el Ca2+ des del citosol al reticle sarcoplasmàtic un cop s’ha
acabat el procés.

Resumidament, aquests són els passos que les cèl·lules card́ıaques segueixen en cada
batec del cor, acompanyats de la Figura 1 per a entendre millor el procés:

1. Durant l’estat de repòs els miòcits estan polaritzats negativament, amb un
potencial elèctric de membrana aproximadament de −90mV .

2. Una variació en la càrrega extracel·lular causada pel corrent elèctric d’una
cèl·lula vëına provoca una despolarització del miòcit, permetent que grans
quantitats de càrrega positiva entrin a través de la membrana, principalment
Na+ i K+.

3. Seguidament, el potencial de la membrana canvia de signe i arriba a un valor
de +50mV , moment en el que Ca2+ comença a entrar a la cèl·lula mentre
s’allibera K+. Aquest increment de Ca2+ indueix el procés conegut com
CICR explicat anteriorment. Gràcies a l’alliberament de Ca2+ per part del
reticle sarcoplasmàtic es garanteix un augment de la concentració de Ca2+ i
s’inicia la contracció de la cèl·lula.

4. Finalment, es recull Ca2+ cap al reticle sarcoplasmàtic i se n’allibera a l’exte-
rior de la cèl·lula per a tornar a l’estat de repòs inicial. Per tal d’evitar que la
cèl·lula torni a iniciar el cicle de nou amb el seu propi alliberament de càrrega,
les protëınes transmembrana que en permeten l’entrada es tanquen durant un
curt peŕıode de temps fins que el cicle s’ha completat.
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Figura 1: Diagrama del procés de CICR. (1) Presència de Ca2+ extracel·lular.
(2) El Ca2+ extracel·lular entra a la cèl·lula. (3) Es desencadena l’alliberament de
Ca2+ per part del reticle sarcoplasmàtic. (4) S’activa la contracció. (5) Es restauren
els nivells de Ca2+ [2].

2.4 Aŕıtmies

Anomalies en la gestió del Ca2+ poden donar problemes d’aŕıtmies. Això és degut
a que si hi ha patrons espai-temporals irregulars en la propagació del potencial
d’acció card́ıaca en el teixit ens podem trobar en situacions en què les cèl·lules
card́ıaques es contrauen quan i a on no correspon provocant que els batecs del cor
siguin irregulars, massa ràpids o massa lents, fenomen conegut com aŕıtmia. És
per això que és de vital importància desenvolupar tècniques, com el model que es
desenvoluparà en aquest treball, per a la detecció d’aquestes irregularitats i poder
evitar els problemes que poden ocasionar.
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3 Les Dades

3.1 Microscòpia de fluorescència

La microscòpia de fluorescència és una tècnica en la que els objectes són il·luminats
amb rajos d’una certa longitud d’ona. La imatge observada és el resultat de la
radiació electromagnètica emesa per les molècules (fluoròfors) que han absorbit els
rajos i han re-emès una llum amb major longitud d’ona. D’aquesta manera, podem
revelar la posició d’una estructura biològica i permetre que s’observi a través del
microscopi.

L’espećımen amb el que s’estigui tractant pot estar impregnat de fluoròfor o bé
aquest se li pot afegir a través del material genètic [2]. Com s’ha esmentat en l’an-
terior paràgraf, quan el fluoròfor és il·luminat amb una energia apropiada, emet una
llum amb una longitud d’ona determinada. Aleshores, s’usa un filtre per a bloquejar
la resta de longituds d’ona i aix́ı permetre l’observació del nostre objectiu.

Aquesta tècnica serà la que ens permetrà captar concentracions de Calci intra-
cel·lular (Calcium sparks).

3.2 Esdeveniments de Calci: esṕıcules

Recordem de la secció 2.3 que durant el procés de CICR s’obrien els RyR2 del reticle
sarcoplasmàtic per a permetre l’alliberament de Ca2+ al citosol i aix́ı permetre la
contracció de la cèl·lula card́ıac a.

Per altra banda, anomenem esṕıcula de Calci a una concentració de Calci espontània
i molt localitzada resultat d’obertures espontànies del reticle sarcoplasmàtic que
causen alliberament de Ca2+ durant l’estat de repòs dels miòcits. Aquestes esṕıcules
de Calci es poden observar a través de la microscòpia de fluorescència i es descriuen
com una regió amb una brillantor superior a la del soroll de fons. A la figura 2 es
pot observar un exemple d’una imatge amb una esṕıcula.

Figura 2: Exemple d’imatge amb una esṕıcula de Calci a la part inferior
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3.3 Les Simulacions

El conjunt de dades utilitzat en aquest treball consisteix en un seguit de simulacions.
Aquestes simulacions tenen la intenció de reproduir imatges obtingudes a través de
microscòpia de fluorescència i que contenen esṕıcules de Calci, és a dir, alliberaments
anòmals de Ca2+ per part dels RyR2 del reticle sarcoplasmàtic.

3.3.1 Model matemàtic de les simulacions

La cèl·lula card́ıaca està modelada en un domini 2-dimensional amb dimensions
Lx = 80 µm i Ly = 12 µm. Una fracció del volum d’aquesta està ocupat per ci-
toplasma (vi), i el complementari està ocupat pel reticle sarcoplasmàtic (vsr), amb
vi+ vsr = 1. La graella espacial pertany a l’escala submicrònica i està definida com
dx = dy = 0.1 µm.

Hi ha punts de la graella amb RyR2s i punts de la graella sense. Aquests te-
nen una mida de 30nm × 30nm, i en cada punt de la graella hi trobarem un màxim
de 9 RyR2s. Els RyR2s es troben agrupats en CaRUs (Calcium Release Units),
que estan situats periòdicament en les direccions longitudinal i transversal, centrats
a les ĺınies Z (fronteres que separen i uneixen les unitats bàsiques dels músculs),
però amb una dispersió Gaussiana σ a la posició. Prendrem σ = 0.4 µm com a
valor estàndard. Identificarem les ĺınies Z amb fines ĺınies periòdiques (0.3 µm) que
apareixen cada cert peŕıode Tx. La distància mitjana entre CaRUs és de Tx = 1.6
µm i Ty = 0.5 µm.

Per altra banda, el model també incorpora una xarxa de túbuls T (extensions de
la membrana cel·lular que penetren a l’interior de les cèl·lules de múscul card́ıac i
esquelètic) transversals i axials. Per als túbuls T transversals, es consideren intubu-
lacions d’una certa llargada que assumim que segueixen una distribució exponencial.
Per als túbuls T axials, s’assumeix que la seva llargada segueix una distribució Gaus-
siana amb mitjana 1.7 µm i desviació estàndard 1 µm [8].

El model també té incorporat un algorisme per a construir distribucions heterogènies
del número de RyR2s per CaRU. Per a fer-ho, s’ha seguit una distribució amb den-
sitat [9] [10]:

f(N) =
1

2
[
1

No
e−

N
No +

1

σ
√
2π

e−
(N−µ)2

σ2 ] (1)

On f(N) és la funció de densitat de probabilitat de tenir un grup de N RyR2s. No

representa la mitjana de la distribució exponencial i µ i σ representen els paràmetres
de la distribució Gaussiana.
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Figura 3: Esquema del protocol usat per a la creació de distribucions
homogènies en el model. (1) El número de RyR2s per grup és un número aleatori
obtingut de la distribució de probabilitat bimodal (exponencial i Gaussiana). (2)
El grup de RyR2s es desplaça en relació a la ĺınia Z usant soroll Gaussià. (3) El
grup de RyR2s és posicionat a les ĺınies Z [11].

Per altra banda, l’evolució de la concentració de Calci es va modelar a través de les
següents equacions [12]:

dci(r, t)

dt
= Jrel(r, t)− Jup(r, t) +∇ · [Di(r)∇ci(r, t)]− Jbi(r, t) (2)

dctotsr (r, t)

dt
= − vi(r)

vsr(r)
[Jrel(r, t)− Jup(r, t)] +∇ · [Dsr(r)∇csr(r, t)] (3)

dcbi(r, t)

dt
= Jbi(r, t) (4)

Les notacions emprades en les anteriors equacions són les següents:

• r: posició.

• t: temps.

• ci: concentració de Calci en el citosol.

• ctotsr : concentració de Calci en el reticle sarcoplasmàtic.

• cbi: concentració d’una certa dissolució amortidora (buffer) en el citosol.

• Jrel: flux d’alliberament (release flux ) del reticle sarcoplasmàtic.
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• Jup: captació per part de la SERCA.

• Jbi: representa la unió del Ca2+ lliure amb les diferents dissolucions amorti-
dores del citosol com TnC o CaM, per exemple.

• Di = Di(r): coeficient de difusió al citosol. En les simulacions Di ∼ 250
µm2/s.

• Dsr = Dsr(r): coeficient de difusió al reticle sarcoplasmàtic. En les simulaci-
ons Dsr ∼ 90 µm2/s.

Finalment, a la figura 4 podem veure l’estructura de RyR2 de la cèl·lula, a on es
veuen clarament les ĺınies Z paral·leles entre elles amb CaRUs heterogenis.

Figura 4: Distribució espacial dels CaRUs heterogenis. En blau trobem els
RyR2 interns i en vermell els RyR2 de la membrana. Una regió de la cèl·lula ha
sigut ampliada per a apreciar millor la variabilitat dels CaRUs [11].

3.3.2 Dades usades per al model

Teńıem un total de 9 conjunts d’imatges generats amb el model explicat a la secció
3.3.1, on cadascun correspon a una cèl·lula diferent. Aquests conjunts d’imatges
estaven per un total de 360 fotografies de fotogrames d’un v́ıdeo gravat durant una
observació experimental de microscòpia de fluorescència d’una cèl·lula äıllada.

Ara bé, per a cadascuna d’aquestes 9 simulacions, es van afegir diferents nivells
de soroll, un total de 8. Tot i que al llarg del treball etiquetarem els nivells de soroll
amb valors de 0 a 7, on 0 equival a absència de soroll i 7 equival a soroll màxim,
l’augment de soroll no és idèntic en tots els nivells. De fet, una etiqueta més encer-
tada seria nivells de soroll amb els valors: 0, 1, 2, 3, 5, 10, 15, 20. Repetim però
que s’emprarà la notació de 0 a 7.

Per tant, el conjunt de dades estava format per 9 cèl·lules, cadascuna amb 8
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seqüències de 360 imatges que representen la mateixa simulació amb diferents ni-
vells de soroll. Cadascuna d’aquestes imatges està representada per una matriu de
dimensions 220× 900 on a cada posició hi ha un valor entre 0 i 255.

Finalment, juntament amb cada cèl·lula, tenim un fitxer .xlsx amb tota la informació
de les suposades esṕıcules que s’han reprodüıt a les simulacions i que eventualment
voldrem predir amb el model. Cada esṕıcula ve descrita pels següents paràmetres:

• Posició: paràmetre 2-dimensional que indica en quins (x, y) es troba l’esṕıcula.

• Moment d’obertura: primer moment en què detectem una esṕıcula, en ms.
Està definit en l’interval [0, 3600].

• Moment de tancament: últim moment en què detectem una esṕıcula, en ms.
Està definit en l’interval [0, 3600]

• Duració: diferència entre el moment de tancament i el moment d’obertura
d’una esṕıcula.

• Número de RyR2s oberts: indicador de la intensitat de l’esṕıcula en qüestió.
Com més RyR2s oberts, més intensa és l’esṕıcula.

Observant aquests paràmetres és necessari mencionar que les esṕıcules no apareixen
només en una imatge, sinó que es troben presents al llarg d’una seqüència d’imatges.
És a dir, les esṕıcules tenen un cicle de vida en el que incrementen i redueixen la
seva mida, tenint el mı́nim d’àrea al principi i al final i el màxim en un moment al
mig del cicle de vida. A la secció A.3 de l’Annex es pot observar el cicle de vida
d’una esṕıcula.

3.3.3 Soroll en imatges

El soroll en imatges es defineix com una variació aleatòria de la brillantor o del co-
lor d’aquestes i normalment és causat pel dispositiu amb el que es realitza la imatge.

Per tal d’entendre millor què és el soroll i amb quin tipus d’imatges estem trac-
tant, a la Figura 5 es presenta una seqüència d’imatges idèntiques d’una de les
simulacions amb un increment de soroll gradual. Aquests vuit nivells de soroll són
els nivells amb els que s’ha treballat en el projecte. Recalcar també la presència
d’una esṕıcula de Calci a la part superior central de la imatge.
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Figura 5: Seqüència d’imatges amb un augment gradual de soroll
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3.4 Complexitat

El conjunt de dades amb el que s’ha treballat en aquest projecte té un cert grau de
complexitat. En general, en el camp de la biomedicina hi ha una gran variabilitat
en les dades experimentals a causa de diferents factors com el format, les escales
f́ısiques o el soroll, entre d’altres. Hi ha dos factors particulars que han generat
dificultats al llarg del projecte:

• Soroll: com s’ha comentat a la secció 3.3, hem treballat amb diferents cèl·lules
i diferents nivells de soroll. En nivells elevats de soroll, es poden donar imatges
en les que les esṕıcules deixin de ser visibles fins i tot per a l’ull humà, com
s’observa a la Figura 5. Aquest fet ocasionarà dificultats per a que el model
sigui fiable amb nivells de soroll elevats.

• Etiquetatge: per tal d’aconseguir un model robust de detecció d’esṕıcules és
necessari un etiquetatge prećıs i correcte per a l’entrenament d’aquest. És a
dir, per tal de poder entrenar correctament el model, no només necessitem
les fotografies que voldŕıem predir, també necessitem saber quin és el resultat
desitjat d’aquestes per tal de poder adequar el model a aquest durant l’en-
trenament i sigui suficientment robust. A més a més, el número de receptors
que s’activen és estocàstic, fet que aporta variabilitat realista però que també
complica tant l’etiquetatge com l’aprenentatge per la falta d’homogenëıtat.
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4 Aprenentatge Profund

L’objectiu d’aquest treball és desenvolupar un model d’aprenentatge profund capaç
de detectar esṕıcules en imatges obtingudes amb microscòpia fluorescent usant les
simulacions explicades en la secció 3.3. Per tal de poder entendre quin és el procés
que s’ha seguit per a la creació del model, les dificultats que han sorgit i les solucions
aplicades és necessària una introducció natural a l’Aprenentatge Profund o Deep
Learning. Aquesta introducció consistirà en un compendi de conceptes que tot
i que alguns no són expĺıcitament necessaris per a entendre el treball, ajuden a
contextualitzar-lo i a obtenir un coneixement general de l’Aprenentatge Automàtic
i posteriorment, de l’Aprenentatge Profund.

4.1 Aprenentatge Automàtic

L’Aprenentatge Automàtic és una branca de la Intel·ligència Artificial dedicada a
entendre i desenvolupar mètodes que aprenen i milloren. L’aprenentatge automàtic
es basa en determinar relacions i patrons en un conjunt de dades donat, el conjunt
de dades d’entrenament. Un cop aquests patrons i relacions han sigut correctament
identificats pel model d’Aprenentatge Automàtic, el model hauria de ser capaç
de dur a terme prediccions amb dades noves basant-se en el coneixement adquirit
durant l’entrenament. A continuació es presenten quines són les categories principals
d’Aprenentatge Automàtic (supervisat, no supervisat i semi-supervisat [13]) amb
una breu explicació de cada un.

4.1.1 Categories d’Aprenentatge Automàtic

4.1.1.1 Aprenentatge supervisat

Durant l’aprenentatge supervisat, al model se li proporcionen tant les observacions
(inputs) com els corresponents resultats desitjats (output) [14]. Aleshores, durant
l’entrenament el model aprèn les relacions entre les observacions i els resultats desit-
jats per tal de poder ser utilitzat per a classificar i predir observacions futures. En
problemes de classificació els resultats desitjats són les etiquetes de les classes en què
podem classificar les dades. Un altre exemple de tècnica d’aprenentatge supervisat
és la segmentació d’imatges, explicada a la secció 5. Aquesta tècnica és en la que
es basa el nostre model. Donada una imatge amb esṕıcules, classificarem els ṕıxels
com a 1 si ens trobem en una posició amb esṕıcula i 0 altrament.

En l’aprenentatge supervisat és necessari i de vital importància que les dades esti-
guin correctament etiquetades. És a dir, que per cada observació que s’utilitzi per a
l’entrenament, el resultat desitjat sigui el correcte. L’etiquetatge és un dels majors
problemes amb els que es troba l’aprenentatge supervisat ja que errors en aquest
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podrien portar a un aprenentatge erroni i en conseqüència fer prediccions o classifi-
cacions no precises. Per altra banda, per tal d’entrenar correctament un model pot
ser que siguin necessàries grans quantitats de dades etiquetades correctament, fet
que pot ser molt costós en temps i recursos. Aquest problema s’accentua depenent
del camp en el que s’estigui treballant, ja que és possible que siguin necessaris ex-
perts per a un etiquetatge correcte.

Per exemple, suposem que volem construir un model que distingeixi entre gats i
gossos. Serà doncs de vital importància que durant l’entrenament, no hi hagi gos-
sos etiquetats com a gats, ni gats etiquetats com a gossos o que aquests errors siguin
els mı́nims possibles.

4.1.1.2 Tècniques no supervisades

A diferència de l’aprenentatge supervisat, a les tècniques no supervisades no te-
nim els resultats desitjats de les observacions durant l’entrenament i per tant no
és necessari tenir les dades etiquetades. Una altra caracteŕıstica que les diferencia
de les tècniques supervisades és que les tècniques no supervisades no aprenen. Els
algorismes no supervisats s’usen doncs per a categoritzar dades en diferents classes
buscant caracteŕıstiques comunes entre elles.

Tornant a l’exemple anterior de classificació de gats i gossos, suposem que tenim
un seguit de dades no etiquetades que corresponen a gats o gossos. Aleshores, un
model d’aprenentatge no supervisat acabaria agrupant les dades en dos grups en
funció de les caracteŕıstiques d’aquestes, un per a gats i un per a gossos. Aleshores,
si s’introdúıs una nova observació de gos, aquesta convergiria al grup dels gossos.
El quid de la qüestió és que en cap moment se li ha dit al model quines dades són
gats i quines són gossos, sinó que les ha agrupat en funció de les caracteŕıstiques
que el propi model ha detectat.

4.1.1.3 Aprenentatge semi-supervisat

Com bé indica el seu nom, l’aprenentatge semi-supervisat hereta propietats tant
de l’aprenentatge supervisat com del no supervisat, fet que ens proporciona dife-
rents avantatges. En primer lloc, els models d’aprenentatge semi-supervisat són més
precisos que els models d’aprenentatge no supervisat. En segon lloc, són significati-
vament menys laboriosos i consumeixen menys temps que els models d’aprenentatge
supervisat.

En l’aprenentatge semi-supervisat tenim un petit conjunt d’observacions etiqueta-
des juntament amb un conjunt d’observacions no etiquetades. Amb aquestes dades
s’entrena un model amb les observacions etiquetades per a després predir quin és
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el resultat de les observacions no etiquetades. Finalment, amb les prediccions que
tinguin més probabilitat de ser correctes, es re-entrena el model per a fer-lo més
robust.

4.1.2 Xarxes neuronals artificials

Les xarxes neuronals artificials són sistemes de computació inspirats en les xarxes
neuronals biològiques que constitueixen els cervells dels animals. Tot i haver-hi dife-
rents variacions d’aquestes, a continuació s’explica quin és el funcionament general
d’una xarxa neuronal.

4.1.2.1 Estructura d’una xarxa neuronal

Una xarxa neuronal consisteix en un sistema de neurones organitzades en capes
i amb connexions orientades entre elles. Aquestes connexions permeten enviar in-
formació entre les neurones. Aquesta informació serà processada i enviada a les
següents neurones.

Les capes de les xarxes neuronals es classifiquen en tres tipus: capa d’entrada,
capa oculta i capa de sortida. La capa d’entrada és la primera de totes i rep les
dades externes. Per tant, ve determinada per les dimensions de l’entrada. La capa
de sortida és l’última capa i produeix el resultat final de la xarxa i ve determinada
per les dimensions que desitgem que tingui el resultat final. Finalment, entre la
capa d’entrada i la capa de sortida trobem zero o més capes ocultes, encarrega-
des de dur a terme la majoria de càlculs per a poder obtenir el resultat final desitjat.

A la figura 6 s’exposa una representació de l’estructura d’una xarxa neuronal ar-
tificial amb una capa d’entrada amb quatre neurones, tres capes ocultes amb cinc,
quatre i cinc neurones respectivament i una capa de sortida amb tres neurones.

17



Figura 6: Estructura bàsica d’una xarxa neuronal artificial

4.1.2.2 Paràmetres d’una xarxa neuronal

Previ a l’explicació dels càlculs, definim la notació que s’empra:

1. C := número de capes.

2. c := capa número c: 0 ≤ c ≤ C.

3. i, j := neurones i i j, respectivament.

4. Nc := {i tal que i ∈ c}.

5. wij := connexió entre la neurona i i la neurona j, a partir d’ara l’anomenarem
pes.

6. bi := biaix de la neurona i.

7. a
(k)
i := valor de la neurona i a la capa k. Notem que a

(0)
i equival a l’entrada

i a
(C)
j equival al resultat final.

8. f(x) := funció d’activació.

Les xarxes neuronals artificials funcionen de tal manera que es té una entrada
(input) de dimensió |N0| a la capa d’entrada i a través d’una sèrie de càlculs duts
a terme a través de les capes ocultes la xarxa neuronal calcula un resultat (output)
de dimensió |NC | a la capa de sortida. Aquests càlculs es poden expressar a través
del següent procés:
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y
(k)
i = (

∑
j∈Nk−1

wjia
(k−1)
j ) + bi (5)

a
(k)
i = f(y

(k)
i ) (6)

amb 1 ≤ k ≤ C i i ∈ N1 ∪· · · ∪NC .

4.1.2.3 Funcions d’activació

L’objectiu de les funcions d’activació és normalitzador, és a dir, generen un re-

sultat a
(k)
i en base a un número real y

(k)
i per a que que aquest resultat es trobi en

un cert interval per tal de determinar si la informació d’una neurona és útil o no, és
a dir, si s’ha d’activar o no. Els valors prodüıts per les funcions d’activació depenen
de la que s’utilitzi i no sempre hi ha una decisió clara i correcta de quina funció
d’activació serà la més adient i òptima per al model i problema que volem resoldre.
A continuació, s’exposen un seguit de les funcions d’activació més utilitzades:

Funció sigmoide:

σ : R −→ (0, 1)

x 7→ 1

1 + e−x

−3 −2 −1 0 1 2 3
−1

0

1

2

Figura 7: Funció d’activació sigmoide

Funció d’activació més emprada en Autoencoders [15].

Tangent hiperbòlic:

tanh : R −→ (−1, 1)

x 7→ (ex − e−x)

(ex + e−x)
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−3 −2 −1 0 1 2 3
−2

−1

0

1

2

Figura 8: Funció d’activació tangent hiperbòlic

Rectificador o ReLU (Unitat Lineal Rectificada):

ReLU : R −→ [0,+∞)

x 7→

{
0 si x < 0

x si x ≥ 0

−10 −5 0 5 10

0

2

4

Figura 9: Funció d’activació ReLU

Funció d’activació més emprada en Aprenentatge Profund [15].

4.1.3 Entrenament d’una xarxa neuronal artificial

En la secció 4.1.2.2 hem vist com alimentem a la xarxa neuronal amb una entrada
i aquesta computa un resultat. Ara bé, el nostre objectiu és que la xarxa neuronal
ens doni els resultats desitjats, que dependran de les necessitats que es tinguin. És
per això que aquestes han de seguir un procés d’entrenament amb el que es trobaran
quins són els pesos (wij) i biaixos (bi) òptims per a que la xarxa neuronal computi
els resultats desitjats.

Aquest procés consisteix en una primera inicialització dels pesos, que pot ser ale-
atòria. Seguidament, s’alimenta a la xarxa neuronal amb dades d’entrada i se’n
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computa el resultat, el qual serà comparat amb el resultat esperat de l’entrada. En
funció de la diferència que hi hagi entre el resultat de la xarxa i el resultat esperat,
es modificaran els pesos i biaixos.

La diferència entre el resultat de la xarxa i el resultat esperat s’expressa a través
de la funció de pèrdua o de cost. Per tant, l’objectiu de l’entrenament d’una xar-
xa neuronal serà trobar els pesos i biaixos òptims que la minimitzin. La funció
de pèrdua té una gran importància i repercussió en l’entrenament de la xarxa, és
per això que s’ha de triar apropiadament quina emprar en funció del problema que
s’estigui tractant.

Una de les funcions de pèrdua més utilitzades en problemes amb resultats 1-dimensionals
és l’error quadràtic mig [16] definida com:

EQM =
1

n

n∑
i=1

(yi − ŷi)
2 (7)

On n és el cardinal de les dades d’entrada i per tant resultats que s’han computat
a la xarxa neuronal, ŷi correspon al resultat de la xarxa obtingut amb la dada i i
yi és el resultat esperat de la dada i.

Una altra funció de pèrdua és l’entropia categòrica creuada [17]. Aquesta
s’empra normalment en problemes de classificació com podria ser la classificació
de dibuixos de d́ıgits, en el que el model, gràcies a l’entropia categòrica creuada,
aprèn a donar una probabilitat més alta al d́ıgit correcte i una més baixa a la resta.
Aquesta funció de pèrdua es defineix de la següent manera:

C = −
m∑
i=1

ai · log(âi) (8)

A diferència de la notació emprada a l’equació 7, m correspon a la dimensió del
resultat, âi correspon a l’i-èssim element del resultat computat per la xarxa i ai
correspon a l’i-èssim element del resultat desitjat.

Un cop escollida la funció de pèrdua, s’ha de minimitzar actualitzant els pesos i
biaixos. D’aquesta manera, la xarxa neuronal artificial computarà resultats el més
propers possible dels desitjats, els òptims. L’algorisme més conegut a través del
qual es minimitza la funció de pèrdua és l’algorisme de retropropagació (Backpro-
pagation algorithm) [18]. Per tal d’explicar l’algorisme de retropropagació, usarem
la notació emprada a la secció 4.1.2.2 amb C ′ funció de pèrdua o cost. En primer
lloc, els pesos i biaixos s’actualitzen segons les següents equacions:

wij := wij − ϵ
∂C ′

∂wij
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bi := bi − ϵ
∂C ′

∂bi

on ϵ és la taxa d’aprenentatge. Aquesta determina la mida del pas a cada iteració
mentre ens movem cap al mı́nim de la funció de pèrdua, és a dir, determina la
influència del gradient. A continuació, calculem quant valen ∂C′

∂wij
i ∂C′

∂bi
emprant la

regla de la cadena i recordant l’expressió y
(k)
i = (

∑
j∈Nk−1

wjia
(k−1)
j ) + bi. També

usarem que wij = wji. Aleshores, observem que:

∂C ′

∂wij
=

∂C ′

∂y
(k)
i

∂y
(k)
i

∂wij
=

∂C ′

∂y
(k)
i

∂((
∑

j∈Nk−1
wjia

(k−1)
j ) + bi)

∂wij
=

∂C ′

∂y
(k)
i

a
(k−1)
j

Per altra banda:

∂C ′

∂bi
=

∂C ′

∂y
(k)
i

∂y
(k)
i

∂bi
=

∂C ′

∂y
(k)
i

∂((
∑

j∈Nk−1
wjia

(k−1)
j ) + bi)

∂bi
=

∂C ′

∂y
(k)
i

1

Finalment, prenent la notació δki := ∂C′

∂y
(k)
i

arribem a les expressions:

wij := wij − ϵδki a
(k−1)
j (9)

bi := bi − ϵδki a
(k−1)
j (10)

Un altre factor molt important en l’entrenament d’una xarxa neuronal és el número
d’iteracions que es duen a terme (epochs) al conjunt de dades. Un nombre excessiu
d’iteracions podria causar un sobre-ajustament (overfitting) en el model. Diem que
un model està sobre-ajustat si aprèn com classificar el conjunt de dades d’entre-
nament però no pot generalitzar aquest aprenentatge a noves mostres. Ara bé, un
nombre massa baix d’iteracions podria no ser suficient per a que el model aprengui
i descobreixi patrons en les dades. Aleshores direm que el model està sota-ajustat
(underfitting). El sobre-ajustament i el sota-ajustament d’un model són fenòmens
que poden ser conseqüència d’altres factors diferents al número d’iteracions. Una
altra causa del sobre-ajustament pot ser una poca variabilitat de les dades d’entre-
nament, tornant a l’exemple de gats i gossos, si entrenes un model classificador de
gats i gossos només amb imatges de gossos, aquest no podrà generalitzar a imatges
de gats. En aquest cas, el model classificaria perfectament els gossos però no als
gats. Per altra banda, si tenim un conjunt de dades d’entrenament erròniament
etiquetades, també es pot produir un sota-ajustament del model ja que aquest no
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tindria manera d’aprendre correctament com classificar les dades d’entrenament. A
la figura 10 es veuen representats dos exemples qualitatius de sobre-ajustament i
sota-ajustament. En canvi, a la figura 11 s’observa un altre exemple qualitatiu on
no hi ha ni sobre-ajustament ni sota-ajustament, hi ha un balanç adient en l’entre-
nament.

Figura 10: Exemples de model amb sobre-ajustament (esquerra) i de model amb
sota-ajustament (dreta).

Figura 11: Exemple de model amb balanç.

Observem doncs, que la manera com es tria i etiqueta el conjunt de dades i quina
gestió se’n fa és una qüestió de vital importància en el procés d’entrenament d’un
model. Aquesta gestió consisteix en fer una partició del conjunt de dades en tres
subconjunts: entrenament, validació i prova. El subconjunt d’entrenament és aquell
amb què, com bé indica el seu nom, s’entrena el model, és a dir, és el subconjunt a
partir del qual modifiquem els pesos i biaixos de la xarxa neuronal artificial en cada
iteració. Després de cadascuna d’aquestes iteracions, s’avalua la nova configuració
de pesos i biaixos de la xarxa neuronal amb el subconjunt de validació. D’aquesta
manera, es pot monitoritzar com avança l’aprenentatge amb paràmetres com el valor
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de la funció de pèrdua o la precisió de les classificacions i prediccions de les dades
del subconjunt de validació. És essencial però que els subconjunts d’entrenament i
validació estiguin correctament etiquetats. Altrament el procés d’aprenentatge que
s’està produint no serà útil per al problema que es vol resoldre. Finalment tenim el
subconjunt de prova, que com bé indica el seu nom, és el subconjunt de dades que
s’utilitza com a mostres de prova per a analitzar si el model entrenat té el rendiment
desitjat. És indispensable que el subconjunt de prova sigui independent dels altres
dos ja que altrament no es tindria una percepció precisa de si el model funciona o
no amb dades noves.

4.2 Aprenentatge Profund

Les tècniques tradicionals d’aprenentatge automàtic tenen limitacions en el moment
de processar certs conjunts de dades degut a que aquests poden tenir una gran com-
plexitat. Aquestes tècniques tradicionals poden requerir de molt treball per part de
l’ésser humà en el moment d’extraure caracteŕıstiques apropiades per a entrenar un
model i millorar el seu rendiment.

L’aprenentatge de Caracteŕıstiques (Representation Learning) [19] consisteix en una
sèrie de mètodes que permeten a una màquina descobrir automàticament les carac-
teŕıstiques necessàries per a la detecció o classificació de dades, sense la necessitat
de que ho faci un ésser humà.

L’Aprenentatge Profund (Deep Learning) és una de les classes de l’Aprenentatge
de Caracteŕıstiques. L’Aprenentatge Profund consisteix en una sèrie de capes que
progressivament transformen la representació de capes prèvies en una representació
a un nivell més elevat, més abstracte. Amb suficients transformacions es pot arribar
a l’aprenentatge de caracteŕıstiques i inferències molt complexes, impossible amb
les tècniques tradicionals d’aprenentatge automàtic. En general, tots els mètodes
d’aprenentatge profund es poden classificar en alguna d’aquestes tres categories:
Xarxes Neuronals Convolucionals (Convolutional Neural Networks - CNNs), Xar-
xes pre-entrenades no supervisades (Pre-trained Unsupervised Networks - PUNs) i
Xarxes Neuronals Recurrents (Recurrent Neural Networks - RNNs) [15]. En aquest
treball tractarem i treballarem amb Xarxes Neuronals Convolucionals.

L’Aprenentatge Profund té una gran importància en camps amb un alt grau de
complexitat com la visió artificial, reconeixement automàtic de veu, processament
de llenguatge natural, traducció automàtica, biologia computacional, disseny de
fàrmacs, processament d’imatges mèdiques o climatologia, entre d’altres [20].
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4.2.1 Xarxes neuronals convolucionals

Anàlogament a les xarxes neuronals artificials tradicionals les xarxes neuronals con-
volucionals estan compostes de neurones que s’optimitzen durant l’entrenament en
base a la funció de pèrdua o cost. Cada neurona rebrà un valor d’entrada i durà a
terme una operació, que dependrà del tipus de capa en la que es trobi la neurona.

La diferència principal entre les xarxes neuronals convolucionals és el tipus d’o-
peracions que es duen a terme en les capes d’aquesta. Aquestes operacions, que
seran exposades més endavant en aquesta secció, han provocat que les xarxes neu-
ronals convolucionals siguin notablement utilitzades en el reconeixement de patrons
en imatges. Una de les majors limitacions de les xarxes neuronals artificials tradi-
cionals és la complexitat computacional que pot requerir tractar amb imatges amb
grans dimensions.

Si tornem a l’exemple de la base de dades de reconeixement de d́ıgits en imat-
ges, conegut com MNIST, les imatges tenen dimensió 28 × 28, que es tradueix en
784 pesos per una neurona de la primera capa oculta. En canvi, si consideres una
imatge d’una complexitat més substancial, per exemple de dimensions 64 × 64, el
número de pesos per a una neurona de la primera capa oculta és de 12.288 [21]. Una
alta quantitat de pesos pot provocar problemes de computació i que es necessitin
grans quantitats de temps per a entrenar la xarxa neuronal. Per altra banda, el
fet que una xarxa neuronal tingui tants pesos podria originar problemes de sobre-
ajustament i que en conseqüència no es pogués generalitzar el model entrenat a
dades externes.

Les xarxes neuronals convolucionals es basen en la idea que ṕıxels propers entre
ells representen informació similar, amb l’excepció dels marges dels objectes. A di-
ferència de les xarxes neuronals artificials tradicionals, no és necessari dur a terme
una extracció d’atributs ja que les xarxes neuronals convolucionals duen a terme
aquesta extracció automàticament [22].

Un dels punts clau de les xarxes neuronals convolucionals és les operacions de convo-
lució (convolution) i de reducció de mostreig (pooling). Les convolucions permeten
a la xarxa extreure caracteŕıstiques d’alt nivell de les imatges. Per altra banda, les
capes de reducció de mostreig redueixen les dimensions de les dades comprimint les
caracteŕıstiques i permetent aleshores una reducció del número de paràmetres i per
tant de la complexitat del model.

4.2.1.1 Arquitectura d’una xarxa neuronal convolucional:

Les xarxes neuronals convolucionals estan formades principalment per tres tipus
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de capes diferents: capa de convolució, capa de reducció de mostreig i capa com-
pletament connectada. Per altra banda, les neurones estan organitzades en tres
dimensions, les dimensions espacials de la mostra d’entrada (alçada i amplada) i la
profunditat [21].

Les capes de convolució es basen en l’ús de nuclis (kernel), també anomenats
filtres. Aquests nuclis normalment tenen dimensions redüıdes però s’estenen al llarg
de tot element que arribi a la capa. Quan les dades es troben amb una capa con-
volucional, es produeix una operació de convolució que es pot veure exemplificada
en la figura 12. En aquest cas, el nucli té dimensió 3× 3 i recorre les submatrius de
dimensió 3 × 3 de la matriu de les dades d’entrada, de dimensió 7 × 7. Aleshores,
per cada submatriu 3×3 es duu a terme un producte escalar amb el nucli, resultant
en una matriu 5 × 5 on cada posició és resultat d’un d’aquests productes escalars.
La matriu resultant s’anomena mapa d’activació o imatge filtrada.

De la mateixa manera que durant l’entrenament de les xarxes neuronals artificials
tradicionals es trobaven els pesos i biaixos òptims, durant el procés d’entrenament
en xarxes convolucionals s’aprenen quins són els filtres que s’activen quan troben
una caracteŕıstica concreta en una posició concreta de l’espai de les dades. Propi-
etat anàloga a l’activació de neurones en funció dels pesos a les xarxes neuronals
tradicionals.

Cada nucli té un mapa d’activació corresponent que serà guardat amb la resta
de mapes d’activació, tants com la dimensió de profunditat, per a generar el resul-
tat de la capa convolucional.

Com s’ha esmentat anteriorment, el problema de les xarxes neuronals artificials
tradicionals era les grans dimensions i complexitat que podien tenir les dades d’en-
trada i les restriccions computacionals i temporals conseqüents. Per tal de solucionar
aquest problema, cada neurona d’una capa convolucional només està connectada a
una petita regió de les dades que li entren. Les dimensions d’aquesta regió es conei-
xen com mida del camp receptiu (receptive field size). Vegem de nou, un exemple
quantitatiu: suposem que l’entrada d’una xarxa neuronal té dimensions 64×64×3,
és a dir, una imatge amb colors de mida 64× 64 codificada amb RGB (triplet Red-
Green-Blue). Si la mida del camp receptiu és de 6× 6, es tindrien un total de 108
pesos a cada neurona a la capa convolucional. En canvi, en una xarxa neuronal
artificial cada neurona tindria 12.288 pesos [21].

Les capes convolucionals tenen la capacitat de reduir considerablement la com-
plexitat del model a través de l’optimització del seu resultat de sortida. Aquesta
optimització es pot dur a terme a través de tres paràmetres: la profunditat, el pas
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Figura 12: Dades∗Nucli = Imatge Filtrada
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(stride) i la mida del padding.

La profunditat del volum del resultat d’una capa controla el nombre de neuro-
nes en una capa que estan connectades a la mateixa regió del volum de l’entra-
da. Aquestes neurones aprenen a activar-se amb certes caracteŕıstiques. Disminuir
aquest paràmetre pot reduir significativament el nombre de neurones a la xarxa
però també provocar una rebaixa de les capacitats del model.

El pas indica quina distància en ṕıxels (en el cas de la matriu és equivalent a
les posicions) es mou el filtre o nucli després de cada operació tant vertical com
horitzontalment. És a dir, si el pas és 1, aleshores ens movem d’un ṕıxel en un
ṕıxel, com a l’exemple de la figura 12, d’on obtenim una matriu 5× 5. Si el pas fos
2 a la figura 12 la matriu resultant seria una matriu de dimensions 3×3. Concloem
doncs, que com major sigui el pas, menors seran les dimensions del mapa d’activació.

El padding, que tradüıt al català significa farciment o coix́ı, es pot entendre com
el procés d’emplenar les dades d’entrada amb zeros a la frontera. Exemplificant-ho
amb una matriu, afegir files i columnes de zeros a les dades d’entrada permet aug-
mentar les dimensions dels mapes d’activació ja que el nucli té més posicions per a
recórrer. A més, el producte escalar no es veu alterat per les propietats del zero. El
padding proporciona doncs control respecte les dimensions del volum del resultat
d’una capa o la xarxa en general. En particular, a vegades és necessari mantenir el
mateix volum d’entrada que de sortida, fet que es coneix com same padding.

És de vital importància comprendre que aquests paràmetres provoquen modifica-
cions en les dimensions de les dades resultants de la nostra capa convolucional.
Aquestes dimensions es poden calcular a través de la següent fórmula [23]:

Vsortida =
(Ventrada −R) + 2Z

P
+ 1 (11)

On Vsortida i Ventrada són el volum de sortida i entrada respectivament, cadas-
cun d’aquests amb estructura alçada×amplada×profunditat. R representa la mida
del camp receptiu, Z és la quantitat de padding de zeros i P fa referència al pas.
En cas que el resultat d’aquesta equació no resulti en un enter, significa que hem
utilitzat un pas que no era adient per a les nostres dades. Fet que hauria succëıt
si per exemple a la figura 12 s’hagués usat un pas de 3 i un nucli de dimensions
3× 3. S’observaria com un cop fetes les dues primeres convolucions, hi hauria una
columna amb la que no podŕıem realitzar cap operació.

Les capes de reducció de mostreig tenen l’objectiu de reduir les dimensions
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de les dades que estem tractant a la xarxa. D’aquesta manera s’aconsegueix reduir
el número de paràmetres i en conseqüència, rebaixar la complexitat computacional
del model i evitar sobre-ajustament.

Les capes de reducció de mostreig actuen sobre els mapes d’activació i escalen
les dimensions a partir d’una funció que sol correspondre al màxim o a la mitjana.
En la majoria de xarxes neuronals convolucionals, les capes de reducció de mostreig
resulten ser les anomenades max-pooling layers amb filtres de dimensió 2×2 aplicat
amb un pas de 2 al llarg de les dades que li arriben a la capa i que apliquen la
funció màxim, n’és un exemple la figura 13. Si en comptes de la funció màxim s’usa
la funció mitjana s’anomena average pooling. Una alternativa a aquest procés és
l’overlapping pooling, on tenim nuclis de dimensió 3×3 i pas 2. Degut a la naturale-
sa destructiva d’aquest tipus de capes, no es solen utilitzar altres mètodes diferents
als esmentats.

Figura 13: Exemple de reducció de mostreig amb un nucli 2 × 2, pas de 2 i funció
màxim.

Finalment, les capes completament connectades contenen neurones directa-
ment connectades a les neurones de les dues capes adjacents i que funcionen de
manera anàloga a les capes de les xarxes neuronals artificials de la secció 4.1.2.1.

Les capes de convolució i les capes de reducció de mostreig són les encarregades de
dur a terme l’extracció d’atributs de les dades. Per altra banda, les capes comple-
tament connectades són les encarregades de dur a terme la classificació. D’aquesta
manera, en general es té una estructura en la que en primer lloc, les capes de con-
volució i reducció de mostreig extrauen els atributs de les dades i posteriorment, les
capes completament connectades usen aquests atributs per a classificar les dades
originals.

Observem doncs, que una de les propietats fonamentals de les xarxes neuronals
convolucionals és la capacitat de reduir i augmentar les dimensions de les dades que
circulen a través d’ella. D’aquesta manera, es pot comprimir o ampliar la informació
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en funció del que es necessiti. El procés de reduir dimensions s’anomena downsam-
pling i s’aconsegueix amb convolucions o reduccions de mostreig, entre d’altres. Per
altra banda, la capacitat d’augmentar dimensions s’anomena upsampling i es pot
aconseguir per exemple afegint farciment de zeros (padding) o amb unes operacions
que s’introduiran a la secció 5.1.1 anomenades convolució transposada i augment
de mostreig (unpooling) [24].

4.2.2 Models codificador-descodificador

Els codificador-descodificador són una famı́lia de models que aprenen a enviar punts
d’un domini d’entrada a punts d’un domini de sortida a través de dues fases, una a
on es codifica i una altra a on es descodifica.

La primera fase és el codificador, que a través d’una funció z = g(x) comprimeix
l’entrada x en una nova representació z. Per altra banda, el descodificador aplica
una nova funció a aquesta nova representació y = f(z) = f(g(x)) fent una predicció
y del resultat z. En podem veure un exemple a la figura 14. Resumidament, els
models codificador-descodificador segueixen el següent diagrama:

x
codificador−−−−−−−→ z = g(x)

descodificador−−−−−−−−−−→ y = f(z) = f(g(x)) (12)

Aquesta classe de models són especialment útils en camps com el processament
de llenguatge natural o la traducció imatge a imatge, a on es pot desitjar que el
resultat sigui una versió millorada de la imatge amb més resolució o menys soroll,
per exemple. També tenen una gran importància en problemes de segmentació d’i-
matges [25].

Els autoencoders són un cas especial de model codificador-descodificador on la
imatge d’entrada és la mateixa que la imatge de sortida. Aquests poden ser de
gran utilitat en problemes on les imatges són altament complexes. En aquests casos
s’entrena l’autoencoder per a que la imatge d’entrada i la de sortida siguin la ma-
teixa. Un cop s’ha aconseguit, es pot usar el codificador entrenat per a comprimir
la informació de la imatge i usar aquesta informació comprimida en altres models
que no puguin treballar amb imatges molt complexes.
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Figura 14: Exemplificació d’un model format per un codificador i un descodificador:

x
codificador−−−−−−−→ z = g(x)

descodificador−−−−−−−−−−→ y = f(z) = f(g(x)).

4.2.3 Interpretació

Les xarxes neuronals convolucionals són models motivats pels avenços neuroci-
ent́ıfics en entendre com funciona el cervell humà. Una clara distinció que s’ha
fet entre el cervell humà i les xarxes neuronals convolucionals és l’habilitat huma-
na de pensar. Es podria dir que aquesta habilitat de pensar és la que permet als
humans no només fer una predicció, però també justificar-la a través d’una sèrie
d’eleccions i decisions lògiques i racionals. Aquesta justificació permet a la persona
que pren la decisió associar a aquesta una mesura de confiança. Aquesta faceta que
tenen els humans de justificar les seves decisions és el que en aprenentatge automàtic
s’anomena interpretació.

Les xarxes neuronals convolucionals han assolit nivells de precisió propers als dels
humans en diferents problemes de predicció i classificació amb dades en forma d’i-
matges, text, parla o v́ıdeo. Ara bé, aquesta alta precisió també ve acompanyada
d’una important abstracció que ha provocat que les xarxes neuronals convolucionals
es tractin com a caixes negres que ”màgicament”envien una observació d’entrada a
un resultat de sortida [26].

És per això que els models de xarxes neuronals convolucionals són un factor limitant
en situacions en les que es necessiten explicacions de les caracteŕıstiques involucra-
des en el model, fet que pot provocar que s’opti per models estad́ıstics clàssics com
els models lineals, models bayesians o models d’aprenentatge automàtic tradicionals
[27]. Aquestes explicacions poden ser vitals en camps com les finances o diagnòstics
mèdics.

Aleshores, per a aquestes situacions seria de gran ajuda tenir la resposta a pregun-
tes com: què signifiquen els pesos de cada connexió en la interpretació del resultat?
Quin és el conjunt de filtres i mapes que tenen un rol més important en la predicció
final? La magnitud dels pesos dóna informació dels paràmetres? Quines funcions
poden arribar a tenir cadascun dels filtres?
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La noció d’interpretació en aprenentatge profund engloba diferents aspectes, que
es poden resumir en les dues seccions següents definides per diferents paràmetres:

Transparència del model:

• Simulació: si l’ésser humà pot usar les dades d’entrada juntament amb el
model per tal de reproduir cadascun dels càlculs necessaris per a realitzar la
predicció. Això permet a l’ésser humà entendre els canvis en els paràmetres
del model causats per les dades d’entrenament.

• Descomposició: si hi ha una explicació per a tots els paràmetres del model.

• Transparència algoŕısmica: habilitat per a explicar com funciona l’algorisme
d’aprenentatge.

Funcionalitat del model:

• Descripció textual: proporcionar una descripció semàntica amb sentit dels
resultats del model. Per a proporcionar aquesta descripció, hom pot usar
una composició de models, un per a fer la predicció i un altre per a generar
l’explicació.

• Visualització: explicar el funcionament del model a través de la visualització
dels paràmetres. Un dels mètodes usats per a la visualització és el t-SNE
(t-distributed stochastic neighbor embedding).

• Explicació local: en comptes de treballar amb l’aplicació sencera del model
que envia una entrada a un resultat, l’explicació local consisteix en observar
canvis locals que es produeixen en el resultat d’una entrada en particular.

Amb la ràpida integració de models d’aprenentatge automàtic i aprenentatge pro-
fund també hi ha hagut una creixent aparició de nous reptes ètics i legals con-
seqüència d’aquestes tècniques. En particular, legisladors, advocats i activistes han
expressat la seva preocupació respecte el caràcter discriminatori d’aquests procedi-
ments, especialment en situacions on es prenen decisions automatitzades. Per altra
banda, també està en increment la preocupació que la complexitat i opacitat de
certes tècniques d’aprenentatge automàtic i aprenentatge profund poden reduir la
justificació de certes decisions a ”això és el que diu el model”. És per això que la
imparcialitat i la responsabilitat de les decisions dels models són raons de creixent
preocupació i amb les que s’està intentant tractar amb eines com la interpretació,
entre d’altres.

Ens hauŕıem doncs de formular la pregunta de què significa que un algorisme sigui
imparcial i just, probablement en presència d’una parcialitat i biaix humà, social o
causat pel context. Motivat per aquesta preocupació, Matthew Joseph va estudiar
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una definició tècnica d’imparcialitat en base a la noció d’igualtat imparcial d’opor-
tunitat de Rawl [28]. També va introduir la noció d’un ı́ndex discriminatori i es
va provar que els algorismes estàndards exhibien un marcat caràcter discriminatori.
Ke Yang i Julia Stoyanovich [29] van fer una recopilació de caracteŕıstiques de-
mogràfiques i de conducta, entre d’altres, amb les que normalment es discriminaven
certs grups de la societat. Aquestes caracteŕıstiques servirien després com a mesura
d’imparcialitat de models. Ara bé, tot i les definicions estudiades d’imparcialitat en
aquest camp , la qüestió és desenvolupar models i tècniques que tinguin en compte
aquesta possible discriminació. També ens hem de preguntar doncs, qui desenvolu-
pa aquestes tècniques, ja que en la societat actual la discriminació i la imparcialitat
poden ser conceptes contextuals i que depenen de la persona o grup de la societat
que els està considerant. Aquest segueix sent un problema obert de l’aprenentatge
profund amb molta ètica i sociologia al darrere i que tindrà una gran repercussió
en el futur de la societat.

Una altra preocupació respecte els models d’aprenentatge profund és la respon-
sabilitat de les decisions posteriors a les prediccions automàtiques, concepte que en
anglès es tradueix com accountability. Moltes decisions importants històricament
preses per humans ara són preses per algorismes i les mesures de responsabilitat
i estàndards legals d’aquestes estan lluny de ser satisfactoris [30]. Tot i que la
transparència dels models és de vital importància, aquesta pot no ser desitjable en
situacions en les que hi ha involucrades informació privada i qüestions de seguretat.
Es podria argumentar doncs, que la responsabilitat de les decisions del model és
més important que la pròpia transparència. Philip Adler va presentar una tècnica
per a fer auditories de models caixa negra, és a dir, models que d’una entrada en
computaven un resultat amb desconeixement de quin era el procés que es seguia
per a obtenir el resultat. Aquesta tècnica pot revelar fins a quin punt els models
aprofiten caracteŕıstiques particulars de les dades, tot això sense necessitat de saber
com funciona el model [31]. Tot i que hi pot haver problemes tècnics en permetre
auditories públiques degut a la protecció d’informació, es creu que les auditories
privades podrien ser l’opció correcta [26]. Un altre comportament important a te-
nir en compte és que el model pugui indicar els seus objectius i que alguna persona,
a part del creador del model, pugui verificar si aquests objectius s’assoleixen o no.
I en cas de que no s’assoleixin, és important que es puguin mostrar les causes del
resultat prodüıt pel model.
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5 Segmentació d’imatges

La segmentació d’imatges ha sigut un problema fonamental de la visió de compu-
tadors des de l’aparició d’aquest camp. La segmentació d’imatges consisteix en fer
particions de les imatges (o fotogrames de v́ıdeos) en segments o objectes. Aques-
ta té una gran varietat d’aplicacions entre les que destaquen l’anàlisi d’imatges
mèdiques, vehicles autònoms, v́ıdeo-vigilància o realitat augmentada. A la figura
15 es poden veure diferents exemples de segmentació d’imatges.

Figura 15: Exemples de segmentació d’imatges [25]

El problema de la segmentació d’imatges es pot formular com la classificació de
ṕıxels en etiquetes semàntiques (segmentació semàntica), la partició d’objectes in-
dividuals (segmentació instanciada) o ambdós (segmentació panòptica) [32].

La segmentació semàntica duu a terme un etiquetatge de tots els ṕıxels en funció
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d’un conjunt de categories d’objectes. En conseqüència, és una tasca més exigent
que la classificació de tota la imatge, on només tenim una etiqueta per a aquesta, i
no una per a cada ṕıxel. La segmentació instanciada va un pas més enllà i detecta
i delinea els objectes d’interès en la imatge.

Un altre camp altament relacionat amb l’anterior és la segmentació de v́ıdeos.
Anàlogament a la segmentació d’imatges, la segmentació de v́ıdeos consisteix en
classificar els ṕıxels dels fotogrames dels v́ıdeos. Ara bé, amb la segmentació de
v́ıdeos es té més informació ja que a diferència de quan es tenen només imatges,
amb el v́ıdeo tenim més d’un fotograma d’aquest, i aleshores es poden aprofitar els
fotogrames anteriors i posteriors per a la classificació de ṕıxels.

Un cop tenim la imatge o v́ıdeo segmentats, podem usar un classificador per tal
d’extreure informació de la imatge o v́ıdeo en funció dels diferents segments o ob-
jectes que s’han identificat durant la segmentació.

Des dels inicis de la segmentació d’imatges, s’han desenvolupat diferents tècniques.
Destaquen la llindarització (thresholding), creixement de regions (region-growing),
algorisme k-mitjanes (k-means clustering), mètodes de transformació divisòria (wa-
tershed methods), contorns actius (active contours) o camps aleatoris de Markov
(Markov random fields) [25].

5.1 Segmentació d’imatges i Aprenentatge Profund

Durant els darrers anys s’han aplicat models d’aprenentatge profund a la segmen-
tació d’imatges, amb una gran millora en el rendiment comparat als mètodes es-
mentats.

Hi ha una gran varietat d’estructures d’aprenentatge profund destinades a la seg-
mentació d’imatges: models completament convolucionals (Fully Convolutional Mo-
dels), xarxes neuronals convolucionals amb models gràfics (CNNs with Graphic Mo-
dels), models basats en xarxes piramidals (Pyramid Network Based Models), models
basats en xarxes neuronals convolucionals regionals (R-CNN Based Models) o xarxes
neuronals recurrents (Recurrent Neural Networks), entre altres [25]. En aquest tre-
ball però, tractarem models basats en l’estructura codificador-descodificador, com
els explicats a la secció 4.2.2.

Els models basats en l’estructura codificador-descodificador són dels més po-
pulars i usats en problemes de segmentació d’imatges. Aquests models s’agrupen
en dues categories: els models usats per a la segmentació general d’imatges i els
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models usats per a la segmentació d’imatges mèdiques i biomèdiques.

5.1.1 Segmentació general d’imatges

Noh [33] va introduir la segmentació semàntica basada en desconvolucions, també
conegudes com convolucions transposades. A diferència de les convolucions, les
convolucions transposades augmenten la mida de les dades i és per tant una eina
d’upsampling [23]. Col·loquialment, el paper de les convolucions transposades es
podria entendre com el de ser la inversa de les convolucions i es troba exemplificat
a la figura 16.

Figura 16: El transposat de convolucionar un nucli 3×3 respecte una entrada 4×4
amb pas 1 i farciment (padding) 0 és equivalent a fer una convolució un nucli 3× 3
sobre una entrada 2× 2 farcida amb un marge 2× 2 de zeros usant pas 1 [23].

Una altra operació que va emprar Noh va ser l’increment de mostreig (unpooling),
exemplificada a la figura 17. Aquest es pot entendre com l’operació inversa a la
reducció de mostreig (pooling), explicada a la secció 4.2.1, en aquest cas emprant la
funció màxim. Aquesta inversa es pot aconseguir guardant les posicions del màxim
en cada regió de la reducció de mostreig (Max Location ”Switches” a la figura 17).
Aleshores s’usen aquestes posicions guardades per a reconstruir l’espai previ a la
reducció de mostreig col·locant el màxim a la posició que li pertoca.
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Figura 17: Representació d’un procés d’increment de mostreig guardant la posició
del màxim durant el procés de reducció de mostreig [34]

El model de Noh, anomenat DeConvNet (figura 18), consistia en dues parts. Primer
un codificador que usava capes convolucionals adoptades de la xarxa VGG16. La
VGG16 és una estructura de xarxa neuronal convolucional formada per tretze capes
convolucionals amb filtres 3 × 3, cinc capes de reducció de mostreig amb la funció
màxim (maxpooling) i tres capes completament connectades [35]. Tornant al codi-
ficador de la xarxa DeConvNet, aquest estava seguit d’una xarxa des-convolucional
multicapa que tenia com a entrada el vector de caracteŕıstiques i generava un mapa
de ṕıxels on a cada ṕıxel se li associava una probabilitat. Aquesta segona part
estava composta de capes que duien a terme operacions de convolució transposada
i increment de mostreig.

Figura 18: Estructura model DeConvNet [33].

Una altra arquitectura molt usada per a la segmentació general d’imatges fou SegNet
(figura 19) proposada per Badrinarayanan [36] i que consistia en en una arquitectura
de xarxa convolucional organitzada en codificador-descodificador. SegNet consisteix
en un codificador idèntic a les 13 capes convolucionals de la xarxa VGG16 seguit
d’un descodificador. Posteriorment té una capa de classificació de ṕıxels. La nove-
tat principal de l’estructura SegNet és la manera en com el descodificador augmenta
les dimensions de les dades, usant els ı́ndexs de la reducció de mostreig calculats i
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guardats durant el procés de codificació, fet que es pot veure representat a la figura
19 amb l’etiqueta Pooling indices.

Figura 19: Estructura Model SegNet [36].

Ara bé, és necessari notar que una de les limitacions principals dels models basats en
l’estructura codificador-descodificador és la pèrdua de resolució de la imatge durant
el procés de codificació.

5.1.2 Segmentació d’imatges mèdiques i biomèdiques

Ronneberger [37] va proposar la xarxa U-Net (figura 20) per a la segmentació imat-
ges de microscòpia biològiques. Aquesta xarxa es basa en l’augment de dades (Data
augmentation) per a aprendre de manera efectiva sense necessitar un número elevat
de dades d’entrenament. L’augment de dades consisteix en un seguit de tècniques
usades per a incrementar la quantitat de dades d’entrenament fent petites modifi-
cacions a les dades ja existents.

En el cas del camp de la segmentació d’imatges, diferents tècniques d’augment
de dades que destaquen són: fer rotacions, afegir soroll gaussià o modificar lleuge-
rament el color de les imatges. S’ha de tenir en compte però quines tècniques de
segmentació d’imatges s’usen en funció del problema que es vulgui resoldre ja que
un augment de dades erroni podria suposar un sota-ajustament del model i que per
tant no computi les classificacions o prediccions esperades. En seria un exemple un
problema de classificació de papallones en el que per tal d’incrementar les dades
d’entrenament, es modifica el color de les fotografies existents de papallones. Degut
a que el color és una caracteŕıstica important en la classificació de papallones, una
modificació d’aquest podria provocar que el model no tingui el rendiment desitjat.

L’arquitectura de la xarxa U-Net està il·lustrada a la figura 20. Consisteix en una
primera part que contrau i una segona part que expandeix, anàlogament a l’estruc-
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tura codificador-descodificador, i té un total de 23 capes convolucionals. Aquesta
estructura és el que li dóna una forma de U i el nom U-Net conseqüent.

La part codificadora té la t́ıpica estructura d’una xarxa convolucional: repetida
aplicació de convolucions 3×3 sense farciment (padding), cadascuna d’elles seguida
d’una capa que aplica la funció Unitat Lineal Rectificada (ReLU ) i una reducció de
mostreig 2× 2 amb la funció màxim i pas 2.

Per altra banda, la part des-codificadora consisteix en repetides operacions de la
forma: primer un upsampling del mapa d’activació seguit d’una convolució 2 × 2
i dues convolucions 3 × 3 seguides d’una capa que aplica la funció Unitat Lineal
Rectificada (ReLU ). A la capa final hi ha una convolució 1× 1 que envia cadascun
dels components del vector de caracteŕıstiques al número desitjat de classes en les
que es pot classificar un ṕıxel.

Recordem que a la secció 4.2.1.1 s’ha esmentat que en cas que el resultat de l’e-
quació 11 no fos un enter, el pas escollit no era l’adient. En el cas de la xarxa
U-Net és doncs de vital importància seleccionar dades tals que totes les operacions
de reducció de mostreig 2× 2 amb la funció màxim siguin aplicades a capes on les
dimensions de les dades siguin parelles.

Figura 20: Estructura de la xarxa U-Net [37]

S’ha volgut donar èmfasi a la xarxa U-Net ja que per tal de desenvolupar el model
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principal d’aquest treball ens hem basat en aquesta.
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6 Metodologia

Un cop introdüıts tots els conceptes necessaris per a la correcta comprensió de
la metodologia que s’ha seguit en aquest treball, en aquesta secció es presentaran
i discutiran els diferents aspectes que s’han tingut en compte en la formulació i
entrenament del model. Recordem que l’objectiu d’aquest model és la predicció
de les esṕıcules de les dades explicades a la secció 3. Cal recalcar que no hi ha
una fórmula tancada per a la creació de models. Tot i que el problema que volem
resoldre ens pugui donar pistes de quin esquelet d’estructura seguir, quina funció
d’activació utilitzar, quina funció de cost emprar o quines dades d’entrenament
generar. En l’aprenentatge profund hi ha certs paràmetres del model i l’entrenament
que es decideixen a base de prova i error, fent petites modificacions i observant com
aquestes alteren el rendiment del model. És per això que hi ha paràmetres com el
número de filtres, mida dels filtres, número de capes o el moment de fer reduccions
o increments de mostreig que no tenen una justificació totalment teòrica, sinó que
s’han provat diferents models amb diferents estructures i s’ha acabat usant aquell
que tenia el millor rendiment.

6.1 Llibreries

La part de programació del projecte ha sigut desenvolupada a través de diferents
llibreries de programari lliure (open-source) del llenguatge de programació Python.
Per a les funcions d’aprenentatge profund hem usat la llibreria keras [38] de ten-
sorflow [39]. Per altra banda, per al tractament i modificació de les imatges hem
usat les llibreries scikit-image [40] i OpenCV [41]. Les funcions de tècniques de
reducció de dimensions com t-SNE s’han pres de la llibreria scikit-learn [42]. Per al
tractament de conjunts de dades com matrius i vectors, hem usat la llibreria pandas
[43]. Finalment, tot el projecte s’ha desenvolupat emprant Google Colab, que tot i
ser una eina molt còmode de desenvolupament de codi, en certs punts del treball
ha sigut una restricció computacional.

6.2 Model

Considerant la naturalesa del problema de tractament d’imatges mèdiques amb
soroll, des del primer moment es va considerar adient una estructura de model or-
ganitzada en un codificador i un posterior descodificador. La idea era comprimir la
informació amb el codificador i un cop es tenia la informació de la imatge compri-
mida utilitzar un descodificador per a recrear una imatge de les mides desitjades, en
aquest cas les de les dades d’entrada. Aquesta estructura codificador descodificador
ens permetria fer una neteja del soroll que podria estar present en les imatges i que
aleshores fos més senzill dur a terme una posterior detecció de l’esṕıcula.
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Com s’ha esmentat en la secció 5.1.2 per a definir l’estructura del nostre model
codificador-descodificador ens hem basat en la xarxa U-Net. És a dir, un codifi-
cador que itera convolucions i reduccions de mostreig per a comprimir la imatge
d’entrada i un descodificador amb convolucions transposades i convolucions que in-
crementarà les dimensions de la informació comprimida fins a arribar a la mida de la
imatge inicial. Recordem que les nostres dades constaven d’imatges de dimensions
220× 900 amb valors en cada posició entre 0 i 255. Observem que el màxim comú
divisor entre 220 i 900 és 20 = 2 ·2 ·5. Els números 2, 2, 5 seran de vital importància
en la decisió de la mida de les reduccions de mostreig i els passos (strides) de les
convolucions transposades.

A continuació es presenten els paràmetres necessaris per a entendre el codi de defi-
nició del model de la figura 21.

• filters := enter. Correspon al número de filtres emprats a la convolució i per
tant al número de mapes d’activació que tindrem posteriorment.

• kernel size := enter o dupla/llista de 2 enters. Especifica les dimensions del
nucli/filtre. Si només s’especifica un enter, aquest enter serà usat per a les
dues dimensions.

• strides := enter o dupla/llista de 2 enters. Especifica els passos que es duen a
terme en la convolució a través de l’alçada i l’amplada de les dades. El valor
per defecte és (1, 1). Si només s’especifica un enter, aquest enter serà usat per
a les dues dimensions.

• padding := valid o same. valid significa que no hi ha farciment. same resulta
en un farciment de zeros uniforme a esquerra/dreta i amunt/avall de les dades.
Quan padding=same i strides=1 aleshores les dades de sortida de la capa
tenen les mateixes dimensions que l’entrada. Per defecte el padding és same

• activation := funció d’activació que s’aplica a les dades. Si no s’especifica, no
s’aplica activació.

• pool size := enter o dupla/llista de 2 enters. Dimensions de la submatriu
respecte la que apliquem la funció màxim a la reducció de mostreig. El valor
per defecte és (2, 2). Si només s’especifica un enter, aquest enter serà usat per
a les dues dimensions.
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Figura 21: Codi model

Si entrem en detall al model, el codificador està format per 8 capes, 5 de les quals
són convolucions amb nuclis de dimensió 3 × 3, pas 1, farciment (padding) same i
funció d’activació ReLU. Les altres tres són reduccions de mostreig amb la funció
màxim (maxpooling) amb mida 2 o 5, és a dir, reduccions de mostreig que usen
submatrius de mida 2 × 2 o 5 × 5 respectivament. En aquest cas, les convolucions
tenen pas 1 i farciment same i per tant no modifiquen les dimensions de les dades.
Les diferents capes de reduccions de mostreig seran les encarregades de comprimir la
informació en dimensions més petites. Les capes del codificador estan organitzades
de la següent manera: en primer lloc una capa de convolució amb 64 filtres seguida
d’una reducció de mostreig de mida 2. Després tenim dues capes de convolució de 16
filtres cadascuna amb una posterior reducció de mostreig de mida 2. I per acabar,
tornem a tenir dues capes de convolució amb 16 filtres seguides d’una reducció de
mostreig de mida 5. Aleshores, les dimensions finals de les dades comprimides són de
11×45×16, on l’11 i el 45 provenen de la divisió de 220 i 900 per 20 respectivament,
i 16 correspon al número de filtres i per tant convolucions resultants. Al punt A.1 de
l’Annex es poden observar diferents experiments que s’han dut a terme amb diferents
sorolls en els quals s’ha presentat la imatge original a la part superior, la predicció
al mig i a la part inferior els 16 mapes d’activació resultants de les convolucions del
codificador. Es recomana al lector, si es vol tenir una millor comprensió de quina
representació poden tenir els mapes d’activació resultants d’aplicar els filtres, que
vagi a la secció esmentada abans de prosseguir amb la lectura. Per altra banda,
totes les dimensions de sortida de cadascuna de les capes es poden observar en la
figura 22, on també destaquen el número de paràmetres que té el codificador, 16.832.
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Figura 22: Estructura del codificador, amb dimensions de sortida de les dades de
cadascuna de les capes i número de paràmetres. Aquesta figura ha sigut generada
a través de la funció .summary() de la llibreria keras.

Per altra banda, el descodificador està format per 5 capes, totes elles convolucions
transposades amb filtres de mida 3×3, farciment (padding) same i funció d’activació
ReLU. En aquest cas, no totes les convolucions transposades augmenten la mida de
les dades, només 3 d’aquestes amb pas (stride) diferent de 1 seran les encarregades
de retornar la imatge a la seva mida original 220×900. L’estructura és la següent: en
primer lloc tenim una convolució transposada amb 32 filtres i pas 5, seguida d’una
convolució transposada amb 16 filtres i pas 1. Aleshores tenim dues convolucions
transposades amb 8 filtres cadascuna, la primera amb pas 2 i la segona amb pas 1.
Per acabar tenim una convolució transposada amb 1 filtre i pas 2. Observem doncs
que són la primera, la tercera i la cinquena capa les encarregades de multiplicar per
5, 2 i 2 respectivament les primeres dues dimensions de les dades per arribar aix́ı
als desitjats 220× 900. Observem també, que l’última capa només té un filtre i per
tant el resultat final tindrà dimensions 220×900×1. En conseqüència serà una sola
imatge amb les dimensions inicials. Es poden veure exemples de les prediccions al
punt A.1 de l’Annex. Per altra banda, a la figura 23 s’exposen les diferents capes
del descodificador amb les dimensions de les dades de sortida de cadascuna d’elles
i el número total de paràmetres que té, 11.081.
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Figura 23: Estructura del descodificador, amb dimensions de sortida de les dades de
cadascuna de les capes i número de paràmetres. Aquesta figura ha sigut generada
a través de la funció .summary() de la llibreria keras.

Per tant, el nostre model té un total de 16.832 + 11.081 = 27.913 paràmetres que
es poden entrenar per a optimitzar la xarxa i aix́ı arribar a resultats que s’apropin
als desitjats. El codificador i descodificador s’han unit posteriorment amb la funció
keras.models.Sequential(), una eina que permet apilar capes de xarxes neuronals.
En aquest cas dos conjunts de capes, un el codificador i l’altre el descodificador.
D’aquesta manera, tot i que el model final seran el codificador i el descodificador
junts, serà adient en diferents moments del treball tenir la capacitat de només usar
un d’ells, sobretot el codificador, per les seves propietats de compressió de la infor-
mació de les dades.

Un cop presentats el codificador i el descodificador és necessari fer diferents puntua-
litzacions de diferents aspectes de la definició del model. En primer lloc, tot i que la
xarxa U-Net treballa amb la funció d’activació ReLU, es va plantejar emprar altres
funcions d’activació com per exemple la funció sigmoide en diferents capes, sobre-
tot en la darrera capa del codificador i del descodificador intentant normalitzar els
valors dels resultats finals entre 0 i 1. Ara bé, durant l’entrenament vam observar
que emprar aquesta funció d’activació no donava bons resultats i que efectivament
l’entrenament assolia el millor rendiment usant la funció ReLU en totes les capes.

Per altra banda, el número de filtres escollit per a cada capa també ha sigut mar-
cat pel que donava el millor rendiment durant l’entrenament. Ara bé, en la tria
d’aquests hi havia diferents restriccions. En primer lloc, al codificador sempre es
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buscava un número decreixent de filtres a mesura que s’avançava de capa. D’aques-
ta manera assoĺıem una millor simplificació i compressió de les dades al final del
codificador. Això també ens seria de gran ajuda en la interpretació del model ja que
com veurem més endavant, un dels punts claus en la interpretació és la observació
de les convolucions finals del codificador. De convolucions resultants n’hi ha tantes
com filtres i per tant era més senzill interpretar 16 convolucions i no 64, per exem-
ple. En el descodificador també s’ha seguit la mateixa dinàmica de simplificar les
dades a mesura que ens apropàvem al final de la xarxa, acabant amb una convolució
transposada de només un filtre per a tenir només una imatge resultant del model.
En tot moment hav́ıem de tenir en compte també les restriccions computacionals de
les eines que empràvem (Google Colab), que ens restringia al moment d’incrementar
el número de filtres i paràmetres conseqüents. Aquesta restricció també va estar
present en la decisió del número de capes del model.

6.3 Entrenament

Un cop definit el model és necessari entrenar-lo per a optimitzar-lo i que s’apropi
als resultats desitjats. En aquesta secció parlarem doncs de les dades usades per
a l’entrenament, l’etiquetatge d’aquestes i les mètriques usades per a analitzar el
rendiment del model

6.3.1 Dades d’entrenament i etiquetatge

En primer lloc, discutirem les dades d’entrenament escollides. Recordem de la
secció 3.3.2 que teńıem un total de 9 simulacions de diferents cèl·lules, cadascuna
d’aquestes amb 8 nivells de soroll diferents i que en cada nivell de soroll teńıem un
total de 360 imatges. Aquestes imatges tenien dimensions 220× 900. En la selecció
de quines imatges utilitzar per a l’entrenament del model es van tenir en compte dos
criteris per a poder generalitzar el model a dades externes a les de l’entrenament:
que hi hagués diversitat de soroll i que hi hagués diversitat de cèl·lules. Altrament,
sense aquesta diversitat el model podria estar sobre-ajustat a un nivell de soroll
determinat o a una cèl·lula determinada. Es van escollir doncs un total de 5 · 360
imatges, és a dir, 5 conjunts de dades diferents on cadascuna tenia un soroll concret
i corresponia a una cèl·lula determinada. Tots els subconjunts eren de 5 cèl·lules
diferents i tenien un total de 4 nivells de soroll: un del primer, dos del segon, un
del tercer i un del cinquè, del total de 8 nivells de soroll disponibles. Tot i tenir en
compte els criteris de diversitat esmentats, es van provar diferents composicions de
dades d’entrenament i aquesta combinació va ser la que va generar menys sobre-
ajustament i una millor generalització a les dades de la resta de cèl·lules i soroll. És
necessari destacar que no es van usar més dades d’entrenament per les restriccions
de computació de les eines emprades.
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En segon lloc, tractarem l’etiquetatge d’aquestes dades. Recordem que l’etique-
tatge és el procés a través del qual assignem a les dades d’entrenament un resultat
desitjat per a que el model s’hi apropi durant l’entrenament. Amb el disseny d’a-
quest model voĺıem eliminar el soroll de les nostres dades i necessitàvem per tant
un etiquetatge que s’adeqüés a aquest objectiu. A la figura 24 es presenta el codi
d’obtenció de l’etiquetatge de les dades d’entrenament i serà en el que ens basarem
per a l’explicació del procés.

Figura 24: Codi d’obtenció de l’etiquetatge de les dades d’entrenament.

En primer lloc, per cada element del conjunt de dades, apliquem funcions d’erosió
(cv.erode() [44]) i de llindar (cv.threshold() [45]), ambdues de la llibreria opencv. El
que aconseguim amb l’erosió és netejar la imatge de soroll aconseguint destacar els
punts de llum, és a dir, les esṕıcules. Per altra banda, la funció de llindar recorre
cada ṕıxel i si el valor d’aquest és menor al llindar, el ṕıxel passa a ser 0. Altrament,
el ṕıxel passa a ser un valor màxim determinat. En el cas del nostre codi, el llindar
equival a la variable low bound que s’especifica quan es crida la funció, i el 255 equi-
val al valor màxim esmentat anteriorment. D’aquesta manera, aconseguim que tots
els ṕıxels amb valor menor a low bound passin a ser 0 i que la resta tinguin el valor
més alt possible, 255 (recordem que cada ṕıxel de les nostres imatges té un valor
entre 0 i 255). D’aquesta manera s’aconsegueix destacar els punts de llum donant
menys importància al fons de la imatge. Tornant a les imatges, a aquestes els hi
apliquem primer una erosió, seguit de la funció llindar i una altra erosió per acabar
de ”netejar”. D’aquesta manera ens assegurem que els punts de llum es ressaltin el
màxim possible i el fons passi a un segon pla.

Un cop fet un primer filtratge, en durem a terme un de segon aprofitant la funció
measure.label(), que ens permet agrupar grups de ṕıxels amb el mateix valor. Amb
aquesta etiqueta (label) podem després aplicar funcions com measure.regionprops(),
que retorna una llista de les descripcions de les regions etiquetades per la fun-
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ció measure.label(). També notar que tot valor diferent de 0 el transformem en
1 per tal d’aconseguir una matriu binària. Finalment, un cop declarades totes
les variables, generem un objecte amb el nom de la imatge (filename), la imatge
abans d’aplicar la funció measure.label() (thresh), el número de regions de la imatge
(Number of regions) i per acabar el que serà el resultat desitjat i l’etiqueta de la
imatge per a l’entrenament del model (label).

Resumidament, l’etiqueta de les imatges usades per a l’entrenament serà una matriu
binària de dimensions 220× 900 on a cada posició val 1 si hi ha una esṕıcula i val
0 altrament.

A la secció A.2 de l’Annex es poden observar tres etiquetatges diferents amb una
imatge sense esṕıcula, una amb una esṕıcula d’intensitat baixa i una altra amb una
esṕıcula d’intensitat elevada.

La pregunta natural que es pot fer el lector arribats a aquest punt és quina necessitat
hi ha de fer un model si l’etiquetatge ja mostra clarament la posició de les esṕıcules,
sobretot aprofitant les eines de la funció measure.label() i measure.regionprops(). La
resposta és que tot i que en sorolls de baix nivell com podrien ser els tres primers,
aquesta eina d’etiquetatge és de gran utilitat per a la detecció de les esṕıcules. Ara
bé, quan s’incrementa el soroll de les imatges, aquesta eina deixa de ser útil ja que
la presència d’alts nivells de soroll impedeix la detecció correcta de les esṕıcules.
Aleshores, aquesta eina ens servirà per a que el model aprengui a detectar esṕıcules
tot i haver-hi alts nivells de soroll. Recordem també que malgrat el canvi de soroll
en cadascuna de les 9 cèl·lules, al cap i a la fi les imatges en cadascuna de les 8
simulacions amb diferents nivell de soroll les imatges són les mateixes. Aleshores,
l’eina d’etiquetatge acabada de presentar només s’aplicarà a imatges de nivell de
soroll 1, i servirà com a etiqueta/resultat desitjat de la mateixa imatge amb la resta
de sorolls.

6.3.2 Mètriques de l’entrenament

Durant l’entrenament de models, hi ha diferents mètriques per a mesurar com
avança el rendiment d’aquest, és a dir, com el model convergeix o no als resultats
desitjats de l’etiquetatge. En seria un exemple la funció de pèrdua o cost explicada
a la secció 4.1.3.

En aquest cas, hem utilitzat la funció de pèrdua d’entropia categòrica creuada,
definida a l’equació 8. Aquesta funció és adequada per a problemes de classificació,
ja que aprèn a donar probabilitats més altes al valor correcte. En el nostre cas,
l’etiquetatge és una matriu binària i per tant, usant aquesta funció de pèrdua el
problema es transforma en donar probabilitats a l’1 o al 0, en funció del valor que
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sigui més probable que sigui correcte.

Una altra mesura del rendiment d’un model és la precisió. Ara bé, en aquest
problema en el que tenim una matriu binària de dimensions 220× 900, no era una
mètrica útil ja que una alta precisió no era una garantia de que el model estigués
funcionant. La majoria d’etiquetes de les dades d’entrenament són matrius amb
majoria de zeros, de fet, les imatges que no tenen esṕıcula, són imatges iguals a 0
en tots els ṕıxels. I en cas de que hi hagi esṕıcula, aquesta equival a un percentatge
relativament petit dels ṕıxels de la imatge. Per tant, una alta precisió com podria
ser un 99%, no era indicador de que el model funcionés. Per exemple, si es feia un
model que per tota imatge d’entrada computés imatges idènticament 0, el model
tenia una precisió molt alta tot i no detectar cap esṕıcula.%.

És per això que es va optar per emprar una altra mètrica, anomenada F1-score,
definida a l’equació 15 i molt usada en problemes de classificació binaris. Pel que fa
a la notació: TP := True Positive, indica els ṕıxels que haurien de ser 1 i s’han clas-
sificat com a 1. FP := False Positive, indica els ṕıxels que haurien de ser 0 i s’han
classificat com a 1. Finalment, FN := False Negative, indica ṕıxels que haurien de
ser 1 i s’han classificat com a 0. La precisió és la fracció de tots els 1’s detectats que
realment han de ser 1. Per altra banda, l’exhaustivitat és la fracció de 1 detectats
respecte tots els que haurien de ser-ho. Aleshores la mètrica F1-score es defineix
com la mitjana harmònica que combina els valors de la precisió i la exhaustivitat.

Precisió =
TP

TP + FP
(13)

Exhaustivitat =
TP

TP + FN
(14)

F1 = 2 · Precisió · Exhaustivitat

Precisió+ Exhaustivitat
=

TP

TP + 1
2 (FP + FN)

(15)

A causa de la naturalesa del problema que volem resoldre en aquest treball, el
F1-score és una mètrica que mesura de manera més encertada i precisa quin és el
rendiment del nostre model. Un model perfecte té un F1-score igual a 1.

6.4 Depuració

Fins ara doncs, hem dissenyat i entrenat un model que rep imatges de la base de
dades explicada a la secció 3 i computa una matriu binària de dimensions 220×900
on cada posició val 1 si hi ha una esṕıcula i 0 altrament. Ara necessitem analitzar
la informació de cadascuna de les esṕıcules: quan comencen, quan acaben, quant
duren o a quina posició es troben.
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Per altra banda, tot i provar diferents estructures de xarxa i dades d’entrenament,
en totes les prediccions del model, malgrat tenir un gran encert en la detecció de les
esṕıcules hi havia un número important de falsos positius causats per les anomalies
que provoca el soroll de les imatges. Aquests falsos positius es poden veure presents
en les prediccions del punt A.1 de l’Annex, sobretot en prediccions amb un nivell
de soroll elevat.

Considerant doncs, que es tenia un alt número de prediccions correctes d’esṕıcules
i no es redüıa el número de falsos positius tot i provar diferents estructures de
xarxa i dades d’entrenament, es va optar per una neteja de les prediccions del
model un cop aquestes havien sigut computades. És a dir, fer una depuració post-
predicció. Aquest procés es durà a terme mentre obtenim la informació desitjada
de les esṕıcules.

Sabem que les esṕıcules estan presents al llarg de diferents imatges, on l’inici i
el final són els moments en els que l’esṕıcula té menys intensitat i que per tant,
el màxim d’intensitat s’assoleix entre aquests dos moments. S’ha dissenyat doncs
una funció que üneixl.les esṕıcules d’imatges seguides en cas que corresponguin a
la mateixa, mentre es guarda el moment en el que apareix i el moment en el que
desapareix aquesta. Per altra banda, aquesta funció també és una molt bona eina
de neteja de falsos positius ja que per construcció, aquesta no inclou a la llista final
les esṕıcules que només apareixen a una imatge. Per altra banda, també es fa neteja
de falsos positius ignorant totes les esṕıcules amb mida massa petita com per a que
es puguin considerar una esṕıcula real. Aquesta funció retorna una llista de dicci-
onaris, on cada diccionari conté les dues coordenades de la posició de l’esṕıcula, el
moment d’inici i el moment de finalització d’aquesta.

També cal recalcar que prèviament a aplicar la funció que uneix les esṕıcules de
les prediccions, a cada imatge se li ha aplicat la funció measure.label(), que com
s’ha explicat a la secció 6.3.1, duu a terme una neteja de la imatge, ressaltant els
grups de ṕıxels amb valor 1 i eliminant ṕıxels que valguin 1 äıllats.

A continuació es presenten dues taules on s’exposen els falsos positius de les predicci-
ons de 5 cèl·lules diferents, cadascuna amb els 8 nivells de soroll. La primera (1) són
els falsos positius sense fer una depuració post-predicció i la segona (2) són els falsos
positius de les mateixes prediccions post-filtratge. Observem clarament que aquesta
funció ens dóna bons resultats i que juntament amb els alts encerts d’esṕıcules que
es presentaran a la secció 7 aconseguirem una alta precisió de predicció.
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FP Soroll 0 Soroll 1 Soroll 2 Soroll 3 Soroll 4 Soroll 5 Soroll 6 Soroll 7
Cel 1 7 22 1031 532 356 518 779 1041
Cel 2 8 26 1126 572 349 539 742 978
Cel 3 6 20 1127 536 309 554 786 945
Cel 4 18 31 941 529 306 482 743 892
Cel 5 9 29 1083 547 368 503 740 991

Taula 1: Taula de falsos positius sense aplicar la funció de filtratge.

FP Soroll 0 Soroll 1 Soroll 2 Soroll 3 Soroll 4 Soroll 5 Soroll 6 Soroll 7
Cel 1 0 1 0 0 0 0 2 2
Cel 2 0 0 0 0 0 0 0 0
Cel 3 0 0 0 0 0 0 0 0
Cel 4 1 1 0 0 1 0 0 1
Cel 5 0 0 2 0 0 0 0 0

Taula 2: Taula de falsos positius aplicant la funció de filtratge.
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7 Resultats i interpretació

Fins ara hem vist quina estructura i disseny té el nostre model, quines dades i
mètriques hem usat per a l’entrenament i quin procés de neteja post-predicció hem
dut a terme per tal d’eliminar els falsos positius. Anem a observar ara quins han
sigut els resultats del nostre model i intentarem interpretar aquests resultats a través
de diferents eines, deixant enrere la idea de que el model és una caixa negra.

7.1 Resultats

Una de les mètriques utilitzades per a mesurar el rendiment i qualitat dels resultats
del nostre model ha sigut el F1-score, explicat a la secció 6.3.2 i definit a l’equació
15. Una altra mètrica utilitzada ha sigut el TPR (True Positive Rate), definida a
l’equació 16 i que ens indica quina fracció de positius reals s’han detectat amb el
model, és a dir, és l’exhaustivitat de l’equació 14. Com s’ha esmentat a la secció
4.1.3 el nostre model tenia un gran percentatge d’encerts i per tant tenia un TPR
elevat, proper a 1 en la majoria de prediccions. Un cop aplicada la funció de neteja
de falsos positius, vam aconseguir millorar molt el F1-score.

A les taules 3 i 4 s’exposen els diferents valors de TPR i F1-score per a diferents
cèl·lules i sorolls. És important destacar que el model va ser entrenat amb imatges
de les cèl·lules 1, 2, 3, 4 i 5. És per això que es pot apreciar una lleugera reducció
dels valors del TPR i F1-score en les cèl·lules 6, 7, 8 i 9. Ara bé, aquesta diferència
no és suficientment rellevant com per a generar preocupació i el rendiment segueix
sent el desitjat. Tal i com s’esperava, a mesura que augmenta el soroll el valor de
les dues mètriques es veu redüıt. Tot i això, els resultats en soroll elevats segueixen
sent qualitativament bons, ja que si observem les imatges amb el nivell de soroll
més elevat, ni l’ull humà pot arribar a detectar les esṕıcules.

TPR =
TP

P
=

TP

TP + FN
(16)
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TPR Soroll 0 Soroll 1 Soroll 2 Soroll 3 Soroll 4 Soroll 5 Soroll 6 Soroll 7
Cèl 1 0.9375 0.96875 0.96875 0.9375 0.875 0.625 0.5 0.0625
Cèl 2 0.8965 0.931 1.0 0.931 0.8965 0.6896 0.5862 0.1724
Cèl 3 0.8888 1.0 1.0 1.0 0.9555 0.7333 0.4888 0.0666
Cèl 4 1.0 0.9795 1.0 1.0 0.9591 0.6938 0.5306 0.3469
Cèl 5 0.9705 0.9117 0.9117 1.0 0.9411 0.647 0.5 0.2647
Cèl 6 0.8648 0.8918 0.9189 0.8648 0.8648 0.8648 0.7567 0.1891
Cèl 7 1.0 1.0 0.9473 0.9122 0.7368 0.6666 0.5438 0.228
Cèl 8 0.5757 0.5757 0.6212 0.6363 0.5757 0.5757 0.3636 0.1515
Cèl 9 0.7441 0.7441 0.7441 0.7441 0.7441 0.5116 0.4651 0.186

Taula 3: True Positive Rate del model en diferents cèl·lules i sorolls.

F1 Soroll 0 Soroll 1 Soroll 2 Soroll 3 Soroll 4 Soroll 5 Soroll 6 Soroll 7
Cèl 1 0.9677 0.9687 0.9841 0.9677 0.9333 0.7692 0.64 0.1111
Cèl 2 0.9454 0.9642 1.0 0.9642 0.9454 0.8163 0.7391 0.2941
Cèl 3 0.9411 1.0 1.0 1.0 0.9772 0.8461 0.6567 0.125
Cèl 4 0.9898 0.9795 1.0 1.0 0.969 0.8192 0.6933 0.5074
Cèl 5 0.985 0.9538 0.9253 1.0 0.9696 0.7857 0.6666 0.4186
Cèl 6 0.8888 0.9041 0.89473 0.8767 0.8767 0.9014 0.8358 0.3111
Cèl 7 0.9579 0.9579 0.931 0.9122 0.8076 0.76 0.6739 0.3714
Cèl 8 0.6909 0.6909 0.7256 0.7368 0.6909 0.6972 0.5106 0.2631
Cèl 9 0.7619 0.7441 0.7356 0.7619 0.7804 0.6376 0.6153 0.3076

Taula 4: F1-score del model en diferents cèl·lules i sorolls.

A continuació tenim les gràfiques 25 i 26 on s’expressen els valors del TPR i F1-
score. A l’eix d’ordenades tenim els valors de TPR i F1-score i a l’eix de les abscisses
tenim el nivell de soroll. Recordem també que tot i que als nivells de soroll els hi
hem assignat números del 0 al 7, l’increment no és proporcional a aquest valor. Una
representació realista dels nivells de soroll seria: 0, 1, 2, 3, 5, 10, 15, 20. Aleshores,
per a cada soroll hi ha una barra que representa l’interval en el que es troben els
valors de TPR i F1-score per a totes les cèl·lules.
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Figura 25: TPR de totes les cèl·lules amb tots els sorolls.

Figura 26: F1-score de totes les cèl·lules amb tots els sorolls.

Ara bé, és realment millor usar tècniques d’aprenentatge profund per a aquest
problema? Hi ha una millora notable si ho comparem amb models dissenyats amb
tècniques que no són d’aprenentatge profund? Gràcies a treballs que s’han prodüıt
prèviament a aquest amb tècniques d’aprenentatge automàtic però no profund [22]
[2], tenim models amb els que comparar. Aquest model l’anomenarem sparksimple
i és un model que fa més de 10 anys que s’està utilitzant. Per a fer la comparativa,
només teńıem dades disponibles de les 5 primeres cèl·lules amb els mateixos nivells
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de soroll. A les figures 27 i 28 es mostren els valors de TPR i F1-score respectivament
d’ambdós models, el model sparksimple i el model desenvolupat en aquest treball,
anomenat deepsparks a la llegenda de la figura.

Figura 27: Comparativa TPR cèl·lules 1 a 5 amb tots els nivells de soroll.

Figura 28: Comparativa F1-score cèl·lules 1 a 5 amb tots els nivells de soroll.

Amb aquestes gràfiques observem que tot i que el model sparksimple va obtenir
també bons resultats, el model deepsparks els ha millorat en tots els sorolls. A part,
no només tenim millors resultats, sinó que es té menys variància en aquests, fet que
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es veu amb la reducció de les mides dels intervals en cada soroll. Una altra obser-
vació a destacar és que aquesta millora és més notable a mesura que incrementa el
nivell de soroll, sobretot en el nivell de soroll 15, equivalent al penúltim nivell de
soroll.

Deixant de banda la comparativa amb sparksimple, observant només les predic-
cions de les 5 primeres cèl·lules del model deepsparks s’ha redüıt considerablement
la variabilitat dels valors de TPR i F1-score comparant amb les figures 25 i 26,
degut al fet ja esmentat de que s’ha entrenat el model amb dades de les 5 primeres
cèl·lules.

7.2 Interpretació de models d’Aprenentatge Profund

Un cop exposats els resultats del nostre model, en aquesta secció es voldrà aprofun-
dir, a través de diferents eines, en certs aspectes del funcionament del model i que
aquest perdi l’etiqueta de caixa negra.

El primer aspecte en el que ens fixarem serà en els resultats de les convolucions
del codificador, és a dir, els 16 mapes d’activació resultants de l’última capa del
codificador i de dimensions 11× 45. A la secció A.1 de l’Annex hem agafat quatre
imatges diferents de diferents cèl·lules: una sense esṕıcula (Figures 32-39), una amb
una esṕıcula intensa (Figures 40-47), una amb dos esṕıcules (Figures 48-55) i una
altra amb una esṕıcula de menys intensitat (Figures 56-63). La intenció és obser-
var els mapes d’activació del codificador de les prediccions de cada imatge amb els
diferents nivells de soroll. En cadascuna de les figures esmentades trobarem a la
part superior la imatge original, al mig la la predicció i seguidament els 16 mapes
d’activació resultants del codificador del model aplicant la imatge original. Degut
a que ens referirem els mapes d’activació amb números del 0 al 15 és necessari pun-
tualitzar que aquests estan ordenats d’esquerra a dreta i de dalt a baix, és a dir, a
la primera fila hi ha els quatre primers.

El primer que s’observa és que clarament els mapes d’activació són sensibles tant al
soroll com a la presència d’esṕıcules. És a dir, cadascun dels mapes és una petita
representació del que acaba sent el resultat final, fet que ja ens esperàvem per la
naturalesa dels mapes d’activació. Es pot notar clarament que com més present
estigui l’esṕıcula als mapes, més intensa és la predicció d’aquesta. Aquest fet està
clarament condicionat pel nivell de soroll amb el que estem tractant, ja que a mesu-
ra que incrementa el soroll, disminueix el número d’esṕıcules predites als mapes i en
conseqüència, hi ha menys probabilitats de que aquesta estigui present a la predicció.

Ara bé, també es veu a primer cop d’ull que sempre que es prediu una esṕıcula, hi
ha mapes que no la mostren i que aquests mapes són generalment els mateixos, el
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1, 7 i 9, sobretot als sorolls més baixos, nivells 0 i 1. Dóna la casualitat però, que
aquests mapes que no mostren les esṕıcules, són també més sensibles al soroll que
la resta a mesura que el nivell d’aquest augmenta, juntament amb el mapa 15 en
certes ocasions.

Aquestes observacions ens porten a una conclusió natural de que hi ha mapes més
sensibles al soroll i mapes més sensibles a l’esṕıcula i que per tant, depenent del
mapa que analitzem obtindrem més informació del fons amb soroll, o del nostre
objectiu, l’esṕıcula.

Aquest fet es veu recolzat observant els mapes d’activació dels sorolls 2,3 i 4 de
la segona i tercera imatge, on podem apreciar que a diferència dels mapes de soroll
0 i 1, l’esṕıcula està present en més mapes, en particular en algun dels sensibles
al soroll. Dit d’una altra manera, el fet que incrementi el soroll fa que els mapes
sensibles al soroll ”s’activin̈ı per tant śı que detectin l’esṕıcula.

Un altre fet remarcable es pot apreciar a les figures de nivell de soroll 6 i 7 de
l’experiment en el que tenim una imatge amb dos esṕıcules. El primer fet que s’a-
precia és que amb soroll 6 no es prediu cap de les dues esṕıcules però amb soroll 7 es
prediuen les dues, contràriament al que ens podŕıem esperar. També es veu aquesta
diferència en els mapes d’activació d’ambdues figures, on clarament amb nivell de
soroll 7 tenim molt més presents les esṕıcules. Aquest fet es pot estendre fins i
tot a la imatge original, on l’ull humà pot de fet apreciar lleugerament l’esṕıcula
superior amb nivell de soroll 7 però no 6. Aquesta aparent contradicció ens dóna
informació molt important respecte el soroll, ja que no només és important la quan-
titat de soroll sinó també com aquest soroll s’estén i per tant afecta a la imatge, ja
que clarament, amb nivell de soroll 6, tot i ser inferior a 7, les esṕıcules són menys
visibles degut a com el soroll està distribüıt.

Si ara ens fixem en la imatge sense soroll també hi ha un fet a destacar. Recordem
que a les imatges amb esṕıcula, almenys en nivells de soroll baixos, hi havia molt
pocs mapes visualment sensibles al soroll, de fet eren la minoria. Per altra banda,
la majoria śı que mostraven l’esṕıcula. Ara bé, en el cas de la imatge sense esṕıcula,
a partir de l’aparició d’un mı́nim soroll, es mostra clarament com pràcticament tots
els filtres són sensibles al soroll. I com és natural, el soroll dels mapes d’activació
va en augment si el soroll de la imatge original incrementa. Arribem a la conclusió
doncs, que en absència d’esṕıcula, els mapes que donaven més informació de les
esṕıcules i eren sensibles a aquesta, passen a ser mapes sensibles al soroll.

Per acabar, els mapes d’activació també són un bon indicador de falsos positius
ja que si hi ha una mı́nima esṕıcula present en aquests, es mostra a la predicció
final, tot i que amb menys intensitat. Aquest fet dóna sentit a la neteja que es va
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fer de falsos positius en funció de la intensitat i mida, entre d’altres.

Fins ara hem vist que els mapes d’activació resultants de les convolucions del co-
dificador són una gran font d’informació del que serà la predicció final. És natural
doncs, voler observar els filtres/nuclis entrenats de dimensions 3× 3 que ocasionen
aquests mapes d’activació, i veure si s’observa algun patró en aquests, sobretot in-
tentant buscar quins filtres podrien ocasionar que un mapa fos sensible al soroll o a
les esṕıcules. A les figures 29 i 30 es presenten els filtres normalitzats entre 0 i 1. A
la figura 29 tenim els valors dels filtres. Per altra banda, a la figura 30 tenim una
representació gràfica d’aquests, molt pràctica per a trobar patrons en els coeficients.
En aquest cas, com més petit sigui el coeficient, més fosca és la representació.

Figura 29: Valors dels filtres de l’última convolució del codificador.

Figura 30: Representació dels filtres de l’última convolució del codificador.

Malauradament, no observem un patró remarcable en els filtres que ens pugui di-
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ferenciar si un mapa d’activació és sensible al soroll o al les esṕıcules. L’únic patró
relativament destacable és que 3 dels filtres més sensibles al soroll: 1, 9 i 15, tenen
els valors de les posicions (0, 1) i (0, 2) baixos.

Una altra eina pràctica per a interpretar un model d’Aprenentatge Profund és
convertir dades de grans dimensions, com les nostres, en una representació en di-
mensions baixes (2 o 3) de tal manera que dades que siguin semànticament similars
estiguin properes entre elles. Aquest concepte en anglès s’anomena embedding. Una
d’aquestes tècniques de reducció de dimensions és el t-SNE (t-distributed stochastic
neighbor embedding).

Aleshores, hem agafat les dades usades per a entrenar el model (5 cèl·lules dife-
rents amb 4 nivells de soroll diferents), i hem aplicat un t-SNE abans i després
de passar les dades pel codificador. D’aquesta manera, voĺıem observar si abans i
després de passar les dades pel model, les imatges eren semànticament similars en
funció de si tenien esṕıcula o no. S’ha optat doncs per un etiquetatge binari, on
una imatge val 1 si té esṕıcula i 0 altrament. A la figura 31 trobem dues gràfiques:
a l’esquerra, el t-SNE aplicat a les dades d’entrenament sense passar-les pel codi-
ficador i a la dreta el t-SNE aplicat a les dades d’entrenament comprimides pel
codificador.

Figura 31: t-SNE abans (esquerra) i després (dreta) de comprimir les imatges amb
el codificador.

Observem en primer lloc, que en el cas del t-SNE amb les dades originals no hi ha
cap patró, els punts estan homogèniament distribüıts per tot l’espai i no hi ha una
partició clara entre imatges que tenen esṕıcula i imatges que no tenen esṕıcula.
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En canvi, si apliquem el t-SNE a les dades comprimides pel codificador śı que hi ha
una clara separació semàntica de les dades. En concret, en 4 grups diferents, que
corresponen als 4 nivells de soroll de les dades d’entrenament. En particular, en dos
d’aquests sorolls (els dos nuclis de punts inferiors) hi ha una distinció relativament
clara entre imatges que tenen esṕıcula i imatges que no en tenen.

Això ens porta a la conclusió que el nostre model té una gran capacitat per a
comprimir informació i fer-la més significativa, ja que es veu clarament com un cop
comprimides les dades per part del codificador, aquestes són semànticament més
similars pel que fa al soroll i en certs casos, semànticament més similars pel que fa
a la presència o absència d’esṕıcula.
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8 Conclusions

Un cop presentats els resultats i la posterior interpretació del model podem afirmar
que optar per una estructura de xarxa basada en l’arquitectura U-Net va ser una
decisió encertada.

En primer lloc, el rendiment del model entrenat ha sigut el desitjat. Hem ob-
tingut valors de TPR i F1-score molt propers a 1 en els primers 5 nivells de soroll
i tot i que els valors no han sigut tan elevats als últims 3 nivells, es poden conside-
rar satisfactoris tenint en compte l’alta quantitat de soroll que en alguns casos no
permet distingir les esṕıcules ni a través de l’ull humà.

A més a més, comparant el model amb altres treballs prodüıts prèviament que
porten en ús més de 10 anys, els resultats han millorat considerablement, sobretot
en nivells elevats de soroll. De fet, no només s’ha millorat en els valors de TPR i
F1-score, sinó que també tenen menys variància, la qual és mı́nima a excepció de
l’últim nivell de soroll. Tot això sense excedir els ĺımits computacionals que tenien
les eines emprades en el desenvolupament i entrenament del model.

En segon lloc, diferents tècniques d’interpretació ens han ajudat a extreure informa-
ció del model, fent que aquest perdi opacitat. L’observació dels mapes d’activació
resultants del codificador ens ha permès constatar que aquests tenen una gran quan-
titat d’informació respecte la predicció final i que són una gran eina d’anàlisi per
entendre com es comporta el model respecte una imatge d’entrada. De fet, hem
pogut constatar que hi ha mapes que contenen més informació del soroll i mapes
que tenen més informació de les esṕıcules. A més a més, la quantitat de vegades
que una esṕıcula apareix en els 16 mapes és indicador de la seva intensitat i de la
probabilitat de que aquesta aparegui a la predicció final. També hem vist que els
mapes més sensibles al soroll detecten l’esṕıcula a partir d’un cert nivell de soroll,
fruit de l’activació del mapa causada pel soroll. I finalment i com a fet molt in-
teressant, s’ha observat que davant l’absència d’esṕıcules, els mapes en els que les
esṕıcules són més presents passen a ser més sensibles al soroll.

En tercer lloc, emprant una tècnica de reducció de dimensions anomenada t-SNE
hem pogut comprovar que tot i que les imatges originals no són semànticament simi-
lars, quan les comprimim amb el codificador passa tot el contrari. De fet, intentant
comprovar la hipòtesi de que les imatges comprimides s’aproparien semànticament
en funció de si tenien esṕıcula o no, vam observar que el fet més semànticament
distintiu era el soroll. És a dir, que les imatges s’organitzaven principalment en
funció de la seva quantitat de soroll i no de la presència o absència d’esṕıcula. Ara
bé, en dos dels 4 nivells de soroll amb els que vam treballar śı que hi havia una
diferència semàntica dins del propi soroll en funció de si la imatge tenia esṕıcula
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o no. Amb aquests fets concloem que el codificador del nostre model té una gran
capacitat de comprimir la informació amplificant les caracteŕıstiques rellevants de
les dades.

Per acabar, el següent pas seria i serà provar aquest model amb dades reals i en
funció del resultat, utilitzar-lo com a detector d’esṕıcules per part de professionals.
Si el model té resultats satisfactoris amb dades reals suposarà una considerable mi-
llora respecte el model utilitzat fins ara i amb el que hem comparat els resultats.
A més a més, les eines d’interpretació, sobretot els filtres del codificador, serien un
recurs addicional per a l’anàlisi i interpretació de les imatges.
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Annex

A.1. Experiments Interpretabilitat

Cèl·lula sense spark

Figura 32: Nivell de soroll 0
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Figura 33: Nivell de soroll 1
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Figura 34: Nivell de soroll 2
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Figura 35: Nivell de soroll 3
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Figura 36: Nivell de soroll 4
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Figura 37: Nivell de soroll 5
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Figura 38: Nivell de soroll 6
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Figura 39: Nivell de soroll 7
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Cèl·lula amb un spark intens

Figura 40: Nivell de soroll 0
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Figura 41: Nivell de soroll 1
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Figura 42: Nivell de soroll 2
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Figura 43: Nivell de soroll 3
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Figura 44: Nivell de soroll 4
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Figura 45: Nivell de soroll 5

79



Figura 46: Nivell de soroll 6
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Figura 47: Nivell de soroll 7
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Cèl·lula amb dos spark itensos

Figura 48: Nivell de soroll 0
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Figura 49: Nivell de soroll 1
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Figura 50: Nivell de soroll 2
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Figura 51: Nivell de soroll 3
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Figura 52: Nivell de soroll 4
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Figura 53: Nivell de soroll 5
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Figura 54: Nivell de soroll 6
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Figura 55: Nivell de soroll 7
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Cèl·lula amb un spark no intens

Figura 56: Nivell de soroll 0
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Figura 57: Nivell de soroll 1
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Figura 58: Nivell de soroll 2
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Figura 59: Nivell de soroll 3
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Figura 60: Nivell de soroll 4
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Figura 61: Nivell de soroll 5
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Figura 62: Nivell de soroll 6
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Figura 63: Nivell de soroll 7
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A.2. Etiquetatge

Figura 64: Exemple d’etiquetatge d’una imatge sense spark
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Figura 65: Exemple d’etiquetatge d’una imatge amb un spark de baixa intensitat

Figura 66: Exemple d’etiquetatge d’una imatge amb un spark d’alta intensitat
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A.3. Cicle de vida d’una espurna

Figura 67: Cicle de vida d’una espurna
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