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Resum 

En aquest treball fem una proposta d’implementació de controladors amb estimació de 

paràmetres, adaptativa i dispersa, enfocada a sistemes no lineals amb incertesa i 

variants en el temps. A diferència de les tècniques de control que fan servir PID 

tradicionals, en el mètode proposat no cal renunciar a prestacions del controlador per 

estabilitzar sistemes d’aquestes característiques. En el plantejament fet, fem servir un 

observador d’alt guany per estimar les variables d’estat i la incertesa del sistema. 

Aquestes estimacions les realimentem a la planta a través del controlador; així 

cancel·lem les no linealitats i la incertesa. Per estabilitzar sistemes desconeguts i 

canviants, necessitem un control considerablement robust a la incertesa. És per això 

que, en el mètode proposat, paral·lelament al control del sistema, estimem els 

paràmetres desconeguts de la planta. Aquesta estimació de paràmetres es 

caracteritza per ser adaptativa, per ajustar-se a possibles canvis del sistema, i 

dispersa, per modelitzar de manera simple la planta desconeguda. En els algorismes 

amb aprenentatge hi ha una dicotomia entre “aprenentatge” i “execució”. 

L’aprenentatge és l’etapa en la qual l’algorisme estima les equacions i la incertesa de 

la planta, i l’execució és l’etapa en la qual l’algorisme controla la planta per complir uns 

objectius preestablerts. Per decidir de forma autònoma en quina etapa s’ha de trobar el 

sistema, hem dissenyat un indicador que permet a l’algorisme prendre aquesta decisió. 

Aquest algorisme ha estat validat per simulació en una planta sintètica i en una planta 

real. 
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1. Glossari 

Per fer més clara la notació en el treball hem escrit els termes que representen vectors 

en negreta, i els termes que representen matrius els hem escrit en negreta i en 

majúscula. 

A continuació tenim una llista dels termes i variables més fets servir al llarg del treball: 

𝑛 Ordre del sistema 

𝒙 Variables d’estat del sistema 

�̂�  Estimacions de les variables d’estat del sistema 

�̃� Error d’estimació de les variables d’estat del sistema 

�̅� Variables d’estat del sistema quan es segueix una referència 

�̂̅� Estimació de les variables d’estat del sistema quan es segueix una referència 

𝑢 Entrada del sistema 

𝑦𝑟𝑒𝑓 Referència a seguir pel sistema 

𝑦 Sortida del sistema 

𝑲 Matriu per controlar el sistema en l’acció de control 

𝜙 Funció no lineal i desconeguda de la planta 

𝜙0 Model nominal de la funció no lineal i desconeguda de la planta 

𝜎 Incertesa del sistema 

�̂� Estimació de la incertesa del sistema 

휀 Paràmetre que controla el funcionament dels observadors 

𝑡 Temps de simulació 

𝜽 Coeficients de la funció desconeguda de la planta 

𝜽𝐿𝑆 Estimació dels coeficients de la funció desconeguda a través del mètode dels 

mínims quadrats 

𝜽𝐿𝐴𝑆𝑆𝑂  Estimació dels coeficients de la funció desconeguda a través del mètode de 

LASSO 

𝜑 Regressor de la funció desconeguda de la planta 

𝝋 Vector de regressors de la funció desconeguda de la planta o llibreria de 

regressors 

𝑚 Número de mostres preses en una iteració de l’etapa d’aprenentatge 
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𝝓 Matriu de regressors amb 𝑚 mostres preses  

�̂� Estimació de la matriu de regressors amb 𝑚 mostres preses 

𝒀 Matriu de la variable dependent amb 𝑚 mostres preses 

�̂� Estimació de la matriu de la variable dependent amb 𝑚 mostres preses  
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2. Introducció 

2.1  Context i motivació 

Quan pensem en controladors, el primer que ens ve al cap són els controladors PID, ja 

són els més populars i estesos. De fet, s’estima que el 95% dels controladors de la 

indústria són controladors PID. Aquesta gran popularitat es deu a que són fàcils de 

sintonitzar, i per tant fàcils d’implementar per controlar una planta. No obstant, no 

tenen un bon rendiment davant de sistemes complexos, i els sistemes a controlar en la 

indústria cada cop són més complexos. 

Els controladors PID no tenen gaire bones prestacions a l’hora de controlar sistemes 

que presenten no linealitats i una incertesa elevada (sistemes en els quals no 

coneixem del tot les equacions que el defineixen). Per fer servir els controladors PID 

en sistemes no lineals, es pot aproximar el sistema com si fos lineal al voltant d’un 

punt d’operació. 

El problema és que aquesta “linealització” del sistema és molt fràgil. Imaginem que en 

comptes de treballar al voltant d’un punt d’operació, com podria ser l’origen, volem que 

el sistema segueixi una referència. En aquest cas, estarem canviant constantment el 

punt d’operació del nostre sistema. Conseqüentment, l’aproximació de linealitzar el 

sistema al voltant d’un punt d’operació deixaria de ser correcte, ja que s’estarien 

activant no linealitats en el sistema. Si en una planta tinguéssim una no linealitat, com 

per exemple 𝑥2, el controlador PID no seria capaç de cancel·lar la no linealitat i el 

sistema es desestabilitzaria. Una possible solució al problema, seria augmentar el 

guany del PID per cancel·lar les no linealitats, però això te unes prestacions molt 

baixes. 

L’aproximació que nosaltres proposem és cancel·lar totalment les no linealitats del 

sistema, i no només al voltant d’un punt d’operació. Per fer això, necessitem restar a 

l’acció de control 𝑢 (que realimentem a la planta) les no linealitats. Veiem això en un 

petit exemple, imaginem que tenim una planta d’ordre 1 que té la linealitat 𝑥2: 

on 𝑎 és una constant desconeguda. Fent servir un controlador de tipus P, cancel·lem 

el 𝑥2 a la planta (1), restant la no linealitat a l’acció de control: 

Ara bé, recordem que no podem mesurar les variables d’estat 𝑥, per tant s’ha d’estimar 

𝑥2 per poder restar aquest terme l’acció de control (2). El problema és que volem 

estimar els estats d’una planta en la qual tenim incertesa, ja que no coneixem les 

equacions que la conformen. 

Necessitarem trobar alguna manera d’estimar les variables d’estat en sistemes no 

lineals i que presentin incertesa, i que a més puguin ser canviants al llarg del temps. 

D’aquesta manera serem capaços de cancel·lar les no linealitats, i podrem controlar 

sistemes d’aquestes característiques. 

�̇� = 𝑎𝑥 + 𝑥2 + 𝑢 (1) 

𝑢 = −𝐾𝑥 − 𝑥2 (2) 
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2.2  Proposta del treball 

L’objectiu d’aquest treball és desenvolupar un algorisme que ens permeti controlar 

sistemes no lineals, amb incertesa i variants en el temps. Assolir aquest objectiu té tres  

complicacions principals.  

La primera complicació és que per cancel·lar les no linealitats del sistema, per poder-lo 

controlar, necessitem obtenir una estimació de les variables d’estat. Haurem de 

dissenyar un observador que sigui capaç d’estimar les variables d’estat en un sistema 

d’aquestes característiques. 

La segona complicació que tenim és que, quan no coneixem una planta i tenim 

incertesa, el control del sistema es complica molt, ja que volem controlar sistemes dels 

quals no coneixem del tot les equacions. Si podem estimar la incertesa del sistema la 

podrem cancel·lar mitjançant l’acció de control, de la mateixa manera que ho fem amb 

les no linealitats. Per tant, l’observador que dissenyem també haurà de ser capaç 

d’estimar la incertesa. 

No obstant, si tenim molta incertesa, no coneixerem res del sistema que volem 

controlar, i ens serà molt difícil obtenir les estimacions de les variables d’estat i de la 

incertesa a través de l’observador. És per això, que paral·lelament al control del 

sistema, estimarem els paràmetres i les funcions desconegudes que conformen la 

planta. Haurem “d’aprendre” quines són aquestes funcions desconegudes. Així 

disminuirem progressivament la incertesa del sistema i aconseguirem millors 

estimacions de l’observador. 

La tercera, i última, complicació és que els sistemes poden canviar al llarg del temps. 

L’algorisme proposat haurà de ser capaç de detectar aquests canvis i adaptar-se per 

poder seguir controlant correctament el sistema. Per això diem que dissenyarem 

controladors adaptatius. 

L’algorisme que dissenyem serà capaç de superar aquestes complicacions. La nostra 

proposta no pretén ser una substitució dels controladors PID, sinó que es una millora 

complementaria d’aquests tipus de controladors tradicionals. 

2.3  Estructura del treball 

La resta del treball està estructurat de la següent manera. El capítol 3 introdueix el 

concepte d’espai d’estats, i el control i la estimació d’estats en sistemes lineals i no 

lineals. El capítol 4 presenta la primera part de la solució, l’observador d’alt guany 

estès, que es l’observador que farem servir al llarg del treball. El capítol 5 presenta la 

segona part de la solució, l’estimació de paràmetres. En el capítol 6 es presenta una 

primera versió de l’algorisme que proposem com a solució, que integra els conceptes 

vistos en els capítols 4 i 5. En el capítol 7 es presenta un algorisme millorat, que és el 

definitiu. En el capítol 8 es valida l’algorisme definitiu en la planta real del roto-magnet. 

Després fem l’estudi econòmic i d’impacte ambiental en els capítols 9 i 10, 

respectivament. Per últim, veiem les conclusions que hem extret del treball. 
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3. Control i estimació en sistemes lineals i no 

lineals 

3.1  Introducció a l’espai d’estats  

Per estudiar un sistema dinàmic ens cal un model matemàtic. El model més senzill i 

més típic de descripció de sistemes és el de la funció de transferència, en el que 

s’indica la relació entre l’entrada i la sortida d’un sistema. Veiem però, que la funció de 

transferència té unes aplicacions limitades ja que no ens permet saber què passa a 

l’interior del sistema. 

És per això, que al llarg del treball farem servir el model d’espai d’estats per descriure 

els sistemes dinàmics. Les variables intermèdies 𝑥𝑖 que lliguen les entrades 𝒖 amb les 

sortides 𝒚 s’anomenen variables d’estat. El nombre de variables d’estat ve determinat 

per l’ordre del sistema: 𝑛. El vector d’estat 𝒙 conté la informació de com està el 

sistema en cada moment, coneixent-lo en un moment donat, podrem saber com 

evolucionarà el sistema en entrar-hi un senyal 𝑢. L’evolució del vector 𝒙 en un espai de 

𝑛 dimensions al llarg del temps l’anomenem espai d’estats. És aquest un dels 

avantatges que té representar els models d’aquesta manera sobre les funcions de 

transferència. 

Un model molt general d’un sistema d’ordre 𝑛 amb 𝑚 entrades (𝒖) i 𝑝 sortides (𝒚) pot 

consistir en 𝑛 equacions diferencials de primer ordre, anomenades equacions d’estat: 

�̇�1 = 𝑓1(𝒙, 𝒖, 𝑡) 

⋮ 

�̇�𝑛 = 𝑓𝑛(𝒙, 𝒖, 𝑡) 

juntament amb p equacions de sortida: 

𝑦1 = 𝑔1(𝒙, 𝑡) 

⋮ 

𝑦𝑝 = 𝑔𝑝(𝒙, 𝑡) 

que podem escriure de manera vectorial: 

�̇� = 𝒇(𝒙, 𝒖, 𝑡) 

𝒚 = 𝒈(𝒙, 𝑡) 

A l’equació anterior, 𝒙 = [𝑥1, 𝑥2, … , 𝑥𝑛]𝑇 ∈ ℝ𝑛 és el vector d’estat, 𝒖 = [𝑢1, 𝑢2 , … , 𝑢𝑚]𝑇 ∈

ℝ𝑚 és el vector d’entrada i 𝒚 = [𝑦1, 𝑦2,… , 𝑦𝑝]
𝑇 ∈ ℝ𝑝 és el vector de sortida. La variable 

𝑡 representa el temps. D’altra banda, 𝒇 i 𝒈 són vectors de funcions, potencialment no 

lineals. 

Per començar de manera progressiva, primer tractarem els sistemes lineals i invariants 

en el temps. Això vol dir que les equacions que composen aquest sistema són totes 

lineals i per tant disposem de totes les eines de l’àlgebra lineal. D’altra banda, al ser 

invariant les equacions no varien al llarg del temps. Els sistemes lineals i invariants els 
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podem transformar de la forma d’espai d’estats a la forma de funció de transferència, i 

viceversa. 

Un sistema de aquestes característiques podem representar-lo de la següent manera: 

El conjunt de 𝑛 variables d’estat 𝒙 que descriu l’estat d’un sistema no és únic. 

Qualsevol transformació lineal 𝒙 = 𝑴𝒛, amb la matriu 𝑴 quadrada i invertible, ens 

dona un altre conjunt de 𝑛 variables: 𝒛 que determina i descriu l’estat igual de bé que 

les variables originals 𝒙.  

Si la representació original era la del conjunt d’equacions (3), en conseqüència el 

sistema queda: 

�̇� = 𝑴−𝟏𝑨𝑴𝒛 + 𝑴−𝟏𝑩𝒖 

𝒚 = 𝑪𝑴𝒛 

En particular, si 𝑴 és una matriu modal (matriu que les seves columnes són els 

vectors propis de 𝑨), la nova matriu del sistema 𝚲 = 𝑴−𝟏𝑨𝑴 és diagonal, i a la 

diagonal té els valors propis de 𝑨: 

𝚲 = (
𝜆1 ⋯ 0
⋮ ⋱ ⋮
0 ⋯ 𝜆𝑛

) 

La gràcia és veure que els 𝑛 valors propis de la matriu 𝑨 o 𝚲 (són els mateixos, ja que 

hem fet una transformació lineal) són alhora els pols del sistema d’ordre 𝑛. Els pols 

són les arrels del denominador de la funció de transferència d’un sistema. 

Els pols són els encarregats de definir el comportament de les sortides 𝒚 d’un sistema 

davant les seves entrades 𝒖. Això vol dir que si aconseguim modificar la matriu del 

sistema aconseguirem col·locar els pols  on vulguem i d’aquesta manera farem que el 

sistema tingui el comportament que desitgem. 

Podem veure que els valors propis de 𝑨: (𝜆1, 𝜆2, …  𝜆𝑛), determinen l’evolució d’un 

sistema. Ja que la solució de les 𝑛 equacions diferencials: 𝒙(𝒕) conté una combinació 

lineal de les exponencials 𝑒𝜆1𝑡 , 𝑒𝜆2𝑡 ,… 𝑒𝜆𝑛𝑡. Perquè el sistema sigui estable cal que les 

exponencials tendeixin a zero, perquè això passi cal que tots els valors propis tinguin 

part real negativa. 

𝑅𝑒(𝜆𝑖) < 0    ∀𝑖 = [1,2, …𝑛] 

Com més a l’esquerra es situen els pols, més ràpida és l’evolució del sistema, ja que 

les exponencials tendiran abans a zero. Aquells pols que es troben més a la dreta 

(més propers al zero)  són els més lents i els anomenem dominants.  

  

�̇� = 𝑨𝒙 + 𝑩𝒖 
𝒚 = 𝑪𝒙 

(3) 
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3.2  Control per realimentació i observadors en sistemes 

lineals  

Donat un sistema ens interessarà poder-lo controlar per estabilitzar-lo. Això vol dir que 

aplicant-hi un vector entrada 𝒖(𝑡) adient, puguem portar el vector d’estat 𝒙(𝑡) des 

d’una certa posició de l’espai d’estats a una altra desitjada en un temps finit. Si podem 

fer això en un sistema vol dir que aquest compleix la condició de controlabilitat.  

Perquè un sistema d’ordre 𝑛, com el definit al conjunt d’equacions (3), sigui 

completament controlable és necessari i suficient que la matriu de controlabilitat 𝑾𝒄, 

sigui de rang 𝑛: 

𝑾𝒄 = (𝑩, 𝑨𝑩, 𝑨2𝑩,… , 𝑨𝑛−1𝑩) 

També ens caldrà saber quant val l’estat del sistema 𝒙(𝒕). El problema és que no 

podem mesurar directament el vector d’estats, els únics senyals mesurables són les 

sortides 𝒚 i les entrades 𝒖. En un sistema, la propietat de poder determinar el vector 

d’estat a partir de la sortida s’anomena observabilitat. 

Perquè un sistema d’ordre 𝑛 sigui completament observable és necessari i suficient 

que la matriu d’observabilitat 𝑾𝒐 tingui rang 𝑛: 

𝑾𝒐 = (𝑪, 𝑪𝑨,… , 𝑪𝑨𝑛−1)𝑇 

Un cop definits els conceptes de controlabilitat i observabilitat podem veure en què 

consisteix el control d’un sistema per realimentació. Abans hem dit que si podem 

modificar la matriu del sistema (matriu 𝑨) podrem fer que el sistema tingui el 

comportament que desitgem. Les equacions que defineixen la planta són:  

Realimentem les variables d’estat 𝒙 cap a l’entrada de la planta de la manera següent: 

on 𝒓 serà la nova entrada al sistema, i on 𝑲 serà una matriu de mida 𝑚x𝑛 (𝑚 és el 

número d’entrades i 𝑛 és l’ordre del sistema). Triant adientment 𝑲 podrem col·locar els 

pols del sistema realimentat resultant on vulguem. A partir de les equacions (4) i (5) 

trobem que la planta realimentada serà: 

�̇� = 𝑨𝒙 − 𝑩𝑲𝒙 + 𝑩𝒓 = (𝑨 − 𝑩𝑲)𝒙 + 𝑩𝒓 

La nova matriu que defineix el pols, i en definitiva el comportament del sistema és: 𝑨 −

𝑩𝑲. Si el sistema és controlable, canviant els valors de 𝑲 podrem triar els valors propis 

de la matriu 𝑨 − 𝑩𝑲 que desitgem. D’aquesta manera serem capaços d’estabilitzar la 

planta. Tot això es pot representar gràficament a un esquema de blocs: 

 

�̇� = 𝑨𝒙 + 𝑩𝒖 
𝒚 = 𝑪𝒙 

(4) 

𝒖 = −𝑲𝒙 + 𝒓 (5) 
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Figura 1: organització en blocs de les matrius de la planta realimentada. 

Existeixen diversos criteris per seleccionar els pols del sistema, per motius d’espai 

aquest document no es centrarà en aquesta part. Per aprofundir més en aquest tema 

es recomana la lectura [1]. 

Per poder controlar per realimentació necessitem saber quant valen les variables 

d’estat 𝒙, com que són variables internes no les podem mesurar. Però, si el sistema és 

observable, les podrem deduir a partir de les sortides 𝒚. Per obtenir una estimació del 

vector d’estat farem servir un observador. Aquest observador utilitzarà les entrades 𝒖 i 

les sortides 𝒚 a cada instant per obtenir una estimació: �̂� de les 𝒙 d’aquell mateix 

instant. Llavors, en el control per realimentació, el que es realimentarà serà aquesta 

estimació de les variables d’estat �̂�: 

𝒖 = −𝑲�̂� + 𝒓 

Es pot pensar que la millor manera de construir un observador és replicar la mateixa 

planta amb les variables d’estat com a sortida, però a la pràctica això te moltes 

carències. Un dels problemes principals és que si en la rèplica tenim diferents 

condicions inicials que en la planta l’evolució dels dos sistemes serà totalment diferent, 

i l’observador no estimarà bé els estats. Aquest tipus d’observador s’anomena de llaç 

obert, podem veure’n un esquema a continuació (no hi ha realimentació): 

 

 

 

 

 

 

 

 

Figura 2: esquema de blocs d’un observador de llaç obert. 



Pàg. 14  Memòria 

 

El disseny correcte d’un observador passa per replicar la planta per obtenir una 

variable de sortida �̂�, a partir de les �̂�, per comparar-la amb la sortida autèntica del 

sistema 𝒚. Farem servir aquesta estimació de la sortida per realimentar la diferència 

𝒚 − �̂�  via un guany constant 𝑳 a l’entrada de l’observador per corregir el seu error. Les 

equacions que descriuen aquest tipus d’observador són les següents: 

Aquesta estructura d’observador s’anomena de llaç tancat, i és la base del que farem 

servir en aquest treball. Podem veure’n un esquema de com es construeix a la figura 

3. Aquí també hi hem representat el control de la planta per realimentació mitjançant 

𝑲. El control d’un sistema lineal en l’espai d’estats tindria el següent esquema 

matricial: 

 

 

 

 

 

 

 

 

 

Figura 3: esquema de blocs de control per realimentació amb un observador de llaç 
tancat. 

Voldrem que l’error �̃� = 𝒙 − �̂�, entre el vector d’estats i la seva estimació, evolucioni 

com nosaltres desitgem.  

Si substituïm les expressions anteriors (4) i (6) a l’expressió (7) obtenim: 

�̇̃� = 𝑨�̃� − 𝑳(𝒚 − 𝑪�̂�) = (𝑨 − 𝑳𝑪)�̃� 

Triant la 𝑳 adient podrem tenir els valors propis de la matriu 𝑨 − 𝑳𝑪 que desitgem, i 

conseqüentment el comportament de l’error d’estimació que vulguem. Generalment 

voldrem que l’evolució de l’error d’estimació sigui més ràpida que la del vector d’estat. 

  

�̇̂� = 𝑨�̂� + 𝑩𝒖 + 𝑳(𝒚 − 𝑪�̂�) (6) 

�̇̃� = �̇� − �̇̂� (7) 
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3.3  Control amb linealització per realimentació 

La teoria que hem vist fins ara és només aplicable per sistemes lineals, hem vist que 

els podem estabilitzar i determinar-ne la seva evolució i comportament. El següent 

repte que se’ns planteja és poder treballar amb plantes modelitzades amb equacions 

no lineals. El sistemes no lineals no es poden expressar en el format matricial explicat 

anteriorment (4). En conseqüència, necessitem teoria no lineal de control de sistemes i 

de disseny d’observadors.  

Un dels avantatges que té treballar amb el model en espai d’estats vers la funció de 

transferència és que podem tractar amb sistemes no lineals. 

Per tractar els sistemes no lineals farem servir el mètode de linealització per 

realimentació. D’aquesta manera podrem aplicar la teoria lineal de control per 

realimentació que acabem de veure. Per veure com funciona estabilitzarem a l’origen 

el model típic de planta amb el que treballarem. Per simplificar ara no farem servir un 

observador, sinó que imaginarem que podem realimentar directament el vector 

d’estats. Imaginem que tenim la següent planta d’ordre 2 amb una entrada i una 

sortida: 

�̇�1 = 𝑥2 

�̇�2 = 𝑎(𝒙) + 𝑏(𝒙)𝑢 

𝑦 = 𝑥1 

on 𝑎(𝒙) i 𝑏(𝒙) són dues funcions no lineals que depenen només de les variables 

d’estat. S’assumeix que 𝑏(𝒙) és diferent de zero, d’altra manera, el sistema no és 

controlable i el calcul de 𝑢 no és possible. Per aplicar el mètode restem a la 

realimentació lineal (que hem vist anteriorment (5)) els termes no lineals que apareixen 

a la planta del nostre sistema. Com que estem estabilitzant la planta a l’origen la 

referència del sistema és zero: 𝑟 = 0. La realimentació a la planta és la següent: 

𝑢 =
−𝑲𝒙 − 𝑎(𝒙)

𝑏(𝒙)
 

D’aquesta manera els termes no lineals es cancel·len, i vist des de la realimentació 

tindrem un sistema lineal, és a dir, haurem linealitzat la planta. Per tant, podem seguir 

utilitzant 𝑲 per triar els valors propis de la matriu 𝑨 − 𝑩𝑲, i d’aquesta manera 

determinar el comportament del sistema. 

Exemple 3.1: Imaginem que tenim la planta Van Der Pol (farem servir sempre aquesta 

planta per exemplificar els algorismes de control) i que la volem estabilitzar a l’origen. 

Haurem d’aplicar la linealització per realimentació ja que és una planta no lineal. 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

𝑦 = 𝑥1 

Cancel·lem els termes no lineals, per obtenir una linealització de la planta. 

𝑢 = 0.3𝑥1
2𝑥2 + 𝑣 = 0.3𝑥1

2𝑥2 − 𝒌𝒙 
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D’aquesta manera, encara que la planta sigui no lineal de l’entrada 𝑢 a la sortida 𝑦, sí 

que ho és vist des de l’entrada 𝑣 (vist des de la realimentació) a la sortida 𝑦: 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 + 𝑣 

que expressat de manera matricial és: 

�̇� = 𝑨𝒙 + 𝑩𝑣 = (
0 1

−0.2 1
) 𝒙 + (

0
1
) 𝑣 

Els pols d’aquest sistema de segon ordre venen donats pels valors propis de la matriu 

𝑨 − 𝑩𝑲. Per exemple, si volem que la resposta del sistema s’estabilitzi al origen amb 

un període d’oscil·lació de 2 segons i un factor d’amortiment de 0.2, necessitarem els 

pols: 

𝑝1,2 = −0.702 3.441𝑗−
+  

Perquè la matriu del sistema tingui aquests valors propis caldrà que: 

𝑲 = [12.137 2.405] 

Podem simular aquest sistema amb Matlab Simulink. Per fer la simulació considerarem 

que les condicions inicials són 𝑥1(0) = 𝑥2(0) = 1. Obtenim que la resposta té la 

següent evolució: 

 

 

 

 

 

 

 

Figura 4: resposta del sistema de Van Der Pol controlat amb realimentació per 
linealització. 
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3.4  Estimació dels estats amb un observador d’alt guany 

Acabem de veure com linealitzar un sistema mitjançant la realimentació. Però, 

l’exemple anterior tenia una simplificació, que coneixíem el vector d’estats 𝒙, i a la 

realitat això no serà així. És per això que haurem d’afegir-hi un observador per tal 

d’estimar els estats en cada instant. La teoria d’observadors vista anteriorment a la 

secció 3.2 només ens serveix per sistemes lineals, és per això que necessitarem un 

observador “no lineal”. 

En aquest treball, farem servir un observador d’alt guany [2]. Aquest observador ens 

assegura la convergència de l’error d’estimació, fins i tot davant de plantes amb termes 

no lineals. També ens aporta més robustesa davant de sistemes amb incertesa. Diem 

que tenim incertesa en un sistema quan no coneixem del totalment les equacions que 

el modelen. En aquest cas, fem servir un model nominal de les equacions, que amb 

sort serà similar a les equacions reals. 

Per explicar com es dissenya un observador d’alt guany farem servir un cas general de 

sistema, imaginem que tenim la següent planta d’ordre 2 amb una entrada i una 

sortida: 

on 𝜙(𝒙,𝑢) és una funció no lineal que presenta incertesa, això vol dir que no la 

coneixem, i en el seu defecte haurem de treballar amb un model nominal de la funció. 

Després hem de comprovar que el sistema sigui observable. Els sistemes amb 

l’estructura (8) sempre són observables. Per estimar el vector d’estats 𝒙 farem servir 

l’observador d’alt guany, aquest tipus d’observador presenta l’estructura següent: 

on 𝜙0(�̂�, 𝑢) és un model nominal de 𝜙(𝒙,𝑢), si aquestes dues funcions són molt 

similars vol dir que hi haurà poca incertesa en el nostre sistema. A les equacions (9), 

ℎ1 i ℎ2 són dues constants, després veurem com es determina el seu valor. 

Ens interessarà minimitzar l’error d’estimació de l’observador per fer que l’estimació 

s’aproximi al màxim als estats reals. L’error d’estimació és:  �̃� = 𝒙 − �̂�. Fem la derivada 

d’aquesta equació o obtenim: 

A l’equació (10) hi substituïm les equacions del estats (8) i les seves estimacions (9). 

L’error d’estimació de l’observador ve determinat per les següents equacions 

diferencials: 

on 𝛿(𝒙, �̃�, 𝑢) =  𝜙(𝒙, 𝑢) − 𝜙0(�̂�, 𝑢) representa la incertesa. Definim les constants ℎ1 i ℎ2 

[3] de les equacions: 

�̇�1 = 𝑥2 
�̇�2 = 𝜙(𝒙, 𝑢) = 𝑎(𝒙) + 𝑏(𝒙)𝑢 
𝑦 = 𝑥1 

(8) 

�̇�1 = 𝑥2 + ℎ1(𝑦 − 𝑥1) 

�̇�2 = 𝜙0(�̂�, 𝑢) + ℎ2(𝑦 − 𝑥1) 
(9) 

�̇̃� = �̇� − �̇̂� (10) 

�̇̃�1 = −ℎ1�̃�1 + �̃�2 
�̇̃�2 = −ℎ2�̃�1 + 𝛿(𝒙, �̃�, 𝑢) 

(11) 
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ℎ1 =
𝛼1

휀
                   ℎ2 =

𝛼2

휀2
 

on 𝛼1, 𝛼2 i 휀 són constants positives. En concret, 휀 és una costant amb un valor petit. 

Com que 휀 ha de tenir un valor petit, ℎ1 i ℎ2 seran molt grans, d’aquí ve el nom 

d’observadors d’alt guany.  

Per continuar amb el disseny de l’observador hem d’escalar les variables de les 

equacions d’error d’estimació: 

Expressem les equacions (11) amb el canvi de variables que acabem de veure (12) i 

de manera matricial: 

on 𝑭 = (
−𝛼1 1
−𝛼2 0

) i 𝒃 = (
0
1
). 

Veiem que 𝑭 és la matriu que defineix el comportament de l’error d’estimació. 

Assignant valors a les constants 𝛼1 i 𝛼2 podem aconseguir que la matriu tingui els 

valors propis (pols) que vulguem, i conseqüentment que l’error d’estimació del high-

gain observer es comporti com desitgem. 

Només queda per determinar el valor de 휀, que ha de ser una constant de valor positiu. 

De l’equació (13) podem deduir-ne bastantes coses. Com que la derivada de 𝜼 

multiplica a 휀, com més petit el terme 휀 més ràpida serà la dinàmica de l’observador. Si 

fem 휀 prou petit ens assegurarem que l’error d’estimació evolucioni, i tendeixi a zero, 

de manera molt més ràpida del que evoluciona la dinàmica del sistema que estem 

intentant controlar.  

També veiem a l’equació (13) que 휀 multiplica al terme 𝛿. Com més petit fem 휀 més 

atenuarem l’efecte de la incertesa que aporta 𝛿 a l’error d’estimació. Per tant, per 

aquests dos motius ens interessa que el terme 휀 sigui el més petit possible. 

Però tampoc podem fer que 휀 sigui igual a zero, ja que si té un valor massa petit també 

té certs inconvenients. La solució de l’equació diferencial (13) té termes de la forma: 

Com hem vist fins ara, si la 휀 és molt petita l’exponencial tendirà ràpidament a zero, 

que és equivalent a dir que la dinàmica de l’observador serà molt ràpida. Però per altra 

banda, quan el temps sigui molt petit (𝑡 ≈ 0) la funció (14) valdrà 1/휀, que serà un 

número molt gran. Això farà que aquesta funció es comporti com un impuls, de fet 

representa un impuls quan 휀 tendeix a zero. A això se l’anomena fenomen de pic, és 

un problema en els observadors d’alt guany que pot arribar a desestabilitzar el sistema 

si la 휀 és un valor massa petit. 

També ens interessarà tenir un valor de 휀 més gran per tal de minimitzar l’efecte del 

soroll de la sortida del sistema 𝑦. A la pràctica tots els sistemes de mesura 

𝜂1 =
�̃�1

휀
                   𝜂2 = �̃�2 (12) 

휀�̇� = 𝑭𝜼 + 휀𝑩𝛿 (13) 

1

휀
𝑒−𝑎𝑡/𝜀 (14) 
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introdueixen soroll a l’hora d’obtenir el valor de la sortida. Si prenem un valor de  휀 

massa petit estarem maximitzant excessivament l’efecte d’aquest soroll. Podem veure 

això en l’equació de l’error d’estimació en un sistema amb soroll: 

휀�̇� = 𝑭𝜼 + 휀𝒃𝛿 −
1

휀
𝑬𝑉 

on 𝑉 és la variable que representa el soroll introduït a la sortida 𝑦, i 𝑭 = (
𝛼1

𝛼2
). 

En resum, modificant el paràmetre 휀 podem aconseguir que el nostre sistema tingui 

diferents prestacions. Depenent del que ens interessi podrem fer més gran o més petit 

aquest paràmetre, però en general ens interessarà trobar un equilibri entre avantatges 

i inconvenients. 

Exemple 3.2: Imaginem que volem dissenyar un observador d’alt guany per estimar 

els estats de la planta Van Der Pol. 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

𝑦 = 𝑥1 

On 𝜙(𝒙, 𝑢) = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢, és una funció no lineal desconeguda. 

Nosaltres treballarem amb el model nominal: 𝜙0(𝒙, 𝑢) = −0.4𝑥1 + 1.2𝑥2 − 0.5𝑥1
2𝑥2 + 𝑢. 

Assignem els valors 𝛼1 = 2 i 𝛼2 = 1: 

𝑭 = (
−𝛼1 1
−𝛼2 0

) 

Aconseguim que els dos valors propis de la matriu 𝑭 valguin -1, recordem que els 

valors propis d’aquesta matriu defineixen el comportament de l’error d’estimació. 

Havent fet el disseny, el nostre observador està regit per les següents equacions 

diferencials: 

�̇�1 = 𝑥2 +
2

휀
(𝑦 − 𝑥1) 

�̇�2 = −0.4𝑥1 + 1.2𝑥2 − 0.5𝑥1
2𝑥2 + 𝑢 +

1

휀2
(𝑦 − 𝑥1) 

Veiem que no hem definit el valor definitiu de 휀, ens esperarem a fer el control de la 

planta (pròxima secció) i a veure com evoluciona amb diferents valors de 휀. A partir 

d’aquí, en funció de les prestacions que vulguem que tingui el nostre sistema controlat 

escollirem un valor definitiu de 휀 pel nostre observador. 
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3.5  Control amb un observador d’alt guany 

En els seccions anteriors hem vist la teoria de linealització i control per realimentació i 

com es dissenya observador d’alt guany, en aquesta secció ho posarem tot en comú 

per controlar una planta no lineal que presenti incertesa.  

 

 

 

 

 

Figura 5: esquema del control d’un sistema amb un observador d’alt guany. 

Veiem com es fa el control d’un sistema d’aquestes característiques en un exemple. 

Exemple 3.3: Imaginem que volem controlar la planta Van Der Pol per estabilitzar-la a 

l’origen. 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

𝑦 = 𝑥1 

Per estimar els estats d’aquest sistema farem servir el high-gain observer que hem 

dissenyat en l’exemple 3.2. Recordem que tenim incertesa al sistema, és per això que 

aquest observador treballa amb un model nominal de l’equació de �̇�2 en comptes de 

l’equació real. 

�̇�1 = 𝑥2 +
2

휀
(𝑦 − 𝑥1) 

�̇�2 = −0.4𝑥1 + 1.2𝑥2 − 0.5𝑥1
2𝑥2 + 𝑢 +

1

휀2
(𝑦 − 𝑥1) 

No hem definit el valor de 휀, ja que avaluarem com es comporta el sistema provant 

diferents valors. L’estimació d’estats feta per l’observador la realimentarem a la planta 

per fer el control per realimentació. A la realimentació també hi restarem la funció no 

lineal de �̇�2 per intentar cancel·lar les no linealitats de la planta. Com que el model 

nominal i el real (el de la planta) són diferents no aconseguirem cancel·lar del tot les 

no linealitats. Recordem que estem estabilitzant la planta a l’origen  i per tant la 

referència del sistema és zero: 𝑟 = 0. L’acció de realimentació que entra a la planta és 

la següent: 

Tenim les matrius del sistema “linealitzat”: 

𝑨 = (
0 1
0 0

)           𝑩 = (
0
1
) 

𝑢 = −(−0.4𝑥1 + 1.2𝑥2 − 0.5𝑥1
2𝑥2) − 𝑲�̂� (15) 
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Volem situar els pols del sistema realimentat a -0.7 i -0.8. Això vol dir que hem 

d’imposar que la matriu 𝑨 − 𝑩𝑲 tingui com a valors propis -0.7 i -0.8. Obtenim: 𝑲 =

[0.56 1.5].  

Podem simular aquest sistema amb Matlab Simulink. Per fer la simulació considerarem 

que les condicions inicials són 𝑥1(0) = 𝑥2(0) = 0 i 𝑥1(0) = 𝑥2(0) = 0.5. Simularem per 

tres valors diferents de 휀 (0.3, 0.15 i 0.05) i veurem com afecta aquest paràmetre al 

sistema. Per comparar, prendrem com a referència un sistema en el que 

realimentarem directament els estats sense fer servir un observador (això a la realitat 

no seria factible). Veiem les figures de 𝑥1, 𝑥2 i 𝑦. 

Figura 6: evolució de la 𝒙𝟏 (violeta) del sistema, estimació de l’observador d’alt guany 
amb 𝜺 = 𝟎. 𝟑 (blau), estimació amb 𝜺 = 𝟎.𝟏𝟓 (taronja) i estimació amb 𝜺 = 𝟎.𝟎𝟓 (verd). 

Figura 7: evolució de la 𝒙𝟐 (violeta) del sistema, estimació de l’observador d’alt guany 
amb 𝜺 = 𝟎. 𝟑 (blau), estimació amb 𝜺 = 𝟎.𝟏𝟓 (taronja) i estimació amb 𝜺 = 𝟎.𝟎𝟓 (verd). 
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En aquestes figures es pot apreciar perfectament el que s’ha explicat a la secció 3.4 

sobre el paràmetre 휀. Podem veure que com més petita és la 휀 més ràpid tendeixen 

les estimacions als estats reals, i per tant més ràpid tendeix a zero l’error d’estimació. 

Això és perquè la dinàmica de l’observador és més ràpida. En les dues figures, veiem 

que pel valor més gran (휀 = 0.3) l’estimació dels estats no convergeix als estats reals. 

Això passa perquè la dinàmica de l’observador és massa lenta davant del sistema que 

està intentant controlar, és a dir, el vector d’estats evoluciona massa ràpid per 

l’observador amb 휀 = 0.3. 

A la figura 7 apreciem que com més petit és el valor de 휀 més importància té el 

fenomen de pic, i això es contraproduent. Observem aquest fenomen ens les primeres 

dècimes de segon de la simulació. D’altra banda, en el zoom que hem fet en aquesta 

figura veiem (si intentem obviar el soroll) que l’observador amb amb 휀 = 0.05 (verd) 

convergeix millor al estat real de 𝑥2 que l’observador amb 휀 = 0.15 (taronja). Això és 

degut a que quan tenim un valor de 휀 menor la incertesa del sistema té menys 

importància, i per tant l’estimació s’apropa més als estats reals. Per últim, a la figura 7 

es veu que com més petit és 휀 més important és l’efecte del soroll, i això és clarament 

negatiu. 

El gràfic d’evolució de la sortida 𝑦 és el mateix que el de la figura 6, ja que 𝑦 = 𝑥1. 

L’únic observador que no aconsegueix estabilitzar el sistema a l’origen és el que fa 

servir 휀 = 0.3. Podem afirmar que aquest observador no ens serveix per controlar la 

planta. En els altres dos observadors la sortida convergeix a zero i s’estabilitza el 

sistema a l’origen. Hauríem de valorar amb quin ens quedem, ja que el de 휀 més petita 

presenta una dinàmica més ràpida i més robustesa davant la incertesa, però també té 

més efecte del soroll. Valorarem els avantatges i inconvenients i dissenyarem 

l’observador en funció dels requeriments del sistema a controlar. 

Els observadors d’alt guany tenen unes bones prestacions per estimar els estats i per 

controlar sistemes no lineals i/o amb incertesa, però tenim dues grans limitacions.  

La primera limitació és que quan tenim un sistema amb incertesa el model nominal 

d’una funció no és igual que el real. Aleshores, quan intentem fer la linealització per 

realimentació (15) el model nominal i el real no són exactament iguals, i per tant no 

estem cancel·lant del tot les no linealitats. Això significa que no estem linealitzant 

completament el sistema, i per tant no és correcte aplicar el control per realimentació 

ja que la planta resultant no és completament lineal. En l’exemple que acabem de 

veure això no ha suposat un problema a l’hora d’estabilitzar la planta perquè teníem 

poca incertesa i els estats s’han conduït a l’origen, 𝒙 = 0. Però a la realitat ens podem 

trobar amb sistemes amb més incertesa i que hagin de seguir referències més 

complexes, i fent el mateix no aconseguirem estabilitzar la planta. 

La segona limitació de fer servir aquest tipus d’observadors és que per reduir l’efecte 

de la incertesa en el sistema necessitem reduir el paràmetre 휀. En sistemes amb molta 

incertesa haurem de reduir molt aquest paràmetre, i això ens portarà efectes negatius, 

com el fenomen de pic i/o un gran efecte del soroll. 

Haurem de buscar un millor observador per poder controlar sistemes no lineals amb 

incertesa, que és el tipus de sistemes que volem controlar en aquest treball. 
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4. Primera part de la solució: observador d’alt 

guany estès 

4.1  Motivació 

Les plantes estan modelitzades matemàticament amb equacions per intentar 

representar quin és el seu comportament. Però què passa si el model matemàtic que 

coneixem no descriu exactament el comportament planta a la realitat? O què passa, si 

directament no coneixem cap de les equacions que la modelitzen? Ens trobarem molts 

cops en aquestes situacions. Per exemple, en el cas de que la planta que volem 

controlar sigui un motor, és molt difícil modelitzar la fricció.  

Com bé hem avançat en el capítol anterior, en aquests casos diem que tenim incertesa 

en el nostre sistema. Com més gran sigui la diferència entre la planta real i el nostre 

model matemàtic tenim més incertesa. Això presenta limitacions (final de la secció 3.5) 

en els observadors d’alt guany que hem vist fins ara. Quan tenim incertesa no podem 

aplicar bé la linealització per realimentació i hem de reduir excessivament el paràmetre 

휀 de l’observador. Aquestes limitacions impedeixen fer un bon control de la planta. 

És per això que farem servir l’observador d’alt guany estès [4]. És un observador 

capaç d’estimar la incertesa del sistema, d’aquesta manera la podem cancel·lar 

restant-la a l’acció de realimentació. Així aconseguirem que el control amb linealització 

per realimentació sigui més robust. 

4.2  Teoria 

Per explicar què és i com es dissenya un observador d’alt guany estès farem servir un 

cas general de sistema, imaginem que tenim la següent planta d’ordre 2 amb una 

entrada i una sortida: 

on 𝜙(𝒙,𝒘, 𝑢) = 𝑎(𝒙,𝒘) + 𝑏(𝒙,𝒘)𝑢, és una funció que descriu el comportament de la 

planta real. Les funcions 𝑎 i 𝑏 poden ser desconegudes o dependre d’un senyal que no 

coneixem 𝒘. 

Com que no coneixem la funció de 𝜙, per modelitzar la planta fem servir el model 

nominal: 𝜙0(𝒙, 𝑢) = 𝑎0(𝒙) + 𝑏0(𝒙) ∙ 𝑢. La diferència entre la planta real i la nostra 

modelització la podem escriure com: 

on la variable 𝜎 representa la incertesa i la veurem com una pertorbació. Podem 

reescriure l’equació (17) de la següent manera: 

Fent servir l’equació (17) podem  reescriure la planta (16) considerant la 𝜎 com una 

nova variable d’estat del sistema. És a dir estenem el nombre d’estats del sistema, 

�̇�1 = 𝑥2 
�̇�2 = 𝜙(𝒙,𝒘, 𝑢) = 𝑎(𝒙,𝒘) + 𝑏(𝒙,𝒘)𝑢 
𝑦 = 𝑥1 

(16) 

𝜎 = 𝜙(𝒙,𝒘, 𝑢) − 𝜙0(𝒙, 𝑢) = 𝑎(𝒙,𝒘) − 𝑎0(𝒙) + [𝑏(𝒙,𝒘) − 𝑏0(𝒙)] ∙ 𝑢 (17) 

𝑎(𝒙,𝒘) + 𝑏(𝒙,𝒘) ∙ 𝑢 = 𝑎0(𝒙) + 𝑏0(𝒙) ∙ 𝑢 + 𝜎 (18) 
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d’aquí ve el nom d’observador d’alt guany estès. Tindrem la següent estructura de la 

planta: 

on 𝜑 és una funció desconeguda que pot ser no lineal. Per aquesta planta (19) podem 

construir un observador d’alt guany estès de tercer ordre que ens estimi els estats de 

la manera següent: 

on 𝛼1, 𝛼2 i 𝛼3 formen part de la matriu de l’equació de l’error d’estimació de 

l’observador. Els valors de les 𝛼’s determinen els valors propis de la matriu 𝑭, i 

conseqüentment el comportament de l’error. 

휀�̇� = 𝑭𝜼 + 휀𝒃𝛿 

𝑭 = (
−𝛼1 1 0
−𝛼2 0 1
−𝛼3 0 0

) 

Diem que l’observador (20) és un observador d’alt guany estès de la planta inicial (16). 

Aquest observador no estimarà només els estats del sistema 𝒙, sinó que també 

estimarà la incertesa,  𝜎, la diferència entre la planta real i la nostra modelització. 

Podem fer servir aquesta estimació �̂� per realimentar-la mitjançant l’acció de control 𝑢 i 

d’aquesta manera cancel·lar el terme 𝜎 de la planta. És a dir, amb la realimentació 

cancel·larem la no linealitat i la incertesa de la planta. Per fer això, la senyal de control 

serà la següent: 

𝑢 =
−�̂� − 𝑎0(�̂�) − 𝑲�̂�

𝑏0(�̂�)
 

Si l’estimació �̂� fos exactament igual que 𝜎 aconseguiríem cancel·lar totalment la 

incertesa de la planta. Com menys precisa sigui la estimació més incertesa romanent 

tindrem, i menys robust serà el control. 

 

 

 

  

𝑥1̇ = 𝑥2 
𝑥2̇ = 𝑎0(𝒙) + 𝑏0(𝒙)𝑢 + 𝜎 
�̇� = 𝜑(𝒙,𝒘, �̇�, 𝒖, �̇�) 
𝑦 = 𝑥1 

(19) 

�̇�1 = 𝑥2 +
𝛼1

휀
(𝑦 − 𝑥1) 

�̇�2 = 𝑎0(�̂�) + 𝑏0(�̂�)𝑢 + �̂� +
𝛼2

휀2
(𝑦 − 𝑥1) 

�̇̂� =
𝛼3

휀3
(𝑦 − 𝑥1) 

(20) 
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4.3  Exemple i limitacions 

L’estructura del control d’un sistema, no lineal i amb incertesa, fent servir un 

observador d’alt guany estès és la següent: 

Figura 8: esquema del control d’un sistema amb un observador d’alt guany estès. 

Veiem com es fa el control d’un sistema d’aquestes característiques en un exemple. 

Exemple 4.1: Imaginem que volem controlar la planta Van Der Pol per estabilitzar-la a 

l’origen. 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

𝑦 = 𝑥1 

Suposem que no coneixem del tot l’equació que defineix �̇�2, nosaltres farem servir el 

model nominal: 

𝜙0(𝒙, 𝑢) = −2𝑥1 + 2𝑥2 − 𝑥1
2𝑥2 

Veiem que el nostre model nominal difereix de les equacions de la planta real, que 

són: 

𝜙(𝒙,𝑢) = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

Podem construir un observador d’alt guany estès per aquest sistema. Donem el valor a 

les alfes: 𝛼1 =  𝛼2 = 3 i 𝛼3 = 1. Així aconseguim que la matriu de l’error d’estimació 𝑭 

tingui els tres valors propis a -1. Assignem el valor 휀 = 0.25, amb aquest valor tenim un 

equilibri entre les diferents conseqüències que té augmentar o disminuir 휀. 
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L’observador que fem servir és: 

�̇�1 = 𝑥2 +
3

휀
(𝑦 − 𝑥1) 

�̇�2 = −2𝑥1 + 2𝑥2 − 𝑥1
2𝑥2 + 𝑢 + �̂� +

3

휀2
(𝑦 − 𝑥1) 

�̇̂� =
1

휀3
(𝑦 − 𝑥1) 

La realimentació ens servirà per fer el control, per cancel·lar la incertesa i per 

linealitzar el sistema. Recordem que estem estabilitzant la planta a l’origen  i per tant la 

referència del sistema és zero: 𝑟 = 0. 

𝑢 = −�̂� − (−2𝑥1 + 2𝑥2 − 𝑥1
2𝑥2) − 𝒌�̂� 

Tenim les matrius del sistema linealitzat: 

𝑨 = (
0 1
0 0

)           𝑩 = (
0
1
) 

Volem situar els pols del sistema realimentat, per exemple a -1 i -1.5. Això vol dir que 

hem d’imposar que la matriu 𝑨 − 𝑩𝑲 tingui com a valors propis -1 i -1.5. Obtenim:  

𝑲 = [3 3.5] 

Podem simular aquest sistema amb Matlab Simulink. Per fer la simulació considerarem 

que les condicions inicials són 𝑥1(0) = 𝑥2(0) = 0 i 𝑥1(0) = 𝑥2(0) = �̂�(0) = −0.5. 

També hem introduït soroll a la sortida de la planta perquè la simulació sigui més 

realista. Veiem com es comporten els estats del sistema i les seves estimacions en 

cada instant. 

Figura 9: evolució de 𝒙𝟏 (blau) del sistema i de la estimació �̂�𝟏 (taronja). 
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Figura 10: evolució de 𝒙𝟐 (blau) del sistema i de la estimació �̂�𝟐 (taronja). 

Podem veure que el controlador és capaç d’estabilitzar la planta i portar el vector 

d’estats a l’origen. L’error d’estimació de 𝑥2 és una mica més alt a l’inici de la 

simulació, però va convergint a zero quan avança el temps. En aquest estat notem 

l’efecte del soroll, si disminuíssim 휀 aquest efecte augmentaria i seria contraproduent 

pel sistema. L’error d’estimació de 𝑥1 és molt baix al llarg de tota la simulació. La figura 

9 també representa l’evolució de 𝑦, ja que 𝑦 = 𝑥1, veiem que s’estabilitza a l’origen 

sense problema.  

 

 

 

 

 

 

 

 

Figura 11: evolució de 𝝈 (blau) del sistema i de la estimació �̂� (taronja). 

A la figura 11 veiem que l’estimació de la incertesa i en general la seva evolució és 

bona. La incertesa tendeix a zero a mesura que el vector d’estats disminueix i 

convergeix cap a l’origen. 

Fent servir el l’observador d’alt guany estès podem estimar la incertesa i aconseguim 

que el control amb linealització per realimentació sigui més robust. Però encara tenim 

una limitació, si tenim molta incertesa haurem de disminuir molt 휀 per contrarestar-la. 
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Disminuir la 휀 no es gratuït, ja que ens accentua el fenomen de pic i els efectes del 

soroll, i eventualment podria desestabilitzar la planta. És per això que haurem de 

buscar una millora de la solució que ja tenim. Si poguéssim estimar les paràmetres de 

la funció desconeguda de la planta 𝜙(𝒙, 𝑢) podríem actualitzar el model nominal de la 

funció 𝜙0(𝒙, 𝑢), i així aconseguiríem un model molt més similar a la funció real. 

D’aquesta manera hauríem reduït molt la incertesa i podríem treballar amb una 휀 no 

tant petita que no ens provoqués efectes adversos. 

4.4  Seguiment d’una referència 

En les seccions anteriors hem vist que podem controlar una planta amb l’ajuda d’un 

observador per estabilitzar-la a l’origen. El següent pas, ara que tenim un observador 

robust, és aconseguir que el nostre sistema sigui capaç de seguir la funció referència 

que vulguem [5]. És a dir, que la sortida del sistema 𝑦 segueixi el valor d’una funció 

variant en el temps 𝑦𝑟𝑒𝑓. 

En els sistemes que hem vist anteriorment el que fèiem quan s’estabilitzava el sistema 

era portar les variables d’estat 𝒙 a zero (a l’origen). Ara farem un canvi de variables i 

expressarem la planta en funció de les variables d’estat �̅�, i seran aquestes noves 

variables d’estat les que portarem a l’origen.  

On 𝑦𝑟𝑒𝑓 és la funció que varia en el temps que volem que segueixi la sortida 𝑦 del 

nostre sistema. Veiem que �̇�𝑟𝑒𝑓 és la primera derivada en funció del temps de la 

referència que introduïm. 

Amb el canvi de variables (21) quan estabilitzem el sistema portarem a l’origen les 

variables �̅�. És a dir, portarem a zero la diferència entre 𝑦 i 𝑦𝑟𝑒𝑓, i entre �̇� i �̇�𝑟𝑒𝑓. 

D’aquesta manera aconseguirem que el nostre sistema segueixi una referència 

canviant al llarg del temps. Per aconseguir que les variables �̅� tendeixin a zero, les 

variables originals 𝒙 aniran canviant de valor al llarg del temps quan canviï de valor la 

referència. 

Aplicarem aquest canvi de variables a l’observador perquè estimi �̅�, aquesta estimació 

�̂̅� serà la que farem servir al controlador per fer el control i la cancel·lació de les no 

linealitats. 

En resum, seguir una referència és el mateix que estabilitzar una planta a l’origen, 

però fent el canvi de variables (21) a �̅�. 

  

�̅�1 = 𝑦 − 𝑦𝑟𝑒𝑓 = 𝑥1 − 𝑦𝑟𝑒𝑓  

�̅�2 = �̇� − �̇�𝑟𝑒𝑓 = �̇�1 − �̇�𝑟𝑒𝑓  
(21) 
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Figura 12: esquema de control perquè un sistema segueixi una referència 

Exemplificarem com es fa el seguiment d’una referència i en veurem els resultats en 

una simulació amb incertesa. 

Exemple 4.2: Imaginem que volem que la sortida de la planta Van Der Pol segueixi 

una funció referència. 

Apliquem el canvi de variables (21): 

�̅�1 = 𝑦 − 𝑦𝑟𝑒𝑓 = 𝑥1 − 𝑦𝑟𝑒𝑓  

�̅�2 = �̇� − �̇�𝑟𝑒𝑓 = �̇�1 − �̇�𝑟𝑒𝑓  

Podem reescriure la planta (22) amb el canvi de variables: 

�̇̅�1 = �̅�2 

�̇̅�2 = �̈�1 − �̈�𝑟𝑒𝑓  

𝑦 = �̅�1 + 𝑦𝑟𝑒𝑓  

que si ho acabem de desenvolupar obtenim les expressions: 

�̅�1̇ = �̅�2 

�̅�2̇ = −0.2(�̅�1 + 𝑦𝑟𝑒𝑓) + (�̅�2 + �̇�𝑟𝑒𝑓) − 0.3(�̅�1 + 𝑦𝑟𝑒𝑓)2(�̅�2 + �̇�𝑟𝑒𝑓) + 𝑢 − �̈�𝑟𝑒𝑓  

𝑦 = �̅�1 + 𝑦𝑟𝑒𝑓  

Per estimar els estats �̅� i per fer un control robust del sistema farem servir un 

observador d’alt guany estès. Recordem que tenim incertesa, per tant en l’observador 

farem servir els coeficients del model nominal ja que no coneixem els coeficients de la 

planta real. El model real i el nominal són, respectivament: 

𝑎(𝒙) = −0.2𝑥1 + 𝑥1 − 0.3𝑥1
2𝑥2 

𝑎0(�̅�) = −0.1(�̅�1 + 𝑦𝑟𝑒𝑓) + 0.5(�̅�2 + �̇�𝑟𝑒𝑓) − 0.6(�̅�1 + 𝑦𝑟𝑒𝑓)
2
(�̅�2 + �̇�𝑟𝑒𝑓) 

  

𝑥1̇ = 𝑥2 
𝑥2̇ = −0.2𝑥1 + 𝑥1 − 0.3𝑥1

2𝑥2 + 𝑢 
𝑦 = 𝑥1 

(22) 
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L’observador que farem servir en aquest exemple és: 

�̇̅̂�1 = �̅̂�2 +
𝛼1

휀
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̅̂�2 = −0.1(�̅̂�1 + 𝑦𝑟𝑒𝑓) + 0.5(�̅̂�2 + �̇�𝑟𝑒𝑓) − 0.6(�̅̂�1 + 𝑦𝑟𝑒𝑓)
2
(�̅̂�2 + �̇�𝑟𝑒𝑓) + 𝑢 + �̂̅� − �̈�𝑟𝑒𝑓  

           +
𝛼2

휀2
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̂̅� =
𝛼3

휀3
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

Donem els valors a les alfes: 𝛼1 = 𝛼2 = 3, 𝛼3 = 1, i a 휀 = 0.05. 

Per poder estabilitzar aquest sistema ens cal un controlador, també cancel·lem la 

incertesa i les no linealitats. L’acció de control que realimentarem a la planta és la 

següent: 

𝑢 = −�̂̅�𝑲 + 0.1(�̅̂�1 + 𝑦
𝑟𝑒𝑓

) − 0.5 (�̂̅�2 + �̇�
𝑟𝑒𝑓

) + 0.6 (�̂̅�1 + 𝑦
𝑟𝑒𝑓

)
2

(�̂̅�2 + �̇�1 𝑟𝑒𝑓) − �̂̅� + �̈�
𝑟𝑒𝑓

 

Les matrius del sistema linealitzat són les mateixes que hem vist en l’exemple 4.1. 

Imposem situar els dos pols del sistema realimentat a -1 i -1.5, obtenim: 𝑲 = [3 3.5]. 

La funció referència que volem que segueixi la sortida 𝑦 de la planta, i les seves 

derivades són: 

𝑦𝑟𝑒𝑓(𝑡) = 𝑠𝑖𝑛(𝑡) + 2𝑠𝑖𝑛 (
𝑡

2
) + 𝑐𝑜𝑠 (2𝑡) 

�̇�𝑟𝑒𝑓(𝑡) = 𝑐𝑜𝑠(𝑡) + 𝑐𝑜𝑠 (
𝑡

2
) − 2𝑠𝑖𝑛(2𝑡) 

�̈�𝑟𝑒𝑓(𝑡) = −𝑠𝑖𝑛(𝑡) − 0.5𝑠𝑖𝑛 (
𝑡

2
) − 4𝑐𝑜𝑠 (2𝑡) 

Establim les condicions inicials 𝑥1(0) = 𝑥2(0) = 0 i �̅̂�1(0) = �̅̂�2(0) = �̂̅�(0) = 0.5. Fem la 

simulació amb Matlab Simulink i observem com la sortida de la planta segueix la 

referència que li hem introduït. 

 

 

 

 

 

 

 

 

Figura 13: evolució de la sortida de la planta (blau) i de la referència del sistema 
(taronja). 
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Podem veure a la Figura 13 que el seguiment és correcte. Veiem que els estats �̅� 

tendeixen a l’origen (zero) per tal de dur a zero la diferència entre 𝑦 i 𝑦𝑟𝑒𝑓 . Per portar �̅�  

a zero les variables d’estat originals 𝑥 prendran el valor que sigui necessari a cada 

instant en funció de  𝑦𝑟𝑒𝑓. Podem veure això a la figura 14 i a la figura 15. 

 

 

 

 

 

 

 

 

Figura 14: evolució de l’estat 𝒙𝟏 (blau) de la planta i de l’estimació �̂̅�𝟏 (taronja) de 
l’observador.  

 

 

 

 

 

 

 

 

Figura 15: evolució de l’estat 𝒙𝟐 de la planta (blau) i de l’estimació �̂̅�𝟐 (taronja) de 
l’observador. 

Veiem que en la representació de �̅̂�2 hi ha un gran fenomen de pic inicial. Això és així 

perquè hem hagut de disminuir molt ε perquè la dinàmica de l’observador fos prou 

ràpida per seguir la referència, i també per disminuir l’efecte de la incertesa.  

Per últim podem veure la representació de la incertesa, veiem que l’estima bastant bé 

tret del fenomen de pic inicial i del soroll. 
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Figura 16: evolució de la incertesa 𝝈 de la planta (blau) i de l’estimació �̂̅� (taronja) de 

l’observador. 
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5. Segona part de la solució: estimació de 

paràmetres 

5.1  Motivació 

Hem vist que una de les limitacions de controlar un sistema amb un observador d’alt 

guany estès és que tinguem molta incertesa, ja que haurem de disminuir 

excessivament el paràmetre 휀. Per poder controlar aquests sistemes hem de buscar 

una millora de la solució. En aquest capítol explicarem el funcionament d’un mètode 

que ens permet estimar els paràmetres desconeguts d’una planta. Els paràmetres que 

volem estimar són els coeficients que multipliquen les variables d’estat dins de les 

funcions amb incertesa (desconegudes). Per exemple: 

𝜙(𝒙, 𝑢) = 𝜃1𝑥1 + 𝜃2𝑥2 + 𝜃3𝑥1
2𝑥2 + 𝑢 

Si tenim una estimació d’aquests coeficients (𝜃′𝑠), el nostre model nominal serà molt 

més similar al real i tindrem menys incertesa que al principi. En aquestes condicions ja 

serem capaços de controlar el sistema amb un “observador d’alt guany estès”. 

En concret ens centrarem en l’estimació de paràmetres offline fent servir el mètode 

dels mínims quadrats. Això significa que mentre el sistema està funcionant i intentant 

estabilitzar les variables d’estat de la planta nosaltres prenem mesures de diferents 

variables del sistema. Quan parem del funcionament del sistema o quan acabem la 

simulació farem servir totes les dades que hem pres per tal d’estimar els paràmetres 

que desconeixem de la planta [6] [7]. Més endavant en aquest capítol veurem com es 

fa això exactament.  

Diem que l’estimació de paràmetres és offline perquè primer executem durant un cert 

temps el sistema i en prenem les dades, i després un cop acabada  l’execució, 

estimem els paràmetres de la planta.  

5.2  Introducció al problema dels mínims quadrats genèric 

Les funcions desconegudes amb les que ens trobarem seran de la forma següent: 

𝜙(𝒙, 𝑢) = 𝑎(𝒙,𝜽) + 𝑏(𝒙, 𝜽)𝑢. Per simplificar-ho, nosaltres només tractarem casos amb 

𝑏(𝒙,𝜽) = 1. 

Voldrem estimar els paràmetres d’una planta definida per la següent estructura: 

𝑥1̇ = 𝑥2 

𝑥2̇ = 𝑎(𝒙) + 𝑢 

𝑦 = 𝑥1 
(23) 

On 𝑎(𝒙) és una funció de la qual en desconeixem els seus coeficients, però si que en 

coneixem la seva estructura. Té una estructura polinòmica: 

que escrit de manera vectorial és: 

𝑎(𝒙) = 𝜃1 · 𝜑1(𝒙) + 𝜃2 · 𝜑2(𝒙) + ⋯+ 𝜃𝑛 · 𝜑𝑛(𝒙) (24) 
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Les funcions, 𝜑𝑖 amb (𝑖 = 1: 𝑛), estan formades únicament per variables d’estat 

𝒙 (𝑥1, 𝑥2). Aquestes funcions 𝜑𝑖 poden ser no lineals. D’altra banda, 𝜃𝑖 amb (𝑖 = 1: 𝑛), 

són les constants (paràmetres) que desconeixem i que volem estimar. 

Si mirem l’equació (24) veiem que estem davant d’un problema clàssic de regressió. 

La mesura de 𝑎(𝒙) en el sistema la notarem com a 𝑌(𝒙), per tal de tenir una notació 

similar a la que tenim en els problemes de regressió. El model de regressió amb el 

qual treballarem és el següent: 

On 𝝋 són les variables de regressió (variables independents) i 𝒀 és la variable 

observada (variable dependent). Els vectors 𝝋 i 𝒀 seran coneguts ja que els podrem 

calcular a partir de mesures en el sistema. Els coeficients de regressió 𝜽 seran el que 

haurem de determinar. 

Per poder estimar aquests paràmetres desconeguts farem servir el mètode dels 

mínims quadrats (Least Squares, LS) . Per dur-lo a terme, mentre el sistema 

evoluciona al llarg del temps haurem de prendre m mostres de 𝒙, i a partir d’aquí 

calcular m vegades el valor de 𝒀 i de 𝜑1, 𝜑2 …𝜑𝑛. Aquestes mostres les prendrem en 

m instants cada cert període de temps T. 

que podem escriure de manera matricial: 

Nosaltres imposarem tenir moltes més mostres que paràmetres a estimar: 𝑚 ≫ 𝑛, ja 

que d’aquesta manera reduirem l’efecte del soroll. Això vol dir que la matriu 𝝓 no serà 

quadrada i per tant no podrem invertir-la per trobar directament el valor de 𝜽. És per 

això que necessitem el mètode dels mínims quadrats (LS-method).  

 

 

 

  

𝑎(𝒙) = (𝜑1 𝜑2 … 𝜑𝑛) · (𝜃1 𝜃2 … 𝜃𝑛)𝑇 = 𝝋(𝒙) · 𝜽 (25) 

𝑌(𝒙) = 𝜃1 · 𝜑1(𝒙) + 𝜃2 · 𝜑2(𝒙) + ⋯+ 𝜃𝑛 · 𝜑𝑛(𝒙) = 𝝋(𝒙) · 𝜽 (26) 

𝑌(𝒙(0)) = 𝜃1 · 𝜑1(𝒙(0)) + 𝜃2 · 𝜑2(𝒙(0)) + ⋯+ 𝜃𝑛 · 𝜑𝑛(𝒙(0)) 

= 𝝋(𝒙(0)) · 𝜽 

                                                   ⋮ 
𝑌(𝒙((𝑚 − 1)𝑇)) = 𝜃1 · 𝜑1(𝒙((𝑚 − 1)𝑇)) + 𝜃2 · 𝜑2(𝒙((𝑚 − 1)𝑇)) + ⋯

+ 𝜃𝑛 · 𝜑𝑛(𝒙((𝑚 − 1)𝑇)) = 𝝋(𝒙((𝑚 − 1)𝑇)) · 𝜽 

(27) 

(

𝑌0

𝑌1

⋮
𝑌𝑚

) = (

𝜑1(𝒙(0)) 𝜑2(𝒙(0)) ⋯ 𝜑𝑛(𝒙(0))

𝜑1(𝒙(𝑇)) 𝜑2(𝒙(𝑇)) ⋯ 𝜑𝑛(𝒙(𝑇))
⋮ ⋮ ⋱ ⋮

𝜑1(𝒙((𝑚 − 1)𝑇)) 𝜑2(𝒙((𝑚 − 1)𝑇)) ⋯ 𝜑𝑛(𝒙((𝑚 − 1)𝑇))

) · (

𝜃1

𝜃2

⋮
𝜃𝑛

) 

 
𝒀 = 𝝓 · 𝜽 

(28) 
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5.3  Resolució del problema de mínims quadrats genèric 

A continuació veurem com funciona el mètode dels mínims quadrats. Definim el vector 

d’error de l’equació matricial (28): 𝑬, com la diferència entre la banda esquerra i la 

banda dreta de l’equació (28): 

El problema consisteix en calcular el valor dels paràmetres 𝜽 que minimitzi la funció 

pèrdua de l’error quadràtic: 

argmin
𝜽

‖𝒀 − 𝝓 · 𝜽‖2 

on ‖·‖2 és la norma 2, és a dir, la distància euclidiana de l’argument a l’origen de 

coordenades (error).  

L’error quadràtic es tradueix en la següent equació: 

𝑉(𝜽) =
1

2
(𝑒1

2 + 𝑒2
2 + ⋯+ 𝑒𝑚

2) =
1

2
𝑬𝑇𝑬 =

1

2
(𝒀 − 𝝓 · 𝜽)𝑇(𝒀 − 𝝓 · 𝜽) 

que desenvolupat és: 

Per trobar el valor de 𝜽 que minimitzi la funció (30), i per tant l’error, hem de derivar 

𝑉(𝜽) en funció de 𝜽 i igualar-ho a zero. 

𝑑𝑉(𝜽)

𝑑𝜽
= 𝝓𝑇𝝓𝜽 − 𝝓𝑇𝒀 = 0 

Aïllant (31), obtenim l’expressió final: 

Amb aquesta expressió obtenim l’estimació dels coeficients desconeguts de la funció 

de la planta. Els paràmetres obtinguts són els que minimitzen l’error de la regressió de 

l’equació (29).  

En l’equació (32) veiem el que s’anomena la pseudoinversa de la matriu 𝝓, que és: 

(𝝓𝑇𝝓)−1𝝓𝑇. Per poder fer aquest càlcul s’haurà de complir que la matriu (𝝓𝑇𝝓) sigui 

invertible. Recordem el determinant d’una matriu és el producte dels seus valors propis 

i que la inversa d’una matriu es calcula: 

(𝝓𝑇𝝓)−1 =
𝐴𝑑𝑗((𝝓𝑇𝝓)𝑻)

|(𝝓𝑇𝝓)|
 

𝑬 = 𝒀 − 𝝓 · 𝜽 
 

𝑬 = (

𝑒0

𝑒1

⋮
𝑒𝑚

) = (

𝑌0 − 𝝋(𝒙(0)) · 𝜽

𝑌1 − 𝝋(𝒙(𝑇)) · 𝜽
⋮

𝑌𝑚 − 𝝋(𝒙(𝑚𝑇)) · 𝜽

) 
(29) 

𝑉(𝜽) = 𝒀𝑇𝒀 + (−𝝓𝑇𝒀)𝑇𝜽 +
1

2
𝜽𝑇𝝓𝑇𝝓𝜽 (30) 

𝝓𝑇𝝓𝜽 = 𝝓𝑇𝒀 (31) 

𝜽𝐿𝑆 = (𝝓𝑇𝝓)−1𝝓𝑇𝒀 (32) 
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Si el determinant és zero, o proper a zero, no podrem calcular la inversa d’aquesta 

matriu, ja que no podem dividir un factor entre zero. Per tant, per poder calcular (32) 

cal que la matriu (𝝓𝑇𝝓) tingui valors propis prou diferents de zero, així tenim un 

determinant diferent de zero. Quan la matriu es pot invertir diem que el sistema és 

excitant. Si el sistema no és excitant trobarem que hi ha infinites solucions al problema 

dels mínims quadrats. Si el sistema no és suficientment excitant com per convergir en 

una solució dels mínims quadrats podem modificar l’entrada a la planta per augmentar 

l’excitació.  

Fent que l’entrada 𝑢 a la planta variï el que estem aconseguint és que el vector 𝒙 

canviï de valor, i conseqüentment fem que els valors propis de la matriu (𝝓𝑇𝝓) siguin 

més diferents de zero. Així podrem invertir aquesta matriu. Quan fem això diem que 

estem excitant el nostre sistema. 

5.4  Exemple d’estimació de paràmetres 

Farem un exemple senzill, amb poques mostres, per veure com funciona l’estimació de 

paràmetres. Ho farem en un problema de regressió genèric, no té res a veure amb una 

sistema dinàmic. Més endavant ho aplicarem a una planta. 

Exemple 5.1: Imaginem que volem estimar els coeficients de la funció 𝑌(𝑥), ja que 

nosaltres no els coneixem: 

𝑌(𝑥) = 𝜃1𝑥1 + 𝜃2𝑥2 + 𝜃3𝑥1
2𝑥2 

Tenim 7 punts de l’espai ℝ3 format per les variables (𝑌, 𝑥1 , 𝑥2). Organitzem aquests 

punts en dues matrius. La primera és una matriu 7x1 dels 7 valors de 𝑌 (variable 

observada). La segona és una matriu 7x3 i conté els valors de les variables de 

regressió: 𝝋 = (𝑥1, 𝑥2 , 𝑥1
2𝑥2). 

𝒀 =

[
 
 
 
 
 
 
1.5
4.0
3.5
1.5
2.0
3.0
4.5]

 
 
 
 
 
 

                            𝝓 =

[
 
 
 
 
 
 
1.5 2.0 4.5
2.5 1.5 9.375
3.0 3.0 27
1.0 2.5 2.5
4.5 0.5 10.125
4.0 4.0 64
2.0 1.5 6 ]

 
 
 
 
 
 

 

Amb aquestes matrius es relacionen per l’equació: 

Com que la matriu 𝝓 no és quadrada no la podem invertir directament en l’equació 

(33). És per això que per obtenir els coeficients desconeguts 𝜽 hem de fer servir el 

mètode dels mínims quadrats. Consisteix en trobar la 𝜽 que minimitza l’error: 

𝑬 = 𝒀 − 𝝓 · 𝜽 

Per això apliquem la següent equació: 

𝜽𝐿𝑆 = (𝝓𝑇𝝓)−1𝝓𝑇𝒀 

 

𝒀 = 𝝓 · 𝜽 (33) 
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Obtenim que els paràmetres desconeguts són: 

𝜽𝐿𝑆 = [
0.711
0.788

−0.043
] 
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6. Proposta de solució: estimació de 

paràmetres amb un observador d’alt guany estès 

La proposta de la solució passarà per integrar les dues parts de la solució que hem vist 

en els capítols 4 i 5 d’aquest treball. En el capítol 4 hem vist com es dissenyen els 

observadors d’alt guany estesos, que ens permeten estimar els estats i la incertesa per 

fer el control de sistemes no lineals i amb incertesa. El problema és que quan tenim 

molta incertesa el control amb aquests observadors perd prestacions, a causa del 

soroll i del fenomen de pic. És per això que volem complementar la teoria del capítol 4 

amb la teoria d’estimació de paràmetres que hem vist al capítol 5. Si som capaços 

d’estimar els paràmetres que desconeixem de la planta disminuirem molt la incertesa, i 

d’aquesta manera podrem fer el control amb un observador d’alt guany estès de 

manera molt més robusta. 

En aquest capítol veurem com s’integren les dues parts de la solució per poder 

controlar plantes no lineals amb incertesa. Al final del capítol veurem l’algorisme 

concret que ens permetrà fer això, i l’aplicarem en un exemple. 

6.1  Aplicació del mètode dels mínims quadrats en el 

nostre cas concret 

En el capítol 5 hem explicat l’estimació de paràmetres fent servir el mètode dels 

mínims quadrats per un cas genèric. Hem vist que el model de regressió genèric amb 

el que treballarem és el següent: 

On 𝝋 són les variables de regressió (variables independents) i 𝒀 és la variable 

observada (variable dependent). Per aplicar l’estimació de paràmetres en el nostre cas 

concret, haurem de realitzar dues apreciacions en el model de regressió (34). 

Recordem que nosaltres estem intentant controlar un sistema no lineal i amb incertesa 

fent servir un “observador d’alt guany estès”. 

La primera apreciació és que nosaltres no podem conèixer les variables d’estat 𝒙 de 

les quals depenen 𝝋 i 𝑌. És per això, que en comptes de treballar 𝒙 i 𝑌, farem servir 

les estimacions (�̂� i �̂�) fetes per l’observador d’alt guany estès. Prendrem m mostres 

d’aquestes estimacions per poder calcular les matrius 𝝓 i 𝒀 que ens serviran per poder 

aplicar el mètode dels mínims quadrats [8].  

Recordem que la planta genèrica amb la que treballem és: 

𝑥1̇ = 𝑥2 

𝑥2̇ = 𝑎(𝒙) + 𝑢 

𝑦 = 𝑥1 

  

𝑌(𝒙) = 𝜃1 · 𝜑1(𝒙) + 𝜃2 · 𝜑2(𝒙) + ⋯+ 𝜃𝑛 · 𝜑𝑛(𝒙) = 𝝋(𝒙) · 𝜽 (34) 



Implementació de controladors adaptatius amb identificació dispersa Pàg. 39 

   

on 𝑎(𝒙) és una funció de la qual en desconeixem els seus coeficients, que nosaltres 

modelem com a 𝑎0(𝒙). Per obtenir les estimacions que farem servir en comptes dels 

estats reals en el model de regressió (34) utilitzarem el següent observador: 

La segona apreciació que hem de fer en el model (34) és que si volem trobar els 

coeficients 𝜽 per regressió necessitem prendre mostres de la funció 𝑎(�̂�) en diferents 

valors de �̂�, i això no ho podem mesurar, ja que justament aquesta és la funció que no 

coneixem. Però recordem: 

𝜎 = 𝑎(𝒙) − 𝑎0(𝒙) 

És per això que per mostrejar 𝑎(�̂�) farem servir (notarem la funció 𝑎(�̂�) com a �̂�): 

Havent fet aquestes dues apreciacions, el model de regressió definitiu amb el qual 

treballarem en el nostre cas particular és el següent: 

que escrit d’una altra manera és: 

A partir d’aquí, si volguéssim estimar els paràmetres hauríem de prendre mostres de 

les estimacions �̂� i �̂� per construir les matrius �̂� i �̂�. Amb aquestes dues matrius ja 

podríem aplicar l’equació (39) que ens dona el mètode dels mínims quadrats, i així 

obtenir una estimació dels coeficients de la planta. 

6.2  Procés iteratiu de l’estimació de paràmetres 

Molts cops ens trobarem que aplicant el mètode dels mínims quadrats (LS) un sol cop 

no arribarem a tenir estimacions dels paràmetres 𝜽𝐿𝑆 similars valors reals de la planta 

𝜽. Això és degut a que el nostre sistema presenta incertesa i/o soroll, per tant 

l’estimació dels estats 𝒙 i del factor 𝑌 normalment no és exactament igual que els 

valors reals. Tanmateix, és d’esperar que després de l’estimació de paràmetres a 

través de (39), el model s’aproximi més a la realitat. En conseqüència, després de 

l’estimació de paràmetres, l’estimació de dels estats 𝒙 i del factor 𝑌 és més precisa. Si 

fem una segona estimació de paràmetres, a partir de la primera estimació,  través de 

(39) obtindrem un model que s’aproximi encara més a la realitat. És per això que 

�̇�1 = 𝑥2 +
𝛼1

휀
(𝑦 − 𝑥1) 

�̇�2 = 𝑎0(�̂�) + 𝑢 + �̂� +
𝛼2

휀2
(𝑦 − 𝑥1) 

�̇̂� =
𝛼3

휀3
(𝑦 − 𝑥1) 

(35) 

�̂� = 𝑎0(�̂�) + �̂� (36) 

�̂� = 𝜃1 · 𝜑1(�̂�) + 𝜃2 · 𝜑2(�̂�) + ⋯+ 𝜃𝑛 · 𝜑𝑛(�̂�) = 𝝋(�̂�) · 𝜽 (37) 

𝑎0(�̂�) + �̂� = 𝜃1 · 𝜑1(�̂�) + 𝜃2 · 𝜑2(�̂�) + ⋯+ 𝜃𝑛 · 𝜑𝑛(�̂�) (38) 

𝜽𝐿𝑆 = (�̂�𝑇�̂�)−1�̂�𝑇�̂� (39) 
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haurem d’iterar i aplicar varis cops el mètode dels mínims quadrats. Iterarem fins que 

l’estimació dels coeficients desconeguts de la planta 𝜽𝐿𝑆 sigui igual als coeficients 

reals de la planta 𝜽 amb un petit marge de tolerància. 

Recordem que l’estructura l’observador amb el que treballem és la que hem vist en la 

secció 6.1 (35).  El controlador determina que l’acció de control que realimentem a la 

planta és: 

𝑢 = −�̂� − 𝑎0(�̂�) − 𝒌𝒙 

Farem una primera iteració aplicant el mètode dels mínims quadrats (39) en la qual 

farem servir un model nominal 𝑎0
𝑖𝑡0(�̂�) en l’observador i en el controlador. D’aquesta 

primera iteració en traurem una primera estimació dels paràmetres 𝜽𝐿𝑆
𝑖𝑡1. Agafarem 

aquesta primera estimació dels paràmetres i la farem servir per actualitzar els 

coeficients de la funció 𝑎0(�̂�). Teòricament els nous coeficients del model nominal 

𝑎0
𝑖𝑡1(�̂�) seran més similars als de la planta real que els que teníem en un inici en 

𝑎0
𝑖𝑡0(�̂�). El nou model nominal tindrà la següent forma: 

𝑎0
𝑖𝑡1(�̂�) = 𝜃1

𝑖𝑡1 · 𝜑1(�̂�) + 𝜃2
𝑖𝑡1 · 𝜑2(�̂�) + ⋯+ 𝜃𝑛

𝑖𝑡1 · 𝜑𝑛(�̂�) 

Fem servir aquesta 𝑎0
𝑖𝑡1(�̂�) en l’observador i el controlador per fer una segona iteració 

del mètode dels mínims quadrats. Així obtindrem una segona estimació del paràmetres 

𝜽𝐿𝑆
𝑖𝑡2, i aquesta estimació la fem servir per actualitzar un altre cop els coeficients de 

𝑎0(�̂�). 

Si fem això de manera iterativa cada cop les estimacions dels paràmetres 

s’assemblaran més als paràmetres desconeguts reals de la planta. En un sistema amb 

una trajectòria ben excitant, normalment amb unes 3 o 4 iteracions el valor de les 

estimacions convergeix al valor real amb un marge de tolerància relativament petit. Un 

cop aconseguim això eliminem pràcticament tota la incertesa del sistema. En aquest 

punt podem dir que l’estimació de paràmetres ha convergit. Si s’ha fet tot bé el sistema 

tindrà un control robust per estabilitzar la planta a l’origen, o bé per fer que la sortida 

del sistema segueixi una referència. 

6.3  Plantes amb paràmetres desconeguts canviants 

Fins ara hem vist que podem agafar una planta de la qual no coneixem de tot les 

equacions d’estat i estimar-ne els seus paràmetres 𝜽. Un cop coneixem els paràmetres 

som capaços de dissenyar un controlador que sigui capaç d’aprendre els paràmetres i 

d’estabilitzar la planta. Però, què passa si el valor dels paràmetres desconeguts de la 

planta canvia un o varis cops al llarg del temps?  

Per exemple, això pot passar en les equacions de la planta que defineixen un motor 

elèctric. Posem per cas que hem estimat els paràmetres desconeguts de les 

equacions d’estat del motor, i dissenyem el controlador i l’observador fent servir 

aquests paràmetres. Però al cap d’un temps apareix un camp electromagnètic que fa 

que els paràmetres reals de les equacions d’estat de la planta variïn. La planta hauria 

canviat però nosaltres encara tindríem la primera estimació dels paràmetres. Per tant, 

l’observador i controlador que hauríem dissenyat deixaria de ser correcte, i 



Implementació de controladors adaptatius amb identificació dispersa Pàg. 41 

   

probablement el sistema es desestabilitzaria. Està clar que hauríem d’estimar els nous 

paràmetres desconeguts de la planta per poder-la estabilitzar gràcies a uns nous 

observador i controlador. 

6.4  Etapa d’aprenentatge i d’execució de l’algorisme de la 

solució 

Ja estem preparats per explicar com funciona l’algorisme que proposem en la solució. 

Aquest algorisme integra tots els conceptes que hem vist en els capítols 5 i 6. 

Separem el control de la planta en dues etapes diferents, una etapa d’aprenentatge i 

una d’execució. Veiem en què és distingeixen i què hem d’esperar de cadascuna 

d’elles. 

Quan agafem una planta desconeguda i la vulguem controlar iniciarem la etapa 

d’aprenentatge. En aquesta etapa no podrem controlar el sistema només fent servir un 

observador d’alt guany estès, presentat al capítol 5, degut a la alta incertesa que 

tindrem. Aquí és on entra en joc l’estimació de paràmetres, ja que aprendrem quins 

són els paràmetres desconeguts d’aquesta planta mentre estem fent el control amb 

linealització per realimentació. En concret, el que volem estimar són els coeficients de 

la funció 𝑎0(�̂�) que utilitzem en l’observador i en l’acció que realimentem. Tal i com 

hem explicat en la secció 6.2, l’estimació de paràmetres és un procés iteratiu, i potser 

hem d’estimar 𝜃𝑖𝑡 i actualitzar varis cops els coeficients de la funció 𝑎0(�̂�). En principi a 

cada iteració hem de veure com la incertesa, és a dir, la diferència entre el model real i 

el nominal va disminuint. La incertesa però, no la mesurarem directament amb 

l’observador, sinó que l’avaluarem amb un indicador, aquest conflicte es tractarà en la 

següent secció. El model nominal anirà millorant i arribarà un punt en què el valor de 

les estimacions dels paràmetres convergirà al valor real amb un marge de tolerància 

relativament petit. En aquest moment l’etapa d’aprenentatge haurà acabat. 

Arribats en aquest punt ens trobem que haurem eliminat gairebé tota la incertesa que 

teníem a l’inici de l’etapa d’aprenentatge. Ara comença l’etapa d’execució, en la qual 

deixem d’estimar els paràmetres de la planta perquè ja els coneixem. En aquesta 

etapa podrem seguir amb el control amb linealització per realimentació amb un 

observador d’alt guany estès del capítol 4. Com que ja no tenim gaire incertesa aquest 

control serà molt millor a l’hora de seguir una referència o estabilitzar la planta a 

l’origen.  

L’etapa d’execució s’acabarà quan acabem de controlar la planta, o bé si canvien els 

paràmetres de la planta real (secció 6.3). Si canviessin els coeficients de la funció 𝑎(𝒙) 

de la planta real, els coeficients que hem estimat per 𝑎0(�̂�) deixarien de ser vàlids. En 

aquest moment la incertesa es dispararia, i controlar una planta amb tanta incertesa 

sense estimar paràmetres seria molt fràgil. És per això que hauríem de tornar a entrar 

en l’etapa d’aprenentatge. Faríem varies iteracions d’estimació de paràmetres, fins que 

poguéssim dir que les estimacions han convergit als nous paràmetres de la planta real. 

En aquest moment, tornaríem a entrar en l’etapa d’execució i deixaríem d’estimar 

paràmetres.  
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Havent vist això ens podríem fer les següents preguntes: perquè hem de dividir el 

control en dues etapes? Perquè no podem estimar paràmetres tota l’estona per fer-ho 

més senzill si canvia la planta real? Dividim el control en dues etapes per dos motius 

principals. El primer és que un cop coneixem una bona estimació no cal gastar 

recursos computacionals per seguir estimant els paràmetres.  

El segon motiu és que l’etapa d’aprenentatge té uns requeriments especials. En la 

secció 5.3 hem vist que per podem aplicar el mètode dels mínims quadrats cal que el 

nostre sistema sigui excitant. A la realitat, quan intentem aprendre els paràmetres de la 

planta d’un sistema no excitant, en ocasions haurem d’excitar externament el sistema 

per poder aplicar els mínims quadrats i obtenir una bona estimació dels paràmetres. 

Sobretot ens passa això quan volem seguir una referència molt lenta i que varia molt 

poc. Aquesta excitació externa només es pot fer en l’etapa d’aprenentatge. Si 

volguéssim controlar la planta per seguir una referència, excitar externament la planta 

en l’etapa d’execució seria contraproduent, ja que no estaríem seguint la referència.  

6.5   Inici i final de cada etapa amb l’indicador d’incertesa 

Arribats en aquest punt ens hem de fer dues preguntes importants. La primera, si no 

coneixem els paràmetres de la planta real 𝜽 com podrem saber quan les nostres 

estimacions 𝜽𝐿𝑆 són bones? És a dir, com sabem quan acaba l’etapa d’aprenentatge? 

Haurem de trobar alguna manera perquè el sistema detecti si l’estimació de 

paràmetres ha convergit o no. 

La segona pregunta que ens hem de fer és: com ho podem fer perquè el sistema 

detecti de forma autònoma quan canvia el valor dels paràmetres reals 𝜽 de la planta? 

O sigui, com sabem quan acaba l’etapa d’execució i ha de començar una nova etapa 

d’aprenentatge? 

La resposta a aquestes dues preguntes passa per trobar un indicador que ens digui si 

l’estimació de paràmetres que tenim en un instant és bona o no. Veiem en un arbre de 

decisions les dues casuístiques que podem tenir. 

 

 

 

 

 

 

 

Figura 17: arbre de decisions que ens mostra les dues possibles casuístiques de 
l’estimació de paràmetres en funció de si l’indicador és bo o dolent. 
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Aquest indicador, en l’etapa d’aprenentatge s’haurà d’actualitzar en cada iteració que 

calculem una estimació dels paràmetres. En l’etapa d’execució s’haurà de calcular i 

actualitzar l’indicador cada cert període de temps a definir pel dissenyador. 

La tasca que tenim ara és trobar un indicador per decidir si en la iteració actual 

l’estimació de paràmetres és bona, o no. Un paràmetre que ens permetria saber això 

seria la incertesa, que recordem que és la diferència entre el model real i el model 

nominal: 

𝜎 = 𝑎(𝒙) − 𝑎0(𝒙) 

Quan tinguem els paràmetres desconeguts 𝜽 estimats amb una bona precisió la 

incertesa 𝜎 tindrà un valor petit ja que els models nominal i real seran pràcticament 

iguals. Recordem que si veiem que la incertesa va disminuït a cada iteració vol dir que 

l’algorisme està convergint. Però si detectem que el valor de la incertesa augmenta de 

cop voldrà dir que els coeficients de l’equació 𝑎(𝒙) de la planta real han canviat. 

Com ja sabem, nosaltres no podem obtenir directament la incertesa del sistema, sinó 

que la podem estimar amb un “observador d’alt guany estès”. El problema és que 

aquesta estimació és veu molt afectada pel soroll. Veiem la comparació entre la 

incertesa i la seva estimació en la planta en el següent exemple. 

Exemple 6.1: Volem representar la incertesa i la seva estimació en la planta Van Der 

Pol: 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

𝑦 = 𝑥1 

Fem servir el model nominal 𝜙0(𝒙) = −0.5𝑥1 + 1.4𝑥2 − 0.6𝑥1
2𝑥2 + 𝑢. Fem servir el 

mateix observador, la mateixa acció de control i les mateixes condicions inicials que en 

l’exemple 4.2.  

Figura 18: representació de la incertesa i la seva estimació al llarg de l’evolució del 

sistema. 
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A priori, la idea més senzilla seria decidir si l’estimació dels paràmetres 𝜽𝐿𝑆  és bona o 

no, en funció de si l’estimació de la incertesa està acotada dins d’un interval. Però, en 

la figura 18 de l’exemple anterior es pot veure que l’estimació de la incertesa està molt 

afectada pel soroll. Per tant, serà molt fràgil fer servir aquesta estimació per quantificar 

la incertesa que tenim, i per decidir si considerem que l’estimació de paràmetres ha 

convergit o no. Per l’exemple anterior, imaginem que diem que durant el període de 

temps que analitzem (excloent el fenomen de pic inicial) tots els valors de l’estimació 

de la incertesa han d’estar dins d’un interval entre 6.5 i -6.5. En aquest cas, si 

poguéssim mesurar la 𝜎 real (blava) donaríem com a bona l’estimació de paràmetres, 

però mirant l’estimació �̂� (taronja) donaríem l’estimació de paràmetres com a dolenta. 

Per tant, hem de buscar una alternativa més robusta. Hem optat per reconstruir el 

senyal de la estimació de la incertesa sense el soroll. Amb aquesta reconstrucció 

tindrem un criteri molt millor per decidir si la incertesa del sistema és prou petita per dir 

que l’estimació de paràmetres ha convergit, i per tant per donar per acabada l’etapa 

d’aprenentatge. Hem dissenyat un filtre que elimini les altes freqüències del senyal i 

que deixi les baixes, d’aquesta manera podrem treure el soroll de l’estimació de la 

incertesa �̂�. Així obtindrem un senyal molt similar a la incertesa real. 

Primer, el filtre agafa el senyal d’estimació de la incertesa i l’integra.  

Si estem en la etapa de aprenentatge obviem els dos primers segons i mig de cada 

iteració per evitar que el fenomen de pic afecti a la integral. Per l’estimació de la 

incertesa de l’exemple 6.1 (figura 18) obtenim el següent senyal integrat. 

Figura 19: estimació de la incertesa de l’exemple 6.1 integrada �̂�𝒊𝒏𝒕. 

La segona cosa que fa el filtre és agafar finestres de temps 𝑇𝑓𝑖𝑛 en les quals calculem 

l’increment del senyal, i dividim aquest increment pel temps de la finestra. Aquesta 

operació és com fer una derivada, però en comptes de fer-ho amb finestres de temps 

diferencials agafem finestres més grans. 

�̂�𝑓𝑖𝑙𝑡𝑟𝑎𝑡(𝑡) =
�̂�𝑖𝑛𝑡(𝑡) − �̂�𝑖𝑛𝑡(𝑡 − 𝑇𝑓𝑖𝑛)

𝑇𝑓𝑖𝑛
 (41) 

És a dir, el que fa el filtre és primer integrar i després “derivar” per reconstruir el senyal 

original, en el qual hem filtrat les altes freqüències, és a dir, el soroll. Anem fent 

�̂�𝑖𝑛𝑡(𝑡) = ∫ �̂�(𝑡)𝑑𝑡
𝑡 𝑓𝑖𝑛𝑎𝑙

𝑡 𝑖𝑛𝑖𝑐𝑖

 (40) 
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aquesta operació (41) per finestres, sobre el senyal integrat (40), fins que s’acaba el 

temps. 

Per l’exemple 6.1, en el filtre farem servir finestres de 0.2 segons. Pel senyal integrat  

de la figura 19, �̂�𝑖𝑛𝑡(𝑡), hauríem de fer la operació 113 vegades, ja que tenim 22.5 

segons de senyal (excloent el temps inicial degut al fenomen de pic). Si agafem 

aquests punts i els mostrem, haurem aconseguit reconstruir el senyal de la estimació 

de la incertesa. Per l’exemple 6.1 podem comparar la incertesa real del sistema amb la 

estimació de la incertesa passada pel filtre que elimina gran part del soroll. 

Figura 20: evolució de la incertesa real del sistema 𝝈 (blau) i de la estimació de 
incertesa passada pel filtre �̂�𝒇𝒊𝒍𝒕𝒓𝒂𝒕 (taronja). 

Si comparem la figura 18 amb la figura 20 veiem que els resultats són bons. Hem 

aconseguit eliminar pràcticament tot el soroll de l’estimació de la incertesa, i d’aquesta 

manera hem aconseguit el senyal �̂�𝑓𝑖𝑙𝑡𝑟𝑎𝑡, molt similar a la incertesa real del sistema. 

S’ha de mencionar que com menys incertesa hi ha pitjor funciona la reconstrucció, ja 

que l’efecte del soroll guanya encara més importància. Però en general els resultats de 

la reconstrucció del senyal amb el filtre són bons. 

Ara que ja tenim una bona estimació del senyal de la incertesa real del sistema, ja som 

capaços de quantificar quanta incertesa tenim. El que farem per quantificar la incertesa 

serà calcular la integral del valor absolut del senyal filtrat �̂�𝑓𝑖𝑙𝑡𝑟𝑎𝑡. D’aquesta manera 

aconseguirem l’àrea que hi ha entre la corba i l’eix 𝑣𝑎𝑙𝑜𝑟 = 0. 

𝐼𝑛𝑑𝑖𝑐𝑎𝑑𝑜𝑟 𝑑′𝑖𝑛𝑐𝑒𝑟𝑡𝑒𝑠𝑎 = ∫ |�̂�𝑓𝑖𝑙𝑡𝑟𝑎𝑡|𝑑𝑡
𝑡 𝑓𝑖𝑛𝑎𝑙

𝑡 𝑖𝑛𝑖𝑐𝑖

 

Aquesta àrea és una clara mesura de quanta incertesa tenim en el nostre sistema, 

serà l’indicador que farem servir per decidir si l’estimació dels paràmetres que tenim és 

bona o no. Definirem un llindar de l’indicador (àrea) del que considerem una estimació 

de paràmetres acceptable. Quan en l’etapa d’aprenentatge, en una iteració, l’indicador 

passi per sota d’aquest llindar, per sota aquesta àrea, voldrà dir que tenim poca 

incertesa al sistema. En aquest moment, es donaran per bons els coeficients estimats 
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per 𝑎0(𝒙) i el sistema passarà a l’etapa d’execució. Si en l’etapa d’execució canvia la 

planta real, l’indicador d’incertesa (àrea) es dispararà per sobre el llindar, i en aquest 

moment tornarem a es tornarà a entrar en l’etapa d’aprenentatge. 

6.6   Exemple 

Ja hem vist l’algorisme que farem servir per controlar sistemes no lineals amb 

incertesa. Anem a veure un exemple on fem tots els passos per arribar a tenir un bon 

control d’un sistema d’aquestes característiques. En aquest exemple canviarem la 

planta real expressament a la meitat de l’execució per demostrar que l’algorisme 

funciona. 

Exemple 6.2: Imaginem que volem controlar la planta Van Der Pol amb l’algorisme 

que hem vist en aquest capítol per fer que segueixi una referència. 

Per començar,tenim el model nominal 𝜙0(𝒙, 𝑢) = 𝑎0(𝒙) + 𝑢, on: 

Veurem per passos el que hem de fer per arribar a la solució final. 

Pas 1. Com que volem que la sortida de la planta 𝑦 segueixi una referència 𝑦𝑟𝑒𝑓 hem 

d’aplicar el canvi de variables que hem vist en la secció 4.4. Recordem que amb 

aquest canvi el que volem és portar �̅� a l’origen per tal de fer que la diferència entre 𝑦 i 

𝑦𝑟𝑒𝑓, i les seves derivades, sigui zero. El canvi és el següent: 

Podem reescriure la planta (42) amb el canvi de variables (44) fet: 

�̇̅�1 = �̅�2 

�̇̅�2 = −0.2(�̅�1 + 𝑦𝑟𝑒𝑓) + (�̅�2 + �̇�𝑟𝑒𝑓) − 0.3(�̅�1 + 𝑦𝑟𝑒𝑓)2(�̅�2 + �̇�𝑟𝑒𝑓) + 𝑢 − �̈�𝑟𝑒𝑓  

𝑦 = �̅�1 + 𝑦𝑟𝑒𝑓  

Veiem com són 𝑦𝑟𝑒𝑓 i les seves derivades temporals en el nostre cas: 

𝑦𝑟𝑒𝑓(𝑡) = 𝑠𝑖𝑛(𝑡) + 2𝑠𝑖𝑛 (
𝑡

2
) +

3

2
𝑐𝑜𝑠 (𝑡) 

�̇�𝑟𝑒𝑓(𝑡) = 𝑐𝑜𝑠(𝑡) + 𝑐𝑜𝑠 (
𝑡

2
) −

3

2
𝑠𝑖𝑛(𝑡) 

�̈�𝑟𝑒𝑓(𝑡) = −𝑠𝑖𝑛(𝑡) − 0.5𝑠𝑖𝑛 (
𝑡

2
) −

3

2
𝑐𝑜𝑠 (𝑡) 

El que toca fer ara és dissenyar l’observador i el controlador, recordem que els haurem 

de modelar amb el canvi de variables (44) fet. 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

𝑦 = 𝑥1 

(42) 

𝑎0(𝒙) = −0.8𝑥1 + 1.8𝑥2 + 0.2𝑥1
2𝑥2 (43) 

�̅�1 = 𝑦 − 𝑦𝑟𝑒𝑓 = 𝑥1 − 𝑦𝑟𝑒𝑓  

�̅�2 = �̇� − �̇�𝑟𝑒𝑓 = 𝑥2 − �̇�𝑟𝑒𝑓 
(44) 
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Pas 2. Dissenyem l’observador d’alt guany estès. Donem el valor a les alfes: 𝛼1 =

15, 𝛼2 = 75 i 𝛼3 = 125. Així aconseguim que la matriu de l’error d’estimació 𝑭 tingui els 

tres valors propis a -5. Assignem el valor 휀 = 0.55, amb aquest valor tenim un equilibri 

entre les diferents conseqüències, explicades al capítol 4.4, que té augmentar o 

disminuir 휀.  

Ens queda el següent observador: 

�̇̅̂�1 = �̅̂�2 +
𝛼1

휀
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̅̂�2 = 𝑎0(�̂̅�) + 𝑢 + �̂̅� − �̈�𝑟𝑒𝑓 +
𝛼2

휀2
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̂̅� =
𝛼3

휀3
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

on fem servir el model nominal de la funció 𝑎0(�̂̅�) de la qual en desconeixem els 

coeficients. Per començar, en l’observador, farem servir el model nominal inicial (43). 

Si fem varies iteracions en l’etapa d’aprenentatge, haurem d’anar actualitzant el model 

nominal amb les estimacions dels coeficients. El model nominal inicial amb el canvi de 

variables (44) és: 

Pas 3. Dissenyem el controlador que ens servirà per fer el control, per cancel·lar la 

incertesa i per linealitzar el sistema. Recordem que en aquest cas volem controlar la 

planta perquè segueixi la següent referència. L’acció de control que realimentarem és: 

𝑢 = −�̂̅�𝑲 − 𝑎0(�̂̅�) − �̂̅� + �̈�
𝑟𝑒𝑓

 

Les matrius del sistema linealitzat són les mateixes que hem vist en l’exemple 4.1. 

Imposem col·locar els dos pols del sistema realimentat a -1 i -1.5, i obtenim que  𝑲 =

[3 3.5]. Per començar, farem servir el model inicial (45) en la funció 𝑎0(�̂̅�) del 

controlador. Si fem varies iteracions en l’etapa d’aprenentatge aquest model nominal 

s’anirà actualitzant amb els coeficients estimats. 

Ja tenim tots els elements per fer control definits. Ara veiem com es farà el control del 

sistema en línia. Explicarem com es durà a terme l’estimació de paràmetres quan 

estiguem en l’etapa d’aprenentatge. 

Pas 4. El model de regressió que farem servir per aplicar el mètode dels mínims 

quadrats és: 

On per la primera iteració en l’etapa d’aprenentatge, el model nominal 𝑎0(�̂̅�) serà (45). 

Recordem que, a cada iteració de l’etapa d’aprenentatge, el model nominal s’anirà 

actualitzant amb les estimacions dels coeficients de la iteració prèvia. Recordem que 

les variables d’estat estimades que hi ha en l’equació (46) els hauríem d’aplicar el 

canvi de variables (44), no ho mostrarem ja que obtenim una expressió excessivament 

llarga. 

𝑎0(�̂̅�) = −0.8(�̅̂�1 + 𝑦𝑟𝑒𝑓) + 1.8(�̅̂�2 + �̇�𝑟𝑒𝑓) + 0.2(�̅̂�1 + 𝑦𝑟𝑒𝑓)
2
(�̅̂�2 + �̇�𝑟𝑒𝑓) (45) 

𝑎0(�̂̅�) + �̂̅� = 𝜃1𝑥1 + 𝜃2𝑥2 + 𝜃3𝑥1
2𝑥2 (46) 
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A cada iteració d’estimació de paràmetres en l’etapa d’aprenentatge, prendrem m 

mostres de l’equació: �̂� = 𝑎0(�̂̅�) + �̂̅�. Amb aquestes mesures crearem la matriu �̂� de 

mida mx1. 

A cada iteració també prendrem m mesures dels regressors 𝑥1, 𝑥2 i 𝑥1
2𝑥2. Amb 

aquestes mesures crearem la matriu �̂� de mida mx3. Amb aquestes dues matrius 

podrem aplicar l’equació del mètode dels mínims quadrats, amb aquesta equació 

obtindrem l’estimació dels coeficients de 𝑎0(𝒙). 

𝜽𝐿𝑆 = (�̂�𝑇�̂�)−1�̂�𝑇�̂� 

Pas 5. Hem de definir com avaluarem si hem d’estar en l’etapa d’aprenentatge o 

d’execució. Cada 25 segons calcularem l’indicador d’incertesa que hem vist en la 

secció 6.5, en el cas de l’etapa d’aprenentatge coincidirà amb la durada de les 

iteracions per mesurar dades per aplicar el mètode dels mínims quadrats. En el nostre 

exemple, si el valor d’aquest indicador està per sota de 4 passarem a l’etapa 

d’execució, si no és que ja hi estàvem, i deixarem d’estimar els paràmetres. Si el valor 

de l’indicador està per sobre de 4 passarem a l’etapa d’aprenentatge, si no és que ja hi 

estàvem, i estimarem els coeficients de 𝑎0(𝒙) per actualitzar-los en l’observador i 

l’acció de control. Segurament haurem de fer varies iteracions d’estimació paràmetres 

per arribar a tenir un valor de l’indicador d’incertesa baix per poder passar a l’etapa 

d’execució. 

Ja hem definit tots els passos que s’han de seguir de l’algorisme per arribar a tenir un 

control robust a sistemes no lineals, amb incertesa i en els que pot canviar la planta 

real. Nosaltres mateixos imposarem que en el segon 225 la planta real canviï de (42) a 

la planta: 

Establim les condicions inicials 𝑥1(0) = 𝑥2(0) = 0 i �̅̂�1(0) = �̅̂�2(0) = �̂̅�(0) = 0.5. Fem la 

simulació amb Matlab Simulink que durarà 500 segons. 

Del segon 0 al 125 l’algorisme realitza 5 iteracions en l’etapa d’aprenentatge. En 

aquestes iteracions es van actualitzant els coeficients estimats a la funció 𝑎0(�̂̅�). El 

primer model nominal (43) té com a coeficients d’aquesta funció [−0.8 1.8 0.2]. 

Recollim en una taula els paràmetres estimats i l’indicador d’incertesa a cada iteració.  

Recordem que aquí els paràmetres reals són: 𝜽 = [−0.2 1 −0.3]. 

 

 

 

 

 

�̇�1 = 𝑥2 
�̇�2 = −0.7𝑥1 + 0.8𝑥2 − 0.7𝑥1

2𝑥2 + 𝑢 
𝑦 = 𝑥1 

(47) 
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Taula 1: estimacions dels paràmetres i l’indicador d’incertesa en les iteracions entre els 
segons 0 i 125. 

En la iteració 5 l’algorisme dóna per acabada l’etapa d’aprenentatge ja que l’indicador 

d’incertesa baixa per sota de 4. En aquest moment començarem l’etapa d’execució, en 

la qual deixem d’estimar paràmetres ja que tenim molt poca incertesa. El model 

nominal que farem servir en l’observador i l’acció de control és molt similar al model 

real. Veiem el model nominal resultant de la iteració 5 (sense el canvi de variables): 

𝑎0(�̂�) = −0.204𝑥1 + 1.005𝑥2 + 0.296𝑥1
2𝑥2 

El control funciona bé ja que la sortida del nostre sistema 𝑦 segueix perfectament a la 

referència que li introduïm 𝑦𝑟𝑒𝑓. Veiem el seguiment de la referència en els 25 primers 

segons d’etapa d’execució. 

 

 

 

 

 

 

 

 

Figura 21: evolució de la sortida del sistema i de la referència entre els segons 125 i 
150. 

El bon seguiment de la referència és degut a què els estats, amb el canvi de variable 

�̅�, s’estabilitzen al origen. Cada 25 segons es calcula l’indicador d’incertesa per veure 

si el valor d’aquest segueix per sota de 4. L’etapa d’execució funciona correctament 

entre els segons 125 i 225. Entre els segons 225 i 250 l’indicador es dispara a un valor 

de 81.95, això vol dir que els coeficients de 𝑎(𝒙) de la planta real han canviat. 

L’algorisme ho detecta i canvia automàticament a l’etapa d’aprenentatge. 

 

Nº 
d’iteració 

Segons Paràmetres estimats 
Indicador 

d’incertesa 

1 0 a 25 [−0.705 0.338 −0.113] 180.65 

2 25 a 50 [−0.206 0.643 −0.231] 53.41 

3 50 a 75 [−0.174 0.941 −0.276] 15.02 

4 75 a 100 [−0.204 1.004 −0.291] 5.40 

5 100 a 125 [−0.204 1.005 −0.296] 3.91 
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Recordem que ara els nous paràmetres reals de la planta (47) són: 𝜽 =

[−0.7 0.8 −0.7]. Dels segons 225 a 375 l’algorisme realitza 6 iteracions en l’etapa 

d’aprenentatge, en les quals es van actualitzant els coeficients estimats. Recollim en 

una taula els paràmetres estimats i l’indicador d’incertesa a cada iteració.  

Taula 2: estimacions dels paràmetres i l’indicador d’incertesa en les iteracions entre els 
segons 225 i 375. 

Si poséssim el llindar del que considerem una bona estimació per sota del valor de 

l’indicador 5, en la iteració 5 ja convergiria. Tindríem un bon control igualment i 

convergiria més ràpid, però hi hauria una mica més d’error al sistema. Es tracta de 

trobar un punt d’equilibri entre el temps que destinem a l’etapa d’aprenentatge i la 

incertesa que volem tolerar en l’etapa d’execució. 

El sistema entra en l’etapa d’execució al segon 375, ja que tenim una incertesa molt 

baixa i una bona estimació dels coeficients de 𝑎0(𝑥). El control és correcte, ja que el 

seguiment de la referència és pràcticament el mateix que en la figura 21. Els estats 

amb el canvi de variable �̅� també s’estabilitzen correctament a l’origen. 

Es segueix calculant l’indicador d’incertesa cada 25 segons, però en cap moment es 

dispara per sobre de 4. Això vol dir que les equacions de la planta real no canvien. 

Aquesta etapa d’execució dura fins al final de la simulació als 500 segons. 

 

 

  

Nº 
d’iteració 

Segons Paràmetres estimats 
Indicador 

d’incertesa 

1 225 a 250 [−1.019 0.706 −0.498] 81.95 

2 250 a 275 [−0.880 0.550 −0.596] 33.72 

3 275 a 300 [−0.743 0.666 −0.648] 18.41 

4 300 a 325 [−0.714 0.757 −0.673] 7.95 

5 325 a 350 [−0.713 0.790 −0.684] 4.76 

6 350 a 375 [−0.710 0.808 −0.694] 3.93 
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7. Proposta de solució millorada: regressor 

desconegut 

7.1  Motivació 

En la primera proposta de solució del capítol 6 hem vist com es poden controlar 

sistemes no lineals, que poden canviar els seus paràmetres i amb incertesa. Tot i això 

no ho volem deixar aquí, sinó que volem fer una millora més en la nostra solució. En la 

primera solució partíem d’una planta genèrica com la següent: 

on 𝑎(𝒙) = 𝜃1 · 𝜑1(𝒙) + 𝜃2 · 𝜑2(𝒙) + ⋯+ 𝜃𝑛 · 𝜑𝑛(𝒙). 

Donàvem per fet que l’estructura de 𝑎(𝒙) era una en concret, és a dir que coneixíem 

els regressors (𝜑’s) que formaven la funció. En l’exemple 6.1 sabíem que l’estructura 

de 𝑎(𝒙) era: 

𝑎(𝒙) = 𝜃1𝑥1 + 𝜃2𝑥2 + 𝜃3𝑥1
2𝑥2 

I l’únic que havíem de fer era estimar els paràmetres desconeguts (𝜃’s) d’aquesta 

funció. Aquest algorisme ha mostrat bons resultats, però no és del tot realista. Perquè 

si en teoria 𝑎(𝒙) és una funció desconeguda, com pot ser que coneguem la seva 

estructura? Com pot ser que coneguem els regressors (𝜑’s) que formen 𝑎(𝒙)? 

En un cas realista no coneixerem res, o pràcticament res, d’una funció que modela una 

planta desconeguda. També ens pot passar que coneguem la planta i que no hi hagi 

incertesa, però que en un moment donat canviïn les equacions que modelen la planta. 

En la secció 6.3 vam posar l’exemple de que coneixíem les equacions que modelen un 

motor elèctric, i que en un moment donat podia aparèixer un camp electromagnètic 

que canviés les equacions del model matemàtic. Si passés això deixaríem de conèixer 

les equacions que modelen la planta. Seria molt ingenu pensar que els regressors 

(𝜑’s) seguirien sent els mateixos, i que els coeficients (𝜃’s) serien l’únic que ha canviat. 

És per això que en aquest capítol trobarem una manera d’estimar els paràmetres i els 

regressors que formen una funció desconeguda 𝑎(𝒙) d’una planta amb incertesa amb 

l’estructura de (48). D’aquesta manera, podrem estimar de manera molt més exacta i 

precisa les funcions desconegudes, i conseqüentment disminuir encara més la 

incertesa en l’etapa d’aprenentatge. Això ens permetrà aplicar el nostre algorisme 

solució en casos molt més realistes, que és el que busquem en aquest treball. 

Estimar qualsevol regressor és molt complicat. El que haurem de fer és una llibreria 

que contingui els regressors més importants i comuns en el sistema que volem 

controlar [11]: 

𝝋 = [𝜑1(𝒙) 𝜑2(𝒙) … 𝜑𝑙(𝒙)] 

�̇�1 = 𝑥2 
�̇�2 = 𝑎(𝒙) + 𝑢 
𝑦 = 𝑥1 

(48) 
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on 𝑙 és el número de regressors que conformen la llibreria. D’aquesta llibreria ens 

quedarem amb els regressors que sí que apareguin en la funció desconeguda. 

Exemple 7.1: Imaginem que tenim la la planta Van Der Pol i que volem saber quins 

regressors conformen la funció desconeguda 𝑎(𝒙): 

�̇�1 = 𝑥2 

�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2𝑥2 + 𝑢 

𝑦 = 𝑥1 

On la funció 𝑎(𝒙) = −0.2𝑥1 + 𝑥2 − 0.3𝑥1
2 és totalment desconeguda per nosaltres i no 

sabem quins regressors la conformen. Disposem de la següent llibreria de funcions: 

𝝋 = [𝑥1 𝑥2 sin (𝑥1) 𝑥2
−1 𝑥1

−3 cos (𝑥2) 𝑥1
2𝑥2 𝑥2

2sin (𝑥2) 𝑥1
4] 

Si el mètode que veurem en les pròximes seccions funciona bé, obtindrem que els 

regressors que intervenen a la planta són: [𝑥1 𝑥2 𝑥1
2𝑥2]. Així doncs, el vector de 

coeficients estimats perfecte seria: 

𝜃 = [−0.2 1 0 0 0 0 −0.2 0 0] 

7.2  Teoria 

El nostre objectiu és trobar quins regressors apareixen a la funció desconeguda 𝑎(𝒙), i 

pels que apareixen estimar-ne els seus coeficients. Intuïtivament podem pensar en 

aplicar el mètode dels mínims quadrats com hem fet fins ara. Podem pensar que 

aquells regressors que no intervinguin a la equació real tindran un coeficient estimat 

amb els mínims quadrats igual a zero. Però això no és una bona solució, a continuació 

explicarem el perquè. 

Recordem que el model de regressió general sobre el qual vam aplicar el mètode dels 

mínims quadrats a la secció 5.2 és (recordem que notàvem 𝑎(𝒙) com a 𝑌(𝒙)): 

𝑌(𝒙) = 𝜃1 · 𝜑1(𝒙) + 𝜃2 · 𝜑2(𝒙) + ⋯+ 𝜃𝑛 · 𝜑𝑛(𝒙) = 𝝋(𝒙) · 𝜽 

on preníem varies moltes mostres de 𝑌 i de les funcions (regressors) 𝜑’s per construir 

les matrius: 

Recordem que en el mètode dels mínims quadrats el que volem és trobar el vector 𝜽 

que ens minimitzi la funció objectiu de l’error quadràtic: 

argmin
𝜽

‖𝒀 − 𝝓 · 𝜽‖2 

on ‖·‖2 és la norma 2, és a dir, la distància euclidiana de l’argument a l’origen de 

coordenades (error). 

El problema d’aplicar el mètode dels mínims quadrats és que no funciona bé quan 

treballem amb llibreries, ja que tenim molts més regressors dels necessaris. Això és 

perquè quan tenim molts regressors és molt difícil que el sistema sigui excitant, 

𝒀 = 𝝓 · 𝜽 (49) 
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conseqüentment el mètode dels mínims quadrats no ens donarà una bona estimació 

dels paràmetres. A continuació expliquem perquè passa això.  

Quan realitzem una estimació de paràmetres, estem buscant aquells paràmetres que 

“expliquen” la trajectòria dels estats del sistema. Quan un sistema no és excitant, vol 

dir que per aquella trajectòria 𝒙 i per aquells regressors 𝝋(𝒙), hi ha múltiples solucions 

dels paràmetres que expliquen la trajectòria. Per tant, l’estimador de paràmetres et 

donarà una de les múltiples solucions i potser no és la real. 

Quan fem servir llibreries, tenim el problema de què estem fent servir moltes més 

funcions (regressors) de les que existeixen en la funció real, de la qual estem intentant 

estimar els coeficients i regressors. Per això, és altament probable que hi hagi una 

combinació de funcions diferent de la real (per exemple, de totes les funcions de la 

llibreria alhora) que expliqui la trajectòria del sistema. Per això diem que quan fem 

servir totes les funcions de la llibreria, difícilment el sistema serà excitant. Aquest és el 

motiu pel qual el mètode dels mínims quadrats no funcionarà en aquest cas. 

Tanmateix, no és tant probable que existeixi una combinació d'unes poques funcions 

de la llibreria que expliqui la trajectòria, i que no sigui la combinació de funcions real. 

Per tant, ens interessarà trobar un model en el qual hi hagi pocs regressors importants, 

per obtenir un sistema excitant amb una única solució d’estimació de paràmetres. Això 

vol dir que en el vector 𝜽 la gran majoria dels coeficients hauran de valer zero, tal i 

com hem vist en l’exemple 7.1. D’aquesta manera obtindrem un model molt més fàcil 

d’interpretar i d’aplicar en el control del nostre sistema, ja que hi haurà un petit número 

de regressors significatius.  

Direm que volem no volem un model de regressió dens, sinó que volem un model de 

regressió dispers, amb pocs coeficients diferents de zero. Un dels millors mètodes per 

obtenir models de regressió escassos i fàcilment interpretables és el de LASSO (Least 

Absolute Shrinkage and Selection Operator).  Les sigles d’aquest mètode en català 

volen dir: operador de reducció i de selecció d’operadors. En el nostre cas volem 

aplicar el mètode LASSO per trobar el vector 𝜽 que minimitzi la funció objectiu següent 

[9] [10]: 

on 𝜆 és un hiperparàmetre. Resolem el problema d’optimització per múltiples 𝜆, ens 

quedarem amb aquella 𝜆 que ens minimitzi el número de funcions (regressors) i el 

valor de la funció objectiu. L’operador ‖𝜽‖1 és la norma 1 del vector 𝜽. La norma 1 

d’un vector és la suma dels seus components en valor absolut. 

‖𝜽‖1 = ∑|𝜃𝑖|

𝑙

𝑖=1

 

En la funció objectiu del mètode LASSO (50) aconseguim els coeficients 𝜽 que 

minimitzen l’error quadràtic de regressió. Però, a més amb la norma 1 també 

aconseguim minimitzar el número de coeficients en 𝜽 que són diferents de zero. 

D’aquesta manera obtindrem un vector 𝜽 on la majoria dels components seran zeros. 

Així aconseguirem tenir un model de regressió escàs, fàcil d’interpretar i excitant. Amb 

argmin
𝜽

‖𝒀 − 𝝓 · 𝜽‖2 + 𝜆‖𝜽‖1 (50) 
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el mètode LASSO i una llibreria de funcions, serem capaços d’estimar correctament la 

funció totalment desconeguda 𝑎(𝒙) a partir de pocs regressors. 

7.3  Algorisme de l’etapa d’aprenentatge de la solució 

millorada 

L’algorisme de la solució d’aquest capítol es seguirà estructurant en dues etapes, igual 

que hem vist en el capítol 6. Una primera d’aprenentatge, en la qual estimem les 

funcions desconegudes de la planta per disminuir la incertesa. I una segona etapa 

d’execució on es duu a terme el control del sistema amb poca incertesa.  

Abans en l’etapa d’aprenentatge només estimàvem els coeficients de la funció 

desconeguda 𝑎(𝒙). Ara haurem d’estimar els regressors (𝜑’s) que intervenen en la 

funció desconeguda i els seus respectius coeficients (𝜃’s). Per això veurem una variant 

de l’algorisme en l’etapa d’aprenentatge. En aquesta etapa seguirem fent iteracions, 

on a cada iteració obtindrem una estimació que fem servir per la següent iteració. Així 

anirem disminuint l’indicador d’incertesa, fins que estigui per sota d’un llindar del que 

considerem acceptable. 

La diferència és que ara, en cada iteració, aplicarem el mètode de LASSO i 

posteriorment el mètode dels mínims quadrats. Primer aplicarem el mètode de LASSO, 

on es minimitzarà el número de regressors i l’error d’estimació de paràmetres. 

Obtindrem una estimació dels regressors importants i dels seus coeficients. Després 

aplicarem el mètode dels mínims quadrats sobre els regressors escollits pel LASSO, 

en els quals es minimitzarà únicament l’error d’estimació dels paràmetres. Per tant, 

obtindrem una millor estimació dels coeficients dels regressors seleccionats pel 

mètode LASSO. 

Veiem quin procediment seguirem en cada iteració de l’etapa d’aprenentatge. El model 

inicial de regressió és el que conté totes les funcions de la llibreria (𝑙 regressors). Com 

a paràmetres 𝜽 d’aquest primer model de regressió agafarem els coeficients del model 

nominal 𝑎0(�̂�) que fem servir en l’observador i el controlador. 

�̂� = 𝜃1 · 𝜑1(�̂�) + 𝜃2 · 𝜑2(�̂�) + ⋯+ 𝜃𝑙 · 𝜑𝑙(�̂�) 
(51) 

Primer aplicarem el mètode de LASSO (50) sobre el model (51) per veure quins dels 

regressors de la llibreria són importants. Per anar bé ens hauríem de quedar pocs 

regressors, és a dir, obtenir pocs coeficients (𝜃’s) diferents de zero. Ara tenim un 

model de regressió amb els 𝑛 regressors escollits pel LASSO (𝑛 < 𝑙): 

Sobre el model (52) hi apliquem el mètode dels mínims quadrats que hem vist en 

capítols anteriors. El que farem serà obtenir una millor estimació dels 𝑛 coeficients 𝜃 

que minimitzen l’error de la regressió. Aquesta estimació 𝜽𝑳𝑺 obtinguda pel mètode 

dels mínims quadrats serà la que actualitzarem en la funció 𝑎0(�̂�) que apareix en 

l’observador i el controlador. Per aquells regressors que no hem fet servir en el  

mètode dels mínims quadrats considerarem que els seus coeficients són zero en 

𝑎0(�̂�). 

�̂� = 𝜃1
𝑙𝑎𝑠𝑠𝑜 · 𝜑1(�̂�) + 𝜃2

𝑙𝑎𝑠𝑠𝑜 · 𝜑2(�̂�) + ⋯+ 𝜃𝑛
𝑙𝑎𝑠𝑠𝑜 · 𝜑𝑛(�̂�) (52) 
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Calculem l’indicador d’incertesa, si encara és massa alt haurem de fer una altra 

iteració de l’etapa d’aprenentatge. Pel primer model de regressió (51) de la segona 

iteració farem servir els coeficients 𝜽𝑳𝑺 del model actualitzat de 𝑎0(�̂�). Repetirem 

aquest procés de manera iterativa fins que l’indicador d’incertesa estigui per sota un 

llindar. Llavors considerarem que tenim poca incertesa al sistema i passarem a l’etapa 

d’execució. 
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7.4  Esquema de l’algorisme complet 

Figura 22: esquema de l’algorisme vist en aquest capítol 7. 
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7.5  Exemple de l’algorisme de la solució millorada 

A continuació veurem un exemple on aplicarem l’algorisme de la solució vista en 

aquest capítol. Farem tots els passos per arribar a tenir un bon control d’un sistema no 

lineal, amb incertesa i del qual en desconeixem els regressors. Igual que vam fer en 

l’exemple 6.2, canviarem la planta real expressament a la meitat de l’execució per 

demostrar que l’algorisme funciona. 

Exemple 7.2: Imaginem que volem controlar la planta Van Der Pol amb l’algorisme 

que hem vist en aquest capítol per fer que segueixi una referència. 

Per començar,tenim el model nominal 𝜙0(𝒙, 𝑢) = 𝑎0(𝒙) + 𝑢, on: 

Veurem per passos el que hem de fer per arribar a la solució final. 

Pas 1. Abans de tot hem de definir la llibreria de regressors que farem servir. En  

aquest cas hem definit una llibreria senzilla amb sis funcions: 

Pas 2. En aquest exemple volem que la sortida de la planta 𝑦 segueixi una referència 

𝑦𝑟𝑒𝑓. Per fer això hem d’aplicar el canvi de variables, vist a la secció 4.4, al vector 

d’estats: 

Amb aquest canvi el que volem és portar �̅� a l’origen per fer que la diferència entre 𝑦 i 

𝑦𝑟𝑒𝑓, i les seves derivades, sigui zero. Haurem d’aplicar aquest canvi de variables en 

l’observador i l’acció de control. 

Veiem com són 𝑦𝑟𝑒𝑓 i les seves derivades temporals en aquest exemple: 

𝑦𝑟𝑒𝑓(𝑡) = 𝑠𝑖𝑛(𝑡) + 2𝑠𝑖𝑛 (
𝑡

2
) +

3

2
𝑐𝑜𝑠 (𝑡) 

�̇�𝑟𝑒𝑓(𝑡) = 𝑐𝑜𝑠(𝑡) + 𝑐𝑜𝑠 (
𝑡

2
) −

3

2
𝑠𝑖𝑛(𝑡) 

�̈�𝑟𝑒𝑓(𝑡) = −𝑠𝑖𝑛(𝑡) − 0.5𝑠𝑖𝑛 (
𝑡

2
) −

3

2
𝑐𝑜𝑠 (𝑡) 

Amb això definit, podem començar a dissenyar l’observador i el controlador. 

Pas 3. Dissenyem un observador d’alt guany estès per estimar els estats de la planta. 

En aquest exemple farem servir el mateix observador que hem dissenyat per l’exemple 

6.2. Donem el valor a les alfes: 𝛼1 = 15, 𝛼2 = 75 i 𝛼3 = 125. Assignem el valor 휀 =

0.55.  

 

�̇�1 = 𝑥2 
�̇�2 = −0.2𝑥1 + 𝑥2 − 0.3𝑥1

2𝑥2 + 𝑢 
𝑦 = 𝑥1 

(53) 

𝑎0(𝒙) = −0.6𝑥1 − 0.4𝑥1
2𝑥2 + 0.2𝑥1𝑥2

2 − 0.8sin (𝑥1) (54) 

𝝋 = [𝑥1 𝑥2 𝑥1
2𝑥2 𝑥1𝑥2

2 cos (𝑥2) sin (𝑥1)] (55) 

�̅�1 = 𝑦 − 𝑦𝑟𝑒𝑓 = 𝑥1 − 𝑦𝑟𝑒𝑓  

�̅�2 = �̇� − �̇�𝑟𝑒𝑓 = 𝑥2 − �̇�𝑟𝑒𝑓 
(56) 
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L’observador és el següent: 

 �̇̅̂�1 = �̅̂�2 +
𝛼1

휀
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̅̂�2 = 𝑎0(�̂̅�) + 𝑢 + �̂̅� − �̈�𝑟𝑒𝑓 +
𝛼2

휀2
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̂̅� =
𝛼3

휀3
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

on recordem que en l’observador hem d’utilitzar el model nominal de la funció 

desconeguda: 𝑎0(𝒙). Al principi, farem servir el model nominal inicial (54), al que hem 

d’aplicar el canvi de variables (56) per fer-lo servir a l’observador. Després, en l’etapa 

d’aprenentatge el model nominal s’anirà actualitzant amb les estimacions de 

regressors i de coeficients. El model nominal inicial que farem servir a l’observador és: 

Pas 4. Dissenyem el controlador que ens servirà per fer el control, per cancel·lar la 

incertesa i per linealitzar el sistema. També farem servir la mateixa acció de control 

que hem dissenyat en l’exemple 6.2. 

𝑢 = −�̂̅�𝑲 − 𝑎0(�̂̅�) − �̂̅� + �̈�𝑟𝑒𝑓 

on 𝑲 = [3 3.5], que és resultat d’imposar la col·locació dels dos pols del sistema 

realimentat a -1 i -1.5. A la primera iteració de l’etapa d’aprenentatge, farem servir el 

model nominal (57) al controlador, després aquest model s’anirà actualitzant. 

Ja tenim els elements per fer el control definits. Passem a definir com es farà el control 

en línia. Primer veiem com es durà a terme l’estimació de regressors i dels seus 

coeficients quan estiguem en l’etapa d’aprenentatge. En la secció 7.3 hem explicat que 

en l’agorisme de la solució millorada, quan ens trobem en l’etapa d’aprenentatge, en 

cada iteració, primer aplicarem el mètode de LASSO i després aplicarem el mètode 

dels mínims quadrats. 

Pas 5. El model de regressió que farem servir per aplicar el mètode de LASSO és: 

On, per la primera iteració en l’etapa d’aprenentatge, el model nominal 𝑎0(�̂̅�) serà (57), 

després s’anirà actualitzant a cada iteració. Recordem que en l’equació (58) hem 

d’aplicar el canvi de variables (56), en aquest cas no ho hem escrit perquè l’expressió 

es veiés més senzilla. 

A cada iteració de l’etapa d’aprenentatge, prendrem m mesures de l’equació �̂� = �̂� =

𝑎0(�̂̅�) + �̂̅�, Amb aquestes mesures crearem la matriu �̂� de mida mx1. També prendrem 

m mesures de 𝑥1, 𝑥2, 𝑥1
2𝑥2, 𝑥1𝑥2

2, cos(𝑥2) i sin (𝑥1). Amb aquestes mesures crearem la 

matriu �̂� de mida mx6.  

Ara hem de definir l’hiperparàmetre 𝜆 que apareix en l’equació (50) del mètode 

LASSO. Escollirem aquell valor de 𝜆 que minimitzi l’error de regressió i el número 

𝑎0(�̂̅�) = −0.6(�̅̂�1 + 𝑥1 𝑟𝑒𝑓) − 0.4(�̅̂�1 + 𝑥1 𝑟𝑒𝑓)
2
(�̅̂�2 + �̇�1 𝑟𝑒𝑓) 

                 +0.2(�̅̂�1 + 𝑥1 𝑟𝑒𝑓)(�̅̂�2 + �̇�1 𝑟𝑒𝑓)
2
− 0.8sin (�̅̂�1 + 𝑥1 𝑟𝑒𝑓) 

(57) 

𝑎0(�̂̅�) + �̂̅� = 𝜃1 · 𝑥1 + 𝜃2 · 𝑥2 + 𝜃3𝑥1𝑥2
2 + 𝜃4𝑥1𝑥2

2 + 𝜃5 cos(𝑥2) + 𝜃6sin (�̂�1) (58) 
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regressors. La simulació ha estat programada perquè calculi automàticament aquest 

valor. Amb les dues matrius  �̂�, �̂�  i 𝜆 podrem aplicar el mètode de LASSO (50).  

Obtindrem quins dels regressors de la llibreria (55) són importants per definir el model 

(58). Per anar bé ens hauríen de quedar pocs regressors, és a dir, obtenir pocs 

coeficients (𝜃’s) en l’equació (58) diferents de zero.  

En aquest punt ja tindrem l’estimació de quins regressors són importants. El que farem 

a continuació és obtenir una millor estimació dels coeficients (𝜃’s) per aquests 

regressors. En aquesta estimació ja no buscarem minimitzar el número de regressors, 

perquè ja els tenim definits, sinó que només buscarem minimitzar l’error. 

Pas 6. Ara tenim un model de regressió amb els 𝑛 regressors escollits pel LASSO en 

el pas 5: 

Sobre aquest nou model de regressió hi aplicarem el mètode dels mínims quadrats. 

Per aplicar-lo utilitzarem les matrius calculades a pas anterior �̂� i �̂�, però no farem 

servir les columnes d’aquells regressors dels quals hem obtingut el seu coeficient (𝜃) 

igual a zero en el LASSO, ja que no apareixen en el model (59).  

𝜽𝐿𝑆 = (�̂�𝑇�̂�)−1�̂�𝑇�̂� 

D’aquí obtindrem les estimacions millorades dels coeficients dels regressors escollits 

pel mètode LASSO. Aquests coeficients són els que farem servir per actualitzar a 

l’equació 𝑎0(�̂�) que utilitzem en l’observador i en l’acció de control. Aquells regressors 

que no hem fet servir en el  mètode dels mínims quadrats considerarem que els seus 

coeficients són zero a la funció 𝑎0(�̂�). 

Pas 7. Hem de definir com el sistema ha de saber si ha de d’estar en l’etapa 

d’aprenentatge o d’execució. Cada 25 segons calcularem l’indicador d’incertesa que 

hem vist en la secció 6.5, en el cas d’estar en l’etapa d’aprenentatge coincidirà amb la 

durada de les iteracions. En aquest exemple, si el valor d’aquest indicador està per 

sota de 3.5 passarem a l’etapa d’execució, si no és que ja hi estàvem, i deixarem 

d’estimar els regressors importants i els seus coeficients. Si el valor de l’indicador està 

per sobre de 3.5 passarem a l’etapa d’aprenentatge, si no és que ja hi estàvem, i 

estimarem els regressors i els coeficients de 𝑎0(𝒙) per actualitzar-los en l’observador i 

l’acció de control. Possiblement haurem de fer varies iteracions en l’etapa 

d’aprenentatge per obtenir un indicador d’incertesa suficientment baix. 

Ja hem definit tots els passos per implementar la solució vista en aquest capítol. 

Nosaltres mateixos imposarem que en el segon 225 la planta real canviï de regressors 

i coeficients. Passarem de la planta (53) a la planta: 

�̇�1 = 𝑥2 

�̇�2 = 0.2𝑥1
2𝑥2 − 0.4𝑥1𝑥2

2 + 0.5sin (𝑥1) + 𝑢 

𝑦 = 𝑥1 

Establim les condicions inicials 𝑥1(0) = 𝑥2(0) = 0.25 i �̅̂�1(0) = �̅̂�2(0) = �̂̅�(0) = 0.5. Fem 

la simulació amb Matlab Simulink, que durarà 500 segons. 

�̂� = 𝜃1
𝑙𝑎𝑠𝑠𝑜 · 𝜑1(�̂�) + 𝜃2

𝑙𝑎𝑠𝑠𝑜 · 𝜑2(�̂�) + ⋯+ 𝜃𝑛
𝑙𝑎𝑠𝑠𝑜 · 𝜑𝑛(�̂�) (59) 
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Del segon 0 al 125, el sistema fa 5 iteracions en l’etapa d’aprenentatge. En aquestes 

iteracions anem actualitzant els regressors estimats i els seus coeficients estimats a la 

funció 𝑎0(𝒙). El primer model nominal (54) té com a coeficients d’aquesta funció 

[−0.6 0 −0.4 0.2 0 −0.8]. Recollim en una taula els regressors estimats, els 

coeficients estimats i l’indicador d’incertesa a cada iteració.  

Recordem que aquí els paràmetres reals són: 𝜽 = [−0.2 1 −0.3 0 0 0]. 

Taula 3: estimacions dels regressors (pel mètode de LASSO), dels paràmetres (pel 
mètode de LASSO i de mínims quadrats) i l’indicador d’incertesa entre els segons 0 i 
125. Els coeficients d’aquells regressors que no es fan servir en els mínims quadrats 
estan escrits en color gris. 

Es dona per acabada l’etapa d’aprenentatge en la iteració 5, ja que el valor de 

l’indicador d’incertesa està per sota 3.5. En aquest moment comença l’etapa 

d’execució, en la qual es fan servir els regressors i els coeficients resultants de la 

iteració 5. Deixem d’estimar coeficients i regressors, ja que considerem que tenim 

poca incertesa al sistema. El model nominal que farem servir en l’observador i l’acció 

de control, en l’etapa d’execució, és similar al model real. 

𝑎0(�̂�) = −0.207𝑥1 + 1.000𝑥2 + 0.294𝑥1
2𝑥2 

Podem verificar que el control funciona adequadament perquè la sortida del sistema 𝑦 

segueix perfectament referència que li introduïm 𝑦𝑟𝑒𝑓. Veiem com el sistema segueix la 

referència en els 25 primers segons d’execució: 

 

 

 

 

Nº 
d’iteració 

Segons mètode 
Paràmetres estimats 

   [ 𝒙𝟏 𝒙𝟐 𝒙𝟏
𝟐𝒙𝟐 𝒙𝟏𝒙𝟐

𝟐 𝐜𝐨𝐬 (𝒙𝟐) 𝐬𝐢𝐧 (𝒙𝟏)] 
Indicador 
incertesa 

1 0-25 
LASSO [0.145 0.975 −0.368 0 −0.176 −0.461] 

70.39 
LS [0.143 1.008 −0.376 0 −0.164 −0.355] 

2 25-50 
LASSO [0 1.008 −0.376 0 0 −0.355] 

16.68 
LS [0 1.080 −0.301 0 0 −0.456] 

3 50-75 
LASSO [−0.176 0.975 −0.268 0 0 −0.128] 

11.26 
LS [−0.191 0.991 −0.272 0 0 −0.083] 

4 75-100 
LASSO [−0.234 0.965 −0.279 0 0 0] 

5.21 
LS [−0.215 0.981 −0.284 0 0 0] 

5 
100-
125 

LASSO [−0.213 0.978 −0.288 0 0 0] 
3.12 

LS [−0.207 1.000 −0.294 0 0 0] 
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Figura 23: evolució de la referència i de la sortida del sistema entre els segons 125 i 
150. 

Com que el seguiment de la referència és correcte, també podem afirmar que els 

estats amb canvi de variable �̅� s’estabilitzen a l’origen. En aquesta etapa d’execució, 

cada 25 segons es calcula l’indicador d’incertesa per veure si segueix per sota de 3.5. 

L’etapa d’execució funciona correctament entre els segons 125 i 225. Entre els segons 

225 i 250 l’indicador d’incertesa es dispara a un valor de 225.97, això vol dir que la 

funció 𝑎(𝒙) de la planta real ha canviat. L’algorisme ho detecta i torna a l’etapa 

d’aprenentatge per estimar els regressors i els coeficients de la nova planta real. 

Recordem que ara els nous paràmetres reals de la planta són: 𝜽 =

[0 0 0.2 −0.4 0 0.5]. Dels segons 225 a 400 el sistema fa 7 iteracions en 

l’etapa d’aprenentatge, on anirem actualitzant la funció 𝑎0(𝒙). Recollim en una taula 

els regressors estimats, els coeficients estimats i l’indicador d’incertesa a cada iteració. 

Taula 4: estimacions dels regressors (pel mètode de LASSO), dels paràmetres (pel 
mètode de LASSO i de mínims quadrats) i l’indicador d’incertesa entre els segons 225 
i 400. Els coeficients d’aquells regressors que no es fan servir en els mínims quadrats 
estan escrits en color gris. 

Nº 
d’iteració 

Segons mètode 
Paràmetres estimats 

   [ 𝒙𝟏 𝒙𝟐 𝒙𝟏
𝟐𝒙𝟐 𝒙𝟏𝒙𝟐

𝟐 𝐜𝐨𝐬 (𝒙𝟐) 𝐬𝐢𝐧 (𝒙𝟏)] 
Indicador 
incertesa 

1 225-250 
LASSO [1.811 2.959 −0.251 0 −4.196 −5.518] 

225.97 
LS [1.493 3.137 −0.228 0 −2.527 0.226] 

2 250-275 
LASSO [0 0.771 0.091 −0.422 0 −0.264] 

162.18 
LS [0 0.826 0.104 −0.484 0 −0.144] 

3 275-300 
LASSO [0 −0.112 0.218 −0.461 0.250 0] 

38.39 
LS [0 −0.150 0.223 −0.457 0.318 0] 

4 300-325 
LASSO [0 −0.141 0.238 −0.397 0.125 0.293] 

14.40 
LS [0 −0.165 0.243 −0.400 0.120 0.379] 

5 325-350 
LASSO [0 −0.141 0.238 −0.397 0.125 0.293] 

7.76 
LS [0 −0.165 0.243 −0.400 0.120 0.379] 
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El sistema torna a entrar en l’etapa d’execució al segon 400, ja que tenim una 

incertesa baixa i una bona estimació dels regressors i dels coeficients en el model 

nominal 𝑎0(𝒙). El control és bo perquè els estats amb el canvi de variable �̅� 

s’estabilitzen correctament a l’origen. El seguiment de la referència també és correcte, 

és pràcticament el mateix que el de la figura 23. 

En aquest moment es segueix calculant l’indicador d’incertesa cada 25 segons, però 

en cap moment es dispara per sobre de 3.5. Això vol dir que l’equació de la planta real 

𝑎(𝒙) no canvia. Aquesta etapa d’execució dura fins al final de la simulació als 500 

segons. 

 

 

  

6 350-375 
LASSO [0 0 0.197 −0.375 0 0.386] 

4.68 
LS [0 0 0.205 −0.399 0 0.528] 

7 375-400 
LASSO [0 0 0.197 −0.375 0 0.386] 

3.16 
LS [0 0 0.206 −0.404 0 0.528] 
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8. Aplicació de l’algorisme definitiu al roto-

magnet 

8.1  Explicació del sistema 

L’idea d’aquest treball és  dissenyar un algorisme que ens permeti controlar sistemes 

no lineals i amb incertesa. Aquesta feina ja la tenim feta, ara l’objectiu és aplicar 

l’algorisme sobre una planta que existeix a la realitat. D’aquesta manera podrem 

avaluar si funciona com hem previst, i podrem veure si té potencials aplicacions a la 

vida real. Aquesta planta sobre la qual aplicarem el control que hem dissenyat 

s’anomena roto-magnet. 

El roto-magnet és una planta que hi ha laboratori de dinàmica de sistemes (ETSEIB) 

que està dissenyada per ser controlada amb fins educacionals [12]. Aquesta planta és 

un sistema mecatrònic que està composat per un motor DC, una barra giratòria, un 

imant permanent i dos electroimants fixats. Més concretament, l’imant permanent que 

té dos pols magnètics oposats està muntat sobre la barra rotacional. Els dos 

electroimants tenen pols magnètics diferents. El petit motor DC està situat sota la taula 

experimental, està unit a la part inferior de al barra giratòria. Podem veure una 

fotografia del sistema que acabem de descriure. 

 

 

 

 

 

 

 

Figura 24: estructura de la planta Roto-magnet. 

Durant el funcionament del motor DC, la interacció entre els electroimants fixats i 

l’imant permanent giratòri crea un camp magnètic. Aquest camp magnètic causa un 

parell polsant Γp en el moviment de la barra. El parell polsant Γp és considerat com 

una pertorbació al sistema, ja que afecta al comportament dinàmic de la sortida del 

control.  

Com que el camp magnètic depèn de la posició relativa entre els diferents imants, el 

parell polsant tindrà un període que durarà 2𝜋 radiants. Podem veure un esquema de 

com estan col·locats els pols magnètics en el sistema a la figura 25. La posició relativa 

entre els imants està determinada per l’angle 𝜃. El parell polsant Γp també depèn de 

d’aquest angle giratori 𝜃. Per tant, sota una velocitat angular constant de la barra 

giratòria (�̈� = �̇� = 0), el parell polsant esdevé un senyal periòdic. La durada en segons 
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d’aquest període dependrà principalment de la velocitat de gir constant. De totes 

maneres és molt difícil de calcular aquest parell polsant en el sistema. 

 

 

 

 

 

 

 

Figura 25: esquema d’interacció entre els electroimants fixats i l’imant permanent 
mòbil. 

Per poder cancel·lar l’efecte d’aquesta pertorbació i controlar la planta correctament, 

necessitem estimar alguns paràmetres associats a aquest parell. 

El model de la planta del roto-magnet pot ser descrit com: 

�̇� = 𝜔 

�̇� = −𝛼1𝜔 + Γp(θ) + 𝛼2𝑢 

𝑦 = 𝜃 
(60) 

on 𝛼1 és un coeficient de fricció constant, i 𝑢 és l’acció de control. Considerem que 

sortida de la planta roto-magnet  és l’angle 𝜃, que podem mesurar amb un sensor.  El 

parell polsant pot ser definit com: 

Γp(𝜃) = 𝛿1 𝑠𝑖𝑛(𝜃) + 𝛾1 𝑐𝑜𝑠(𝜃) 
(61) 

Encara que existeix un model per aquesta pertorbació, en aquest treball considerarem 

que les funcions del parell polsant són desconegudes, per així poder validar les 

prestacions de l’algorisme. L’únic que considerarem que sabem és que l’expressió 

parell polsant és una combinació lineal de sinusoïdals de l’angle. És per això que més 

endavant veurem que en la llibreria hi haurà sinusoïdals de varies freqüències. 

Amb aquesta consideració i les equacions (60) i (61), podem reescriure el model de la 

planta amb la nomenclatura que hem estat fent servir al llarg del treball: 

on els les constants 𝛼1, 𝛼2, 𝛿1, 𝛾1 són coeficients desconeguts dels regressors. Les 

funcions 𝑠𝑖𝑛(𝑥1) i 𝑐𝑜𝑠(𝑥1) són els regressors desconeguts del parell polsant que 

apareixen quan està activat el camp magnètic està actiu. 

  

�̇�1 = 𝑥2 
�̇�2 = −𝛼1𝑥2 + 𝛿1 𝑠𝑖𝑛(𝑥1) + 𝛾1 𝑐𝑜𝑠(𝑥1) + 𝛼2𝑢 
𝑦 = 𝑥1 

(62) 
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8.2  Característiques del sistema 

Al conjunt d’equacions (62) hem vist que la planta roto-magnet és un sistema no lineal 

que presenta incertesa. Diem que presenta incertesa perquè no coneixem la funció �̇�2. 

Per una banda, d’aquesta funció no coneixem el coeficient 𝛼1. El coeficient 𝛼2 

assumim que és una constant coneguda que val 1, sinó el problema es complica molt. 

D’altra banda, en la funció de �̇�2 de (62) tampoc coneixem quan valen els coeficients 

𝛿1 i 𝛾1, i tampoc coneixem els regressors 𝑠𝑖𝑛(𝑥1) i 𝑐𝑜𝑠(𝑥1) que pertanyen al parell 

polsant. L’única informació que tenim és que l’expressió del parell polsant és una 

combinació lineal de sinusoïdals, és per això que la llibreria tindrà funcions d’aquest 

tipus. L’expressió real, que se suposa que desconeixem, d’aquesta pertorbació és: 

Γp(𝑥1) = 𝛿1 𝑠𝑖𝑛(𝑥1) + 𝛾1 𝑐𝑜𝑠(𝑥1) 

Aquests coeficients i seran diferents de zero quan els electroimants fixats rebin corrent 

i estiguin generant un camp magnètic. Quan els electroimants estiguin actius el model 

de la planta serà el vist en (62). 

En canvi, quan els electroimants no generin un camp magnètic no tindran interacció 

amb l’imant permanent giratori, i el parell polsant Γp serà zero. Conseqüentment, els 

coeficients 𝛿1 i 𝛾1 seran iguals a zero. Això vol dir que els regressors 𝑠𝑖𝑛(𝑥1) i 𝑐𝑜𝑠(𝑥1) 

no intervindran a la funció de �̇�2 de la planta (62) en aquest cas. Quan els 

electroimants no estiguin actius el model de la planta serà: 

�̇�1 = 𝑥2 

�̇�2 = −𝛼1(𝑡)𝑥2 + 𝑢 

𝑦 = 𝑥1 

En resum, el roto-magnet és una planta no lineal de la qual en desconeixem els 

coeficients i les funcions del parell electromagnètic, i que a més estarà modelada per 

diferents regressors en funció de si els electroimants fixats estan actius o no. 

L’algorisme que hem presentat en el capítol 7 és capaç de controlar un sistema que 

presenti aquestes característiques. L’algorisme serà capaç de detectar autònomament 

quins regressors modelen la planta roto-magnet i n’estimarà els seus coeficients. Així 

serem capaços de controlar la planta per fer que el motor segueixi la trajectòria 

angular que li imposem. Podrem controlar la planta encara que no es coneguin ni les 

funcions del sistema, ni sense saber si el camp electromagnètic està actiu o no. 
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8.3  Aplicació de l’algorisme complet 

L’últim que ens queda és aplicar al roto-magnet l’algorisme complet del dissenyat a la 

secció 7.4. Després de definir els diferents passos que hem de seguir per aplicar 

l’algorisme farem una simulació. 

Voldrem controlar el sistema perquè la sortida del roto-magnet (𝑦 = 𝜃) segueixi una 

referència, és a dir voldrem que l’angle de la barra giratòria segueixi una trajectòria 

angular. 

Abans de començar amb l’algorisme hem de fer unes consideracions sobre la planta 

del nostre sistema (62). Considerem que, els valors reals i suposadament desconeguts 

de les constants són: 𝛼1 = 2 i 𝛼2 = 1. D’altra banda, considerem que el valor real de 

les constants suposadament desconegudes del parell polsant és: 𝛿1 = −1 i 𝛾1 = 1.5.  

Tenint en compte això, quan els electroimants estan activats, la planta del roto-magnet 

real, de la qual se suposa que no coneixem les equacions és: 

Recordem que, quan els electroimants estan desactivats, la planta és la mateixa que la 

(63), però sense els termes de sinus i cosinus en l’equació �̇�2. 

Com que se suposa que no coneixem l’equació �̇�2 treballarem amb un model nominal: 

 𝜙0(𝒙, 𝑢) = 𝑎0(𝒙) + 𝑢. En el nostre cas comencem amb el model nominal: 

Pas 1. Hem de definir la llibreria de regressors que farem servir. L’única informació 

que disposem del sistema és que hi ha fricció, i que el parell polsant creat pel camp 

magnètic està format per una combinació lineal de sinus i cosinus. És per això que a la 

llibreria incloem sinus i cosinus de diferents freqüències, l’algorisme haurà de detectar 

quines sinusoïdals són les que modelen la planta. Tenint en compte aquestes 

informacions hem dissenyat la següent llibreria, que té vuit funcions: 

Pas 2. Voldrem que l’angle del roto-magnet, que és la sortida de la planta, segueixi 

una trajectòria angular en concret. És a dir, voldrem que 𝑦 segueixi una referència 

𝑦𝑟𝑒𝑓. Per fer això hem d’aplicar el canvi de variables, vist a la secció 4.4, al vector 

d’estats: 

Recordem que amb aquest canvi de variables portem �̅� a l’origen per fer que la 

diferència entre 𝑦 i 𝑦𝑟𝑒𝑓, i les seves derivades, sigui zero. 

Podem reescriure la planta real del roto-magnet (63) amb el canvi de variables fet: 

�̇�1 = 𝑥2 
�̇�2 = −2𝑥2 − 𝑠𝑖𝑛(𝑥1) + 1.5 𝑐𝑜𝑠(𝑥1) + 𝑢 
𝑦 = 𝑥1 

(63) 

𝑎0(𝒙) = −𝑥1 − 𝑠𝑖𝑛 (
𝑥1

2
) + 0.5 𝑐𝑜𝑠 (

𝑥1

2
) + 2 𝑐𝑜𝑠 (

𝑥1

3
) (64) 

𝝋 = [𝑥1 𝑥2 sin (𝑥1) 𝑠𝑖𝑛 (
𝑥1

2
) 𝑠𝑖𝑛 (

𝑥1

3
) cos (𝑥1) 𝑐𝑜𝑠 (

𝑥1

2
) 𝑐𝑜𝑠 (

𝑥1

3
)] 

 
(65) 

�̅�1 = 𝑦 − 𝑦𝑟𝑒𝑓 = 𝑥1 − 𝑦𝑟𝑒𝑓  

�̅�2 = �̇� − �̇�𝑟𝑒𝑓 = 𝑥2 − �̇�𝑟𝑒𝑓 
(66) 
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�̇̅�1 = �̅�2 

�̇̅�2 = −2(�̅�2 + �̇�𝑟𝑒𝑓) − 𝑠𝑖𝑛(�̅�1 + 𝑦𝑟𝑒𝑓) + 1.5𝑐𝑜𝑠(�̅�1 + 𝑦𝑟𝑒𝑓) + 𝑢 − �̈�𝑟𝑒𝑓  

𝑦 = �̅�1 + 𝑦𝑟𝑒𝑓  

Veiem com són 𝑦𝑟𝑒𝑓 i les seves derivades temporals en el nostre cas (les unitats 

angulars són radiants): 

 

𝑦𝑟𝑒𝑓(𝑡) = 𝑠𝑖𝑛(𝑡) + 2𝑠𝑖𝑛 (
𝑡

2
) +

3

2
𝑐𝑜𝑠 (𝑡) 

�̇�𝑟𝑒𝑓(𝑡) = 𝑐𝑜𝑠(𝑡) + 𝑐𝑜𝑠 (
𝑡

2
) −

3

2
𝑠𝑖𝑛(𝑡) 

�̈�𝑟𝑒𝑓(𝑡) = −𝑠𝑖𝑛(𝑡) − 0.5𝑠𝑖𝑛 (
𝑡

2
) −

3

2
𝑐𝑜𝑠 (𝑡) 

Amb això definit, podem començar a fer el disseny de l’observador i del controlador, 

abans començar el control del sistema. 

Pas 3. El primer que hem de fer és dissenyar l’observador, en aquest cas utilitzarem el 

mateix “observador d’alt guany estès” que hem fet servir en els exemples 6.2 i 7.2. 

Donem el valor a les alfes: 𝛼1 = 15, 𝛼2 = 75 i 𝛼3 = 125. Assignem el valor 휀 = 0.55. 

L’observador dissenyat és el següent: 

 

�̇̅̂�1 = �̅̂�2 +
𝛼1

휀
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̅̂�2 = 𝑎0(�̂̅�) + 𝑢 + �̂̅� − �̈�𝑟𝑒𝑓 +
𝛼2

휀2
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

�̇̂̅� =
𝛼3

휀3
(𝑦 − 𝑦𝑟𝑒𝑓 − �̅̂�1) 

on recordem, que en l’observador fem servir el model nominal de la funció 

desconeguda 𝑎0(𝒙). Per començar, en l’observador, farem servir el model nominal 

inicial (64). Després, en l’etapa d’aprenentatge aquest model nominal s’anirà 

actualitzant amb les estimacions que anem fent de regressors i de coeficients. El 

model nominal inicial amb el canvi de variables (66) és: 

Pas 4. Dissenyem el controlador, que ens servirà per cancel·lar la incertesa i per 

linealitzar el sistema. Farem servir la mateixa acció de control que hem fet servir en els 

exemples 6.2 i 7.2: 

𝑢 = −�̂̅�𝑲 − 𝑎0(�̂̅�) − �̂̅� + �̈�𝑟𝑒𝑓  

𝑎0(�̂̅�) = −(�̅̂�1 + 𝑦𝑟𝑒𝑓) − 𝑠𝑖𝑛 (
(�̅̂�1 + 𝑦𝑟𝑒𝑓)

2
) + 0.5 𝑐𝑜𝑠 (

(�̅̂�1 + 𝑦𝑟𝑒𝑓)

2
) 

                 +2 𝑐𝑜𝑠 (
(�̅̂�1 + 𝑦𝑟𝑒𝑓)

3
) 

(67) 
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on 𝑲 = [3 3.5], que és resultat d’imposar la col·locació dels dos pols del sistema 

realimentat a -1 i -1.5. Per començar farem servir el model nominal inicial (67) en la 

funció 𝑎0(�̂̅�) del controlador, després aquest model nominal s’anirà actualitzant.  

Ja tenim els elements per fer el control definits. Ara veiem com es farà el control del 

sistema en línia. Primer expliquem com es durà a terme l’estimació de regressors i 

dels seus coeficients quan estiguem en l’etapa d’aprenentatge. Com hem vist en 

l’esquema de la secció 7.4 de l’algorisme complet, quan ens trobem en l’etapa 

d’aprenentatge, en cada iteració, primer aplicarem el mètode de LASSO i després el 

mètode dels mínims quadrats. 

Pas 5. El model de regressió que farem servir per aplicar el mètode de LASSO és: 

on, per la primera iteració en l’etapa d’aprenentatge, el model nominal 𝑎0(�̂̅�) serà (67). 

Recordem que després aquest model nominal s’anirà actualitzant en cada iteració. 

També recordem que a l’equació (68) hi hem d’aplicar el canvi de variables �̅�. No l’hem 

escrit aquí perquè l’expressió fos més senzilla. 

En cada iteració, prendrem m mesures de l’equació �̂� = 𝑎0(�̂̅�) + �̂̅�. Amb aquestes 

mesures crearem la matriu �̂� de mida mx1. També prendrem m mesures de cadascun 

dels regressors, i crearem la matriu �̂� de mida mx8. Hem de definir el valor de 

l’hiperparàmetre 𝜆 que apareix en mètode LASSO. Escollirem aquell valor de 𝜆 que 

minimitzi l’error de regressió i el número regressors. Hem programat la simulació 

perquè calculi automàticament aquest valor. Amb les dues matrius  �̂�,�̂�  i λ podrem 

aplicar el mètode de LASSO.  

Com a resultat del LASSO, obtindrem quins dels regressors de la llibreria (65) són 

importants per definir el model (68). Ens hauríen de quedar pocs regressors, o sigui, 

obtenir pocs coeficients diferents de zero en el model (68).  

A continuació aplicarem el mètode dels mínims quadrats per obtenir una millor 

estimació dels coeficients d’aquells regressors escollits pel mètode LASSO. 

Pas 6. Ara tenim un model de regressió amb els 𝑛 regressors escollits pel LASSO en 

el pas 5: 

�̂� = 𝜃1
𝐿𝐴𝑆𝑆𝑂 · 𝜑1(�̂�) + 𝜃2

𝐿𝐴𝑆𝑆𝑂 · 𝜑2(�̂�) + ⋯+ 𝜃𝑛
𝐿𝐴𝑆𝑆𝑂 · 𝜑𝑛(�̂�) 

(69) 

Per el mètode dels mínims quadrats utilitzarem les matrius calculades a pas anterior �̂� 

i �̂�, no farem servir les columnes d’aquells regressors dels quals hem obtingut el seu 

coeficient igual a zero en el LASSO, ja que aquests regressors no apareixen en el 

model (69).  

𝜽𝐿𝑆 = (�̂�𝑇�̂�)−1�̂�𝑇�̂� 

𝑎0(�̂̅�) + �̂̅� = 𝜃1 · 𝑥1 + 𝜃2 · 𝑥2 + 𝜃3sin(𝑥1) + 𝜃4sin (
𝑥1

2
) + 𝜃5sin (

𝑥1

3
) + 𝜃6𝑐𝑜𝑠(𝑥1) 

                          +𝜃7cos (
𝑥1

2
) + 𝜃8cos (

𝑥1

3
) 

(68) 
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D’aquí obtindrem les estimacions millorades dels coeficients dels regressors escollits 

pel mètode LASSO. Aquests coeficients són els que farem servir per actualitzar 

l’equació 𝑎0(�̂̅�) de l’observador i el controlador, de cara a la següent iteració. Aquells 

regressors que no hem fet servir en el  mètode dels mínims quadrats considerarem 

que els seus coeficients són zero a la funció 𝑎0(�̂̅�). 

Pas 7. Hem de definir com el sistema ha de saber si ha de d’estar en l’etapa 

d’aprenentatge o d’execució. Cada 25 segons calcularem l’indicador d’incertesa que 

hem vist en la secció 6.5, en el cas d’estar en l’etapa d’aprenentatge coincidirà amb la 

durada de les iteracions.  

En aquest exemple, si el valor d’aquest indicador està per sota de 2.5 passarem a 

l’etapa d’execució, si no és que ja hi estàvem, i deixarem d’estimar els regressors 

importants i els seus coeficients de la funció 𝑎0(�̂̅�).  

Si el valor de l’indicador està per sobre de 2.5 passarem a l’etapa d’aprenentatge, si no 

és que ja hi estàvem, i estimarem els regressors i els seus coeficients de 𝑎0(�̂̅�), per 

actualitzar-los en l’observador i el controlador de cara la següent iteració. 

Possiblement haurem de fer varies iteracions en l’etapa d’aprenentatge per obtenir un 

indicador d’incertesa suficientment baix. 
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8.4  Simulació 

Ja hem definit tots els passos necessaris per aplicar l’algorisme complet en roto-

magnet. Ara ens disposarem a simular el seu funcionament. Al principi considerarem 

que els electroimants estan activats, i per tant la planta real serà (63). Després, al 

segon 275 de la simulació, simularem que desactivem els electroimants i 

desapareixerà el parell polsant a la barra giratòria, planta real passarà a ser: 

L’algorisme de control no disposa de cap informació amb relació al temps de 

desactivació dels electroimants. En conseqüència, haurà d’utilitzar l’indicador 

d’incertesa per detectar automàticament el canvi en la planta. Establim les condicions 

inicials 𝑥1(0) = 𝑥2(0) = 0.25 i �̅̂�1(0) = �̅̂�2(0) = �̂̅�(0) = 0.5. Simulem durant 500 segons 

amb Matlab Simulink. 

Del segon 0 al 125, el l’algorisme realitza fa 5 iteracions en l’etapa d’aprenentatge. En 

aquestes iteracions es van actualitzant els regressors estimats i els seus coeficients 

estimats a la funció 𝑎0(�̂̅�), que es fa servir al controlador i l’observador. Recordem que 

el model nominal que es fa servir en la primera iteració és el de l’equació (67). 

Recollim en una taula els regressors estimats, els coeficients estimats i l’indicador 

d’incertesa a cada iteració.  

Recordem que aquí, els paràmetres la planta real, quan els electroimants estan actius 

són: 𝜽 = [0 −2 −1 0 0 1.5 0 0]. 

Taula 5: estimacions dels regressors (pel mètode de LASSO), dels paràmetres (pel 
mètode de LASSO i de mínims quadrats) i l’indicador d’incertesa entre els segons 0 i 
125. Els coeficients d’aquells regressors que no es fan servir en els mínims quadrats 
estan escrits en color gris. 

�̇�1 = 𝑥2 
�̇�2 = −2𝑥2 + 𝑢 
𝑦 = 𝑥1 

(70) 

Nº 
it. 

Secs. Mèt. 

Paràmetres estimats 

[𝒙𝟏   𝒙𝟐   𝐬𝐢𝐧(𝒙𝟏) 𝐬𝐢𝐧 (
𝒙𝟏

𝟐
) 𝐬𝐢𝐧 (

𝒙𝟏

𝟑
) 𝐜𝐨𝐬(𝒙𝟏) 𝐜𝐨𝐬 (

𝒙𝟏

𝟐
)  𝐜𝐨𝐬 (

𝒙𝟏

𝟑
)] 

Ind. 

1 0-25 
LASSO [0 −2.203 −0.129 −1.865 0 1.521 0 0] 

153.81 
LS [0 −2.229 −0.250 −1.904 0 1.574 0 0] 

2 25-50 
LASSO [0 −2.195 −0.847 0 0 1.401 0.100 0] 

34.45 
LS [0 −2.212 −0.900 0 0 1.505 −0.034 0] 

3 50-75 
LASSO [0 −1.988 −0.871 0 0 1.279 0.392 0] 

10.48 
LS [0 −2.003 −0.926 0 0 1.529 −0.034 0] 

4 
75-
100 

LASSO [0 −1.966 −0.942 0 0 1.463 0 0] 
2.65 

LS [0 −1.981 −0.983 0 0 1.493 0 0] 

5 
100-
125 

LASSO [0 −1.965 −0.965 0 0 1.461 0 0] 
2.09 

LS [0 −1.982 −1.002 0 0 1.495 0 0] 



Implementació de controladors adaptatius amb identificació dispersa Pàg. 71 

   

A la iteració 5 es dona per acabada l’etapa d’aprenentatge, ja que l’indicador 

d’incertesa està per sota de 2.5. El sistema detecta que la incertesa és prou baixa i 

comença l’etapa d’execució, en la qual farem servir els regressors i coeficients 

resultants de la iteració 5 per l’equació 𝑎0(�̂̅�). Veiem que l’algorisme ha estimat bé, tant 

els coeficients com els regressors, de l’equació desconeguda del roto-magnet quan 

tenim els electroimants actius. Podem verificar que el control funciona adequadament, 

ja el l’angle de la barra giratòria segueix la referència angular que li hem indicat. Veiem 

això a la figura 26. Per aconseguir el bon seguiment de la referència, el vector d’estats 

canviat de variable �̅� s’estabilitza a l’origen. 

Figura 26: evolució de l’angle de la barra giratòria i de la seva referència angular, entre 
els segons 125 i 150, a l’inici de l’etapa d’execució.  

L’etapa d’execució funciona correctament entre els segons 125 i 275. Cada 25 segons 

es calcula l’indicador d’incertesa per veure si ha canviat la planta real. L’indicador es 

dispara a un valor de 44.7 entre els segons 275 i 300, això vol dir que l’algorisme ha 

detectat que hem desactivat el camp magnètic dels electroimants i que la planta real 

ha passat a ser (70). L’algorisme torna a l’etapa d’aprenentatge, per determinar els 

coeficients i els regressors de la nova planta. 

Entre els segons 275 i 375, l’algorisme realitza quatre iteracions en l’etapa 

d’aprenentatge, en les quals anem actualitzant els coeficients i regressors de la funció 

𝑎0(�̂̅�), que apareix en el controlador i l’observador. Recollim en una taula els 

regressors estimats, els coeficients estimats i l’indicador d’incertesa a cada iteració. 
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Taula 6: estimacions dels regressors (pel mètode de LASSO), dels paràmetres (pel 
mètode de LASSO i de mínims quadrats) i l’indicador d’incertesa entre els segons 275 
i 375. Els coeficients d’aquells regressors que no es fan servir en els mínims quadrats 
estan escrits en color gris. 

El sistema torna a entrar a l’etapa d’execució en el segon 375, ja que l’indicador 

d’incertesa baixa per sota de 2.5. L’estimació dels regressors i els paràmetres també 

és bona quan desactivem el camp magnètic del roto-magnet. Això es tradueix en què 

l’angle de la barra giratòria segueix correctament la trajectòria angular que li hem 

indicat. El sistema es manté sense incidències en l’etapa d’execució fins al segon 500, 

que és quan s’acaba la simulació. 

 

 

 

  

Nº 
it. 

Secs. Mèt. 

Paràmetres estimats 

[𝒙𝟏   𝒙𝟐   𝐬𝐢𝐧(𝒙𝟏) 𝐬𝐢𝐧 (
𝒙𝟏

𝟐
) 𝐬𝐢𝐧 (

𝒙𝟏

𝟑
) 𝐜𝐨𝐬(𝒙𝟏) 𝐜𝐨𝐬 (

𝒙𝟏

𝟐
)  𝐜𝐨𝐬 (

𝒙𝟏

𝟑
)] 

Ind. 

1 
275-
300 

LASSO [0.019 −2.056 −0.151 0 0 0.414 0 −0.478] 
44.69 

LS [0.010 −2.062 −0.150 0 0 0.301 0 0.034] 

2 
300-
325 

LASSO [0.001 −1.976 0 0 0 0.008 0.067 0] 
9.18 

LS [0.012 −2.212 0 0 0 0.058 −0.034 0] 

3 
325-
350 

LASSO [0 −1.941 0 0 0 0 0 0] 
2.75 

LS [0 −1.976 0 0 0 0 0 0] 

4 
350-
375 

LASSO [0 −1.953 0 0 0 0 0 0] 
2.46 

LS [0 −1.978 0 0 0 0 0 0] 
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9. Pressupost 

Aquest capítol presentarà el cost total associat al desenvolupament d’aquest treball. 

Els continguts del treball són majoritàriament teòrics. Així doncs, veurem que el cost és 

bastant baix. 

9.1 Activitats 

L’execució d’aquest treball ha requerit la realització de les següents tasques: 

 Organització del treball: aquesta tasca inclou totes les activitats relacionades 

amb l’organització a l’inici del treball i les primeres reunions amb el tutor. El 

temps estimat d’aquesta tasca és de 5 hores. 

 

 Lectura de literatura tècnica: per poder entendre la base teòrica sobre la qual 

començar el treball vaig haver de llegir articles i documents introductoris a 

l’espai d’estats. Després vaig haver d’anar llegint articles de temàtiques més 

especialitzades. El temps estimat d’aquesta tasca és de 50 hores. 

 

 Disseny de l’algorisme: aquesta tasca inclou la conceptualització i el 

desenvolupament (en un marc teòric) de l’algorisme proposat com a solució. 

Aquesta tasca també inclou les reunions setmanals amb el tutor. El temps 

estimat dedicat a aquesta tasca és de 125 hores. 

 

 Simulacions numèriques: per validar l’algorisme proposat ha estat necessari 

dissenyar, executar i analitzar una sèrie de simulacions. El temps estimat 

d’aquesta tasca és de 75 hores 

 

 Redactat de la memòria: aquesta tasca inclou el redactat de la memòria i la 

preparació de les figures i taules fetes servir. El temps estimat d’aquesta tasca 

és de 100 hores. 

 

 Defensa del treball: aquesta tasca inclou la presentació i la defensa del treball. 

El temps estimat d’aquesta tasca és de 20 hores. 

Aquestes tasques van ser realitzades per un estudiant d’últim any de grau. Tenint en 

compte que l’ajuda econòmica a un estudiant de grau que fa pràctiques està al voltant 

de 8 euros h-1, considerarem que cada hora dedicada al treball s’hauria de remunerar 

a aquest cost. Tenint en compte això, veiem els costos de les diferents activitats a la 

taula 7. 

. 
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Taula 7: activitats del projecte i els seus costos associats. 

Element Cost unitari Unitats Cost total 

Organització del treball 8 euros h-1 5 h 40 euros 

Lectura de literatura tècnica 8 euros h-1 50 h 400 euros 

Disseny de l’algorisme 8 euros h-1 125 h 1000 euros 

Simulacions numèriques 8 euros h-1 75 h 600 euros 

Redactat de la memòria 8 euros h-1 100 h 800 euros 

Defensa del treball 8 euros h-1 20 h 160 euros 

- - 
Cost total (sense 

impostos) 
3000 euros 

- - IVA 21% 

- - Cost total 3630 euros 

 

9.2 Costos genèrics 

Els únics costs considerats estan relacionats amb l’ús d’un portàtil, l’ús del programari 

Matlab, i altres costos generals com l’electricitat consumida. Pels càlculs de la 

depreciació de l’equip informàtic i el programari, s’ha considerat que l’any 2021 té 251 

dies laborables, i que cada dia té 8 hores de feina. 

Els costos genèrics del projecte són: 

 Ordinador portàtil: la lectura de literatura tècnica, el disseny i validació de 

l’algorisme, i el redactat de la memòria han estat desenvolupats fent servir un 

portàtil de 700 euros. La vida útil del portàtil ha estat aproximada a 4 anys, això 

resulta en un depreciació de 0.0865 euros h-1. 

 Programari Matlab: la llicència d’aquest programa amb totes les funcions 

associades té un cost de 800 euros, que s’ha d’actualitzar cada any, això 

resulta en una depreciació de 0.395 euros h-1. 

 Altres: la resta de costos com el consum d’electricitat, material d’oficina, entre 

d’altres, han estat agrupats en una suma total de 65 euros. 

Els costos genèrics del projecte estan resumits en la taula 8: 

Taula 8: costos genèrics del projecte. 

Element Cost unitari Unitats Cost total 

Portàtil 0.0865 euros h-1 375 h 32.45 euros 

Programari Matlab 0.395 euros h-1 75 h 29.65 euros 

Altres - - 65 euros 

- - 
Cost total (sense 

impostos) 
127.01 euros 

- - IVA 21% 

- - Cost total 153.76 euros 
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9.3 Cost final del projecte 

El cost final del projecte està resumit a la taula 9. 

Taula 9: pressupost total del projecte. 

Element Cost total 

Activitats 3630 euros 

Costos genèrics 153.76 euros 

Cost total (amb IVA) 3783.76 euros 
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10. Impacte ambiental 

L’impacte ambiental d’aquest treball és molt difícil d’avaluar, ja que es tracta d’un 

treball de caire únicament teòric. Tota l’estona s’ha treballat en simulacions dels 

sistemes, no s’ha fet servir cap sistema físicament. 

Un recurs que s’ha utilitzat que podria causar impacte ambiental seria l’ordinador 

portàtil, ja que té un cost ambiental el fet de fabricar-lo. No obstant, ja disposava 

d’aquest portàtil abans de començar el treball, per tant no es pot considerar que el 

portàtil hagi generat un impacte ambiental. 

El que si que ha generat un impacte ambiental és l’electricitat consumida per 

l’ordinador portàtil. Un portàtil consumeix 200 W de mitjana, si tenim en compte que 

hem fet servir el portàtil 375 hores per aquest projecte, obtenim que l’energia elèctrica 

consumida és: 

0.2kW · 375 h = 75 kWh 

Si tenim en compte que consumir 1 kWh, genera de mitjana 0.45 kg de CO2, podem 

calcular quants kg de CO2 hem generat: 

75 kWh · 0.45Kg = 33,75 kg 

L’impacte ambiental que ha generat la realització del treball és de 33,75 kg de CO2. 
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11. Conclusions i treball futur 

En aquest treball s’ha presentat un algorisme per implementar de controladors amb 

estimació de paràmetres, adaptativa i dispersa, enfocada a sistemes no lineals amb 

incertesa i variants en el temps. Hem fet servir tècniques de control diferents a les 

utilitzades amb els controladors PID tradicionals, en les quals s’ha de renunciar a 

prestacions del controlador per cancel·lar els efectes de la no linealitat i la incertesa. 

L’aproximació que s’ha fet servir és la de cancel·lar la incertesa i les no linealitats a 

través de l’acció de control que es realimenta a la planta. Per fer aquestes 

cancel·lacions, hem hagut d’estimar les variables d’estat i la incertesa de la planta a 

través d’un observador d’alt guany estès.  

Veiem resumidament els diferents passos de l’algorisme proposat. Primer hem de fer 

el disseny de l’observador i del controlador, en funció de les especificacions del 

sistema. Després es duu a terme el control en línia, en el que el sistema es pot trobar 

en dues etapes. Si el sistema està en l’etapa d’aprenentatge, “s’aprenen” les funcions 

desconegudes de la planta paral·lelament al control del sistema. D’altra banda, si el 

sistema està en l’etapa d’execució, vol dir que hi ha poca incertesa al sistema i 

“s’executa” el control per complir uns objectius preestablerts. Perquè el sistema 

discerneixi de forma autònoma si ha d’estar en una etapa o l’altre s’ha dissenyat un 

indicador. Aquest indicador quantifica la incertesa que té el sistema, si l’indicador és alt 

el sistema estarà en aprenentatge, i si es baix estarà el sistema estarà en execució.   

Tot i això, els controladors de l’algorisme proposat no pretenen ser una substitució dels 

controladors PID. De fet, l’acció de control que s’ha fet servir en l’algorisme és un 

controlador de tipus proporcional (P) acompanyat dels termes no lineals i d’incertesa 

restant. Així doncs, la feina presentada el treball pretén ser un complement als 

controladors PID tradicionals. 

En resum, les aportacions principals del treball han estat: 

 Combinar els observadors d’alt guany estès i l’estimació de paràmetres i de 

funcions per disminuir la incertesa d’un sistema controlant el línia. 

 Aplicar successivament els mètode de LASSO i el mètode dels mínims 

quadrats en cada iteració de l’etapa d’aprenentatge. D’aquesta manera 

aconseguim un bona estimació dels regressors i dels seus coeficients que 

apareixen en la funció desconeguda de la planta. 

 Dissenyar un indicador que quantifiqui la incertesa que hi ha en un sistema, a 

partir del filtratge del soroll de l’estimació de la incertesa. Amb aquest indicador 

l’algorisme pot detectar autònomament quan canvien les equacions de la planta 

real. 

 Verificar que l’algorisme dissenyat funciona correctament en una planta 

sintètica i en la planta real del roto-magnet. 

No obstant, aquest treball presenta algunes limitacions que han de ser afrontades de 

cara a futurs treballs.  
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Des de un punt de vista teòric, hagués estat interessant trobar una manera 

d’implementar un observador d’alt guany estès en el qual el paràmetre 휀 s’ajustés en 

funció dels requeriments del sistema. Al treball, hem vist que aquest paràmetre és clau 

a l’hora de determinar les prestacions del sistema. Si és massa petit s’amplifica 

excessivament l’efecte del soroll i es genera molt fenomen de pic, i si és massa gran la 

dinàmica de l’observador és molt lenta i la incertesa afecta molt al sistema. 

Honestament, m’agradaria investigar de cara al futur què puc fer per trobar aquest 

punt d’equilibri del paràmetre 휀. 

Des de un punt de vista pràctic, m’hagués agradat verificar experimentalment 

l’algorisme en la planta física del roto-magnet. 
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