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Resum

A mitjans de marg de I'any 2020, a causa de la pandemia de la COVID-19, es va suspendre la

docencia presencial per donar a lloc a I'entorn d'aprenentatge virtual.

L'objectiu d'aquest treball és aplicar tecniques de mineria de dades per analitzar la interaccié dels
estudiants amb la plataforma Atenea en l'assignatura Fonaments d’Informatica, que pertany al Grau
en Enginyeria en Tecnologies Industrials. Es vol estudiar el seu comportament per a predir I'efecte
en el seu rendiment i determinar si existeixen correlacions amb el seu rendiment académic. També
es vol crear models per a predir la nota i classificar els estudiants segons si han aprovat o suspes,

per a una posterior analisi dels resultats.

Per dur a terme aquesta tasca s'aplicara de forma rigorosa la metodologia CRISP-DM, que és la
més utilitzada en el desenvolupament de projectes de Data Mining. Com a llenguatge de
programacio es fara servir Python i s'utilitzaran llibreries tals com Pandas per a la preparacio de les

dades i scikit-learn per a la creacié del model.

Les dades de partida s’han preparat mitjancant una neteja i transformacié per tal d’adequar-les al
format necessari per a alimentar els models. Aquestes dades consten de 127 mostres d’alumnes
repetidors del segon quadrimestre del curs 2019-2020. Per a la fase de modelatge s’ha construit

diferents models tant de prediccié com de classificacio.

El model de prediccié de nota mitjancant Random Forest no és fiable, ja que té un error gran. Es
necessari investigant quins soén els requisits per a fer-lo viable. Els models de classificacié han tingut
bons resultats, el model de Random Forest ha obtingut lleugerament millors resultats que el de
Regressié Logistica. S’ha determinat com un major nombre de sessions, nombre major de fitxers
entregats i visualitzacié dels debats tenen esta relacionat amb el fet d’aprovar. La participacioé en
els forums ha estat molt baixa, pel que no s’ha pogut extreure cal relacié. Quant als models de

clustering han portat poques conclusions, confirmant correlacions de manera lleu.

Els objectius marcats s’han assolit, tot i partir d’'un conjunt de dades limitat, i amb alumnes amb
comportaments fora de I'estandard (tots son repetidors). Com que els resultats no han sigut tan
bons com s’esperava, aquest projecte pot servir de partida per a un altre treball on es vulgui aplicar

millores i es vulgui seguir investigant sobre aquesta linia de treball.
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1. Glossari

Data mining: conjunt de técniques i tecnologies que permeten explorar grans bases de dades, de

manera automatica, per trobar patrons repetitius que expliquin el comportament d'aquestes dades.

Bl: intel-ligéncia comercial, de I'anglés “Business Intelligence”. Us de dades d'una empresa per a

facilitar la presa de decisions.
Log: enregistrament seqiiencial en un arxiu o en una base de dades de tots els esdeveniments.

CRUD: "Crear, Llegir, Actualitzar i Esborrar", funcions basiques en bases de dades, de l'anglés

Create, Read, Update and Delete.
Dataframe: estructures de dades de dues dimensions (rectangulars).

CRISP-DM: Procés estandard transversal per a la mineria de dades, de I'anglés “Cross Industry

Standard Process for Data Mining”.
EDA: Analisi exploratoria de dades, de I'anglés “Exploratory Data Analysis”

NaN: No Numeéric, de I'anglés “Not a number”. Simbolitza el resultat d’'una operacio el qual no es pot

expressar amb un valor numeric valid.

RMSE (Root-mean-square error). Mesura de les diferéncies entre els valors predits per un model o

un estimador i els valors observats.

WCSS: variancia, de I'anglés “within-cluster sum of squares”. Dispersio d'una variable respecte de la

seva mitjana.
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2. Introducci6

L’estudi del present treball consisteix en l'aplicacié de tecniques de mineria de dades per a la
prediccié de nota i classificacié de I'aprovat o suspés de I'alumnat de grau de 'ETSEIB (Escola
Técnica Superior d’Enginyeria Industrial de Barcelona) de I'assignatura Fonaments d’Informatica del

segon quadrimestre del curs escolar 2019-2020.

L’origen d’aquest projecte prové de I'adaptacio de la docéncia presencial a I'entorn d'aprenentatge
virtual en la, propiciada per la pandémia de la COVID. Aquest canvi en la docéncia es va donar a
mitjans de mar¢ de 'any 2020, moment en el qual es va decidir tancar gran quantitat de serveis,
amb el decret d’un confinament domiciliari. La prohibicié d’assistir a classes presencials, va provocar
la necessitat d’adaptar-se, pel que l'activitat a Atenea va incrementar. Aixi doncs, ha semblat
interessant analitzar les diferents accions que es duien a terme en el campus virtual en aquest

panorama.

Aquest treball es pot considerar una prova de concepte (Proof of Concept), en el sentit de verificar la
susceptibilitat de dur a terme un projecte de mineria de dades. Les limitacions que es tenen

provenen de les dades.

Les dades que es disposen soén insuficients per poder demostrar la seva utilitat altres contextos.
S’ha obtingut els logs d’una sola assignatura i d’'un sol quadrimestre, i pel que el nombre total
d’alumnes/mostres, aquest és baix (127 un cop processades les dades). A aquest fet se li afegeix el
gue tots els alumnes son repetidors (ja que els logs sén del segon quadrimestre i I'assignatura esta
pensada per al primer), pel que es poden veure comportaments inusuals. Aquestes limitacions no

sén una excusa per a arribar a un resultat final (el qual pot ser no ideal), pero cal tenir-les presents.

Quant a normativa, aquest projecte compleix la normativa actual: Reglament General de Proteccio
de Dades (RGDP).

2.1. Objectius del projecte

L’objectiu principal del present projecte és analitzar la interaccio dels estudiants amb la plataforma
Atenea per a predir I'efecte en el seu rendiment. Aquest objectiu principal consta en quatre objectius

especifics:

e Recerca i estudi comparatiu de les diverses metodologies actuals de mineria de dades. S’ha

o
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analitzat amb detall la metodologia CRISP-DM.
e Aplicar técniques de mineria de dades per a analitzar les dades d’interaccio
o Determinar quin és I'efecte en el canvi de docencia, de presencial a telematica.

e Creacio de models per a determinar patrons i correlacions interessants per al professorat,

que expliquin el comportament dels diferents tipus d’estudiants i comparacié d’aquests.

e Analisi dels resultats, tenint en compte les limitacions de les dades de les quals es disposa.

Com a objectius complementaris trobem:

e Aprofundir en els coneixements basics que es tenien en el camp de la mineria de dades,
llenguatges de programacio i llibreries necessaries. A causa de la naturalesa de les dades,

es valora més el procés que aprenentatge que el resultat final.

¢ Aplicar de forma correcta la metodologia per tal de poder replicar les fases en futurs analisis.
2.2. Abast del projecte

Aquest projecte de mineria de dades ha seguit la metodologia CRISP adaptada a les necessitats del
treball.

S’inicia la metodologia amb la comprensid del problema i definicié dels objectius especifics. En la
fase de comprensio de les dades, s’ha analitzat I'estructura dels diferents fitxers de logs. Una fase
crucial és la de preparacié de les dades per a la fase de modelatge, que inclou la neteja i
transformacié d’aquestes. A causa de la complexitat de les dades (format log), se li ha dedicat la

major part del treball.

S’ha fet un incis i s’ha incldos una analisi exploratoria de les dades, per tal de poder extreure

informacié addicional que pot ser interessant, no per al projecte en si, siné com a complement

Finalment s’ha fet una fase de modelatge i validacié. S’han provat diferents models de prediccio i
classificacio, per a després validar i comparar els resultats. La fase d’'implementacié s’ha adaptat a

les necessitats, ja que no s’ha presentat el projecte al claustre de professors.
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Introduccid ales dades

La jerarquia del coneixement [1], també coneguda com a piramide DIKW (Figura 0-1), €s un conjunt
de models per representar relacions estructurals i funcionals entre dades, informacio, coneixement i

saviesa.

Applied: I'd better stop the car

Context: The traffic light | am driving towards
has turned red

Meaning: South facing traffic light on corner
INFURMA DN of Pitt and George streets has turned red

Raw: Red

Figura 0-1 Piramide DIKW [2]

Les dades soén una representacié d'un atribut o qualitat, en forma de simbols o signes. Poden
representar estimuls o senyals, perd no tenen una utilitat aparent. Sén el producte de I'observacio
i son fets sense processar. Alguns exemples: un nombre, una imatge un clip d’audio, una

transcripcio.

La informacié s’extreu de les dades. Es parla d'informacié quan les dades estan dotades de
significat i utilitat per a prendre decisions o accions. Aquestes han sigut processades, agregades i

organitzades en un format més amigable per als humans.

El coneixement és el conjunt d’experiencia, valors, informacié i intuici6. Permet a avaluar i

incorporar noves experiéncies i informacio.

La saviesa es guanya en analitzar les dades i la informacio, per tal d’entendre el context particular
de la situacid, i junt amb el coneixement, extreure conclusions. Aquestes conclusions porten a

accions que es poden aplicar.

Aixi doncs, en aquest treball és partint de les dades extretes d’ATENEA i treballant amb Ia

informaci6 que es despren d’aquestes, es creara el model, tal com es presenta als objectius.
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2.3. Mineriade dades

A grans trets, la mineria de dades (de I'anglés Data Mining) és el procés que permet explorar grans
bases de dades de manera automatica amb l'objectiu de trobar patrons repetitius que expliquin el
comportament d’aquestes dades. Per a dur a terme aquest procés es fan servir un conjunt de
tecniques i tecnologies tals com aprenentatge automatic (Machine Learning), estadistica i sistemes
de bases de dades. La mineria de dades és un subcamp interdisciplinari de ciencies de la
computacio i estadistica, amb l'objectiu d’extreure informacié d’un conjunt de dades i transformar
aguesta informacié per al seu Us. Aplicar la mineria de dades implica tenir un esperit de voler
descobrir el coneixement (per tal d’aprendre coses noves i utils), el qual es pot complementar amb
I'is d’eines de visualitzacio, per mitja de la interaccié entre el computador i l‘'usuari. Aixi doncs
finalment es parla d’'una tecnologia semiautomatica, en la qual tant la persona com la maquina

treballen conjuntament per un objectiu comu.

La base de la mineria de dades és l'estadistica classica, com ara regressions normals i logistiques,
xarxes neuronals i arbres de decisio, tot i que es fan servir també altres metodes automatics
d’intel-ligéncia artificial (1A). Es fonamental tenir criteri analitic i coneixements estadistics per a una

bona implementacié de les eines i la interpretacio dels resultats.

En el procés estandard de mineria de dades, el procés de mineria d’Us d’'una pagina web es pot
dividir en tres fases interrelacionades: recol-leccié de dades i preprocés, descobriment de patrons i

analisi de patrons [3].

La fase de preprocés és usualment la fase en la qual s’ha dinvertir més temps i potencia
computacional, i normalment requereix I'is d’algoritmes i heuristiques especials. Aquesta fase inclou
la identificacid del problema, el preprocés de les dades originals, la integracié de dades d’altres
fonts, i la transformaci6 de les dades a un format més adequat per a les seglents fases. També ens
referim a aquesta frase com a “Preparacié de les dades”. El concepte de fusié de dades es refereix
a ajuntar registres de diverses fonts, mitjancant algebra relacional, per a complementar les dades

originals i dotar-les de major informacio.

Es important saber escollir quin és el conjunt de dades al qual se li aplicaran les técniques de
mineria de dades, i €s per aixd que es requereix una neteja i enteniment. Cal identificar el tipus de
dada, ja que depenent del tipus es podran fer certes operacions, o fins i tot caldra transformar les

dades d’un tipus a un altre. Alguns exemples de tipus de dades son:

e Nombre (Valor continu)

j P o
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e Enter (nombre enter)

e Si/No (Dada binaria)

e Categoria (un conjunt finit de possibles valors)
e Data

e String (cadena de caracters)

e Text

A la fase de descobriment de patrons, es fan servir I'estadistica i altres técniques d’analisi de dades
per a obtenir patrons amagats que reflecteixen el comportament tipic de l'usuari, sovint amb un

resum estadistic de les dades.

A la fase final del procés, es processen els patrons descoberts i les estadistiques, es filtren, en la
que s’obté uns models d'usuaris agregats que poden ser una entrada per a eines de visualitzacio i

de generacié d’'informes.

Les eines de mineria de dades han de ser versatils, per a poder aplicar una gran varietat de models;
escalables, perqué si funciona a petita escala, es podra aplicar en grans conjunts de dades; i amb la

possibilitat d’automatitzar-les. Es fonamental tenir criteri analitic i coneixements estadistics.
2.4. Aplicacions

Ha arribat un punt en el qual la mineria de dades es fa servir a qualsevol camp en el qual hi hagi
dades digitals, s’esta expandint de manera molt rapida. La seva capacitat predictiva ha propiciat un
canvi en el disseny de les estratégies empresarials, ja que es pot entendre el present per a anticipar-

se al futur [4]. A continuacié es mostren exemples d’Us de la mineria de dades:

e Un dels camps on s’aplica la mineria de dades és en el marqueting i la publicitat. Es treballa
juntament amb el Bl (Intel-ligéncia empresarial o Bussiness Intelligence en anglés) per a
millorar la segmentacié del mercat. Consisteix a agrupar els diferents usuaris de manera que
tinguin necessitats i comportament semblants, i per a trobar aquells clients que poden
aportar més beneficis al negoci. Per a segmentar s’analitza les relacions entre parametres
com l'edat, génere, gustos, etc. D’aquesta manera, es poden crear campanyes
personalitzades de fidelitzacio i captacié de manera més eficient. També es pot predir quants

SN
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usuaris es donen de baixa d’'un servei (tassa d’abandonament), 0 quins son els seus
interessos segons les seves cerques. En aquest cas es poden aplicar estratégies de venda
creuada (cross-selling), quan l'usuari decideix comprar un producte, se li mostren d’altres
gue el complementen. També es pot estudiar com han de ser els correus per a obtenir una

tassa de resposta major per a cada segment.

e En supermercats i altres comercos, es poden observar patrons de compra conjunta per
identificar associacions entre productes i per saber com situar-los en els passadissos i
estanteries. Es fa una segmentacio dels usuaris, molt semblant a I'explicada al punt de
marqgueting, amb la qual es pot detectar quines son les ofertes millor valorades pel client,

identificant gustos i preferéncies.

e Els bancs fan servir la mineria de dades per a entendre millor els riscos del mercat. Es pot
aplicar a la qualificaci6 crediticia (rating) que s’utilitza per a validar la idoneitat de concedir un
préstec, als sistemes intel-ligents antifrau que analitzen les transaccions, moviments de les

targetes i als patrons de compra, per a detectar possibles comportaments tipics d’un frau.

e En el camp de la medicina, permet diagnosticar de manera més precisa, ja que es parteix
amb tota la informacié del pacient (historial médic, examen fisic i patrons de terapies
anteriors), per tant els tractaments que es prescriuen sén més efectius. La gestié dels
recursos sanitaris esdevenir més eficag i eficient, ja que es poden detectar riscos, predir
malalties que afecten certs segments de la poblacid, o fins i tot predir la durada d’un ingrés

hospitalari.

e Els camps de ciéncia i enginyeria, han patit grans canvis i avangos des de I'aplicacio de la

mineria de dades.

Un exemple és el cas de I'estudi de la genética humana. Ajuda a entendre la relacio entre les
variacions de la sequéncia d’ADN i la variabilitat de la susceptibilitat a les malalties. En
poques paraules, pretén esbrinar com els canvis en 'ADN corresponen al risc de
desenvolupar malalties comunes, cosa que ajudara significativament a millorar els métodes

de diagnostic, prevencio i tractament d’aquestes malalties.

La mineria de dades s'utilitza en el camp de la investigacié educativa per comprendre els
factors que condueixen els estudiants a comportaments que redueixen el seu aprenentatge i
eficiencia. Un cop es descobreixen els factors, es pot plantejar els cursos de manera que els

minimitzin.
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Quant al contingut multimédia, hi ha diverses companyies de reproduccio en linia (streaming
en anglés) que apliquen la mineria de dades en temps real als seus registres d’audiéncia.
Aquests sistemes recullen i analitzen sobre la marxa informacié anonima de les
visualitzacions, les retransmissions i la programacié dels canals. Gracies a la mineria de
dades es poden emetre recomanacions personalitzades, coneixent els seus interessos i la
seva activitat. Les companyies obtenen, coneixement molt valués per als seus anunciants,

que aprofiten aquestes dades per arribar amb més precisié als seus clients potencials.

El machine learning ha reinventat el mon de la musica. A Spotify els artistes cobren si la seva
canco s'ha sentit per almenys 30 segons. Aix0 ha propiciat que els artistes crein més singles
i cancons curtes, en comptes d'albums. Més freqliéncia de noves cancons, i més quantitat
de cancgons. S'ha descobert mitjancant analisis que la part de la cang6 que se sent més és la
tornada que normalment va després de l'estrofa (a la meitat de la cangd). S'ha reinventat
l'estructura de les cangons de manera que els primers 30 segons incorporen la tornada (part
més comercial i atractiva), en la qual es destinen més recursos. Els algoritmes que
recomanen mausica hi han entrat en un cicle viciés en el qual premien els grans artistes, i és

molt complicat que un nou artista es faci famads per meérits propis.

En aquest projecte, s’aplicara la mineria de dades en I'entorn de recerca educativa, per modelar el

comportament dels estudiants en un entorn d'aprenentatge virtual.

2.5. Fitxer de logs

Un fitxer de logs web és un fitxer creat per una pagina web en el que queda registrat

cronologicament cada accié que han estat afectant un sistema informatic. El format de fitxer de

registre és una linia de text per a cada vista del lloc web i conté informacio sobre qui visita el lloc,

d’on prové i exactament qué fa al lloc web. Proporcionen dades importants per a 'analisi de xarxes o

l'accés

a un lloc web. En general, un fitxer de logs sempre contindra la mateixa informacio,

normalment només varia la sequéncia de la informacio. [5]

Els logs poden incorporar informacio de:

SN

ETSEIB
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Hora d’accés

Adreca IP o nom d’usuari.

Sistema operatiu utilitzat
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¢ Navegadors utilitzats

e Pais o regi6 d’origen.

e Tipus de motor de cerca i terme de cerca introduit.
e Esdeveniment

L'analisi de logs solia ser la forma més comuna d'obtenir dades sobre els visitants d'una web, on
normalment s’ha de processar grans quantitats de dades. Per a projectes petits amb poques
pagines vistes, els logs es podien llegir en cru. No obstant aixo, tan aviat com el nombre d'accessos
augmenta i s'han de recopilar periodes de dades més llargs, es necessiten programes especials en

qué es puguin introduir els fitxers log i, a continuacié, editar segons aspectes individuals. [6]

El programari d’analisi de registres web analitza el fitxer dels logs i, basat en els valors continguts al
fitxer, obté indicadors de quan, com i per a qui es visita un servidor web. Normalment, els informes
es generen immediatament, i les dades extretes dels fitxers de registre es poden emmagatzemar en

una base de dades per a generar diversos informes a peticio.
2.6. ATENEA

L’origen de les dades prové dATENEA que és l'entorn virtual d'aprenentatge de la Universitat
Politecnica de Catalunya (UPC), una plataforma de suport a la docéncia presencial. L’any 2004 a
causa de l'obsolescéncia tecnologica de I'anterior campus digital es va voler adaptar als nous
requeriments docents i de gestié. El seu disseny funcional es va realitzar a partir d’aportacions del
professorat i d’altres unitats de la UPC, i es va basar en I'entorn de software lliure Moodle. Va tenir
un desplegament exités. El desplegament inicial va ser durant el curs académic 2005-2006 i va

oferir servei a més de 35.000 estudiants, 3.500 professors i 10.000 aules en aquell periode [7].

A Atenea hi ha les aules virtuals corresponents a les assignatures que en fan Us. Els estudiants
poden accedir als continguts, lliurar treballs, consulta les qualificacions i comunicar-se amb el
professorat i els altres companys de l'aula. Els professors poden estructurar i publicar 'assignatura,

crear continguts i activitats, avaluar-les i comunicar-se amb els estudiants.

Respecte a les diferents interaccions, aquestes es poden englobar en quatre tipus anomenats
CRUD (de I'anglés Create, Read, Update and Delete):

e Create: Crear

oo,
4
ETSEIB



Pag. 18 Memoria

o Read: Veure/Llegir
e Update: Actualitzar/Modificar
e Delete: Esborrar

Moodle guarda en el registre diferents interaccions entre l'usuari (sigui alumne o professor) i el
sistema (Plataforma Atenea), les quals normalment corresponen a una vista en concret. Es a dir, no
es guarden cada interaccié ni el temps que l'usuari passa en aquell recurs, sind que aquesta
informacié s’haura d’extreure a partir d’altres dades com per exemple comparant el temps entre el
comencament de dues interaccions [8]. Moodle fa servir la seva propia nomenclatura, per tant ha

estat necessari entendre-la.

Les dades que s’han fet servir en aquest treball provenen d’un total de quatre fitxers. Un primer fitxer
amb els logs del professorat (interaccions entre els professors i ATENEA), un altre fitxer amb els
logs en aquest cas dels alumnes (interaccions entre els alumnes i ATENEA), i dos fitxers de
qualificacions un per a cada quadrimestre del curs 2019-2020. Aquestes dades només estan
disponibles per al professorat del curs de Fonaments d'Informatica, el qual ha facilitat aquests

fitxers, per tal de fer aquest estudi.

El conjunt de dades és limitat, ja que només té en compte una assignatura i els logs sén d’un unic
guadrimestre. L’assignatura esta programada pel primer quadrimestre del Grau en Enginyeria en
Tecnologies Industrials que es va impartir a la tardor de l'any 2019, perd els logs pertanyen al
quadrimestre de primavera, per tant tots els estudiants d’aquest periode sén repetidors i el seu

comportament és diferent del dels estudiants que cursen 'assignatura per primer cop.

Inicialment a I'hora d’exportar els logs, aquests inclouen els noms d'usuari de manera explicita, pero
el professor encarregat de facilitar-les les ha anonimitzat, per tal que no es pugui associar de cap
manera la persona titular d’aquestes, és a dir, perqué no es pugui associar a una persona, pero Si
distingir-la de les altres. Cada estudiant té un identificador anonim, a partir del qual no es pot a quina
persona pertany. Aquest procediment permet complir amb la normativa RGPD (Reglament General

de Proteccio de Dades) vigent, amb data d’aplicacio el dia 25 de maig de 2018.
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3. Llenguatge de programacio

En aquest apartat es parlara sobre quin ha estat el programa que s’han fet servir, i perqué s’ha

escollit, i a continuacié una breu descripcié d’'aquest.
3.1. Eleccid del programari

A I'hora de treballar i visualitzar dades i calculs de manera tradicional, un dels programes que es fan
servir més son I'Excel (Microsoft), Numbers (Apple) o altres fulls de calcul (n’hi ha de gratuits com
OpenOffice o LibreOffice entre altres). Aquest tipus de programa €s conegut per una gran part
d’'usuaris de PC, pero pot no ser suficient per a dur a terme analisis amb gran quantitat de dades
complexes. En aquest projecte s’ha decidit fer servir una eina més potent, tant per a simular una
analisi més complexa com per a aconseguir un repte personal: Python, que juntament amb la

llibreria Pandas tenen eines potents de neteja de dades i transformacié de dades.

L’eleccio de fer servir Python no ha estat aleatoria, es basa en el fet que és el llenguatge de
programacio que més es fa servir per a la mineria de dades, juntament amb diverses llibreries que

potencien la seva utilitat i faciliten fer les analisis de manera més eficient.

Un altre punt a tenir en compte, és que al Grau en Enginyeria en Tecnologies Industrials i el Master
Universitari en Enginyeria Industrial que es cursen a L’ETSEIB, s’ensenya i es fa servir Python a
diverses assignatures, com poden ser Fonaments d’informatica, Informatica, Optimitzacié i
Simulacio, Projecte 2, Meétodes Quantitatius per I'enginyeria Industrial Il. També es tenen
coneixements previs de la llibreria Pandas, ja que l'autor ha treballat en una empresa en la qual el
departament de Data Science crea scripts per a facilitar tasques repetitives, accedir a la base de

dades i fer andlisis complexes.

Tot i tenir una base de coneixements, existeix un repte personal per a aprendre més sobre la

mineria de dades, i per a fer servir les eines, en aquest cas la programacié amb Python i Pandas.
3.2. Python i Pandas

Python [9] és un llenguatge d’alt nivell orientat a objectes, com altres llenguatges que també son
coneguts (C++, PHP, Pascal, C# o Java). Els llenguatges de baix nivell (codi maquina o

assemblador) son els que executen els computadors. Es per aixd que per a poder fer servir els
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llenguatges d’alt nivell, és necessari traduir el codi a un que pugui entendre el computador
(intérpret).

Un dels avantatges dels llenguatges d’alt nivell és que sén més facils de fer servir, i escriure el codi

€s més rapid (ja que els programes s6n més curts i més facils d’entendre).[10]

Guido van Rossum va dissenyar Python I'any 1991, i ha arribat a ser un dels 5 llenguatges de
programacio que meés es fan servir, tal com mostra la Figura 3-1. EI nom de Python prové de “Monty
Python’s Flying Circus”, una série de comeédia de BBC dels anys 1970. Van Rossum va escollir
aquest nom, ja que és curt, Unic, i misteriés [11]. Posseeix una llicencia de codi obert, anomenada
Python Software Foundation License. [12]

Top Analytics, Data Science, Machine Learning
Software 2017-2019, KDnuggets Poll

0% 10% 20% 30% 40% 50% 60% 70%

Python
RapidMiner
RLlanguage

Excel

M 2019 %share

Anaconda M 2018 %share

SQL Language W 2017 %share
Tensorflow
Keras

scikit-learn

Tableau

Apache Spark

Figura 3-1 KDnuggets Analytics/Data Science 2019 Software Poll: top tools in 2019, and
their share in the 2017, 2018 polls [13]

Python esta inspirat en els altres llenguatges d’alt nivell. Existeixen dues grans versions, Python 2 i
Python 3. Actualment I'iltima versié de Python 2 (2.7) ja no té manteniment des de I'1 de gener de
2020, mentre que l‘'dltima versi6 de Python3 (3.9) esta en proves (bugfix o cerca d’errors). [14]

Python destaca per ser un llenguatge amb molts avantatges, a continuacié es comenten les més

importants:
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e Es facil d'aprendre respecte a altres llenguatges, ja que la corba d’aprenentatge és

adequada en tots els nivells.

o En crear codi amb Python aquest es veu més net, ja que té moltes funcions integrades que

fan que la longitud del codi disminueixi. Aixi doncs, també és més facil de llegir.

Per a extreure tot el potencial de les dades, al llenguatge Python li la falta una llibreria anomenada

Pandas.

Pandas és una llibreria de programari per al llenguatge de programacioé Python per a la manipulaci6 i
andlisi de dades. En particular, ofereix estructures de dades i operacions per manipular taules
numeriques i séries temporals. Es un programari lliure, i el nom deriva del terme "panell de dades",
un terme per a conjunts de dades que inclouen observacions durant diversos periodes de temps per
a les mateixes persones. El desenvolupament de Pandas va comencar I'any 2008, i fins al dia d’avui

s’ha mantingut actiu.

Pandas permet manipular de manera rapida i eficient els objectes dataFrame (matrius de dades).
També té eines per llegir i escriure data en diferents formats: fitxers CSV i text, Microsoft Excel,
bases de dades SQL, etc. Permet remodelar de manera flexible i en forma de taula dinamica els
conjunts de dades, crear un subconjunt de grans conjunts de dades, combinaci6 amb d'alt

rendiment de conjunts de dades, entre altres.

Pandas és una llibreria molt optimitzada per al rendiment, i s’utilitza en una amplia varietat de camps
académics i comercials, inclosos finances, neurociéncies, economia, estadistiques, publicitat, analisi

web i molt més. [15]

Per Ultim, també es fara servir el programari Jupyter Notebook. Jupyter Notebook és una aplicacié
web de programari lliure, que permet crear i compartir codi, equacions, visualitzacions i tests. Els
seus usos més destacats inclouen la neteja i transformacié de dades, simulacions numériques,

models estadistics, i visualitzacié de dades i Machine Learning. [16]

S’ha decidit fer servir aquest programari perque és una eina ideal per a mostrar el treball, ja que
permet veure el codi i els resultats a la vegada. També resulta facil entendre el codi per a una
tercera persona, ja que permet I'execucio cel-la per cel-la per obtenir una millor comprensié de com
funciona el codi. Per contra, les cel-les s’han d’executar de manera sequencial i ordenada, en lloc
de tenir funcions de manera separada i independent. Aix0 implica que s’acostuma a tenir codi

duplicat, molt dificil de mantenir.
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4. Metodologia

Per a fer I'analisi aplicant la mineria de dades s’acostuma a fer servir un procés general. Existeixen

multiples processos estandarditzats com poden ser el CRISP-DM, ASUM-DM, i SEMMA, entre

altres. A continuacio es fara una breu descripcié de cada un dels esmentats [17]:

CRISP-DM: “Cross-industry standard process for data mining” ("Procés estandard
transversal per a I'explotacio de dades"). Es un model que descriu els enfocaments comuns
més utilitzats per experts en mineria de dades de manera jerarquica. Model d’analisi més

utilitzat en els dltims anys.

ASUM-DM: “Analytics Solutions Unified Method for Data Mining” (Métode unificat de
solucions analitiques per a la mineria de dades). Es basa en la metodologia CRISP-DM i
incorpora implementacions agils i millores respecte a les noves practiques de ciéncia de
dades, com I'is de grans volums de dades, analisis de text en el modelatge predictiu i

automatitzacié d’alguns processos.

SEMMA: “Sample, Explore, Modify, Model, and Assess” (Mostrejar, explorar, modificar,
modelar i avaluar). Consisteix en una llista de passos sequencials creada pel SAS Institute,
una de les empreses més grans de programari estadistic i de Bl. Serveix com a guia per a la
implementacioé d’aplicacions de mineria de dades. Més que un procés, esdevé una part del

“SAS Enterprise Miner”, un programari d’aquest institut.

S’ha decidit aplicar la metodologia CRISP-DM, ja que és el model d’analisi que més es fa servir, i

per tant del que més exemples i bibliografia se’n pot trobar. Tot i que ASUM-DM és una millora, el

fet que s’hagi partit del CRISP-DM indica que aquesta €s una metodologia totalment valida i es

continua fent servir en I'actualitat.

L’eleccio de la metodologia no és tan important com el fet d’aplicar un d’aquests processos

estandarditzats de manera correcta, de manera que se segueixin les pautes i s’adaptin els passos

a les necessitats i casos particulars que apareguin. Els tres meéetodes exposats son molt

semblants, ja que es basen en una seqiiéncia de passos recomanables a seguir.
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4.1. Metodologia CRISP-DM

La metodologia CRISP-DM és un model ciclic, estandard i obert que proporciona una descripcié
normalitzada del cicle de vida d'un projecte estandard d'analisi de dades, de forma analoga a com
es fa amb els projectes professionals d'enginyeria informatica en els models de cicle de vida de

desenvolupament de software.

Els origens de la metodologia CRISP-DM, es remunten a l'any 1996 quan empreses ( NCR, AG,
SPSS, OHRA, Teradata, SPSS, i Daimer-Chrysler), van proposar una guia de referencia de lliure

distribuci6 a partir de diferents versions de KDD (Knowledge Discovery in Databases). [18]

La metodologia CRISP-DM és la més utilitzada en el desenvolupament de projectes de Data Mining
[19], com es pot observar a 'enquesta de KDnuggets presentada a la Taula 1, pero fa anys que no

ha rebut cap actualitzacio.

What main methodology are you using for your analytics, data mining, or data science projects ? [200
votes total]
2014 poll s 2007 poll
CRISP-DM (86) I 43 %
I ] U
My own (55) I 27.5%
1 9%
SEMMA (17) I 5 5%
m—— 3%
Other, not domain-specific (16) I 39
4%
KDD Process (15) I 7.5%
. 3%
My organizations' (7) Wss5%
I 5.3%
A domain-specific methodology (4) B2%
m 4.7%
MNone (0) 0%
mm 4.7%

Taula 1 Enquesta sobre metodologies de mineria de dades [20]

En aquest context es té en compte l'existencia d'un client que no forma part de l'equip de
desenvolupament. Els projectes d'analisi de dades tenen una naturalesa ciclica. El projecte no
acaba un cop es troba el model idoni ni quan la solucié es desplega, ja que després es requereix un
desplegament i un manteniment. La informacié descoberta durant el procés i la solucié desplegada

poden produir noves iteracions del model. Cal tenir present que aquest projecte pot estar relacionat
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amb altres, i és necessari documentar-ho de forma exhaustiva perqué altres equips de
desenvolupament es beneficiin de les experiéncies previes i utilitzin el coneixement adquirit i treballin
a partir d'ell.[21]

El cicle de vida del projecte de mineria de dades consisteix en sis fases mostrades a la Figura 4-1.

Business =P Data
Understanding e Understanding

N\

Data
Preparation
T x
[ ]
Model
Izl Building

Testing and
Evaluation

Figura 4-1 Procés CRISP-DM [22]

Tot i que s’apliquen en forma de cicle iteratiu, s’acostumen a ordenar de la manera seguent: [22]
1. Business Understanding (Comprensié del negoci i del problema)
2. Data Understanding (Comprensié de les dades)
3. Data Preparation (Preparacié de les dades)
4. Model Building (Creaci6é del model)
5. Testing and Evaluation (Fase de proves i avaluaci6 dels resultats)
6. Deployment (Desplegament de la tecnologia)

La sequéncia de les fases no segueix un ordre fix: es permet reordenar les fases i moure’s entre
fases segons convingui. Tenint en compte el resultat de cada fase, es determina quina fase, o quina
tasca particular d'una fase cal a continuacio. Les fletxes indiquen les dependéncies més importants i

'ordre més freqlent. En els apartats seglents s’explicara cada fase en més detall.
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4.1.1. Business Understanding

Aquesta fase inicial se centra en la comprensio dels objectius del projecte i de les necessitats del
client en la situacio actual. Un cop es té el coneixement de les dades, es procedeix a identificar i

definir el problema, i es crea un pla preliminar per a assolir els objectius proposats.
4.1.2. Data Understanding

Posteriorment es fa un estudi per a la comprensié de les dades. Cal entendre que volen dir les
diferents dades recol-lectades i familiaritzar-se amb el seu format, per a identificar els problemes
de qualitat, fer un descobriment preliminar sobre les dades o observar subconjunts a simple vista,

que pot servir per a formar primeres hipotesis.
4.1.3. Data Preparation

Aquesta fase engloba totes les activitats necessaries per a construir el conjunt final de dades (que
faran servir les eines de modelatge) a partir de les dades inicials. Aquestes activitats poden ser la
seleccié d’'una part de les dades que sigui més interessant, la neteja de les dades perqué aquestes
tinguin més qualitat, la transformacié del format de les dades sigui consistent, filtratge de dades

redundants o valors extrems, omplir valors que falten, etc.

Per a poder analitzar els logs també cal identificar els usuaris i sessionalitzar. No es requereix saber
la identitat real d’un usuari sin6 que només és necessari poder distingir entre diferents usuaris. Com
que un usuari pot visitar un lloc més d'una vegada, els registres del servidor registren sessions

multiples per a cada usuari.

En el cas que no hi hagi un mecanisme d’autentificacio, 'aproximacié més estesa per distingir entre
visitants Unics és I'lUs de galetes, encara que a causa de problemes de privadesa, a vegades
aguestes estan desactivades. Les adreces IP, soles, no son suficients per identificar visitants Unics
per tant es combinen les adreces IP amb altra informacio, com ara el “user agent” (Informacié del

navegador que es fa servir i la seva versio, i sistema operatiu) i referrers (pagina de la qual prové).

La sessionalitzacié és el procés per a segmentar el log d'activitat de cada usuari en sessions, que
representen una sequéncia de pagines vistes d’un sol usuari durant una sola visita (es compacta). Si
no es té informacié de cada cop que l'usuari entra a la pagina o es desconnecta, s’han d’aplicar
metodes heuristics per a identificar la sessio. L'objectiu d'una heuristica de sessié és reconstruir, a
partir de les dades de flux de clics, la seqliéncia real d'accions realitzades per un usuari durant una

visita al lloc.
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Aquesta fase també incorpora una analisi de dades mitjancant estadistica basica (minim, maxim,
mitjana, moda, etc.), i es poden aplicar eines de visualitzacio per tal de fer el preprocés de manera
més eficient, per exemple un scatter plot per a observar valors extrems. Una altra eina que es pot fer
servir és la d’agregar les dades, per tal de reduir les dimensions de les dades tenint un volum menor

perd mantenint la mateixa informacia.

El preprocés una de les fases on més temps se li dedica, més d’'un 50% del temps total del procés
de mineria de dades. Si es disminueix el temps de processament de les dades, també es pot veure

reduit el temps de computacié en els calculs.
4.1.4. Modeling

A la fase de Modeling s’apliqguen diverses técniques de modelatge i es calibren els parametres als
valors optims. Algunes técniques tenen requeriments especifics en la forma de les dades, aixi que
s’acostuma a tornar a la fase de preparacié de dades per a satisfer-los. Es comenca fent una analisi
exploratoria visual de les dades i després tenint en compte el tipus de les dades, es fan servir
técniques com els arbres de decisid, regressions o xarxes neuronals. Els algoritmes que més es fan
servir sén C4.5, CART i SLIQ. [23]

Cal preparar les dades per a la fase de Testing i Evaluation, i s’acostuma a dividir-les en tres
conjunts: dades d’entrenament (per a construir el model), de prova (per testejar el model) i de

validaci6 per a estimar parametres.
4.1.5. Testing and Evaluation

Un cop creats diferents models, es verifica que compleixen amb la qualitat suficient. Abans de
presentar els resultats finals, cal avaluar el model i verificar si els anteriors passos s’han fet de
manera correcta. Cal comparar el model amb els objectius presentats anteriorment i determinar si
falta algun per considerar, fet que obligaria a tornar enrere a fases anteriors. Cal recordar que
aquesta metodologia es basa en un procés iteratiu en la que en cada iteracio es va guanyant més

informacié i s’arriba a un coneixement més profund.
Al final d’'aquesta fase s’obtenen els resultats i els patrons, i es decideix quin model aplicar.
4.1.6. Deployment

L’dltima fase és la de desplegament. El procés de mineria de dades pot servir tant per a verificar
hipotesis, com per a descobrir nou coneixement. En aquesta fase el coneixement obtingut

s’organitza i es presenten els resultats de manera que sigui util per al client o interessat. Segons les

ain
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necessitats, el resultat pot anar de ser un simple informe, fins a un complex procés periodic i
automatitzat.

Cal tenir en compte que en alguns estudis no cal aplicar obligatoriament cada fase, tot i que és
necessari considerar-les, ja que la metodologia CRISP-DM és una metodologia on les diferents
fases estan connectades.

ETSEIB
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5. Cas particular:

Un cop introduit els conceptes teodrics de la mineria de dades i definida la metodologia a seguir

(CRISP-DM), es procedeix a aplicar les diferents fases.
5.1. Business Understanding

L’objectiu d’aquest projecte es basa a estudiar el comportament dels alumnes del Q2 del curs
2019-2020. Sera necessari observar la interaccid dels alumnes amb el campus virtual,
determinant quins esdeveniments ocorren, en quin temps, i amb quina freqiiéncia, per a finalment
relacionar-ho amb quina nota han obtingut. Caldra tenir en compte les diferéncies entre grups, per

exemple a I'hora de definir dates de les diferents proves.
5.2. Data Understanding

Per a explorar el contingut de les dades, es poden separar els 4 fitxers de logs en dos grups, a
causa de les similituds que hi ha en l'estructura i contingut. Per al treball s’ha fet servir Python
(Anaconda) 3.8.3, Jupyter Notebook 6.0.3, juntament amb les llibreries Pandas, matplotlib, numpy i

scikit-learn (important per al model). El codi utilitzat per a fer el projecte s’ha afegit a 'annex.

A I'hora d’exportar els logs d’Atenea, aquests s’han guardat amb format CSV, perd en comptes
d’'usar una coma “,” com a separador, s’ha fet servir una barra “|”. Per aquest motiu a I'hora de llegir

els arxius amb Pandas s’ha d’especificar quin és el delimitador de llistes a fer servir.

El primer grup sera el de qualificacions (Q1 i Q2). En aquest treball s’analitzara el Q2, tot i que pot

ser interessant conéixer quina nota van obtenir al Q1.

A continuacié es mostraran quines son les columnes de cada fitxer i un exemple. El fitxer de les

qualificacions del Q1 consta de 414 estudiants i té les seglients columnes:

Columna Contingut d’exemple
ID E-003
Institucio -
Departament -
Grup 61 Examen de recuperacio
L1 2,5
L2 2,1
{T)
Y
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L3 1
Avaluacio Continuada 1,6
Examen Recuperacio 2,5
Examen Extra -

Taula 2 Columnes del fitxer qualificacions Q1

El fitxer de les qualificacions del Q2 consta de 136 estudiants i té les seglents columnes:

Columna Contingut d’exemple
ID E-003

Institucio -

Departament -

Grup 2331

L1(Real) 7,3

Total L2 (Real) 7

Total L3 (Real) 6

Total Nota continuada (Real) 6,6

Tasca: Examen de recuperacio (Real) | -

Taula 3 Columnes del fitxer qualificacions Q2

Tant al fitxer del Q1 com en el del Q2 incorporen la columna “ID” que és l'identificador andnim de
I'estudiant. La lletra “E” denota que aquesta persona és un estudiant, i el nimero és el mateix per a
tots els esdeveniments que pertanyen a aquell estudiant. Les columnes “Institucié” i “Departament”
estan buides, ja que els estudiants no en pertanyen a cap. La columna “Grup” té la informacié de a
quin grup esta matriculat. En el cas que hi hagi dos valors, és un cas en els que I'estudiant va fer
lliurament amb grup en el qual no estava matriculat i s'havia d'afegir un segon grup perquée
poguessin visualitzar els enunciats. També es poden trobar casos en els quals aquesta columna
indiqui que l'estudiant va decidir presentar-se a 'examen de recuperacié. Les quatre columnes
seguents indiquen tres exercicis lliurables de laboratori (L1, L2 i L3), juntament amb la nota final
(Avaluacié Continuada). Els exercicis lliurables conten 10%, 45% i 45% respectivament sobre la nota
d’Avaluacié Continuada segons el sistema d’avaluacio de I'assignatura [24]. Finalment en el fitxer del

Q2 s’observa una columna (Examen Extra) sense valors.

En segon lloc s’analitzara els de logs d’accions d’Atenea (Alumnes i professors). El fitxer de les logs

d’estudiants consta de 62094 interaccions i té les seguents columnes:

ain
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Columna Contingut d’exemple
Hora 12/04/2020 20:27
Nom complet de l'usuari | E-421

Usuari afectat

('Zontext d_e Consulta; Seguiment de l'assignatura
I'esdeveniment
Component Consulta

Nom de I'esdeveniment

Modul de curs vist

Descripcio

The user with id '144681' viewed the ‘choice’
activity with course module id '2306721".

Origen

web

Taula 4 Columnes del fitxer estudiants

El fitxer de les logs de professors consta de 3365 interaccions i té les seguents columnes:

Columna Contingut d’exemple
Hora 24/04/2020 19:31
Nom complet de l'usuari P-06

Usuari afectat E-074

Context de I'esdeveniment

Curs: 240015 - FONAMENTS
D'INFORMATICA (Curs Total)

Component

Sistema

Nom de I'esdeveniment

Usuari qualificat

The user with id '66011' updated the grade
with id '19428964' for the user with id

Descripcio '144763' for the grade item with id
'419654".
Origen web

Taula 5 Columnes del fitxer professors

El segon grup, els dos logs d’esdeveniments, té les mateixes columnes per a ambdos fitxers. La

columna Hora indica el moment en el qual 'esdeveniment es dona, amb granularitat fins al minut. La

columna Nom fa servir la mateixa nomenclatura que la columna ID dels fitxers de qualificacions,

afegint-hi la lletra “P” que indica professor. En el cas que un esdeveniment afecti directament a un

altre usuari, la columna usuari afectat mostra I'id corresponent. “Context” indica el nom de la pagina

on s’ha fet 'esdeveniment, mentre que “Component” mostra només el tipus de pagina. “Nom de

I'esdeveniment” indica el tipus d’esdeveniment i a “Descripcié” es mostra exactament I'accié amb els

diferents id’s dels recursos que s’han fet servir. Finalment “Origen” indica si s’ha accedit via

o
sy
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navegador (web) o via app (ws).

La Figura 5-1 mostra els continguts que es poden veure en la pagina inicial del curs a Atenea. Es
poden veure diferents seccions (Organitzacid, Material), en les quals hi ha diferents tipus de

contingut (enllacos, pagines web, documents PDF). Aquestes seccions s6n comunes per a tots els

grups.

O Missatges del professor

I Hotes finals
Mostran més

& Afegeix un avis nou

Temari, exercicis,

Sintaxi utilitzz

Think Like a Computer Scientist. Learning with Python. Hi ha una 3a edicid en anglis per Python 3.

L2GT0 curs 201920 Tardor

L3 tardor 2019

Figura 5-1 Exemple de pagina inicial del curs a Atenea

5.3. Data Preparation

Un cop ja es té clar que significa cada dada/valor en particular, es procedeix a preparar aquestes

dades per a una analisi posterior.
5.3.1. Fitxers qualificacions

A la Taula 5-6 es mostren les primeres 10 files del dataframe qualil, creat a partir de I'arxiu log

original de qualificacions del Q1:

S5y
d;“x“_'b
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ID Institucid Departament Grup L1 L2 L3 Avaluacio Continuada Examen Recuperacid Examen Extra
0 E-001 NaMN MaN 51 Examen de recuperacid 6.3 44 15 33 15
1 E-002 NaM MNaN 21 - 41 6 51
2 E-003 NaM NaN 61 Examen de recuperacio 2.5 2,1 1 1.6 25
3 E-004 NaMN MNaN a1 0 8§ 5 65
4 E-005 NaN MNaN B | 0 65 5 57
5 E-006 NaM MaN 7110 10 10 10
6 E-007 NaM MNaN 91 Examen de recuperacic 0.9 0 3 15 0
T E-008 NaM MNaN 41 Examen de recuperacié 0 0 1 05 0.3
8 E-009 NaN MNaN 71 87 64 85 76
9 E-010 Nah NaN 51 Examen de recuperacic 07 0 0 01

Taula 5-6 Primeres 10 files de qualil

S’observa que hi ha diverses columnes amb valor “NaN” (Not a Number), com és el cas de les
columnes “Instituci¢” i “Departament”. Donat que en els fitxers de qualificacions apareix un registre

(fila) per cada alumne, té sentit que aquesta informacié no estigui disponible per a estudiants.

La columna “Examen Extra” també mostra indicis de ser una columna on falten els valors. Després
de veure quins son els valors que prenen les diferents columnes, s'observa que la columna
“Institucio” té una fila amb valor “13/5/2020”, i totes les altres files amb “NaN”. A la columna
“Departament”, totes les files prenen el valor “NaN”, i finalment a la columna “Examen Extra”, totes

les files prenen el valor “-“. Aquest fenomen passa amb els dos dataframes de cada quadrimestre

(qualil i quali2). Donat que cap d’aquestes columnes aporta informacié d’utilitat, les eliminarem.

Els dos dataframes tenen noms de columnes diferents, per tant en el seglient pas es modificaran els
noms de qualig2 perqué siguin consistents amb qualigl, i aixi és més senzill treballar, ja que es

poden aplicar els mateixos procediments només canviant el nom de la variable del quadrimestre.

Es guarden aquests canvis en un fitxer a part, un per a cada quadrimestre. L’objectiu d’aquesta

accio és la de poder recuperar les dades en l'estat actual, només amb els canvis aplicats fins ara.

Seguidament es resoldra el problema que tenen algunes files amb el grup, ja que es veu que alguns
alumnes tenen més d’un valor. S’ha pres el primer dels grups si hi havia dos, i el grup corresponent
si 'alumne anava a I'examen de recuperacié. També s’ha eliminat dues files que contenien tots els
nombres de grups (del 10 al 100) al Q1 i una fila que contenia un cas especial (21 extra L1) al Q2.
Finalment s’ha revisat que tots els alumnes tinguessin una nota final (Avaluacié Continuada o

Examen de Recuperacio), i s’ha eliminat els que tenien aquesta informacio buida.

Per a poder fer calculs amb les notes, cal primer transformar les dades. El primer problema que
apareix és que les notes fan servir la coma com a separador decimal, mentre que Pandas fa servir

el punt. En segon llocs cal canviar el tipus de variable, ja que les notes estan en format “object”, i

oo,
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s’ha transformat a tipus “float”.
5.3.2. Fitxer de logs de professors

Respecte al fitxer de qualificacions, s’ha creat un dataframe i s’ha revisat les columnes en cerca de
valors andmals. S’han corregit els espais multiples en la columna “Descripcié” i s’ha canviat de nom
les columnes per a tenir els noms consistents en tots els fitxers. A continuacié s’ha guardat el
dataframe resultant en un CSV per a tenir-lo preparat per a la preparacié del fitxer de logs

d’estudiant.
5.3.3. Fitxer de logs d’estudiants

Un cop importat el fitxer de logs d’estudiant s’ha vist que no incorpora informacié del grup de cada
estudiant, per tant s’ha importat també un fitxer de qualificacions del Q2, del qual interessa obtenir la
relacio entre els id’s dels estudiants i el grup. Seguidament s’ha ajuntat el dataframe dels estudiants
(est) i el de qualificacions (qualig2g) mitjangant la comanda “merge” amb how=’inner’, perqué el
resultat final tingui informacié completa a totes les columnes (mira la interseccio6 dels dos dataframes
segons els id’s). Finalment s’ha separat la columna “Grup” en dos, una que mostra el grup de teoria
(Grup) i l'altre el de practiques (Subgrup) i s’ha transformat a “string” per tal de poder fer una analisi

més concreta si fa falta.

Els logs incorporen la columna “Usuari afectat”, tot i que molts cops té el mateix valor que el “Nom
complet de l'usuari’. Després de veure que els esdeveniments on passa aquest fenomen sén “Perfil
de l'usuari mostrat” i “S'ha mostrat l'informe de l'usuari’, s’ha decidit eliminar la columna, ja que

aquests esdeveniments no aporten informacié Util per a aquest estudi.

Aquest esdeveniment no ha sigut I'inic en eliminar-se de l'estudi, a la Taula 7 Esdeveniments
eliminats de l'estudi es mostren juntament amb el nombre de cops que apareixen als logs. S’ha
decidit eliminar-los, ja que no aporten informacié util i facilitara I'estudi a I'hora de visualitzar

resultats.

Esdeveniment Nombre
d'ocurréncies
Events generals 2448
Llista d'usuaris mostrada 458
Perfil de l'usuari mostrat 227
Activitat recent vista 28
Llista d'instancies de moduls de curs 6
vistos
dd‘x'bb
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S'ha mostrat la llista d'insignies
Etiquetes afegides a un element
S'ha mostrat l'informe de l'usuari
Curs cercat

S'ha suprimit el debat

S'ha suprimit el missatge

RIFRINDNN O

Taula 7 Esdeveniments eliminats de l'estudi

També s’ha eliminat casos particulars com els esdeveniments amb context "Fitxer: Com treballar

sota windows" i la tasca amb id: 2280993, ja que s’ha vist que tampoc aporten res a I'estudi.

A la columna “Descripcid” s’ha observat que en alguns casos hi havia espais mdltiples, els quals
s’han substituit per espais simples, tant per una questié estética, com per una questi6 de

consistencia dels valors.

Seguint amb aquesta columna, tots els registres comencen amb la frase “The user with id
(identificador aleatori, diferent de la columna ID)”. Com que ja es té la informacié de I'usuari en una
columna separada, s’ha decidit eliminar aquesta informacié de la columna “Descripcié”. Un cop
eliminat I'usuari de la descripcié, dos esdeveniments iguals fets per estudiants diferents, tindran la
mateixa descripcid, cosa que ens permetra treballar de manera més senzilla i eficient, per exemple
al voler fer un recompte del nombre de cops que es déna un esdeveniment. També s’ha eliminat la
informacié de l'usuari en la descripcié dels esdeveniments, com per exemple el de “viewed the
feedback” o “has added the option from the choice activity”. La problematica dels id continua amb els
id de tramesa, comentari, discussié o post entre altres, que sén Unics, o el nombre de fitxers
tramesos, que fan que el valor de “Descripcid” sigui unic (no ens interessa). Per a acabar, s’ha
eliminat la infirmacié de I'id del curs, ja que sempre és el mateix, i s’han canviat de nom les
columnes amb noms més curts per a no ocupar tant espai a I'hora de visualitzar les dades. Es

mostra el resultat a la Taula 5-8.
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Temps Usuari Context Compenent Esdeveniment Origen Subgrup Grup Descripcio

0 2021333'33 E-421 SLIAIFJSFS‘I;?‘E;?IC’;O(réﬁgEFE;ﬁ Sistema Curs vist wab M 30 viewed the course.

1 2021[1]'_%'38 E-421 SLIJEFCZJ‘;LGN?ASTICE\O(E}:PQEFELIS Sistema Curs vist web k3| 30 viewed the course.

2 2021323'38 E-421 STI?FCZJ‘I;?‘E;«%C?O(%DEEFE&IS) Sistema Curs vist web M 30 viewed the course.

4 202130;38 E-421 SLIAEFS‘I;UN?ETICE«O(E)DPQET;LIS Sistema Curs vist wab | 30 viewed the course.

5 202133%'38 E-421 STEFS‘;%E;?IC;%E‘D@E&L% Sistema Curs vist web H 30 viewed the course.
60822 2023-_32?33 E-422 (R RE"iS‘éﬂi’;?;g Cdig Forum Mbdul de curs vist  web 2 2 wE\‘:\?ifn";cenu‘rrg::-r:ﬁi:‘g

2394413

60823 2021[1’2333 E-422 STrTFé‘;Om?glc:O(gﬁ:\;ETEtTals Sistema Cursvist  web 2w viewed the course.
60825 2022[[]]23'33 E-422 STIE;FEJ‘;?\E.:«?IC?O(E)D&ETEE) Sisterna Curs vist web 22 20 viewed the course.
sos26 07000 E422 DINFORMATICA Curs Toah  dusuan o dequamcacons W0 2 20 ek
sos7 000000 E422 DINFORMATICA (Curs Toah) ~ romum  ocumdoqualfications. W20 22 20 ook

57616 rows = 9 columns

Taula 5-8 Resultat de la primera part de neteja, filtratge i transformacio del log d'estudiants

Per tal de construir un model, cal reestructurar les dades de manera que es tingui una gran taula
amb el nombre d’esdeveniments segons el tipus per cada estudiant (en total 127 files, una per
estudiant). Aquestes taules s’han construit diferenciant per la columna “Esdeveniment” (23
esdeveniments diferents) i per “Descripcio” (435 descripcions diferents). Per a “Descripcid”, en tenir
un nombre tan gran de columnes també s’ha calculat la taula només tenint en compte les
descripcions que tenen minim 50 ocurréncies (161 descripcions diferents). A la Taula 5-9 es pot

veure la taula per als esdeveniments.

Modul S'ha Eigsamat \?;ESamzat Sha Sha  Sha Sha \?;QSamzat S'han g”ﬂ creat
Esdeveniment &;ES gﬁrs ‘\:lessl{'g:“dzgt ?L!;rmu\ari I’irnforme ﬂﬁjat Lrﬁ;nes g‘llostrat actualitzat r;sualltzat . I'informe de 2:;?.::16:‘ subscripcio

vist la tasca. Ee gd’;ﬁ?c'égiims fitxer. tramesa. debat la tasca. retroaccio ;iﬁ:mci?:ions continguts. discussio

ramesa.
Usuari

E-001 36 12 T 2 12 2 2 0 1 0 . 1] 1] 0
E-003 182 102 6 33 24 27 27 17 pal 6 . 0 0 0
E-007 86 32 51 49 24 15 15 3 12 7. 0 1 2
E-D02 104 a7 61 51 9 24 24 20 18 [ Q 3 2
E-010 a0 43 60 3 17 16 16 10 12 4 . (1] (1] 0
E-419 97 25 41 13 4 9 9 7 4 3. 0 0 0
E-420 146 82 38 18 16 10 10 17 5 4 . 0 0 0
E-421 65 30 28 19 T 7 T 1 Y 1. 1] 1] 0
E-422 a5 i 56 7 1 2 2 10 0 4 . 1 0 0
E-423 202 186 129 75 28 26 26 13 20 & 0 0 0

127 rows = 23 columns

Taula 5-9 Taula dinamica del recompte d'ocurréncies segons esdeveniment

D’aquesta taula se’'n poden treure les estadistiques de la mitjana d’ocurréncies per Esdeveniment
gh\

dd‘x“_'b
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(Figura 5-2). D’aquesta manera es pot veure quins sén els esdeveniments més comuns, els
esdeveniments més genérics com els referents a veure el curs son els que tenen major nombre
d'ocurréncies. El nombre de visualitzacions d’'una tasca és més gran que el nombre d’accions
(tramesa o pujar un fitxer. Les visualitzacions del debat han estat del mateix ordre de magnitud que
el del nombre de trameses, perd hi ha poca participacié activa als forums (creacié de missatges i

comentaris) ha sigut bastant pobre.

Esdeveniment

Curs vist 165.208688
Mbdul de curs wvist 78.480440
S'ha visualitzat 1'estat de la tasca. 77.937088
S'ha visualitzat el formulari de tramesa. 29.566%28
5'ha visualitzat 1'informe d'usuvari de qualificacioens 22.83779%
5'ha pujat un fitxer. 16.425197
5'ha tramés una tramesa. 16.417323
5'ha mostrat el debat 14.48831%
5'ha actualitzat la tasca. 168.3385832
5'ha visualitzat la retroaccid 9.283465
5'ha creat la tramesa. 6.286614
Informe d'usuari del curs vist 2.748157
5'ha fet 1'eleccis 1.653543
S'ha visualitzat 1'informe de resum de qualificacions 8.661417
5"han publicat alguns continguts. 8.598551
5'ha creat la subscripcié a la discussid 8.511811
S'ha creat el debat 8.472441
5'ha esborrat la subscripcidé a la discussid 8.157486
Comentari creat 8.118116
S'ha actualitzat el missatge 8.262802
5'ha creat el missatge 8.855118
5'ha descarregat 1'arxiu Zip o la carpeta 8.847244
S'ha creat la subscripcid 8.215748

Mame: Mean, dtype: floatéd

Figura 5-2 Mitjana d'ocurréncies per usuari segons Esdeveniment

En alguns casos en comptes del recompte d’ocurréncies, pot interessar I'existéncia o no d’aquell
esdeveniment/descripcid. Es per aixd que també s’ha calculat les taules en format binari. A la Taula

5-10 es mostra com quedaria la taula en binari, en aquest cas per a les descripcions.
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has has
posted posted
" has viewed has viewed has viewed has viewed has viewed contentin  content in
) viewed the  activity discussion Submission submission .o o submission  submission  submission postin the post in the
 viewed | report  with in the status page  status page S0 status page status page status page discussion discussion
Descripcid  the in the course forum with for the for the forum with for !he for !he for !he . 3N 325'_ 32173 '_
course. gradebook. module course as_swgnment a§swgnment course a§smnment a§smnment as_smnment located in  located in
id module i@ With course  with course . With coUrse  with course  with course the forum  the forum
'9145804". 2261559, module id  module id '2141800", module id  moduleid  module id with with
2268224, 2269766, ‘2362538, '2258551". '2306787". course course

module id  module id
‘2336363, "2329840°.

Usuari
E-001 1 1 1 0 1 0 0 0 0 0 . 0 0
E-003 1 1 1 1 1 0 1 0 0 1. 0 0
E-007 1 1 1 1 0 0 0 0 0 1. 1 0
E-008 1 1 1 1 1 1 1 1 0 1. 0 0
E-010 1 1 1 0 0 0 1 0 1 0 0 0
E-419 1 1 1 1 1 1 1 1 0 1. 0 0
E-420 1 1 1 1 1 1 1 0 0 1. 0 0
E-421 1 1 1 0 0 0 1 1 0 0 . 0 0
E-422 1 1 1 0 (1] (1] 1 0 1 0 0 0
E-423 1 1 1 0 0 0 1 0 1 1. 0 0

127 rows = 435 columns

Taula 5-10 Taula dinamica del recompte binari d'ocurrencies segons descripcio

En les taules en binari també s’ha calculat un estadistic, en aquest cas la suma binaria
d’'ocurréncies. Aquest calcul serveix per descobrir el nombre d’alumnes diferents que han fet cada
esdeveniment. Tot i que la taula mostrada a la Taula 5-10 fa referéncia a les descripcions, la Figura
5-3 mostra la Suma binaria d'ocurréncies segons esdeveniment, ja que és més visual i facil
d’entendre. Destacar que la Taula 5-10 s’ha creat amb l'objectiu que serveixi com a input per al
model. Com es pot observar, hi ha esdeveniments que han fet tots els estudiants, i la majoria ha
arribat a mostrar el debat en algun moment del curs. Per contra es veu que pocs alumnes han
publicat contingut (28, un 22%), han creat comentaris (11, un 9%), una conclusié semblant a la

trobada al mirar les mitjanes.
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Ezdeveniment

Curs vist 127
S"ha tramés una tramesa. 127
Madul de curs vist 127
S5'"ha visualitzat 1'estat de la tasca. 127
5'ha visualitzat el formulari de tramesa. 127
S'ha pujat un fitxer. 127
S'ha creat la tramesa. 127
S'ha visualitzat 1'informe d'usuvari de qualificacions 121
S'ha fet 1l'eleccid 121
5'ha actualitzat la tasca. 128
5"ha mostrat el debat 119
5'ha visualitzat la retroaccic 111
S'ha visualitzat 1'informe de resum de qualificacions 41
S'ha creat la subscripcid a la discussid 38
S'ha creat el debat 28
S'han publicat alguns continguts. 28
Informe d'usuari del curs vist 21
S'ha esborrat la subscripcid a la discussid 12
Comentari creat 11
S'ha descarregat 1'arxiu Zip o la carpeta 6

S'ha actualitzat el missatge
S'ha creat el missatge

S'ha creat la subscripcid
Mame: Total, dtype: inté4

S |

Figura 5-3 Suma binaria d'ocurréncies per usuari segons Esdeveniment

5.4. EDA

L’EDA (Exploratory data analysis) és un tipus d’analisi que es basa en l'estadistica descriptiva
basica. En alguns projectes pot formar part de la fase de Data Preparation. En aquest projecte s’ha
executat de manera simultania, pero s’ha volgut separar en la memoria, ja que l'objectiu no és la
preparacio de dades per al model. L'estrategia que s’ha fet servir és la de “Drill Down”, és a dir anar

profunditzant en les dades per a cada vegada mirar detalls més concrets.

Per al fitxer de qualificacions, després de fer la neteja pot semblar interessant saber quants alumnes
hi ha a cada quadrimestre, el nombre de repetidors i el nombre de gent que ha anat a 'examen de

recuperacio. En aquest cas el nombre d’alumnes al Q1 i al Q2 va ser de 408 i 127 respectivament.

Per a saber quants alumnes que han repetit provenen del quadrimestre anterior, el que s’ha fet és
ajuntar els dos dataframes (Taula 5-11) de manera que es mostri els “ID” comuns a ambdds
guadrimestres, el que dona un total de 127 repetidors que estaven matriculats el quadrimestre
anterior, i 10 alumnes que no estaven matriculats el quadrimestre anterior, tot i que tot apunta que

s6n repetidors d’altres quadrimestres.
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In [121]: pd.merge(qualiql, qualig2, on='ID', suffixes=('_Q1', '_Q2'))
Out[121]:
Avaluacio Examen Avaluacié Examen
D Gup Q1 L1Q1 1201 L3 Continuada_Q1 Recuperacié_Q1 Grup Q2 L1.G2 12Q2 L3 Q2 Continuada_Q2 Recuperacié_Q2
E-
0 o0 51 6.3 44 15 33 15 32 74 - - 07
E-
LT 61 25 21 1 16 25 23 73 7 6 66
E-
2 007 9 0.9 0 3 1.5 0 12 5] 2 = 17
E-
3 008 M 0 0 1 05 03 31 7 44 8 6,3
E-
4 40 91 07 0 0 0.1 - 21 86 55 Gib) 58
E-
121 190 62 28 23 0 1.3 1 12 8 3 6.2 5
122 352 102 54 0.6 - 08 0 1 10 25 6.6 78
E-
123 408 62 ] = 0 03 0 n 0.8 8 0 4 26
E-
124 411 72 0 0 0 0 0 31 7 46 55 52
125 = 102 36 49 0 26 03 21 39 22 2 23 0

414

126 rows % 13 columns

Taula 5-11 Unié dels dataframes qualigl i qualig2

Quant al nombre d’alumnes que es van presentar a 'examen de recuperacio, el que s’ha fet és
recuperar el fitxer que s’havia guardat préviament, ja que encara té la informacié dels alumnes que
estaven matriculats a 'examen de recuperacio en la columna “Grup”. S’ha contat el nombre de “ID”
en els quals la columna “Grup” contenia la paraula examen, obtenint 194 per al primer quadrimestre

i 33 per al segon.

Quant al fitxer d’estudiants, un cop acabada la part de neteja, filtratge i transformacié de les dades a
un format consistent, es pot incorporar una analisi de dades mitjancant estadistica basica, i I'is

d’eines de visualitzacié. Per a fer la feina més eficient, s’ha decidit agregar les dades.

Es comenga amb un exemple d’una taula dinamica (més coneguda com a Pivot Table en angles)
per a veure el nombre d’ocurréncies per usuari en dos esdeveniments concrets Taula 5-12. Com es
pot observar, el nombre de files es redueix a una per usuari, i s'obté la informacio justa i necessaria.
La taula dexemple mostra dos esdeveniments, perd també es pot aplicar-ho a un Unic
esdeveniment, i mostrar les diferents descripcions. En el cas de I'esdeveniment “S’ha mostrat un
debat”, es poden separar les dades entre els diferents debats tenint en compte el seu id (Taula
5-13).
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Memoria

Temps

Esdeveniment Curs vist S5'ha visualitzat l'informe d'usuari de qualificacions

Esdeveniment §'ha mostrat el debat

Usuari

E-001 36.0 12.0
E-003 192.0 240
E-007 86.0 24.0
E-008 104.0 9.0
E-010 90.0 17.0
E-419 97.0 40
E-420 146.0 16.0
E-421 65.0 7.0
E-422 65.0 1.0
E-423 202.0 280

127 rows x 2 columns

Taula 5-12 Taula dinamica d'exemple

Descripcio has viewed the discussion in the forum with course module id '2141800". has viewed the discussion in the forum with course module id "2261559".
Usuari
E-003 10.0 6.0
E-007 Mah 1.0
E-008 6.0 50
E-010 7.0 NaM
E-012 1.0 15.0
E-419 1.0 2.0
E-420 4.0 12.0
E-421 1.0 MNaM
E-422 3.0 MNaN
E-423 30 NaM

112 rows x 2 columns

Per a sessionalitzar s’ha tingut en compte el temps entre esdeveniments consecutius en el temps,
separat per cada usuari mitjangant 'operacio “groupby”. Si dos esdeveniments tenen una diferéncia
menor a un valor llindar en el seu temps, s’ha decidit que pertanyen a la mateixa sessi6. S’ha decidit
un valor llindar de 60 min perqué l'estudiant pot estar fent una prova o llegint uns apunts. En el cas
d’'una pagina més dinamica (omplir una enquesta, llegir un petit article d'un diari, web de compres),
aquest valor llindar hauria de ser més petit. El funcionament de les sessions és el seglent: cada

usuari comenca per 0 i va sumant. Aixd permet que I'Gltima sessié mostri el recompte de sessions

per cada usuari.

Al principi tindria sentit que les sessions comencin sempre amb esdeveniment “Curs vist”, perd s’ha

vist que donada la granularitat de la columna temps, hi ha esdeveniments que comparteixen el
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mateix valor. S’ha decidit no fer servir aquesta metodologia per evitar classificar esdeveniments a la
sessid immediatament anterior. Per facilitar la visualitzacio, s’ha creat la columna “Data” (any-mes-
dia) i “Setmana” (dilluns de la setmana a la qual pertany aquella data) com s’observa a la Taula
5-14. També s’ha eliminat els duplicats de manera que només quedi la informacid del primer

esdeveniment de cada estudiant de cada sessio.

Temps Usuari Descripcié Sessid Data
0 2020-02-06 11:09:00 E-421 viewed the course. 0 2020-02-06
1 2020-02-06 11:20:00 E-421 viewed the course. 0 2020-02-06
2 2020-02-1012:13:00 E-421 viewed the course. 1 2020-02-10
4 2020-02-10 12:51:00 E-421 viewed the course. 1 2020-02-10
5 2020-02-10 14:41:00 E-421 viewed the course. 2 2020-02-10

Fer una taula dinamica permet veure el nombre de sessions iniciades per setmana. S’incorpora les
dates dels lliuraments (L1, L2 i L3). En els grafics que es presentaran a continuacid, es mostraran
linies discontinues que denoten les dates dels lliuraments, de color negre, vermell i blau

respectivament. Cal tenir en compte que el grup 10 i 30 tenen una data de lliurament diferent de la

Taula 5-14 Visualitzaci6 de les sessions

del grup 20, i sén les segients:

e Lliurament 1: G10 — 6 de mar¢ 10:10, G20 — 10 de mar¢ 12:15, G30 — 6 de marg 14:10

e Lliurament 2: G10 - 24 d’'abril 10:00, G20 - 21 d’abril 12:00, G30 — 24 d'abril 14:00

e Lliurament 3: G10 — 29 de maig 10:00, G20 - 26 de maig 12:00, G30 - 29 de maig 14:00

S’observen com puja l'activitat a mesura comenga el curs, pics de sessions en setmanes amb

lliuraments. Entre L1 i L2 s’'observa més activitat que entre L2 i L3, i encara menys entre L3 i el final

del curs (Figura 5-4).

ain
[Higrat
vy
\'I‘_“x".'\"
ETSEIB



Pag. 42 Memoria

Nombre de sessions setmanals

1000

8
8

Frequéncia

8
8

200

ALy S W S P

0

il Q X & 9 © K] 0 © ¢} 0 A \J 5 N ® &
AT : Al N 2 g b aN 2 2 & A A o A % &S o o P

: g . Al g S a 2 S A : N P aN
N S g g ¥ o o ¥ o o o o o o o o o o o 5 < S o ot st
T S S Y Y Y Y Y g g g S Y Y o Y Y g g g Y S g e O

Setmana

Figura 5-4 Nombre de sessions iniciades per setmana

A continuacié s’ha volgut fer un estudi semblant, amb les dades de visualitzacions de l'informe de
qualificacions. En el cas que usuari visiti més d’'un cop aquest informe en un mateix dia, quedara
reflectit el total de cops. A la Figura 5-5 es pot veure com els dies que hi ha lliurament hi ha una gran
part de visites, i sempre la segona setmana de cada lliurament rep més visites, ja que en total els
grups 10 i 30 tenen més alumnes que el grup 20. El lliurament 3 rep més visites, ja que és I'dltim i un
cop es saben les 3 notes es pot calcular la nota de curs (Avaluacié Continuada).

Visites a qualificacions diaries
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Figura 5-5 Nombre de visites diaries a l'informe de qualificacions

També s’ha cregut oportu fer analisis per als fitxers de I'apartat Organitzacié de I'assignatura (full

informatiu, horaris de consulta i la normativa de lliuraments i d’'examen). Com que el nombre de
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dades és menor, s’han agregat els esdeveniments per setmana.

Quant al full informatiu, Figura 5-6, les setmanes dels lliuraments son les que reben més visites. 66

alumnes van visitar aquest fitxer un total de 184 vegades.

Visites a full info setmanals

Freqaéncia
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Figura 5-6 Nombre de visites setmanals al full informatiu

Quant als horaris de consulta, Figura 5-7, les setmanes amb més visites sén les dels lliuraments 1 i
3. El lliurament 3 és I'ultim, i alguns alumnes poden voler consultar al professor els dubtes per a
poder treure una nota suficient per a aprovar I'assignatura. 29 alumnes van visitar aquest fitxer un

total de 40 vegades.

Visites a horaris consulta setmanals

Frequéncia
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Figura 5-7 Nombre de visites setmanals als horaris de consulta

Com s’observa a la Figura 5-8, al principi hi ha més interés en la normativa, i aquest va decaient a
mesura que avanca el curs, amb pics de visites les setmanes dels lliuraments. 69 alumnes van
MR
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visitar aquest fitxer un total de 122 vegades.

Visites a Normativa setmanals
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Figura 5-8 Nombre de visites setmanals a la normativa de lliuraments i d’examen

Donat la naturalesa dels alumnes (repetidors) aquests poden no estar interessats en aquests fitxers,
ja que ja tenen una idea del quadrimestre anterior. També es pot pensar que alguns alumnes poden
haver guardat o descarregat aquesta informacio, i la consulten de manera local, per tant només
apareix una Unica visita en tot el curs. També s’observa que no tothom ha visitat aquests fitxers, i el
nombre total de visites també és baix, pel que tenint en compte el total dels alumnes, els pics

descrits anteriorment sén poc significatius.

S’ha volgut calcular el nombre d’inicis de sessio per hora i la seva distribucio. EI 80% dels inicis de
sessi6 es donen entre les 10 i les 20 hores (incloses). A la Figura 5-9 es veuen dues franges o torns
diferenciats, de 10 a 13 hores i de 16 a 19 hores. Aquestes franges evidencien que els estudiants
mantenen els seus habits de treball, i ho fan durant les hores destinades a classe, tot i fer-ho de
manera no presencial. Les dades mostren un comportament esperat, les primeres hores del dia
tenen valors baixos a causa de que sén hores en les quals s’acostuma a dormir, i també es veu

menor activitat a I'hora de dinar i sopar.
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Nombre de sessions per hora d'inici
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Figura 5-9 Nombre de sessions per hora d'inici

Per a avaluar la dedicacio dels estudiants, s’ha calculat el nombre de fitxers tramesos per persona.
Aquest valor inclou tant els lliuraments avaluables, com els que es poden fer servir com a
seguiment, que no compten per nota. A la Figura 5-10 es mostra la distribucid, i a la Figura 5-11 es
mostra que gairebé un 80% (79.5%) dels alumnes ha entregat almenys 6 fitxers. La linia verda

discontinua d’aquesta ultima figura indica el 80% dels alumnes.

Nombre de fitxers tramesos per estudiant
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Figura 5-10 Frequencia de fitxers tramesos per estudiant
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Nombre de fitxers tramesos acumulat
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Figura 5-11 Nombre de fitxers acumulat

Donat que els Ultims temes es van entregar als alumnes en forma de video, s’ha volgut revisar la
quantitat d’alumnes que han visitat aquestes webs. A la Figura 5-12 es mostra el recompte, 52

alumnes van accedir al video d'iteracions, 51 al de la senténcia while, i 70 no van accedir a cap.

Nombre d'estudiants que han visitat els videos

g

8

8

<]

10

0
Iteracions que generen dades La senténcia while Cap video visualitzat

Figura 5-12 Nombre d'estudiants que han visitat els videos

També s’ha volgut revisar el nombre d’estudiants que han visualitzat els recursos de I'apartat
material per a saber com interaccionen amb el material subministrat. A la Figura 5-13 s’observen els
diferents tipus de material i el recompte. El material de sintaxi i d’errors comuns s6n pagines web
que s’ha consultat poc, i caldria saber quina és la rad, per exemple amb una enquesta. Aixo pot fer
entendre al professorat el perqué, i aixi millorar la disposicié del material perque sigui més atractiu, o
si més no, saber de quina manera es pot incentivar el seu Us. Quant al document d’introduccié a la
programacio, al ser un llibre escrit per una entitat externa amb un temari que no és exactament el de
'assignatura, pot provocar un rebuig per part de I'alumnat. Com el fitxer d’apunts ja conté tot el
£
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temari avaluable, pel que el llibre extern es pot veure com una font d’informacié addicional.

Nombre d'estudiants que han visitat el material
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Matenal

mmm URL: Pagina de l'assignatura
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Bl Pagina: Lliuraments del quadrimestre passat
=]

==

=]
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URL: Sintaxi utilitzada a 'assignatura
URL: Introduccié a la programacié
URL: Llistat d'errors comuns a Python
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Figura 5-13 Nombre d'estudiants que han visitat el material

En aquests dos casos (videos i material) es veu un baix nombre d’alumnes, pel fet que sén
repetidors i no els interessa aquest material. També pot ser que ja tenen aquesta informacié del
guadrimestre anterior, com és el cas de poder descarregar els apunts, o el fitxer d’introduccié a la

programacio.

Els alumnes tenien entregues programades de manera setmanal, tot i que el periode acceptat per a
entregar les trameses durava uns dies. El professor penjava les tasques al forum i els alumnes
podien llegir els enunciats i trametre en els dies posteriors. Un dels seglients passos és el de
calcular el temps entre aquests esdeveniments, en primer lloc entre que el professor penja un
enunciat fins que I'alumne visita el forum, i en segon lloc, el temps entre que el professor penja un

enunciat fins que 'alumne fa la tramesa.

Per a fer el calcul es necessita el temps de publicacié de I'exercici per part del professor (ubicat al
dataframe profes) i els temps de visualitzacié i tramesa per part dels alumnes. Per a relacionar
ambdds dataframes, es torna a fer un “merge” amb “inner_join”, aquest cop tenint en compte els ids
de les tasques. Préviament s’ha creat una columna a cada dataframe extraient aquest id de les
columnes “Descripci¢”. El dataframe final és el que es mostra a la Taula 5-15, en el que la columna

“Temps_0" és el temps en el qual el professor va crear la tasca corresponent.
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Temps Usuari Context Component  Esdeveniment Origen Subgrup Grup Descripcié Tasca  Temps_0
2020-02- . = 1 . has submitted the submission for
0 28 E-421 Tasca: Laboraton Tesca SMANATESUIA g, M 30 the assionment with course 2253663 20022020
15:36:00 . module id 2253663 :
2020-02- . - . N has submitted the submission for i
1 28 E-053 Tasca Lgﬁgrggg Tasca oM@ "at'?;rﬁ e“s”: web Y the acsignment with course 2253583 20 02,12(53(1]
15:10:00 g . module id ‘2253663 .
2020-02- . = o A has submitted the submission for
2 28 E-329 jlasca: Lg‘:‘;jggg Tasca oha "a{r“;rf.;‘s”: web 2 30 the assignment with course 2253663 23’02"12003?
15:03:00 . module id 2253663 :
2020-02- - . N has submitted the submission for g
3 28 E-195 Tasca. Lg?gfggg Tasca oA "at'?:rﬁ e“g”: web 2 30 the assignment with course 2253663 20 02’12(2%?
15:43:00 g module id '2253663'
2020-02- . . o nas submitted the submission for
4 28 E-416 TEEEE Lg‘:‘;jggg Tasca oha "a{r“;f.:s”: web 2 10 the assignment with course 2253663 23’[’2”120”_?1)
10:56:00 . module id 2253663 :
2020-05- Tasca: Exercici laboratori S'ha visualitzat has viewed the submission status 11/05/2020
1541 12 E-090 G20: ITERACIONS Tasca lectai de la web 22 20 page for the assignment with 2359457 17-15
11:41:00 WHILE tasca. course module id 2359457 B
2020-05- Tasca: Exercici laboratori S'ha visualitzat has viewed the submission status 11/0512020
1542 13 E-337 G20: ITERACIONS Tasca l'ectat de la web 21 20 page for the assignment with 2359457 ! ’1?_15
22:40:00 WHILE tasca. course module id '2359457" .
2020-05- Tasca: Exercici laboratori S'ha visualitzat has viewed the submission status 11/05/2020
1543 12 E-101 G20: ITERACIONS Tasca lestat de la web 21 20 page for the assignment with 2359457 1715
18:03:00 WHILE tasca course module id '2359457" °
2020-05- Tasca: Exercici laboratori S'ha visualitzat has viewed the submission status 11/05/2020
1544 13 E-143 (G20: ITERACIONS Tasca l'estat de la web 21 20 page for the assignment with 2359457 ! ;?_15
09:54:00 WHILE tasca. course module id '2359457" .
2020-05- Tasca: Exercici laboratori S'ha visualitzat has viewed the submission status 11/05/2020
1545 12 E-321 G20: ITERACIONS Tasca l'estat de la web 23 20 page for the assignment with 2359457 1715
10:52:00 WHILE tasca. course module id '2359457" :

Taula 5-15 Dataframe est amb la nova columna Tasca i el Temps_0

Un cop ja es té aquesta taula, es poden calcular diferencies de temps (anomenades en aquest
projecte amb el nom de “delta”) entre un esdeveniment i el seu “Temps_0" associat. A la Taula 5-16
es mostren els primers resultats, tenint en compte totes les dades (sense agregar). Agrupant per
usuari (Taula 5-17) s’observa que alguns estudiants estan atents i s’'involucren a fer les tasques de
manera rapida, encara que pot ser que només es dediquin a fer les tasques obligatories (L1, L2 i
L3), per tant no es pot tenir en compte aquests valors. Si s’agrupa per id de tasca (Taula 5-18),
s’observa com les primeres tasques tenen temps petits, ja que es feien a l'aula de laboratori en
horari de classe. Un cop les classes van passar a ser no presencials, i es donava més temps per a
fer les tasques, aquests temps van incrementar. Com s’ha comentat, en el cas dels lliuraments, com
tenen una franja de temps en concret, els temps tornen a ser petits (temps mitja de lliurament).

Quant a la figura dels ids de tasca, s’ha afegit el context de la tasca per a un enteniment major.
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Usuari Esdeveniment Tasca delta
0 E-421 S'ha tramés una tramesa. 2253663 0 days 05:25:00
1 E-053 S'ha tramés una tramesa. 2253663 0 days 04:59:00
2 E-329 S'ha tramés una framesa. 2253663 0 days 04:52:00
3 E-185 S'ha tramés una framesa. 2253663 0 days 05:32:00
4 E-416 S'ha tramés una tramesa. 2253663 0 days 00:45:00
1541  E-090 S'ha visualitzat I'estat de la tasca. 2358457 0 days 18:26:00
1542 E-337 S'havisualitzat I'estat de latasca. 23508457 2 days 05:25:00
1543 E-101 S'ha visualitzat I'estat de la tasca. 2358457 1 days 00:48:00
1544 E-143 S'ha visualitzat I'estat de la tasca. 2358457 1 days 16:39:00
1545 E-321 S'ha visualitzat I'estat de la tasca. 2358457 0 days 17:37:00

Taula 5-16 Temps entre esdeveniments sense agregar

delta
Esdeveniment $'hatramés una tramesa. S'ha visualitzat I'estat de la tasca.
Usuari

E-001 0 days 01:08:00 0 days 00:01:00

E-003 2 days 11:08:50 2 days 10:34:00

E-007 0 days 00:38:20 0 days 00:03:00

E-008 1 days 06:05:10 1 days 02:24:50

E-010 1 days 06:36:00 0 days 00:01:15

E-419 4 days 03:13:00 4 days 01:35:00

E-420 1 days 05:28:36 1 days 04:15:12

E-421 0 days 09:37:15 0 days 08:35:00

E-422 1 days 10:53:00 1 days 08:53:00

E-423 4 days 07:05:30 1 days 20:27:30

Taula 5-17 Temps entre esdeveniments agregant per usuari
IQ\
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Tasca (delta, $'ha tramés una tramesa.) (delta, $'ha visualitzat I'estat de la tasca.)

Context

0 2248786 0 days 04:11:44 210526 0 days 02:48:28 421052 Tasca: Exercicis L1
1 2253663 0 days 03:12:32.307652 0 days 02:59:08.230768 Tasca: Laboratori G12/G30
2 2257392 0 days 00:50:08.108108 0 days 00:00:40.540540 Tasca: L1G10
3 2257400 0 days 01:28:05.714285 0 days 00:42:54 285714 Tasca: L1G30
4 22538551 0 days 00:47:34 666666 0 days 00:05:22 666666 Tasca: L1G20
5 2267887 3 days 20:29:12 857142 2 days 01:06:57 857142 Tasca: Exercicis Laboratori G20
6 2268224 3 days 21:19:22 666666 2 days 07:08:56 Tasca: Tasca Laboratori G10/30
T 2269766 4 days 04:18:45 333333 1 days 19:18:20.333333 Taszca: Exercicis laboratori G10/30
8 228101 6 days 21:32:18.620689 2 days 22:46:33.103448 Tasca: Exercici laboratori G20: només LLISTES Il
9 228230 4 days 09:17:58.723404 2 days 03:02:34 468085 Taszca: Exercicis laboratori G10/30
10 2287010 11 days 18:27:03.750000 3 days 23:23:37 500000 Tasca: Exercici laboratori G20: DICCIONARIS
11 2295019 5 days 19:23:17 368421 3 days 05:38:33.157804 Tasca: Exercicis de laboratori G10/30
12 2306727 7 days 22:32:44 210526 T days 19:49:37 804736 Tasca: G20: Lliurament Extra
13 2306787 G days 08:46:03.333333 3days 22:10:13.333333  Tasca: G10/G30 - Lliurament {no puntua) opcional de llistes
14 2321913 7 days 10:53:21.600000 3 days 19:55:02 400000 Tasca: Exercicis de laboratori G10/30
15 232781 0 days 01:19:51.219512 0 days 00:04:40.975609 Tasca: L2G20
16 2333835 0 days 01:04:55.263157 0 days 00:00:41.052631 Tasca: L2G10
17 2333842 0 days 00:56:00 0 days 00:06:13.500000 Tasca: L2G30
18 2342000 9 days 00:44:52 500000 5 days 21:11:15 Tasca: Exercici laboratori G20: FITXERS
19 2351023 & days 17:46:35 4 days 20:14:50 Tasca: Exercicis de laboratori G10/30
20 2359457 4 days 13:39:36 1 days 06:58:00 Tasca: Exercici laboratori G20: ITERACIONS WHILE
21 2362538 0 days 01:28:55 0 days 00:04:36.666666 Tasca: L3G30
22 2368114 4 days 05:23:54 3 days 10:30:33 Tasca: Exercicis de laboratori G10/30
23 2374693 0 days 01:20:29.302325 0 days 00:00:02.790697 Tasca: L3G20
24 2382078 0 days 01:02:10.285714 0 days 00:04:15.428571 Tasca: L3G10
25 2391316 2 days 18:56:45 882352 2 days 02:42:52 941178 Tasca: Examen de recuperacio

Taula 5-18 Temps entre esdeveniments agregant per id de tasca

D’aquesta ultima taula també es pot observar com els grups 10 i 30 comparteixen tasca (deixant a
banda els lliuraments). Comparant el temps mitja de tramesa amb el grup 20, s’observa com els
estudiants del grup 20 tarden més a entregar els fitxers, a conseqlieéncia que potser en algunes
trameses el periode habilitat per a lliurar els exercicis era superior en aquest grup. Aquest fet no s’ha
pogut comprovar, ja que es desconeixen les dates limit, la suposicié s’ha basat en el fet que les

deltes maxames en cada tasca acostumen a ser més grans en el grup 20.

A causa de la manera de calcular el temps_0 (Modul de curs creat), es mostraven valors molt grans
en la delta de visualitzacié o de tramesa. Es podria haver agafat I'Giltim temps d’actualitzacié de la
tasca, pero es va calcular aixi per a evitar els casos en els quals hi ha hagut actualitzacions en les
tasques posteriors a esdeveniments “S'ha visualitzat I'estat de la tasca.” o “S'ha tramés una
tramesa.”. En aquests casos la delta calculada seria negativa i perdria el sentit. Per als lliuraments

L1, L2 i L3, com se sap les dates i les hores, s’ha pogut fer un calcul més precis.

També s’ha trobat casos en els quals els temps de visualitzacio dels lliuraments eren més grans que

els de la tramesa. Aixo s’explica si un alumne visualitza una tasca, pero no fa cap tramesa (en molts
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casos perqué no pertany a aquell grup i per tant no pot fer la tramesa). Es per aixd que només s’ha

tingut en compte les tasques en les quals hi ha una visualitzacio i una tramesa.

Finalment, donat que es té informacié de lorigen dels esdeveniments (Web o ws), s’ha volgut
observar quina és la plataforma preferida segons alguns esdeveniments. Per a la Figura 5-14 s’ha

escollit els que més ocurrencies han tingut (es mostra el nombre d’ocurréncies).

Curs vist Maodul de curs vist Resum de qualificacions Informe d'usuari de qualificacions

10000

20000 80 2500

17500 70
8000
15000 2000

12500 6000 1500

4000 1000

60
50
10000 %
7500 0

2

5000 2000

2500 10

500

web
ws
web
ws
web
web
ws

Figura 5-14 Preferéncia d'Us de I'app segons 'esdeveniment

La majoria d’esdeveniments ocorren a la web, tot i que hi ha esdeveniments que tenen més sentit
veure'ls a lapp en alguna circumstancia, com pot ser veure les qualificacions, ja que €s un
esdeveniment senzill (per exemple comparat amb fer una tramesa). A la Taula 5-19 s’ha volgut
mostrar el percentatge d'us de l'app enfront de web (els esdeveniments que no han tingut cap
ocurréencia amb origen “ws” no es mostren). Els esdeveniments que es mostren soén tots
visualitzacions (esdeveniments del tipus “Read”). Els alumnes no fan servir 'app per a entregar
tasques, fer comentaris al forum o altres esdeveniments del tipus “Create” o “Update”. Tenint en

compte tots els esdeveniments, I'is de I'app representa un 1.65% respecte al total.

web  ws Suma %hws

$'ha visualitzat I'informe d'usuari de qualificacions 2602 273 2875 950
$'ha mostrat el debat 1745 94 1839 511

$'ha visualitzat la retroaccié 1151 28 1179 2.37

Curs vist 20560 395 20955 1.88

All 58663 953 57616 1.65

S'ha visualitzat I'estat de la tasca. 9798 100 9898 1.01

Modul de curs vist 9895 63 9958 0483

Taula 5-19 Percentatge d’us de I'app enfront de web

Abans de fer un model, s’ha volgut calcular la correlacié entre algunes variables i la nota (Avaluacio

Continuada). Les variables que s’han escollit han sigut:
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e Nombre d’ocurréncies de “S’ha creat una tramesa’
e Nombre de fitxers pujats

e Nombre de sessions

e Nombre d’'ocurréncies de “S’ha mostrat el debat”
¢ Nombre de visites als apunts

o Grup

A la Figura 5-15 es pot veure com la tendéencia general és que com major és el valor de les
variables, més alta és la nota, tot i que no hi ha una correlacié forta. Quant a la variable Apunts,
com que hi ha poques dades, no és significativa. També s’ha volgut separar per grup, per si es
veia alguna diferéncia entre grups, tot i que no se n’ha vist cap (els punts estan barrejats, no hi

ha comportaments diferents).

Aquestes conclusions concorden amb els valors obtinguts mostrats a la Taula 5-20 (com més

proxim a 1, més correlacio).
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Avaluacié Continuada

Fitxers
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Avaluacio Continuada Fitxers S'ha mostrat el debat S'ha creat la tramesa. Apunts
Figura 5-15 Correlacions entre variables en forma de grafic
Sessio  Avaluacio Continuada Grup Fitxers $S'ha mostrat el debat S$'ha creat la tramesa. Apunts
Avaluacié Continuada 0.405174 1.000000 -0.153849 0.439133 0.249270 0.557916  0.008094
S'ha creat la tramesa. 0.732629 0.557916 -0.180417 0.788216 0.453897 1.000000 0.012759
Fitxers 0.557939 0.439133 -0.244325 1.000000 0.427232 0.788216 -0.080372
Sessio  1.000000 0.405174 -0.113474 0.557939 0.604236 0.732629 0.098445
S$'ha mostrat el debat  0.604236 0.249270 -0.290505 0.427232 1.000000 0.453897 0.014179
Apunts 0.098445 0.008094 0.042077 -0.080372 0.014179 0.012759  1.000000
Grup -0.113474 -0.153849 1.000000 -0.244325 -0.290505 -0.180417  0.042077

Taula 5-20 Taula de correlacions entre variables escollides

5.5. Meéetodes de creaci6 de models

A I'nora de fer un model cal determinar quin sera el seu tipus. Existeixen 3 tipus basics de models

per a Machine Learning: Regression, Classification i Clustering. Els models de regressio i
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classificacié sbn models supervisats que assignen una entrada a una sortida basant-se en exemples

de parelles entrada-sortida, mentre que els models de clustering sén no supervisats. A la Figura

5-16 es mostren tres exemples.

-

Feaiure x.

o o ,," Spam
Q -

Un model de regressié és un model estadistic que s’utilitza per a predir dades numériques de
valor continu. Es troben exemples en la prediccio del preu d’accions en la borsa, predir els

ingressos d’'una persona a partir de dades com I'edat o I'educacio, o predir el preu d’'una
casa.

Un model de classificaci6 identifica a quina categoria pertany cada dada/mostra. També es
pot entendre com que prediu entre un nombre discret de valors. Es troben exemples de

classificacio en la deteccio de correu brossa (spam) o reconeixement d’'imatges.

Finalment, un model de clustering es dedica a agrupar de manera automatica mostres
similars en conjunts separats. L'objectiu és dividir les dades de tal manera que els punts dins
del mateix grup siguin molt similars i els punts en diferents grups siguin diferents. Es troben

exemples en la segmentacié de clients o en 'agrupacio dels resultats d’experiments.

Classification & Regression * Clustering
NotSpam ¥ cz

-

C1

Price

r
' ' ra
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Figura 5-16 Exemples dels tipus de model [25]

Per a construir els models cal escollir quin és 'algoritme a fer servir. Per a la regressio s’ha fet servir

els métodes de Random Forest i de regressié logistica, per a la classificaci6 només el metode de

Random Forest, i per al clustering s’ha fet servir el métode k-Means. Aquests so6n uns dels métodes

gue més es fan servir en cada tipus de model.

Random Forest (bosc aleatori). Aquest métode consisteix en un gran nombre d’arbres de
decisié individuals que funcionen com un conjunt. Cada arbre individual del bosc aleatori
calcula una prediccid, on la categoria amb més vots (classificacid) o la mitjana de les
prediccions (regressid) es converteix en la prediccié del model. Es un dels algoritmes més

utilitzats per a classificar, pero no funciona tan bé per a fer una regressio.

A J
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Un arbre de decisi6 és un diagrama, que serveix per a representar i categoritzar una serie de
condicions que ocorren de forma successiva, per a la resolucié d’un problema. A la Figura
5-17 es mostra un exemple d’arbre de decisié per a classificar animals. Per a interpretar un
arbre de decisié cal comencgar per la part superior i anar avangant cap a baix. Cada node
(caixa) representa una condicid: en cas que es compleixi, s'avanga al node inferior de
lesquerra, i en cas contrari, al de la dreta. L’Ultim node, anomenat fulla (leaf), conté el

resultat.

Un dels inconvenients és que costa interpretar, i es té poc control sobre que fa el model

(model caixa negra). Tot i aixd0 sempre es poden trobar alguns patrons.

animal_tree

Has feathers?

rue \False

Can fly? Has finns?

rue |False True \ False

Hawk Penguin Dolphin Bear

Figura 5-17 Exemple d’un arbre de decisio per a classificar animals [26]

e La regressio logistica és un métode d’analisi estadistica utilitzat per predir un valor de dades
basat en observacions previes d’un conjunt de dades analitzant la relacié entre una o més
variables independents existents. Es un dels algorismes d'aprenentatge automatic més
utilitzats per a problemes de classificacié binaria, que sén problemes amb dos valors de
classe, tals com “aprovat” (valor 1) o “suspés” (valor 0). A la Figura 5-18 es veuen les

mostres (punts negres), i la funcié que les aproxima (en color blau).
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Figura 5-18 Exemple d’una regressio logistica [27]

K-Means. Aquest métode consisteix a agrupar punts de dades similars buscar un nombre
donat (k) de clusters (col-leccié de punts) en un conjunt de dades. L’algorisme es basa en el
fet que tots els punts s’assignen a cadascun dels clusters mitjancant la reduccié de la suma
de quadrats dins del cluster o WCSS (Within-Cluster Sum of Squares o altrament conegut

com a variancia). La variancia indica la dispersio d'una variable respecte de la seva mitjana.

Inicialment s’escull dos punts com a centroides del clUster, i s’assigna cada punt al centroide
més proxim. Un cop s’ha assignat tots els punts, es recalcula el centroide de cada cluster. Es
repeteix aquest procediment fins que s’arriba a un estat en qué els cllsters no canvien en

iteracions successives. La Figura 5-19 mostra un resum de la metodologia.
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Figura 5-19 Exemple del métode K-means [28]

Per tal d’avaluar el model cal fixar-se en certes métriques que cal tenir present a I'hora de construir-
lo. Per a la regressid, només s’ha avaluat una métrica:

e RMSE: Arrel quadrada de l‘error quadratic mitja (Root-mean-square error). Mesura les

diferéncies entre els valors predits per un model i els valors observats.

Per als models de classificacié cal avaluar un conjunt de 4 metriques interrelacionades. A la Figura
5-20 es mostra la classificacio binaria depenent de la categoria predita i la categoria real, i la Figura
5-21 es mostren les formules de les metriques i la denominada matriu de confusio.
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Figura 5-20 Avaluacio dels classificadors binaris [29]

.. True Positive True Positive
Precision = —_— ar — —
Actual Results True Positive + False Positive
True Positive True Positive
Recall = — or — ]
Predicted Results True Positive + False Negative
True Positive + True Negative
Accuracy =

Total

Figura 5-21 Formules per a avaluar els métodes de classificacio [30]

Les métriques a avaluar son les seguents:
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Accuracy: Exactitud. Indica el nombre de prediccions correctes respecte al total
d’observacions.

Precision: Precisi6. Indica la ratio de prediccions positives correctes sobre el total de

prediccions positives per a cada categoria.

Recall: Reclam. Indica la ratio de prediccions positives correctes respecte al total

d’'observacions que realment pertanyen a aquella categoria.

F1-score: Combinacié de la precisio i el reclam. Semblant a una mitjana tenint en compte els
pesos (nombre d’alumnes en cada prediccio).
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Per a avaluar el model cal separar el conjunt de dades en tres grups diferenciats Figura 5-22:
e El conjunt de training, que és el que es fa servir per a ajustar els parametres del model.

e El conjunt de validation, que serveix per a proporcionar una avaluacié imparcial del model,
per a després millorar el model modificant els seus hiperparametres (controlen el procés

d’aprenentatge).
e El conjunt de test, que s'utilitza per a proporcionar una avaluacié imparcial del model final.

Es important mantenir separats aquests conjunts, i que s’hagin randomitzat, per a evitar per exemple
tenir tots els aprovats en el conjunt de training i els suspesos en el de test. De la grandaria de cada
conjunt depenen els resultats. Un conjunt de training gran permet obtenir un millor model, i un

conjunt de test gran, permet tenir més confianga en els resultats obtinguts.

En conjunts de dades estandard, s’acostuma a dividir el conjunt de dades amb I'estratégia Hold-out,
per exemple destinant un 60% de les dades per a entrenar el model i 20% per a validar-lo i 20% per
a testejar-lo. En el cas que el conjunt de dades sigui petit, aplicar un hold-out pot fer que el conjunt
de dades de training sigui molt petit, obtenint pitjors resultats, pel que es recomana fer 'anomenat

cross validation.

El métode K-Fold Cross-Validation és un procés iteratiu. Consisteixen a dividir les dades de forma
aleatoria en k grups d'aproximadament la mateixa mida, k-1 grups es fan servir per entrenar el
model i un dels grups s’utilitza com a validacié. Aquest procés es repeteix k vegades utilitzant un
grup diferent com a validacié en cada iteracié (Figura 5-22). El procés genera k estimacions de
l'error, la mitjana del qual es fa servir com estimacié final. L'objectiu d’aquest métode és permetre fer
el training amb una major quantitat de dades, i a la vegada, seguir fent un procés de validacié el
model.
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‘ All Data ‘

‘ Training data ‘ Test data ‘

‘ Fold 1 H Fold 2 H Fold 3 ‘ Fold4‘ Fold 5 ‘\

Spiit1 | Foldl | Fold2  Fold3 | Fold4 | Fold5 |

split2 | Fold1 || Fold2 | Fold3 | Fold4 | Fold5 |

|
|
split3 \ Fold 1 H Fold 2 HM Fold 4 \ Fold 5 \
|
|

Finding Parameters

Spiit4 | Fold1 | Foldz | Fold3 || Fold4 | Fold5 |

Spiit5 | Fold1 || Fold2 | Fold3 | Fold4 || Folds

Final evaluation { Test data ‘

Figura 5-22 Divisié del conjunt de dades en els diferents grups [31]

5.6. Modeling

La segient fase és la de creacié d’'un model. Un dels objectius d’aquest treball és la creacié d'un
model per a la determinaci6é patrons i correlacions, que expliquin el comportament dels diferents
tipus d’estudiants. A diferéncia de la fase d’'EDA, és el model el que escull quines sén les variables a

tenir en compte.

S’ha construit models amb la informacié del recompte d’esdeveniments de cada estudiant (un total
de 127 estudiants), el nombre de sessions i el nombre de fitxers entregats. Un dels problemes que
es presenten és el fet de que es fa servir totes les dades del curs per a la construccié del model. En
el cas de voler-los aplicar en un cas real, caldria esperar que el quadrimestre finalitzés, per tal de
recollir totes les dades, i en aquest cas no tindria cap utilitat, ja que es podria calcular la nota de

manera estandard.

Es per aix0 que, tot i ser model predictiu, aquests models es faran servir majoritariament per a
comprovar si els patrons trobats expliquen suficientment bé alguna relacié entre la interaccié dels
estudiants amb el campus i la nota. Per tal d’aplicar aquests models, caldria construir-los en

diferents punts del curs, per tal de predir la nota amb només una part del curs.

S’ha dividit el conjunt de dades en dos conjunts, el 70% de les dades per a entrenar el model i un

30% per a testejar-lo. Sempre que ha sigut possible, s’ha indicat la llavor random_state=42 (“la
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resposta a la pregunta definitiva®) per a evitar l'aleatorietat, en aquest i en els altres passos que ho
permetien. En aquest cas I'objectiu és assegurar que els talls s6n idéntics si el model es torna a

executar.

El primer model que s’ha fet és un Random Forest. Per a fer el model, s’ha pres com a referéncia
estudis anteriors [32] i [33]. Com que aquest és un model supervisat, cal identificar la variable a

predir.

En primer lloc s’ha fet una prediccié de la nota d’Avaluacié continuada. Per a validar el model, s’ha
fet un cross validation per a trobar els millors hiperparametres. En concret, cross validation k-fold
amb k=10, que tot i ser car computacionalment, en tenir poques dades, resulta factible. Els
hiperparametres que s’han trobat sén max_depth amb valor 2 (fondaria dels arbres) i n_estimators

amb valor 121 (nombre d’arbres).

En segon lloc, donat que l'error en predir és gran, s’ha decidit simplificar el model i fer una
classificacié d’Aprovat/Suspés en la nota d’Avaluacié Continuada. S’ha construit un model de
random forest per a classificar prenent com a referencia [34], i s’ha fet un cross validation k-fold amb
k=10, variant el nombre d’arbres, el nombre de variables, la profunditat maxima dels arbres i el
nombre minim de mostres a cada node. Per a la classificacio, s’ha afegit una nova columna

anomenada aprovat, que pren un valor de 0 o 1 (Suspés o Aprovat respectivament).

Seguidament s’ha volgut preparar un model basat en la regressié logistica amb cross validation
k=10, que prediu la variable Aprovat. Per a construir el model s’ha pres com a referéncia I'estudi
[35].

Finalment s’ha fet Clustering, que consisteix a agrupar les dades i relacionar-les amb les notes. El
clustering en ser un tipus de model no supervisat, és el mateix usuari del model el que escull quines
variables tenir en compte. Els resultats necessiten una interpretacié, ja que el model es limita a
separar dades, i no es poden comparar amb cap valor real. Per a construir el model s’ha pres com a

referéncia I'estudi [36].
5.7. Testing

Ajustar un model a unes dades no implica que la predicci6 sera correcta per a la resta de dades. Cal
avaluar els resultats en predir amb el conjunt de dades de test. En aquesta fase s’ha posat a prova
el rendiment dels models i s’ha comparat els resultats d'aplicar cada metode amb els obtinguts a
I'hora d’estudiar les correlacions per a veure si el model les verifica.

Yo
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Un cop creats els models es va veure que eren sorprenentment bons, i a 'hora de veure quines eres
les variables que importaven més es va descobrir que feien servir la informacioé de tasques sobre
'examen de recuperacio, esdeveniment que només accedeixen els alumnes que han suspés. Es per
aixo que es va haver de tornar a entrenar i validar els models sense aquestes columnes. En els

seguents apartats es mostren els models corregits.
5.7.1. Random Forest

A la Figura 5-23 es mostren els resultats en executar el model amb les dades de test, en el que
s’observa com el model prediu millor els valors del mig que els extrems, on sembla que hi ha punts
més aillats. Si es calcula el RMSE (Root-mean-square error) s’obté 1,72, un valor prou gran per a

considerar millorar el model. Aixi doncs, les prediccions del model s'allunyen de mitjana 1,72 unitats

del valor real.
Prediccio nota millorada
o
8 ° o® ¢
o
o $ ® o0 o0 o
o o C e o
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® ° ® ®
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< 41 o L
o
o
® O
2 - @]
® ® : ® Real
0d @ o © ® ® Prediccié
5 10 15 20 25 30 35

Usuaris test

Figura 5-23 Predicci6 de la nota amb Random Forest millorat

A I'hora d’escollir les dades de partida, s’ha provat de fer el model amb totes les taules que s’havien
preparat (Taula 21), per0 només es mostren els resultats del model amb millor RMSE

(Esdeveniments).
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Taula RMSE
Esdeveniments 1,7386
Descripcio 1,9432
Descripcié n>50 1,8868
Esdeveniments Binari 1,8858
Descripcio Binari 1,9051

Taula 21 RMSE segons taula de dades

També s’ha provat d’incorporar I'anterior nota (Q1) en el model, tot i que no ha aportat beneficis (ha

empitjorat la predicci6 RMSE=1,8039), pel que s’ha descartat per al model final.

A continuacié es mostra un dels arbres de decisio (Figura 5-24). Per a interpretar-lo, cal fixar-se en
la condicié de cada node, si es compleix, es baixa al node de I'esquerra, si no, al de la dreta. MSE fa
referéncia al Mean-Square Error, i també s’indica el nombre de mostres a cada node (samples). El

valor (value) indica la prediccio que fa el model per a les mostres d’aquell node.

S'ha creat la tramesa. <= 2.5
mse = 4.23
samples = 56
value = 5.89

S'ha creat la tramesa. <= 6.5
mse = 2.56

samples = 4 samples = 52

value = 0.93 value = 6.26
mse = 0.01 mse = 0.0 mse = 179 mse = 2.39
samples = 3 samples = 1 samples = 33 samples = 19|
value = 0.17 value = 1.7 value = 5.67 value = 7.17

Figura 5-24 Arbre de decisio amb prediccio

Es mostra només una part de I'arbre, per a entendre la dinamica d’un arbre de decisi6. En aquest
exemple es pot extreure que els estudiants que han entregat 3 o més fitxers, treuen millor nota en
mitjana respecte als que no ho fan. Aixo resulta bastant obvi, ja que per a tenir les 3 notes (L1, L2 i
L3), minim n’han de tenir 3. En el seglent nivell, el node de la dreta, s’observa el mateix

comportament, si ha creat més de 7 trameses, treu millor nota. Aquestes conclusions concorden

ain
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amb el que s’ha establert a 'apartat de correlacions.

Scikit-learn permet calcular quines variables importen d’'un Random Forest, que es podria assimilar
a quines son predictores. La importancia es basa en 'anomenada impuritat de Gini, i com més gran
aquest valor, més important és la variable. La importancia d’'una variable es calcula com la reduccio

total (normalitzada) del criteri (MSE) aportat per aquesta caracteristica.

De la Taula 22 s’extreu que els predictors amb més importancia son les trameses creades, les

sessions, les visualitzacions de les tasques, “curs vist”, i nombre de fitxers enviats, entre altres.

Predictor Importancia

10 S'ha creat la tframesa. 0.266521
23 Sessid 0.226695
0 Curs vist 0.0875458
2 S'ha visualitzat 'estat de |a tasca. 0.053396
24 Fitxers 0.080554
6 S'ha tramés una framesa. 0.055873
9 S'ha visualitzat la retroaccié 0.051432
3 S'ha visualitzat el formulari de tramesa. 0.047017
] S'ha pujat un fitxer. 0.046245
20 Subgrup 0017596

Taula 22 Importancia dels predictors actualitzar

En segon lloc, com s’ha comentat préeviament, s’ha decidit simplificar el model i fer una classificacié
d’Aprovat/Suspés en la nota d’Avaluacié Continuada. A Figura 5-25 es mostren els resultats del

model creat.
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=== Confusion Matrix ===
Predicted @8 1

Actual
g & 7
1 g 26

=== (lassification Report ===

precision recall fl-score  support

e 1.04 g, 46 a8.63 13

1 .79 1.88 g8.83 26

accuracy 8.32 39
macro avg .89 8.73 B8.78 e
weighted avg e.86 e.82 e.8@ 39

Figura 5-25 Resultats del Random Forest en classificar

Com s’ha comentat anteriorment, en el cas dels aprovats, la mesura de precisié indica el
percentatge d’alumnes que el model ha predit correctament que han aprovat, i el reclam el

percentatge d’alumnes aprovats que el model és capag d’identificar.

De la matriu de confusié s’extreu que s’han classificat 6 alumnes com a suspesos correctament, 26
alumnes com a aprovats correctament i s’ha predit que hi havia 7 alumnes aprovats quan en veritat

han suspés.
Tot i aix0, a I'hora de donar el model per bo, cal tenir en compte I'objectiu:

e Sil'objectiu és predir els suspesos: La precisi6 d’1 indica que sempre que el model ha predit
suspes, ha encertat, pero el recall de 0,46 indica que s’ha deixat 7 sense identificar com a
suspesos. En aquest cas el model no déna un gran rendiment, ja que no és capag

d’identificar gran part dels alumnes suspesos.

e Sil'objectiu és predir els suspesos: el model no sempre encerta les prediccions (0,79), pero

ha aconseguit identificar tots els aprovats (recall 1).

Per a comparar ambdos objectius cal fixar-se en /F1-score, que permet obtenir una métrica que
combini la precisié i el reclam. Aixi doncs, aquest model obté millors resultats amb la prediccié dels

aprovats (F1-score de 0,88) que els suspesos (F1-score de 0,63).

A continuacié es mostra un altre arbre de decisié (Figura 5-26). El valor dels nodes indica els

suspesos en la primera categoria i els aprovats en la segona. El codi de colors és: majoria de
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suspesos en taronja i majoria d’aprovats en blau.

S'ha pujat un fitxer. <= 4.0
gini = 0.35

samples = 54
value = [20, 68

rme d'usual q

gini = 0.41
samples = 32

value = [15, 38]

Sessié <= 33.5
gini = 0.33
samples = 30
value = [10, 38

Figura 5-26 Arbre de decisié amb classificacio

En aquest arbre es torna a veure com el nombre de fitxers és determinant, perd s’observa com el

nombre de visites al debat també afecta. Els alumnes amb més de 17 visites han aprovat.
5.7.2. Regressio Logistica

A continuacié, per al model basat en la regressié logistica es mostren els resultats d’entrenar el

model amb cross validation k=10 (Figura 5-27).

=== Confusion Matrix ===
Predicted © 1

Actual
a8 7 6
1 3 13

=== Classification Report ===

precision recall fl-score  support

e .47 8.54 a8.5a 13

1 a.75 a8.69 8.72 26

accuracy @.64 39
macro avg 8.61 g.62 g.61 39
weighted avg 8.656 a.64 8.65 34

Figura 5-27 Resultats de la regressio logistica
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Es pot observar que els resultats sén pitjors que en el Random Forest. La precisié dels suspesos ja

no és 1, i el recall dels aprovats tampoc. Els f1-score també sén menor en ambdos casos.

S’ha tornat a construir el model amb un nombre menor de columnes mitjancant I'eliminacié de
variables de manera recursiva (RFE: Recursive Feature Elimination) per a eliminar les columnes que

no tenien tant sentit.

En primer lloc el model assigna pesos a les variables (els coeficients). L'objectiu de RFE és
seleccionar les variables considerant de manera recursiva conjunts de variables cada vegada més
petits. En primer lloc, el model s'entra amb el conjunt inicial de variables i s'obté la importancia de
cada caracteristica. A continuacid, les funcions menys importants s’eliminen del conjunt actual de
variables. Aquest procediment es repeteix recursivament en el nou conjunt de dades fins que

s'aconsegueix el nombre desitjat de funcions a seleccionar.

El pes de cada variable es pot assimilar a la importancia que té a I'hora de formar part del model. En

la Figura 5-28 es mostren els resultats.

Results: Logit

Model: Logit Pseudo R-squared: 9.384
Dependent Variable: Aprowvat AIC: 137.36864
Date: 2821-81-87 B85:14 BIC: 1608.9538@
No. Observations: 142 Log-Likelihood: -60.653
Df Model: 7 LL-Null: -98.427
Df Residuals: 134 LLR p-value: 1.1182e-13
Converged: 1.0800 Scale: 1.8@00
No. Iterations: 85. 8088

Coef Std.Err. z P>|z| [6.825 8.975]
S'ha tramés una tramesa. -22.7188 17675.2462 -0.0813 8.9998 -34665.5647 34626.1271
S'ha actualitzat la tasca. 22.6719 17675.2462 G.80813 6.9990 -34620.1741 34665.5178
S'ha creat la tramesa. 22,6968 17675.2462 @.0213 @.9990 -34520.1491 34665.5428
S'ha fet 1'eleccid B8.4653 @.348@ 1.3683 @.1712 -8.2812 1.1318
S5'ha visualitzat 1'informe de resum de qualificacions  1.8112 8.5511 1.8349 8.8665 -8.8689 2.8014
S'han publicat alguns continguts. 1.7186 1.8417 1.6422 @.1686 -8.3310 3.7523
Comentari creat 13.13%4 665.8977 ©.91°%8 8.95842 -1298.4282 1316.78@6°9
S'ha descarregat 1'arxiu Zip o la carpeta 1.1399 1.1766 @.9688 8.3327 -1.1662 3.4468

Figura 5-28 Resum de la regressio logistica

Tot i convergir, el model no sembla gaire bo, ja que té un Pseudo R-squared de 0,38. La variable
“comentari creat” té un coeficient de 13, pel que sembla bastant important per a aprovar comparada
amb les altres. Les variables de trametre, crear i actualitzar estan molt relacionades, per aixo tenen

pesos semblants, i una negativa i una positiva, s’acaben cancel-lant.
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=== Confusion Matrix ===
Predicted @ 1

Actual
a 4 9
1 4 22

=== (Classification Report ===

precision recall
& 8.5a8 8.31
1 a.71 .85

accuracy
macro avg g.e0 a8.58
weighted avg 2.64 a.67

Figura 5-29 Resultats de la regressio logistica amb RFE

fl-score  support
8.38 13
a.77 26
a.67 39
8.58 39
a.64 39

A la Figura 5-29 es pot observar que els resultats no sén sempre millors en aplicar RFE. Si es

compara amb el que s’ha creat abans, el nou model té més precisié en els suspesos i millor reclam

en els aprovats, perd pitjor precisié en els aprovats i pitjor reclam en els suspesos. Aixi doncs,

aplicar RFE no ha aportat beneficis.

5.7.3. Clustering

Primer s’ha fet un clustering “manual” (Figura 5-30), en el que s’extreu que si ho es consideren 2

casos extrems, els alumnes suspesos acostumen a tenir un nombre menor de sessions comparat

amb els que han aprovat. Els alumnes que han aprovat acostumen a tenir més 40 sessions.

Aprovat
50 - R
® Suspes
Aprovat
40 - ®
®
30 -
o
¥
2 o
20 - i
e
- ®
° ®
10 A % o »
o @2t
o 2 adlhe
o d@®e
0 50 100 150 200
Sessié

Figura 5-30 Clustering manual Aprovat
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Nota3
50 A .
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Entre5i 8
40 ® ® Majoras
o
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o
10 %
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o1 d@®e
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Sessid

Figura 5-31 Clustering manual 3 rangs

També s’ha fet clustering tenint en compte 3 rangs de notes (Figura 5-31): suspeés, entre 5 (inclosos)
i 8, o major a 8 (inclos). D’aquest ultim grup, es veu que esta localitzat en dues parts de la figura.
Uns quants alumnes han entregat molts fitxers (actualitzen els fitxers tramesos per a treure millor
nota), i també tenen moltes sessions (dediquen més temps a l'assignatura). Uns altres tenen un
comportament semblant a la resta d’aprovats quant al nombre de sessions, i han entregat un

nombre de fitxers una mica major a la mitjana, sense ser els que més fitxers han entregat.

Seguidament s’ha construit el model de Clustering, primer normalitzant les dades mitjancant

I'equacio del canvi d’escala (Equacié 1).

valor + minim

valor, i = —
normalitzat maxim — minim

Equacio 1 Canvi d’escala
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El métode d’agrupament que es fara servir és el K-means, el funcionament del qual s’ha explicat
anteriorment. Per a trobar el valor optim, s’ha provat diversos valors de k aplicant el model i s’ha fet
una grafica del WCSS (within-cluster sum of squares o variancia) en la Figura 5-32. El valor optim és
aquell en el que la grafica deixa de descendir de manera significativa (Elbow Point o punt colze), en

aguest cas es creu gque els valors adequats estan entre k=3 i k=6.

WCSS segons nombre de clusters

1800 4

1600 1

WCSS

1400 4

1200 1

1000 1

Nombre clusters

Figura 5-32 WCSS segons nombre de clusters

Si el valor de k és molt petit, les dades no estaran ben separades en grups, i si el valor de k és molt
gran, els grups deixaran de tenir sentit. Si s’aplica el model a totes les dades (taula esdeveniments)
es veu que amb k=3 els grups no estan ben definits (Figura 5-33), ja que es veu que el cluster 0 hi

ha alumnes amb nota 0 a notes properes a 8.

KMeans K=3
o} [ cluster0
@ cluster1l
200 4 A cluster 2
o Y% centroids
150 A &} e @ L OO
)
B ([
sy “#n
100 A A‘ 15) d
= B Aa A A A
Ul & 13" aat
g - "
0 T T
0 2 4 6 8 10

Avaluacié Continuada

Figura 5-33 KMeans Avaluacié Continuada-Sessio k=3

Donat que la nota d’Avaluacié continuada és una variable molt important per a arribar a conclusions,

s’ha augmentat el valor de k fins a trobar una separacié adequada. Amb k=7 (Figura 5-34) es pot
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veure com el cluster 6 ja té millor classificats aquest tipus d’alumne, perd per altra banda els altres

alumnes pertanyen a clisters que estan molt junts i per tant deixen de tenir sentit.

KMeans K=7
[ cluster0 o
@ cluster1l
2004 A cluster?2
[l cluster 3
@ cluster4
1501+ A cluster5
2 @ cluster 6
ﬁ Y% centroids
100 - Ag
(] ]
50 A ]
B A
O A
0 T
0 2

Avaluacié Continuada

Figura 5-34 KMeans Avaluacié Continuada-Sessio k=7

Es per aixd que s’ha decidit treballar només amb les columnes que poden interessar, per tal que el
model crei els grups de manera que estiguin més fitats quant a la nota d’Avaluacié Continuada. A
continuacié es mostren diverses agrupacions en funcié de les sessions i els fitxers, relacionat amb

I’Avaluacié Continuada.

KMeans K=3
1] cluster 0
cluster 1
200 A cluster 2
m centroids
150 A = 1]
0
g m
' 100 AA
%e [% m
A A (ON9)] Q o B
50 4 % ‘A N (0) S
gt
] T T T T T T
0 2 4 6 8 10

Avaluacio Continuada

Figura 5-35 KMeans nomes Avaluacio Continuada-Sessio k=3

La Figura 5-35 mostra que la majoria d’alumnes pertanyen al clister 1, amb notes entre el 4 i el 8, i
menys de 100 sessions. Els estudiants del clister O acostumen a tenir més sessions, i el seu

centroide esta més desplacat cap a la dreta (millor nota). Finalment els alumnes del cluster 2 tenen
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un menor nombre de sessions i nota bastant més baixa. Si no es té en compte els dos punts amb un

gran nombre de sessions, es veu la correlacié que a major nombre de sessions, millor nota.

KMeans K=6
[ clustero ®
@ clusterl
2004 A Ccluster2
[ cluster3
O]
@ cluster4 A
1501 A cluster5 % A A A 7N
© )
2 % centroids o A Aj::
& A
100 A
]
n =
50 A
qiﬁ
0 T T
0 2 4 6 8 10

Avaluacié Continuada

Figura 5-36 KMeans només Avaluacié Continuada-Sessio k=6

La Figura 5-36 mostra els mateixos punts, pero ara amb 6 grups. El clister 4 mostra una nota més
baixa perqué incorpora dos punts inusuals (moltes sessions). Els clusters 1 i 3 divideixen la majoria
d’aprovats entre els qui tenen entre 5 i una mica més d’'un 6, i els que tenen notes majors
respectivament. El clister 0 pot englobar els alumnes que a mitja de quadrimestre donen per
perduda l'assignatura, mentre que els del clister 5 son els que suspenen tot i haver cursat
lassignatura de manera estandard (el nombre de sessions és semblant al dels aprovats dels

clusters 1i 3).

KMeans K=5
301 B cluster o0 0
@ clusterl o Q
40 4 : c:usieri Q ©
cluster Q
@ cluster4 © Q (‘53 * % Q
304 % centroids o) ©
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Avaluacié Continuada

Figura 5-37 KMeans només Avaluacié Continuada-Fitxers k=5
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Finalment a la Figura 5-37 es mostren els clusters amb la informacié dels fitxers. A diferéncia de les
figures amb sessions, aqui no es veu tant clar una correlacié, siné un navol de punts. Tot i aix0o
s’observa que no hi ha punts amb pocs fitxers i nota alta, ni tampoc punts amb molts fitxers i nota
baixa. El cluster 1 engloba els estudiants que més fitxers han entregat, i tot i que té el centroide al
voltant de 7, hi ha alumnes d’aquell claster que han tret notes tan baixes com un 3. El clister 2 és un
dels que té més alumnes, i comparat amb el 4, es veu com el fet d’entregar més fitxers no implica de
manera directa treure millor nota, tot i que entregar més fitxers si que implica poder optar a més
nota.
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6. Planificacio temporal

Tot projecte necessita una planificacié temporal, indicant les diferents fases i temps establerts.

Aquest va comencar a principis de juliol amb I'eleccié del tema, i durant els dos mesos posteriors el

tutor va proporcionar articles i material util, i a la vegada, una recerca d’'informacié.

Durant tot el projecte ha estat necessari consultar la documentacié de les diferents llibreries que

s’han anat necessitant.

A principis de setembre es van obtenir les dades i es va comengar la fase de Business
Understanding, Data Understanding i Data Preparation. Comentar que tal com s’esperava, la fase de
preparacio de dades ha estat la que més temps ha necessitat, tot i que aquest temps invertit ha fet

gue en les etapes posteriors, el model tingués millor rendiment.

La fase de construccié i prova del model es va veure enrederida a causa que la fase de preparacié
es va allargar. Quant a la memoria, es va comengar al novembre per tal d’'anar redactant tots els

passos que s’han anat donant per a fer el projecte.

A continuacié es mostra el diagrama de Gantt referent a aquest projecte (Figura 6-1)

- —_—
> & S— 2020 2021
project ) |
i N I I I T T \
. duly August September October Movember December January
Name Begin date End date
@ Llegir material proporcionat pel tutor 7/6/20 8/31/20 [ ]
@ Consulta documentacié 9/1/20 1/6/21 [
© Business understanding 9/4/20 9/23/20 | —
© Data Understanding 9/4/20 10/15/20 | E—
@ Data Preparation 9/4/20 12/22/20 [ ]
o Model Building 12/23/20 1/6/21 | —
@ Testing and Evaluation 12/23/20 1/6/21 | —
© Meméria 11/16/20 1/18/21

Figura 6-1 Planificacié del projecte
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7. Estudi econdomic

Tot projecte necessita un estudi economic, per tal de valorar el temps utilitzat en I'elaboracio, i també
per a tenir en compte els equips utilitzats i el personal. S'ha dividit el cost total en tres grans parts:

costos dels equips, costos de les llicencies, i costos del personal.

Per als costos dels equips es troba un ordinador personal portatil, que ha estat necessari per a
analitzar les dades, i fer les reunions de seguiment amb el tutor de manera telematica. Com a
periférics, s’han tingut en compte diversos elements que, tot i no ser necessaris, han ajudat al fet
gue el projecte es desenvolupés de manera més rapida i eficient. Aquests han sigut un teclat i ratoli
per a escriure de manera més comoda en comparacio al portatil, i una segona pantalla. A la Taula

23 es mostra un resum:

Concepte Preu [€] Amortitzacio Duracié del Cost total [€]
[anys] projecte [anys]

Ordinador Personal 850 3 0,5 141,67 €

Segona Pantalla 120 5 0,5 12

Teclat i ratoli 30 5 0,5 3

Total amb IVA inclos 156,67€

Taula 23 Cost dels equips

No existeixen costos de llicencies ni programes, ja que els programaris que s’han fet servir (Python i

Pandas) son gratuits (programari lliure).

En el cas dels costos de personal que es mostren a la Taula 24, s'ha pres com a referéncia el cost

de cap d'enginyeria (40 €/h) per al tutor i 15 €/h per a 'alumne del Master.
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Concepte Quantitat Preu Cost

Tutor 35h 40 €/h 1.400 €
Alumne Master 360 h 15 €/h 5.400 €
TOTAL 6.800€

Taula 24 Costos de personal

La suma de tots els costos dels equips, llicencies i personal, equivalen al cost total del treball final de

master. A continuacio es presenta el resum del cost total (Taula 25).

Concepte Cost total
Equips 156,67 €
Productes i 0
llicéncies

Personal 6.800€

TOTAL IVA INCLOS 6.956,67€

Taula 25 Cost total del projecte

Aixi doncs, el cost total de la realitzacié d’aquest projecte és de 6.956,67€.
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8. Impacte ambiental

En projectes informatics, on les tasques es duen a terme amb un ordinador, l'impacte ambiental
produit no és altament rellevant, a diferéncia de projectes de fabricacié de prototips o construccié

d’estructures.

En primer lloc es podria tenir en compte I'energia eléctrica utilitzada per I'ordinador i els equips. Per
a la realitzacio del treball s’ha aprofitat la llum natural treballant de dia, per tant no cal considerar
I'energia de I'enllumenat. La poténcia d’'un ordinador portatil, sumat al de la pantalla, s’estima en uns
220W.

Si es tenen en compte les 360 hores minimes d'utilitzacio, i si el factor d’emissié de I'energia
eléctrica peninsular de 2019 és de 241 g CO2/kWh [37], s’obté que el consum d’energia és de 79,2
kWh i 'emissié de 19 kg de CO..
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Conclusions

Un cop executat el projecte, es considera que s’ha assolit els objectius marcats.

S’ha realitzat una recerca bibliografica de les diferents metodologies actuals de mineria de dades.
Finalment s’ha aplicat la metodologia CRISP-DM adaptada a les necessitats del treball, arribant a

resultats diferents depenent del model aplicat.

El conjunt de dades que s’ha fet servir en aquest treball era forga limitat. Un cop processades, es
disposava d'un arxiu dels logs de 127 estudiants per al quadrimestre 2 de l'assignatura de
Fonaments d’Informatica. Aquests estudiants eren repetidors, ja que el quadrimestre natural
d’'imparticié és el primer. Aquests alumnes tenen un comportament diferent del d’'un estudiant que
imparteix I'assignatura per primer cop, per tant els models construits podrien tenir bons resultats
només amb dades de repetidors. També cal destacar que el curs no estava preparat per fer-se
completament en linia en un inici i per tant la gran part d'accessos son voluntaris, com el fet de

participar en els forums.

Quant al canvi de docéncia de presencial a telematica, no s’ha pogut determinar l'impacte real. La
interaccié dels alumnes amb la plataforma no és constant al llarg del quadrimestre, sind que
acostuma a tenir certs periodes critics. En aquest quadrimestre nomeés les primeres setmanes van
ser presencials, per tant no es pot determinar si canvis en el comportament radiquen en el canvi de
docéncia o0 si aquests canvis ja eren normals en quadrimestres presencials. El que si que s’ha
observat és que la docéncia telematica no ha modificat als habits dels estudiants quant a la franja

d’hores en les quals accedeixen a Atenea.

Mitjangant I'analisi exploratoria de dades, s’ha observat com alguns materials no es consulten gaire,
com és el cas de les pagines de “Sintaxi utilitzada a l'assignatura” i “Llistat d'errors comuns a
Python”. El professorat pot trobar interessant aquest fet i plantejar-se fer una enquesta per a
entendre la causa o revisar-los per cercar errors o falta de contingut, igual que incentivar el seu Us.
Caldria verificar si aquest comportament es repeteix en quadrimestres presencials, o és especific

d’aquest.

El nombre de sessions ha anat decaient al llarg del curs, concentrant-se en les setmanes de
lliuraments que conten per a la nota final. Aquest comportament es pot esperar del tipus d’estudiant
(repetidor) que ja té tots els coneixements i només necessita presentar-se a les activitats avaluables.
Aixi doncs, tenir aquestes dades per a un quadrimestre amb repetidors amb la modalitat presencial

hauria estat ideal per a estudiar les diferéncies.
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Per a la creacioé dels models s’ha decidit provar diferents tipus: Random Forest (tant per a prediccié
com per a classificar), Regressié Logistica i Clustering (K-Means). Un cop creats, s’ha pogut

comparar els resultats.
Un cop analitzats els resultats obtinguts es poden extreure les segiients conclusions:

1. El model de prediccié de nota mitjancant Random Forest no és fiable, ja que té un
error gran. Fer servir aquest model per a predir no aporta beneficis. Falta informacio,

les dades no acompanyen per a fer un model amb uns resultats amb major exactitud.

2. En els models de classificacio, s’ha determinat que els alumnes amb major nombre
de sessions i els que han anat entregant un nombre alt de fitxers tenen més

possibilitats d’aprovar.

3. Per a determinar el rendiment dels models l'indicador que s’ha fet servir és I'fl-
score. El model de Random Forest ha obtingut lleugerament millors resultats que el
de Regressio Logistica. El model de Random Forest ha aconseguit detectar tots els

aprovats, tot i que ha classificat alguns suspesos com a aprovats.

4. D’aquests models també s’extreu com els alumnes que més miraven els debats,

han acabat aprovant.

5. Com la participacio en els forums (crear comentaris) ha estat molt baixa, no s’ha

pogut extreure cap relacié amb la nota.

6. Els models de clustering han confirmat la lleu correlacié entre el nombre de fitxers

entregats i la nota final.

La troballa de que els alumnes que més fitxers han entregat aprovin coincideix amb la naturalesa
majoritariament experimental de la matéria, on és absolutament fonamental realitzar exercicis per
comprendre-la. Els professors han fet comentaris a la majoria de tasques que es lliuraven, pel que

entregar fitxers realment té el valor afegit de tenir feedback.

Tot i no haver obtingut resultats ideals en la predicci6 i el descobriment de patrons, si que s’ha
assolit I'objectiu principal, el qual és analitzar la interaccié dels estudiants amb la plataforma Atenea

per a predir I'efecte en el seu rendiment mitjangant la mineria de dades.

A escala personal, la realitzacié d’aquest projecte ha permés aplicar els coneixements previs de

Python i la llibreria Pandas, descobrint noves eines i metodologies especifiques de la mineria de
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dades que abans es desconeixien.

Treball futur

Partint

del projecte que s’ha realitzat, s’han plantejat alternatives i millores per a un treball que

pugui seguir investigant sobre aquesta linia de treball:

~) Jo-c."'b
ETSEIB

Obtencié d’'un nombre major de mostres, ja sigui estudiant el quadrimestre Q1, en el que el
nombre d’estudiants és major, entorn de 400, o incloent logs de multiples quadrimestres,
donant més importancia als més recents. Aix0 també pot permetre veure diferencies entre

quadrimestres presencials i amb doceéncia virtual de manera més senzilla.

Com que el model de predicci6 de nota té un error gran, i el de classificacié entre

Aprovat/Suspés ha donat bons resultats, fer un model intermedi amb rangs de notes.

Estudiar el comportament de grups d’alumnes en concret, per exemple els alumnes que més

accedeixen i participen en els forums.

Comprovar com afecta el temps de realitzacié de lliuraments en la nota del lliurament, donat

que aquesta dada no s’ha fet servir al model.

Afegir ratis com a variables, com ara la ratio d’exercicis entregats, tenint en compte que cada

grup pot tenir un nombre diferent d’exercicis disponibles.
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