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Resum

L'objectiu d'aquest projecte sema dissenyar i construir un prototip de vehicle de conducco
semiautonatica.

Per a aconseguir aquest objectiu sela necessari realitzar un algoritme capac de detec-
tar semafors que sigui precs i robust per a evitar, sobretot, falsos positius.

Primer de tot s'introduiran els conceptes déachine Learning Deep Learningi Com-
puter vision que on els camps amb els quals es treballaga.

Despes es mostraa el material amb el qual es treballar, les seves caracterstiques i
pergle s'utilitzen.

I nalment, la implementacd que es fa de cada eina.

Paraules clau: "Speed/accuracy trade-o s for modern convolutional object detectors.
"Huang J, Rathod V, Sun C, Zhu M, Korattikara A, Fathi A, Fischer I, Wojna Z, Song Y,
Guadarrama S, Murphy K, CVPR 2017, vehicle autoratic, intelligencia arti cial, visb
arti cial, computer vision.
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Glossari

Algorisme: Es com s'anomena al procediment de @lcul seguint unes instruccions per
a arribar a una soluco, especi cades unes dades. Tambkees possible anomenar-lo
Algoritme.

Api:  (Application Programming Interface) Es una interfcie de programaco d'aplicacions
la qual permet la interacco de diferents programes.

Arduino IDE:  Es una llengua de programaco de la tecnologia Arduino.

Bit: Unitat mnima d'informaco que enen un ordinador amb 2 possibles valors (binari):
0-1, ON-OFF, apagat-enes, etc.

Bus: Sistema de transfeencia de dades.
Byte: 8 bits .

C++: Llenguatge de programacb orientat a objectes creat el 1985 provinent del seu
predecessoL.

Compilador: Transforma un programa en un llenguatge a un altre, normalment perqie
I'ordinador pugui entendre el que s'ha escrit.

Computer Vision: Es la branca de la cencia que estudia la manera que un ordinador
comprengui 0 pugui extreure tanta informaco com sigui possible d'una imatge. En
enginyeriaes la manera nes semblant que s'ha pogut trobar d'apropar-se a la visbd
humana.

Convoluco:  Operador matenmatic utilitzat per a veure com canvia una funco respecte
a una altra.

CPU: Central Process Unit La Unitat Central de Processamentes emaquinari que
interpreta les instruccions d'un programa informatic.

CSI Camera Serial Interface Es una Interfcie Serie per a Gameres que permet comunicar
I'aparelloptic amb un processador.

Dataow: Es una manera de programar basada en graf dirigit.

Deep Learning: Es una branca delmachine learning basat en xarxes neuronals arti-
cials.

Escriptori virtual: Es una manera de controlar un ordinador de manera remota.
Ethernet: Es la manera nes comuna de connectar-se a Internet mitjarcant un cable.

GPIO: General-Purpose input/output entrada i sortida d'informaco de proposit general.
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GPU: Graphic Processing Unit La Unitat de Processament Ga c esh dedicada a la
generaco de ga cs en un ordinador.

GUI: Graphical User Interface (Interfcie G ca d'Usuari). Interfcie que utilitza ele-
ments g\ cs per a permetre controlar un programa informatic a l'usuari.

Graf: Representaco d'objectes connectats.

Maquinari: (Hardware). La part fsica d'un ordinador.

| 2C: Es unbus de comunicaco en rie.

Input: Entrada, normalment de dades en aquestsambits.

LCD: (Liquid crystal Display) Pantalla de Cristall Lquid. Son molt utilitzades en re-
llotges .

Llenguatge naquina:  Sistema d'instruccions biraries que permet comunicar-te amb un
microprocessador.

Machine Learning: Es una disciplina cient ca de la Intel ligencia Arti cial que crea
sistemes capacos d'aprendre de manera aubnoma a recoreixer patrons.

On-line: En Inia, que esh a Internet.

Periéric:  La part externa d'un ordinador que permet la interaccd un les persones con
el teclat, el ratol, la pantalla i la @amera.

Pxel:  Unitat mnima d'una imatge digital, cada punt de llum d'ella.

PWM: Modulacbo per amplada de polsos. En aquest projecte serveix per a regular la
poencia entregada a les rodes.

Python: Es un llenguatge de programaco orientat a objectes amb una sintaxi molt clara.

Servo: Servomotor de modelisme&s un actuador capac de moure's a qualsevol posicd
del seu rang i mantenir-se esatic.

Programari:  (Software). Programes d'un ordinador.

USB: Universal Serial Bus Bus en Srie Universales un estindard industrial de sistema
de comunicaco per a ordinadors.

Wi-Fi: Es una xarxa local sense Is per a connectar-se a Internet.
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1 INTRODUCCIO

1 Introducco

1.1 Motivaco

La tecnologia cada cop arriba mes lluny i el pas ns a la segeent etapa es fa nmes apidament
i amb res informacb que I'anterior. Es per aixo que dna lloc a buscaralgorismes cada
cop nes e cacos i robustos per a tal d'ajudar-nos a processar la gran quantitat d'infor-
macD nes apidament i amb menys marge d'error.

Aquest fet ens porta a la capacitat de computaco d'unaCPU perqle permet fer
aguestes aralisis de la informacb proporcionada sense cap classe de descans ni baixar
I'e @cia a mesura que passa el temps. D'aguesta manera cal programaldorisme de
forma robusta per a mirar de disminuir el maxim possible els falsos positius, pergwe no
ha de parar a descansar fa molts nes aralisis per hora i si noes robust, tamlke fama molts
errors provinents dels errors a I'hora de programar.

Tambkees de vital imporancia reduir tant com sigui possible el temps en que es tarda
a fer cada operaco per a augmentar l'agilitat que processa informaco, i la manera de
fer-ho es utilitzar nones la menoria justa i exacta per a cada pas. | aqu entra en joc
la capacitat humana: per a poder trobar noves maneres de fer un sistema nes robust i
utilitzant menys menoria per a poder ser nes diramic.

En aquest moment hi ha dos camps que s'estan guanyant molt protagonismeultimament:
la conducco autonatica de vehicles i eDeep Learning . Els quals ssnampliament com-
patibles a I'hora de poder ajudar a millorar la manera i seguretat de conduir un vehicle
pergle en primera instincia pot servir per avisar al conductor hunma d'esdeveniments que
podria haver passat per alt i limitar part de les accions per a mantenir una circulaco
segura, i tambke es podria aplicar, juntament amb altres tecnologies, per a una conducco
completament automatica.

D'aquesta manera la motivaco d'aquest projecte es la construcco i utilitzacd d'un

vehicle capac de reaccionar anticipant-se a diferents senyals de ta ¢ que es pugui trobar
en el seu camp de visD.

1.2 Objectius

1. Implementar un sistema aubnom que sigui capac de reaccionar a semnafors.
2. Programar unalgorisme e cac de detecco de senafors.

Valorar I'e acia de |' algorisme en diferents situacions potencialment confu-
ses.
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1 INTRODUCCIO 1.3 Abast del projecte

1.3 Abast del projecte

La intencd d'aquest projectees dissenyar i implementar urprototip de vehicle que pugui
circular de forma aubnoma, en una trajecbria rectilnia, respectant semafors.

D'aquesta manera s'ha agafat un model de vehicle que tingui les funcions kasiques de
mobilitat i de velocitat d'un autonobil alhora que disposa d'una amera per permetre la
identi cacd de senyalitzacions disposades al llarg del recorregut.

Les imatges recollides per la @amera es tractaran de manera que sigui possible loca-
litzar la informaco del seu voltant i descartar la innecessria. | aquestes el punt nes
important del projecte: l'algorisme de detecco i classi cacd d'objectes en el camp de
visD del receptor.

Aix, ha sigut necessari crear prototips de semafors que recren el comportament dels
seus semblants als carrers de les ciutats i els senyals de ta ¢ corresponents.

Dit aibo, s'han de realitzar les segsents tasques:

Dissenyar i implementar lalgorisme de detecco d'objectes.
Dissenyar i implementar lalgorisme de classi cacbo d'objectes.
Dissenyar i implementar el control dels motors i servos.
Combinar tots elsalgorismes anteriors.

Dissenyar i implementar la seqencia dels senafors.

Construir els senafors.

N oo o M 0w b PRE

Construir elements de "distraccd"del sistema per a comprovar I'e acia i la robus-
tesa.
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2 ESTUDI PREVI

2 Estudi previ

2.1 Machine Learning

El machine learning es una branca de laintel ligencia arti cial que permet crear sis-
temes que n capacos d'aprendre patrons complexos i anar millorant-se per a predir
respostes de manera aubnoma.

Moltes grans empreses, coidet ix, Spotify, Amazon, Google o Appleutilitzen aques-
tes eines per a millorar la interacco individualitzada per a cada client amb els que treballen
I, en els casos @lexa i Siri d’Amazon i Apple respectivament, per a millorar la wdesa
I naturalitat de la veu sintetitzada que utilitzen com a mitp d'interacco.

2.1.1 Big Data i Empresa

Hi ha un exemple bastant explicatiu a la pagina web de cleverdatde com es pot aplicar la
gran quantitat de dades de les quals disposa una empresa en el sector telebnic i aplicant
el machine learning es podria arribar la quantitat de clients que es donaran de baixa
per a intentar millorar la seva experencia i que canvin de parer.

La quantitat d'informaco de que disposa una empresa d'aquestes caracterstiques de
cada persona i la immensitat de clients que han tingut des de la fundacoes massa gran
pergle cap persona humana sigui capca d'analitzar-la i buscar qualsevol mena de pato.
Per aio el machine learning es tan important en aquests casos pergle permet, amb
algorismes basats en l'estadstica, localitzar patrons de comportament i donar un vere-
dicte un cop introdudes les dades.

La Figura laes una predicco utilitzant un sistema molt simpli cat del que podria ser
I'algorisme explicat anteriorment. En aquest cas el client ha realitzat:

Mes de 3 trucades al servei d'atenco al client.
Menys de 171,95 minuts al dia.
Menys de 189,02 minuts en horari nocturn.

Segons aquest model i el client analitzat, aquest & un 91,97% de possibilitats de dei-
xar de ser client d'aquesta empresa basant-se en el comportament de clients anteriors.
Seguint amb aquest exemple, si I'empresa s'adona d'aquest fet, pot mirar de treballar
per a intentar evitar que se'n vagi consultant els problemes que ha tingut amb atenco al
client i mirant de millorar la seva percepco de I'empresa i, possiblement, la de molts altres.

Com podem apreciar, I'arbre complet (Figura 1b) £ molts nmes nodes i paametres a
tenir en compte que el simpli cat i d'aqu ve la gran difeencia de grandaria i segurament
podria arribar a donar resultats molt diferents en cas que en simpli car no s'haguessin

14



2 ESTUDI PREVI 2.1 Machine Learning

(a) Representacd ga ca de l'algorisme redust
de predicco

(b) Arbre complet de predicco

Figura 1: Arbres de l'algorisme [Font: cleverdata (Andes Gonalez)]

escollit correctament les caracterstiques de nmes pes tal com indica I'estadstica.

D'aquesta manera elmachine learning ens pot ajudar com a empresa a ser nmes
competitiu en el mercat laboral, ferus de totes les dades de qie es disposa actualment
(jJa que estem en l'era de la informacb) cosa que abans era gairele impossible i trobar
patrons difcils de trobar sense aquesta ajuda.

2.1.2 Aplicacions

Actualment ja s'est utilitzant en molts camps i empreses per a millorar la qualitat dels
seus productes o serveis com poden ser:

Recomanar productes en tendesn-line .
Els anuncis que apareixen en les webs.
Fraus en transaccions.

Predir el ta c urla.

Fer diagrostics nedics.
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2.2 Computer Vision 2 ESTUDI PREVI

2.2 Computer Vision

El computer vision es una branca delmachine learning (Apartat 2.1) basat en in-
tentar replicar part de la visb humana i la capacitat d'aquesta d'identi car objectes i
classi car-los de la manera mes semblant a com ho podria fer una persona a traves xarxes
neuronals.

Figura 2: YOLO Multi-Object Detection And Classi cation [Font: Towards Data
Science (llija Mihajlovic)]

La clau del gran creixement d'aquesta disciplina en elsultims temps ha sigut la capa-
citat d'entrenar aquests sistemes a causa de la gran quantitat d'informaco i, sobretot,
d'imatges que es fan cada dia al non i que es comparteixen a la xana {oltant de 3
bilions al dia) de manera que tothom les pot veure.

Aquest fet ha pernes que la taxa de preciso en la detecco d'objectes hagi passat del
50 al 99% en menys d'una cecada a I'hora que permet ser nes apid i segur que |'ull huma.

2.2.1 Com funciona?

De la mateixa manera que anachine learning intenta imitar la manera de funcionar de

la ment humana peo realment no se sap realment com funciona aquesta, ec@hputer

vision tampoc se sap com de precses la manera que s'enfoca actualment, ja que no se
sap realment com el cervell, combinat amb els ulls, processen les imatges que veiem i ens
permet veure el non tal com el coneixem.

16



2 ESTUDI PREVI 2.2 Computer Vision

Ja que aguest camp es basa en recoreixer patrons en imatges, la manera d'entrenar
un d'aquests sistemeses subministrar-li tantes imatges com sigui possible i sies possible
gue estiguin etiquetades per, d'aquesta manera, poder classi car.

Un cop subministrat tota aquesta informaco, cal passar-la per diferents algorismes
gue permetin la localitzaco de patrons que es puguin associar a cada etiqueks a dir
que es genera una "descripco"del que signi ca que hi hagi cert tipus d'objecte en una
imatge pergle quan al sistema se li demana que ens doni una resposta sigui capac de dir
si a la imatge hi ha alguna part que coincideixi amb la descripcd que en €.

Una imatge, tal com I'enen un ordinador i com es treballaa en aquest projecte, es
simplement una matriu de valors on cada valores la informaco d'urpxel , o part d'a-
guest, de la imatge.

Per a cada tipus d'imatge pot ser una mica diferent la representaco d'aquesta, per
exemple si la imatgees en escala de grisos, cadalaale la matriu € un rumero associat
entre 0 i 255 que correspon a fyte tenint nones 1 capa. El O representa el negre i el
255 el blanc tal com indica la gura 4.

Figura 3: Esquerra: Imatge de Lincoln; Centre: Cada pxel amb el seu valor associat;
Dreta: Nones els valors representats en una matriu. [Font: Towards Data Science (llija
Mihajlovic)]

En canvi, sies una imatge en color, hi ha diferents maneres de representar les matrius,
una de les mes comuneses en RGBRedGreenBlueVermell Verd Blau) on cada colores
una capa de la imatge on pot cada cé& de cada capa pot prendre els valors entre 0 i 255
de nou. Aix aquest tipus d'imatges tenen 3 capes. Tamkees possible afegir una capa
nmes anomenada el canablpha que representa el grau de transpaencia entre el mateix
rang de valors que les altres capes.
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