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Resum 

 

La tuberculosi és una malaltia infecciosa transmesa per l’aire que a l’any 2018 van 

desenvolupar 10.0 milions de persones i per causa de la qual van morir 1.5 milions. 

L’òrgan més vulnerable a la malaltia és el pulmó i les lesions que es produeixen 

determinen si aquesta està en un estat latent o en un estat actiu. El propòsit d’aquest 

projecte és desenvolupar un model en Python que permeti detectar lesions de tuberculosi 

en estat latent en imatges de tomografia axial computada (TAC). 

S’ha creat una base de dades fàcilment accessible amb 24 TACs de pulmons de minipigs 

infectats amb Mycobacterium tuberculosis i eutanasiats 12 setmanes després de la 

infecció inicial. Per analitzar-los s’han utilitzat diferents tècniques de pre-processament, 

segmentació i post-processament d’imatges per canviar la seva representació i facilitar la 

identificació de les diferents estructures que presenten i la mesura de les seves 

característiques. 

Per localitzar la carina, s’ha implementat un model que aplica un llindar global, una 

inversió de la màscara i un filtratge de regions per àrea i excentricitat. El volum pulmonar 

s’ha trobat creant una màscara i aplicant un llindar Otsu. Les lesions s’han detectat 

determinant els màxims locals presents als pulmons i mitjançant un creixement de 

regions. De totes les estructures identificades s’han extret els seus atributs, que 

posteriorment s’han utilitzat per entrenar un arbre de decisió, algoritme de Machine 

Learning capaç de classificar-les en lesions o zones sanes. 

Amb el programa desenvolupat, s’ha aconseguit caracteritzar la majoria de lesions de 

tuberculosi presents a les imatges de tomografia axial computada. A més, els resultats 

obtinguts mostren que els atributs que millor discriminen les lesions de regions sanes són 

el diàmetre mig, la intensitat en el centre i la distància en direcció vertical a la carina. 
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Capítol 1 

Introducció 
 

1.1 La tuberculosi 

La tuberculosi (TB) és una malaltia infecciosa transmesa per l’aire causada pel bacteri 

Mycobacterium tuberculosis (Mtb) [1]. Actualment, continua essent una causa principal 

de morbiditat i mortalitat, principalment a països amb rendes baixes o mitjanes; de fet, al 

2018 10.0 milions de persones van desenvolupar la TB i 1.5 milions van morir a causa 

d’ella [2]. 

Encara que pot afectar a qualsevol part del cos, el pulmó és l’òrgan més vulnerable a la 

malaltia per la seva exposició constant a partícules, productes químics i organismes 

infecciosos presents a l’aire ambient. Per tant, Mtb pot arribar als espais alveolars a través 

de la respiració d’aerosols micromètrics, i un cop és fagocitat pels macròfags alveolars 

comença a créixer i es desencadena la resposta immune de l’hoste [3]. El granuloma que 

es genera a continuació es pot classificar histològicament en dues classes: 
 

• Les lesions proliferatives o tubercles [4] es desenvolupen on la càrrega bacteriana 

és baixa i predominen les respostes immunitàries cel·lulars de l’hoste. Són 

granulomes compostos principalment d’agregats compactes de cèl·lules 

epitelioides i fibroblasts envoltats de limfòcits que tendeixen a fibrar-se i 

calcificar-se com a resultat del procés d’encapsulació induït pels septes 

interlobulars (els teixits connectius que separen els lòbuls pulmonars secundaris), 

mantenint la càrrega bacteriana baixa. Aquestes lesions mantenen la infecció en 

estat latent, ja que els bacteris queden aïllats i no hi ha perill de contagi. 
 

• Les lesions exudatives [5], també anomenades condensacions neutròfiques locals, 

són degudes a l’acumulació local d’un gran nombre de cèl·lules entre les quals 

predominen els neutròfils. La seva elevada càrrega bacteriana augmenta la 

probabilitat de necrosi, causant l’engrandiment del granuloma i també la seva 

liqüefacció i cavitació. A més, si la infecció té lloc als lòbuls superiors s’afavoreix 

el seu desenvolupament i la generació de noves lesions tant per la poca amplitud 

respiratòria, que permet l’acumulació bacteriana local, com per l’elevada tensió 

mecànica a la qual se sotmeten els septes interlobulars, cosa que minva la seva 

capacitat d’encapsular lesions [6]. Aquest és l’estat actiu de la malaltia, en què es 

pot contagiar i el pacient mostra símptomes que poden incloure tos, febre, suors 

nocturns i pèrdua de pes. 

 

El tipus de lesió generada depèn tant de la càrrega bacteriana com del lloc on es produeix 

i determina si la malaltia està en un estat latent i no contagiós o en un estat actiu i 

contagiós. Tanmateix, encara no es comprèn quins factors són els que determinen que una 
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infecció latent evolucioni cap a una malaltia activa, per la qual cosa hi ha molta recerca 

en aquest camp. 

 

1.2 Recerca en biomedicina i models animals 

En recerca biomèdica hi ha quatre grans categories de models experimentals [7] [8]: 

• In vitro: experiments que es duen terme en un aparell de cultiu de laboratori 

utilitzant cèl·lules o molècules d’espècies animals. 
 

• Ex vivo: experiments realitzats dins o sobre un teixit d’un organisme en un entorn 

extern amb la mínima alteració de les condicions naturals. 
 

• In vivo: experiments efectuats en espècies animals vives. 
 

• In silico: simulacions o reproduccions d’experiments in vitro o in vivo, utilitzant 

models matemàtics i software de simulació. 

Totes aquestes tècniques són necessàries per a la investigació experimental en la TB. Els 

cultius in vitro s’utilitzen principalment per comprendre les característiques biològiques 

de Mtb, com per exemple distingir quines són les condicions ambientals que afavoreixen 

un creixement ràpid [9]. D’altra banda, amb els ex vivo s’estudien les interaccions 

bàsiques entre aquest bacteri i les cèl·lules de l’hoste habituals (macròfags), mentre que 

els in vivo incorporen la interacció amb factors essencials com les respostes immunitàries 

o inflamatòries o les restriccions físiques que comporta l’organisme infectat. 

L’elecció del model animal és clau pel disseny del protocol experimental. Els més 

utilitzats per models in vivo són els ratolins, ja que tenen un baix cost en comparació amb 

altres espècies i són relativament fàcils de manipular [10]. No obstant això, en el cas de 

la TB presenten l’inconvenient que tant les respostes immunitàries i inflamatòries com 

l’estructura física dels pulmons són molt diferents a les dels humans [11]. En canvi, les 

dels porcs presenten moltes similituds, per la qual cosa s’utilitzen com a models tot i que 

la seva mida implica la necessitat d’instal·lacions d’alta seguretat i l’augment del cost 

d’alimentació.  

Finalment, els models in silico en la recerca de TB s’han incorporat principalment a nivell 

epidemiològic [12]. Són eines molt útils en el marc dels principis de les 3R (Reemplaçar, 

Reduir i Refinar) [13], desenvolupats fa uns 50 anys per establir estàndards acceptats en 

la investigació amb animals. Des de d’aleshores, aquests principis han estat inclosos tant 

a la legislació nacional i internacional com a les polítiques d’organitzacions que duen a 

terme recerca en animals. Les 3Rs busquen minimitzar el nombre d’animals requerits per 

cada projecte i el dolor que poden patir, fomentant el desenvolupament i l’ús de models 

(in silico) i eines alternatives [14].  
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1.3 Tècniques d’imatge per a la recerca i el diagnòstic 

Normalment, per diagnosticar la TB i detectar possibles lesions s’utilitzen raigs X. 

Tanmateix, si la malaltia està en fase latent les lesions no són visibles amb aquesta tècnica, 

per la qual cosa es duu a terme una exploració per tomografia axial computada (TAC). 

La tomografia axial computada [15] és un procediment computeritzat d’imatge en el qual 

s’empra un generador que rota al voltant de l’objecte d’estudi, dirigint un feix estret de 

raigs X; el detector se situa al mateix cercle que recorre la font, sempre al costat oposat a 

ella, i recull la radiació que no és absorbida per l’objecte mesurant així la transmissió. 

Quan tant el generador com el detector han completat la volta, les diferents projeccions 

recollides es processen per obtenir una imatge (reconstrucció tomogràfica). Després, 

aquest sistema es va desplaçant una distància determinada i es repeteix el procés 

d’escaneig amb raigs X fins obtenir el nombre desitjat d’imatges tomogràfiques.  

Cadascuna és una matriu bidimensional formada per elements anomenats píxels que es 

guarda en format DICOM, molt útil en aplicacions mèdiques ja que es poden afegir dades 

de la seva adquisició (com l’espaiat entre píxels o la distància entre imatges) i també del 

pacient. A cada píxel se li assigna un valor numèric (CT Number) per representar la 

densitat [16], que està relacionada amb el coeficient d’atenuació lineal dels raigs X de la 

següent manera: 

𝐶𝑇 𝑁𝑢𝑚𝑏𝑒𝑟 (𝑈𝑛𝑖𝑡𝑎𝑡𝑠 𝐻𝑜𝑢𝑛𝑠𝑓𝑖𝑒𝑙𝑑, 𝐻𝑈) = 1000 
𝜇𝑡𝑒𝑖𝑥𝑖𝑡  −  𝜇𝑎𝑖𝑔𝑢𝑎

𝜇𝑎𝑖𝑔𝑢𝑎 − 𝜇𝑎𝑖𝑟𝑒
 , 

on 𝜇 és el coeficient d’atenuació. A l’hora de visualitzar les imatges, els píxels amb un 

nombre de TAC gran es mostren amb un color proper al blanc, mentre que els que tenen 

un nombre petit es mostren de color proper al negre. A més, també es poden apilar totes 

digitalment tenint en compte el seu gruix per formar una imatge tridimensional del pacient 

[17], les unitats de la qual s’anomenen vòxels, que permet identificar i localitzar les 

estructures bàsiques i possibles lesions o anormalitats. A l’hora d’analitzar aquest volum, 

es defineixen tres direccions: esquerra-dreta (LR), anterior-posterior (AP) i superior-

inferior (SI).  

El rang de nombres de TAC mapejats al sistema de visualització s’anomena amplada de 

finestra (WW, window width), que està relacionada amb el contrast i determina el nombre 

de tons de grisos que es poden visualitzar [16]. Una WW elevada indica que hi ha una 

gran quantitat de nombres de TAC als quals se’ls assigna algun valor de gris i la zona de 

transició entre negre i blanc és relativament gran, mentre que si és petita la transició del 

negre al blanc té lloc amb pocs nombres de TAC i es poden diferenciar millor àrees amb 

una atenuació similar. D’altra banda, el nivell de finestra (WL, window level) es defineix 

com el centre d’aquest rang i determina la lluminositat, de manera que com més elevat és 

aquest valor més lluminosa és la imatge.  

El nivell superior de gris (upper gray level, UGL) i l’inferior (lower gray level, LGL) es 

poden calcular amb WW i WL [18], de manera que tots els píxels amb una intensitat 

(1.1) 
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superior a UGL es visualitzen de color blanc i els que tenen una inferior a LGL, de color 

negre: 

𝑈𝐺𝐿 =  𝑊𝐿 +  
𝑊𝑊

2
 , 

𝐿𝐺𝐿 =  𝑊𝐿 −  
𝑊𝑊

2
 . 

 

1.4 Anàlisi d’imatges 

Com s’ha comentat a la secció anterior, les lesions de TB en fase latent es poden 

identificar en analitzar visualment el TAC dels pulmons corresponents. Tanmateix, els 

darrers anys s’ha estat investigant i desenvolupant mètodes automàtics capaços d’obtenir 

un diagnòstic més robust i ràpid, no subjectiu i reproduïble, els quals requereixen un 

tractament previ de les imatges mitjançant tècniques de processament.  

 

1.4.1 Tècniques de processament d’imatges 

El processament d’imatges utilitza algoritmes per canviar la representació de les dades 

amb el propòsit de millorar l’aspecte visual de les imatges per facilitar la identificació de 

les diferents estructures que presenten i la mesura de les seves característiques. Es poden 

dividir en tres categories: 

• Pre-processament: L’objectiu d’aquestes tècniques és millorar la presentació de les 

dades d’una imatge suprimint distorsions no desitjades o ressaltant algunes 

característiques importants de cara a un processament posterior [19]. Per tant, dins 

d’aquest grup es troben els algoritmes que modifiquen i/o reescalen la intensitat dels 

píxels, en què tant l’entrada com la sortida són imatges amb alguna escala d’intensitat. 
 

• Segmentació: És una tasca fonamental amb l’objectiu de canviar la representació 

d’una imatge per tal que sigui més fàcil d’analitzar. Aquest procés consisteix en crear 

una imatge binària a partir d’una en escala de grisos dividint-la en diferents conjunts 

de píxels anomenats objectes, de manera que els que queden agrupats a la mateixa 

regió comparteixen alguna propietat o atribut com la seva proximitat, el nivell 

d’intensitat o la textura [20]. 
 

• Post-processament: Aquestes tècniques tenen l’objectiu de millorar la imatge 

segmentada [21]. Els diversos objectes segmentats es distingeixen entre ells 

assignant-los un nivell d’intensitat i un color diferents per extreure posteriorment els 

seus atributs, que es poden utilitzar per filtrar les regions o modificar la seva mida o 

forma. 

 

 

(1.2)

……

……

. 
(1.3)

……

……

. 
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1.4.2 Machine Learning 

Un cop s’han detectat les diverses regions que es troben a una imatge, aquestes es poden 

classificar automàticament en diferents categories en funció de les seves característiques 

mitjançant un algoritme de Machine Learning [22].  

Machine Learning és un camp de la intel·ligència artificial dedicat a la detecció 

automàtica de patrons significatius en dades. Els algoritmes de Machine Learning 

tradicional tenen com a entrada unes dades d’entrenament, cadascuna prèviament 

identificada amb una classe corresponent, i proporcionen com a sortida un altre programa 

capaç de classificar futures dades. En altres paraules, s’obtenen prèviament les propietats 

de cada estructura d’una imatge més rellevants pel problema en qüestió (com la intensitat, 

la mida, la forma o la posició) i s’apliquen tècniques de classificació supervisada per 

identificar patrons de comportament segons unes classes pre-establertes (lesió o regió 

sana, per exemple).  

Hi ha una sèrie de tècniques conegudes com a Deep Learning [23] en què l’aprenentatge 

que es duu a terme és no supervisat, ja que no necessiten cap coneixement a priori. 

Aquests algoritmes utilitzen xarxes neuronals convolucionals amb milions de paràmetres 

que extrauen milers d'atributs relacionats amb els patrons d'orientació, la textura, el color 

i la forma dels objectes de la imatge d’entrada a diferents escales espacials, fent-los 

difícilment interpretables a nivell clínic. Per aquesta raó, s’ha decidit treballar amb 

Machine Learning tradicional en comptes de Deep Learning. 

 

1.5 Context i objectius 

Context 

Actualment, existeixen diverses eines de processament i visualització d’imatges 

mèdiques, com RadiAnt o MicroDicom. Tanmateix, estan pensades pel diagnòstic a nivell 

clínic i no permeten extreure les seves dades, per la qual cosa s’ha decidit crear un 

programa capaç de dur a terme aquesta anàlisi. 

El projecte s’organitza de la següent manera: El Capítol 1 resumeix els conceptes bàsics 

de la tuberculosi, el modelatge amb animals, la tomografia axial computada i les tècniques 

d’anàlisi d’imatges. El Capítol 2 explica la base de dades de la que es disposa i les 

diferents tècniques de processament d’imatges utilitzades. Al Capítol 3 es mostra 

l’algoritme creat per detectar la carina, el volum pulmonar i les lesions de TB, disponible 

a https://github.com/InmaV/TFG-Inma. Al Capítol 4 es presenten els resultats obtinguts. 

Finalment, al Capítol 5 s’inclouen les conclusions i les idees per treballs posteriors. 

Aquest projecte ha estat possible gràcies al programa CMCiB 3R – La Caixa [24], pioner 

en la investigació avançada en bioimatge. Amb l’objectiu de promoure la bioètica i la 

filosofia de les 3R, aquest programa se centra en tres eixos: l’ús de tècniques punteres de 

bioimatge en l’entorn de la bioseguretat, la modelització de Drosophila per a 

l’experimentació i l’ús de tècniques de modelització matemàtica per a l’anàlisi de dades.  

https://github.com/InmaV/TFG-Inma
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Objectiu general 

Desenvolupar un model que permeti detectar lesions de tuberculosi latent en imatges de 

tomografia axial computada. 

 

Objectius específics 

• Crear una base de dades d’imatges de TAC utilitzable a partir d’un conjunt de 

dades experimentals ja existent de TB en minipigs. 

• Aprendre i adaptar diferents tècniques d’anàlisi d’imatges i Machine Learning. 

• Desenvolupar un mètode automatitzat per a la identificació i caracterització de 

lesions de TB en Python. 

• Validar la metodologia desenvolupada amb la base de dades de minipigs.  
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Capítol 2  

Materials i Metodologia 
 

2.1 Base de dades 

Per aquest treball s’han analitzat 24 TACs de pulmons de minipigs infectats amb Mtb, 

cadascun identificat amb 6 dígits. 12 setmanes després de la infecció inicial, els minipigs 

es van eutanasiar i els seus pulmons es van extreure i conservar amb formol per poder ser 

analitzats posteriorment.  

El radiòleg Jordi Bechini va dur a terme una exploració de tomografia computada per 

raigs X als pulmons d’aquests 24 minipigs, ja que cap d’ells va desenvolupar tuberculosi 

activa, per localitzar les lesions de TB com a part de la seva tesi doctoral [25]. L’escaneig 

es va efectuar de dues maneres diferents: amb la part posterior dels pulmons amunt i amb 

la part posterior avall. En el primer cas, s’afegeix una “P” davant dels 6 dígits 

corresponents a la identificació de cada minipig i en l’altre, “PDP”. 

Més tard, va generar un document Excel amb la caracterització de cada pulmó, apuntant 

les 3 coordenades espacials (LR, AP i SI) de 7 punts, en mil·límetres: carina, màxim del 

lòbul dret, màxim del lòbul esquerre, màxim posterior, màxim anterior, punt superior i 

punt inferior. A més, cada lesió trobada es va caracteritzar amb 7 paràmetres: la 

identificació del minipig al qual pertany la lesió, les 3 coordenades espacials, la distància 

a la pleura i el diàmetre mig en mil·límetres i la densitat en Unitats Hounsfield (HU). 

Aquest document és el que s’utilitza més endavant com a ground truth per validar les 

regions trobades en aquest projecte.  

Totes les imatges de cada TAC, en format DICOM i en escala de grisos, es van guardar 

en CDs, obtenint-ne 36. Tanmateix, es requereixen 10 minuts aproximadament per 

carregar cada CD, per la qual cosa la fase inicial d’aquest TFG ha estat crear una base de 

dades més accessible emmagatzemant cada TAC a una carpeta diferent, amb la 

identificació de cada pulmó com a nom (indicant també el sentit del TAC amb “P” o 

“PDP”). Totes les carpetes s’han guardat en un dispositiu USB i s’han pujat a Dropbox. 

D’aquesta manera, es facilita la lectura d’un TAC a Python. 

Lectura de les imatges 

Amb la funció glob de la llibreria glob es llegeixen totes les imatges en format DICOM 

incloses en una carpeta determinada i es genera una llista que les conté totes. A més, de 

les seves propietats s’extreuen diverses dades com l’espaiat dels píxels tant en direcció 

esquerra-dreta (LR) com anterior-posterior (AP) i també la separació entre diferents 

imatges (SI). Per simplicitat, tot l’anàlisi d’un pulmó s’ha dut a terme amb els TACs 

efectuats amb la part posterior dels pulmons amunt (la sèrie “P”), perquè és la que va ser 

validada pel radiòleg. 
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2.2 Tècniques de processament d’imatges 

En aquesta secció s’expliquen les diferents tècniques de processament d’imatges que 

s’han fet servir al llarg del projecte per facilitar la seva anàlisi, distingint entre les de pre-

processament, segmentació i post-processament. 

2.2.1 Pre-processament d’imatges 

S’han utilitzat dues tècniques diferents per modificar la intensitat dels píxels a les imatges 

i millorar la seva visualització: l’eliminació d’intensitats negatives i l’ajust del contrast.  

Eliminar intensitats negatives 

En visualitzar l’histograma de la intensitat dels píxels d’un TAC, s’obté un pic bastant 

elevat al valor -2000, que són punts no escanejats corresponents a les vores de les imatges, 

com es pot observar a la figura 2.1 (les zones més fosques). En ajustar algun model de 

segmentació a la imatge, aquest pic pot distorsionar els resultats. Per això, abans de 

segmentar s’imposa que tot píxel amb una intensitat negativa es transformi en un 0 (valor 

que es mesura fora dels pulmons), obtenint una nova distribució d’intensitats.  

(A) (B) 

(C) (D) 

Figura 2.1: Comparació d’histogrames i imatges de TAC del pulmó P215379 abans i després 

d’eliminar intensitats negatives. (A) Imatge 156 original. (B) Histograma de la intensitat de 

píxel original. (C) Imatge 156 després d’eliminar les intensitats negatives. (D) Histograma 

de la intensitat de píxel després d’eliminar intensitats negatives. 
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Ajust del contrast 

Modificant l’amplada i el nivell de finestra d’un TAC es redistribueix la seva escala de 

grisos tal i com indiquen les fórmules (1.2) i (1.3), de manera que es poden optimitzar el 

contrast i la lluminositat d’un TAC per tal d’adaptar-lo a les necessitats d’observació. 

Mitjançant aquest procés es podrien augmentar variacions d’intensitat de píxel petites per 

ressaltar una estructura desitjada. Per exemple, a la figura 2.2 es compara una imatge de 

TAC amb valors diferents de WW i WL, de manera que a 2.2 (B) es perden els detalls 

anatòmics del pulmó però es poden identificar millor visualment les lesions de 

tuberculosi. 

 

 

 

 

2.2.2 Segmentació 

Els mètodes de segmentació explorats en aquest treball han estat la binarització amb 

llindar d’intensitat, la segmentació amb tècniques d’agrupament, els màxims locals i la 

transformada watershed. 

2.2.2.1 Binarització amb llindar d’intensitat 

La binarització és una eina molt popular de la segmentació utilitzada per separar un 

objecte considerat com a primer pla del fons. En aquest mètode s’utilitza com a 

característica la intensitat de cada píxel per convertir una imatge que està en escala de 

grisos en binària. En aquest treball s’han explorat tres mètodes diferents: el global, el 

local i el d’Otsu [26]. 

Binarització global o simple  

La tècnica més simple és la global, en què s’aplica el mateix llindar a cada píxel. Si la 

intensitat del píxel és inferior a aquest valor, se substitueix per un 0, de color negre; i si, 

Figura 2.2: TAC 200 del pulmó P215379 amb diferents configuracions de finestra. (A) Imatge 

original. (B) Imatge amb WL = 1050 i WW = 400.  

(A) (B) 
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per contra, la intensitat és superior a aquella constant, es canvia per un 1, de color blanc. 

A la figura 2.3 es pot apreciar el funcionament d’aquest procés. 

Tanmateix, fixar un valor arbitrari com a llindar global que sigui adequat a diverses 

mostres pot ser una tasca complexa. Per això, existeixen diferents algoritmes capaços 

d’optimitzar aquesta intensitat. 

 

 

 

 

Binarització local o adaptativa 

L’algoritme local o adaptatiu és un mètode que determina un llindar diferent per cada 

píxel de la imatge en base a una anàlisi de la intensitat dels píxels veïns. Normalment 

s’aplica quan la mostra presenta diferents condicions d’il·luminació a diverses àrees de 

la imatge. 

A la funció threshold_local de la llibreria skimage.filters [27] s’introdueix una imatge i 

s’especifica la mida de la regió al voltant de cada píxel que s’utilitza per obtenir el llindar. 

Per defecte, aquest valor es calcula com la mitjana ponderada de la intensitat d’aquests 

veïns, però també es pot escollir una funció personalitzada. 

Binarització Otsu 

L’algoritme Otsu és un dels més famosos i més utilitzats per obtenir una segmentació 

automàtica. En comptes d’escollir un valor arbitrari com a la llindarització global, aquest 

mètode no supervisat selecciona el llindar òptim d’una imatge mitjançant una anàlisi 

discriminant, és a dir, maximitzant la variància entre les classes resultants (blanc i negre).  

D’aquesta manera, en una imatge en què l’histograma dels nivells de grisos és bimodal 

es determinaria com a llindar un valor entre els dos pics. A Python, la funció 

threshold_otsu de la llibreria skimage.filters [27] proporciona directament el valor 

d’aquest llindar òptim. 

Figura 2.3: Aplicació d’una binarització global al TAC 200 del pulmó P215379. (A) Imatge 

original. (B) Imatge binaritzada.  

(A) (B) 
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2.2.2.2 Segmentació amb tècniques d’agrupament 

L’anàlisi de clústers [28] és una branca del reconeixement de patrons i de la intel·ligència 

artificial. Amb aquest procediment es busca formar grups en una sèrie de dades, 

cadascuna amb un vector numèric n-dimensional associat de propietats, de manera que 

els objectes que s’agrupin en un mateix clúster tinguin atributs similars i alhora siguin el 

més diferent possible d’objectes d’altres grups. A més, no només es pot utilitzar per 

identificar estructures ja presents a les dades, sinó per imposar-les i establir grups en 

conjunts de dades més o menys homogenis. 

A la figura 2.4 es pot veure un exemple de clusterització de dades, on s’han representat 

diversos objectes dels quals s’han mesurat dues variables: alçada (eix vertical) i pes (eix 

horitzontal). Com el problema és 2-dimensional, mirant directament la gràfica es poden 

identificar clarament tres grups d’objectes ajuntant els que estan més a prop, ja que són 

els que tenen una alçada i pes similars.  

 

 

 

La necessitat d’objectivitat i el fet que a moltes aplicacions les dades tenen més de tres 

dimensions van comportar l’aparició de les tècniques d’aprenentatge no supervisat. Hi ha 

molta diversitat d’algoritmes automàtics de classificació, però es poden dividir en dues 

categories: els basats en semblances, que es dissenyen en funció de la similitud entre les 

observacions sense tenir en compte cap probabilitat, i els basats en models, que utilitzen 

distribucions de mescla per ajustar les dades i probabilitats condicionals per assignar els 

nivells de probabilitat. Dins d’aquest últim tipus, un dels algoritmes més coneguts és el 

Model de Mescla Gaussiana, el qual s’ha utilitzat en aquest projecte. 

Figura 2.4: Clusterització de diferents objectes en funció del seu pes i alçada. El color de cada 

punt representa el clúster en què cada objecte ha estat assignat: en blau el clúster 1, en vermell 

el clúster 2 i en verd el clúster 3. 
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Un Model de Mescla Gaussiana [29] és la combinació lineal de múltiples funcions de 

densitat de probabilitat gaussianes multidimensionals, proporcionant un model més ric 

que una única funció gaussiana, ja que pot representar millor un comportament no lineal. 

La funció de densitat de probabilitat de generar una mostra x és: 

𝑝(𝑥; Θ) = ∑ 𝛼𝑖𝑁(𝑥; 𝜇𝑖 , Σ𝑖)

𝐾

𝑖=1

 , 

on 𝐾 és el nombre de gaussianes de la mescla; 𝛼𝑖 és el pes de la 𝑖-éssima component, de 

manera que se satisfà 0 ≤ 𝛼𝑖 ≤ 1 i ∑ 𝛼𝑖
𝐾
𝑖=1 = 1; 𝑁(𝑥; 𝜇𝑖 , Σ𝑖) és la funció gaussiana 

multidimensional amb vector mitjana 𝜇𝑖 i matriu de covariància Σ𝑖; i Θ és el conjunt de 

paràmetres de la mostra {{𝛼1, 𝜇1, Σ1}, … , {𝛼𝐾, 𝜇𝐾 , Σ𝐾} }. Permetent l’adaptació del nombre 

de gaussianes (𝐾) es pot aproximar arbitràriament qualsevol distribució de densitat, 

estimant els paràmetres Θ mitjanant un estimador de probabilitat màxima (MLE). 

Per escollir el nombre de gaussianes i, per tant, el nombre de clústers que es formen es fa 

servir el criteri d’informació bayesià (BIC), que té en compte tant la qualitat de 

l’aproximació com la seva simplicitat, de manera que el Model de Mescla Gaussiana amb 

el BIC més petit es considera l’òptim. A Python, tot aquest procés s’efectua mitjançant la 

funció GaussianMixture de la llibreria sklearn.mixture, escollint el nombre de 

components del model; després, es poden obtenir alguns atributs, com la mitjana i la 

desviació de cada gaussiana o el paràmetre BIC i també es pot ajustar una imatge 2D o 

3D de manera que es retorna la segmentació.  

 

2.2.2.3 Màxims locals 

Amb aquest mètode es troben els màxims locals d’una imatge 2D o 3D. Per fer això, 

s’empra un filtre de màxims que dilata la imatge original i fusiona els veïns a una distància 

menor que la mida de dilatació. Els píxels o vòxels on la intensitat de la imatge original 

és igual a la de la imatge dilatada es consideren màxims locals [30].  

La funció peak_local_max de la llibreria skimage.feature duu a terme tot aquest procés, 

com es pot veure a la figura 2.5. Se li proporciona com a entrada tot el volum d’un TAC 

i s’estableix un llindar d’intensitat (relatiu o absolut) i una separació mínima entre 

màxims. Després, pot retornar una matriu indicant les coordenades d’aquests pics o el 

volum segmentat, imatge de la mateixa mida que l’inicial amb True als punts 

corresponents als màxims i False a la resta.  

(2.1)

……

……

. 
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2.2.2.4 Transformació watershed 

La transformació watershed és un mètode de segmentació basat en regions en què una 

imatge bidimensional o tridimensional és interpretada com un relleu topogràfic [31]. El 

nivell de gris de cada píxel correspon a la seva alçada, de manera que aquells amb una 

intensitat més elevada serien els pics i els que tenen una intensitat menor, les valls. També 

es pot segmentar una imatge binària amb aquesta tècnica utilitzant els màxims de la 

transformada de distància euclidiana exacta com a pics [32]. 

La idea d’aquest algoritme és imaginar que es deixa caure aigua de diversos colors o 

etiquetes a cada mínim local. Aquestes valls es van omplint fins que, depenent de l’altura 

dels pics propers, s’omplen completament. Per evitar que es desbordin i dues aigües 

diferents es fusionin, es construeixen fronteres a aquests llocs, anomenades línies 

divisòries, que corresponen a la segmentació de la imatge. 

A Python, la funció watershed de la llibreria skimage.segmentation [27] primer troba per 

defecte tots els mínims locals que hi ha a una imatge, tot i que també es pot introduir una 

imatge especificant a quins punts es comença el creixement, i els assigna un número 

diferent. Per decidir a quina regió pertany un píxel, es calcula la seva distància a cada 

mínim i s’escull aquell que és més proper; llavors, el píxel s’etiqueta amb el mateix valor 

que aquest mínim. Finalment, es retorna una imatge de la mateixa mida que l’original i 

amb cada estructura trobada etiquetada, tal i com es mostra a la figura 2.6.  

Figura 2.5: Aplicació de la funció peak_local_max. (A) Imatge en escala de grisos original, 

extreta de la pàgina web referenciada a [30]. (B) Màxims locals trobats amb una distància 

mínima de 15 píxels i llindar relatiu de 0.75, marcats amb punts vermells sobre la imatge 

original.  

(A) (B) 
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2.2.3 Post-processament d’imatges 

Després de dur a terme la segmentació, les imatges resultants es poden millorar i 

manipular per distingir els diferents objectes i modificar-los. Les tècniques explorades 

han estat l’etiquetatge, extracció d’atributs i filtratge de regions, les transformacions 

morfològiques i el flood fill. 

Etiquetatge, extracció d’atributs i filtratge de regions 

L’etiquetatge és un procés on es divideix una imatge en diversos conjunts de píxels 

connectats entre ells, és a dir, que tenen una mateixa intensitat no nul·la i estan en contacte 

en alguna direcció. Un cop s’han localitzat els objectes, a cadascun se li assigna un valor 

de píxel i un color diferent perquè es puguin distingir. A Python, la funció label de la 

llibreria skimage.measure duu a terme l’etiquetatge i amb regionprops es poden obtenir 

les seves propietats, entre d’altres l’àrea, el centroide, el diàmetre mig i l’excentricitat 

[27]. Aquestes característiques es poden utilitzar per filtrar posteriorment si hi ha alguna 

regió que es vol eliminar. 

Per exemple, a la figura 2.7 es pot observar l’efecte de l’etiquetatge sobre una imatge, de 

manera que tal i com es pot veure a la figura 2.7 (B) cada objecte queda representat d’un 

color diferent. A més, per suprimir les regions més petites s’extreu l’àrea de cadascuna i, 

sabent que les dues més grans corresponen al cos de l’objecte i el seu punt, posant un 

límit a 500 píxels només romanen aquestes. 

 

Figura 2.6: Aplicació de la funció watershed. (A) Imatge binària original, extreta del llibre 

referenciat a [32]. (B) Transformada de distància euclidiana exacta, on la intensitat de cada 

píxel representa la mínima distància a un punt del fons de la imatge. (C) Píxels on es comença 

el creixement marcats amb punts vermells sobre la imatge original, corresponents als màxims 

de la transformada de distància euclidiana. (D) Imatge segmentada i etiquetada, amb cada 

regió representada d’un color diferent; les zones no etiquetades es mostren de color blau fosc. 

(A) (B) (C) (D) 
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Transformacions morfològiques 

Les transformacions morfològiques són operacions simples de post-processament 

d’imatge basades en la seva forma. Normalment s’apliquen a imatges binàries i necessiten 

un element estructurant o nucli, una matriu que identifica quins píxels s’estan processant 

i que s’escull en funció de la mida i la forma de les estructures que es volen eliminar o 

preservar. Els més utilitzats són quadrats, rectangles, discs, diamants, octàgons, estrelles 

i línies en 2D o cubs, octaedres i esferes en 3D.  

Les dues operacions més bàsiques són l’erosió i la dilatació, que a Python es duen a terme 

amb les funcions erosion i dilation de la llibreria skimage.morphology [27]. A més, també 

es poden utilitzar per realitzar reconstruccions morfològiques mitjançant reconstruction 

[33]. 

• Erosió: L’element estructurant recorre la imatge com si es tractés d’una convolució 

2D. Un píxel de la imatge original es considera 1 només si tots els píxels dins el nucli 

són 1; d’altra manera, s’erosiona i es transforma en 0. Per tant, tots els píxels a prop 

de les vores d’un objecte són descartats en funció de la mida de l’element estructurant, 

de manera que el gruix de tota regió blanca a la imatge disminueix. És útil per eliminar 

petites àrees que introdueixen soroll o per separar dos objectes connectats. 

 

• Dilatació: És el procés contrari a l’erosió. El nucli també recorre la imatge binària, 

però en aquest cas un píxel de la imatge original es converteix en 1 quan almenys un 

altre píxel dins l’element estructurant és també 1. Per tant, augmenta la mida de tots 

(A) (C) 

Figura 2.7: Etiquetatge de regions i filtratge per mida. (A) Imatge original, extreta de la pàgina 

web referenciada a [38]. (B) Imatge amb les diferents regions etiquetades, cadascuna 

representada d’un color diferent; les zones no etiquetades es mostren de color blau fosc. (C) 

Imatge resultat de filtrar estructures menors a 500 píxels. (D) Vector amb el nombre de píxels 

que forma cada estructura ordenat de menor a major. 

(B) 

(D) 



16 

 

els objectes de color blanc. Normalment, en casos en què es requereix reduir el soroll 

d’una imatge primer s’erosiona per eliminar aquelles petites regions, però altres 

estructures que són més rellevants queden encongides; per això, després es pot dilatar 

per augmentar la seva àrea i compensar l’efecte de l’erosió. Un exemple de tot aquest 

procés es mostra a la figura 2.8. 

 

 

 

 
 

• Reconstrucció: A diferència de les operacions de dilatació i erosió bàsiques, que 

necessiten un element estructurant per determinar com augmenten o disminueixen els 

valors d’intensitat, la reconstrucció utilitza dues imatges: una d’elles és la llavor, que 

especifica quins valors canvien, i l’altra és la màscara, que estableix el màxim o 

mínim permès a cada píxel. Depenent del mètode que s’escull, la reconstrucció es duu 

a terme d’una manera diferent: 
 

o Dilatació: la imatge llavor es dilata, és a dir els valors amb més intensitat s’estenen 

fins a quedar limitats per la màscara, que determina el màxim a cada píxel. Cada 

valor de la llavor ha de ser més petit o igual que el del píxel corresponent a la 

màscara. 

o Erosió: la imatge llavor s’erosiona, és a dir, els valors amb menys intensitat 

s’estenen fins a quedar limitats per la màscara, que representa el mínim permès a 

cada píxel. Cada valor de la llavor ha de ser més gran o igual que el del píxel 

corresponent a la màscara. A la figura 2.9 es pot veure un exemple del 

funcionament d’aquest mètode. 

  

 

 

Figura 2.8: Efecte de l’erosió i la dilatació. (A) Imatge original, extreta de la pàgina web 

referenciada a [38]. (B) Element estructurant quadrat que es fa servir en la transformació 

morfològica corresponent. (C) Imatge resultat d’erosionar la imatge original. (D) Imatge 

resultat de dilatar la imatge original. (E) Imatge resultat de la dilatar la imatge erosionada. 

(C) (A) (D) (B) (E) 

Figura 2.9: Efecte de la reconstrucció per erosió. (A) Imatge binària original, amb 20 

circumferències de radi 25 píxels i centre a posicions aleatòries. (B) Imatge llavor, matriu de 

1s. (C) Màscara, imatge igual a l’original. (D) Imatge resultat de la reconstrucció per erosió. 

(C) (A) (D) (B) 
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Flood fill 

El flood fill és un dels algoritmes més simples de creixement de regions. A la funció 

flood_fill de la llibreria skimage.segmentation [34] s’introdueixen les coordenades d’un 

píxel o vòxel concret i es troben tots aquells que estan connectats i tenen una intensitat 

igual a la de l’original o dins d’una tolerància establerta. Després, es canvia la intensitat 

de tota la regió a un nou valor escollit, tal i com succeeix a la figura 2.10. 

 

 

 

 

 

  

Figura 2.10: Aplicació de la funció flood_fill a una imatge. (A) Imatge original amb valor 255 

al centre i quadrats concèntrics que disminueixen d’intensitat. (B) Imatge resultat de l’algoritme 

flood fill partint del centre i establint a 400 el valor de la nova regió formada.  

(A) (B) 
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Capítol 3  

Procediment 
 

3.1 Detecció de la carina 

Com ja s’ha comentat anteriorment, el radiòleg Jordi Bechini va apuntar a un Excel la 

localització i caracterització de les lesions de tuberculosi als 24 pulmons de minipigs. 

Tanmateix, totes aquestes coordenades estan referenciades a un punt que no s’especifica 

al document i per tant no es pot comparar directament la posició de les regions que es 

troben com a possibles lesions amb les mesures proporcionades pel radiòleg. Com la 

carina, el punt en què la tràquea es bifurca en els bronquis, és una estructura fàcilment 

identificable, s’ha decidit utilitzar-la com a punt de referència en ambdós casos, fet que 

comporta que es requereixi la seva detecció. 

Després de generar una llista amb totes les imatges DICOM corresponents a un TAC, tal 

i com s’especifica a la secció 2.1 Base de dades, s’han dut a terme diverses tècniques de 

segmentació per aconseguir aïllar la regió corresponent a la carina i més tard s’ha 

comparat la seva eficàcia pels diferents pulmons. 

 

3.1.1 Segmentació amb tècniques d’agrupament 

La primera de totes consisteix en adaptar el Model de Mescla Gaussiana per separar les 

diferents zones. Primer s’eliminen les intensitats negatives per evitar que tots els píxels 

amb valor negatius quedin agrupats a un clúster i augmenti el nombre de gaussianes 

necessàries per aproximar la distribució. D’aquesta manera, tal i com s’observa a la figura 

3.1 pel pulmó P215379 el nombre de gaussianes que proporciona un BIC (2.2.2.2 

Segmentació amb tècniques d’agrupament) més petit és 3: una centrada a prop del 0, que 

fa referència al fons de les imatges; una altra centrada al voltant del 150, corresponent a 

l’arbre bronquial; i l’última amb centre a prop del 850, que és el volum pulmonar.  

 

 

 

 Figura 3.1: Efecte de l’adaptació del Model de Mescla Gaussiana al pulmó P215379. (A) 

Histograma de la intensitat de píxel. (B) Imatge 156 del TAC. (C) Segmentació de la imatge 

156 del TAC separant el fons (blau), l’arbre bronquial (vermell) i el volum pulmonar (verd). 

(C) 

(A) 

(B) 
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Del volum resultant, s’escull el clúster amb l’arbre bronquial i posteriorment s’etiqueta 

en 2D imatge per imatge amb la funció label. De totes les regions que es troben, es fa un 

estudi de la seva àrea mitjançant la funció regionprops i s’eliminen totes aquelles amb un 

nombre de píxels inferior a 10 o superior a 500, ja que tant la tràquea com els bronquis 

han d’estar entre aquests valors. A més, també s’obté l’excentricitat (paràmetre que 

caracteritza la seva forma, descrivint el grau en què s’assembla a un cercle) de cada 

objecte i es descarten tots els que superen el 0.99, ja que tenen una forma massa allargada. 

Com a certes estructures només es detecta el seu perímetre, es duu a terme una 

reconstrucció amb el mètode d’erosió per omplir-les i s’identifiquen els seus píxels com 

a 1s, deixant el fons com a 0s i obtenint finalment una imatge 3D binària, com es mostra 

a la figura 3.2. 

 

 

 

 

 

 

 

Per detectar la carina en el volum obtingut, primer s’ha de localitzar la tràquea. Es 

comença al TAC corresponent al 25% del nombre total començant per la part superior 

dels pulmons, ja que aquest és un número prou gran perquè la seva imatge contingui 

alguna àrea corresponent a la tràquea però prou petit perquè encara no s’hagi arribat als 

bronquis. Si aquest TAC se segmenta i es fa un estudi de les diferents regions que es 

troben, s’obté que la tràquea té un àrea de 449 píxels, una excentricitat de 0.59 i centroide 

a (LR, AP) = (277, 264) píxels, el qual està a prop del centre de la imatge (LR, AP) = 

(256, 256). Per tant, la tràquea es pot identificar com l’àrea d’entre 100 i 600 píxels que 

està a menys de 50 píxels de distància del centre de la imatge, tal i com es pot veure a la 

figura 3.3. 

(A) (C) 

Figura 3.2: Efecte de la segmentació, etiquetatge i filtratge a la imatge 115 del TAC del pulmó 

P215379. (A) Imatge original. (B) Segmentació amb el Model de Mescla Gaussiana. (C) Imatge 

amb el clúster corresponent a l’arbre bronquial. (D) Etiquetatge dels diferents objectes del 

clúster. (E) Filtratge per àrea i excentricitat. (F) Imatge resultat de la reconstrucció per erosió. 

(B) 

(D) (F) (E) 
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Pels següents TACs, es torna a fer l’etiquetatge, s’obtenen les propietats de cada objecte 

i es calcula la distància des del centroide de cadascun a la regió de la tràquea anterior, 

identificant com a nova la que es troba més a prop. Com s’ha comentat abans, a la primera 

imatge aquesta és bastant semblant a un cercle; tanmateix, a mesura que es va apropant a 

la carina va adquirint una forma més el·lipsoidal i l’excentricitat va augmentant fins que, 

just abans de separar-se en els dos bronquis, és molt propera a 1. Per tant, es considera 

que si l’excentricitat de l’àrea és superior a 0.94 el seu centroide correspon a la posició 

de la carina. 

 

 

 

 

Figura 3.3: Detecció de la primera imatge de la tràquea al TAC del pulmó P215379 

corresponent al 25% del nombre total. (A) Imatge resultat de la reconstrucció per erosió. (B) 

Imatge resultat del filtratge per àrea, excentricitat i distància al centre.  

(A) (B) 

Figura 3.4: Detecció de l’estructura corresponent a la carina a la imatge 115 del TAC del pulmó 

P215379. (A) Imatge resultat de la reconstrucció per erosió. (B) Imatge resultat del filtratge per 

àrea, excentricitat i distància al centre.  

(A) (B) 
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3.1.2 Binarització amb llindar d’intensitat 

Com s’ha vist anteriorment i es pot observar a l’histograma de la figura 11, els píxels 

corresponents al volum pulmonar tenen una intensitat superior a 600. Per tant, si s’escull 

un llindar de 500 tots ells es mostren com a 1s, de color blanc, i la resta com a 0s, de color 

negre. Després, s’inverteix la màscara per canviar tots els 1s a 0s i viceversa, de manera 

que tot l’arbre bronquial es representa de color blanc i es pot etiquetar en 2D.  

De la mateixa manera que a l’apartat anterior, en obtenir les propietats de cada estructura 

trobada es filtra per àrea, però descartant totes aquelles amb un nombre de píxels inferior 

a 10 o superior a 700. Tanmateix, abans d’aquest filtratge es duu a terme una erosió amb 

un disc de radi 2.9 píxels com a element estructurant i després una dilatació amb disc de 

radi 4 píxels, i ja no s’eliminen les regions amb una excentricitat superior a 0.99. 

Per detectar la carina, també se segueix el mateix procediment. Primer es determina la 

tràquea al TAC que correspon al 25% del nombre total com l’àrea d’entre 100 i 600 píxels 

que està a menys de 50 píxels de distància del centre de la imatge. Per les següents 

imatges, la tràquea s’identifica com la que es troba més a prop de l’anterior i es mira la 

seva excentricitat, de manera que quan supera el 0.94 es considera que s’ha arribat a la 

carina.  

 

3.1.3 Ajust de les condicions 

Respecte a l’apartat anterior, hi ha alguns pulmons en què al TAC corresponent a un quart 

del nombre total encara no ha aparegut cap àrea pertanyent a la tràquea, aquesta és massa 

gran o hi ha més d’una estructura entre 100 i 600 píxels a menys de 50 píxels de distància 

del centre de la imatge. Per tant, s’ha decidit utilitzar el TAC corresponent al 30% del 

total per detectar la primera regió de la tràquea com l’àrea entre 100 i 850 píxels més 

propera al centre de la imatge. 

A més, a l’hora de detectar la carina per alguns pulmons no es troba cap element de la 

tràquea amb una excentricitat superior a 0.94 abans d’arribar a la carina, sinó que apareix 

uns quants TACs després o no s’assoleix mai aquest valor. Per això, en comptes d’una 

condició per l’excentricitat s’ha decidit aplicar una per l’àrea. A mesura que s’apropa a 

la carina, l’àrea de la tràquea va augmentant fins que se separa en els bronquis, que 

presenten aproximadament la meitat de la seva mida. Per tant, es considera que si l’àrea 

de la nova estructura és inferior al 70% (indicant que s’està detectant un dels bronquis) o 

superior al 250% de l’anterior (indicant que s’ha identificat alguna altra estructura), el 

centroide d’aquesta última correspon a la posició de la carina. 

 

3.1.4 Ajust de la posició 

A l’hora de comparar les lesions detectades amb les identificades pel radiòleg, tal i com 

s’explicarà a la secció 3.3.3 Matriu de confusió, a la majoria de pulmons en coincideixen 

molt poques. De fet, si a cada TAC es marquen aquestes regions amb colors diferents 

s’observa que totes queden desplaçades una certa distància en la mateixa direcció. Això 
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és degut a la presència de formol a l’arbre bronquial, que comporta que la carina es 

localitzi a una posició diferent de la indicada pel radiòleg (normalment més cap a la part 

posterior i superior dels pulmons), introduint un cert error. Per tant, per poder realitzar 

correctament la comparació entre ambdues cal ajustar primer la carina. 

Per fer això, es mira a un entorn del centroide de l’última estructura identificada, 32 píxels 

a l’esquerra i 3 a la dreta, 1 píxel amunt i 13 avall i 6 TACs endavant, per cada conjunt 

de coordenades s’obté la matriu de confusió i s’escull aquella que proporciona un major 

nombre de lesions detectades correctament i una distància mitjana entre les trobades i les 

apuntades pel radiòleg més petita. 

 

3.2 Caracterització del volum pulmonar 

A l’hora de generar els TACs, els diferents pulmons van ser dipositats sobre una taula, de 

manera que a totes les imatges apareix una regió d’una forma aproximadament 

rectangular just a sota d’ells (figura 3.6). El fet que aquest suport estigui en contacte amb 

el volum pulmonar comporta que en dur a terme la segmentació quedin etiquetats com 

una única regió; a més, en presentar una intensitat de píxel semblant a la d’algunes zones 

del pulmó no es pot aplicar un llindar global per eliminar-la, ja que desapareixerien també 

aquelles regions.  

No obstant això, a la primera imatge del TAC el pulmó encara no és present o només 

apareixen petites àrees i visualment es pot identificar perfectament la posició de la taula. 

Per tant, es pot detectar la regió corresponent a la taula i restar-la a cada imatge, deixant 

només el volum pulmonar. En visualitzar l’histograma de la intensitat de píxel (figura 

3.5) es poden diferenciar dues zones: un pic molt pronunciat a prop del 0, que és el fons 

de la imatge, i un altre més petit entre 600 i 1000, que fa referència al suport.  
 

 

 

 

Per detectar-lo, primer es binaritza la imatge aplicant un llindar global de 600, de manera 

que els píxels amb una intensitat superior a aquest valor (la taula i altres regions) es 

mostren com a 1s i els que tenen una intensitat inferior (el fons) com a 0s. Després, com 

Figura 3.5: Histograma de la intensitat de píxel corresponent a la primera imatge del TAC del 

pulmó P215379. 
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el suport serà l’estructura més gran se segmenta la imatge binària per separar les diferents 

zones, s’obté l’àrea de cadascuna mitjançant la funció regionprops i totes excepte la més 

gran s’eliminen i són transformades en 0s. Tot aquest procés es mostra a la figura 3.6. 

  

 

 

 

La imatge que resulta de tot aquest procés és binària, amb 1s corresponents a la taula i 0s 

al voltant. Tanmateix, si aquesta es resta a tots els TACs, prèviament binaritzats 

mitjançant un llindar Otsu, sembla que per un error en la col·locació del suport aquest ha 

quedat una mica inclinat i a les imatges finals hi ha alguns píxels que no s’han eliminat. 

Per resoldre aquest problema, s’identifica la taula a l’última imatge del TAC de la mateixa 

manera d’abans, però posant també un llindar global superior a 850 per evitar detectar 

àrees del pulmó. Tal i com s’observa a la figura 3.7, sumant les dues regions de la taula 

obtingudes i imposant que els píxels amb valor superior a 0 siguin 1s es crea una màscara 

binària, que és la que es resta a totes les imatges del TAC. 

 

 

 

 

 

Tot i així, per evitar algun error més de desplaçament del suport després de restar aquesta 

màscara a tot el TAC es duu a terme una erosió amb un disc de radi 2 píxels com a element 

morfològic. La imatge 3D resultant s’etiqueta per distingir els diversos volums que la 

conformen i es dilata amb una esfera de radi 2 píxels per compensar l’anterior erosió. 

Després, al volum segmentat es busquen els diferents elements que hi ha i en quina 

quantitat apareixen, i s’escull el segon més abundant, ja que el primer fa referència al 

fons. Finalment, aquest volum corresponent als pulmons s’identifica com a 1s i la resta 

com a 0s, obtenint una imatge 3D binària. 

Figura 3.6: Detecció del suport a la primera imatge del TAC del pulmó P215379. (A) Imatge 

original. (B) Imatge binaritzada en aplicar un llindar de 600. (C) Imatge amb les regions 

etiquetades de colors diferents. (D) Imatge resultat de seleccionar la regió més gran. 

(C) (A) (D) (B) 

Figura 3.7. Volum pulmonar detectat a la imatge 250 del TAC del pulmó P215379 després de 

restar el suport inicial. (A) Imatge binaritzada en aplicar un llindar Otsu. (B) Suport detectat a 

la primera imatge del TAC. (C) Suport detectat a l’última imatge del TAC. (D) Màscara binària, 

combinant ambdós suports. (E) Resultat de restar la màscara a la imatge 250 binària. 

(C) (A) (D) (B) (E) 
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3.3 Detecció de lesions 

S’han explorat diverses tècniques per segmentar les imatges i poder detectar diferents 

estructures. Un cop s’etiqueten aquestes regions, s’extrauen els seus atributs i 

s’introdueixen posteriorment a l’algoritme de Machine Learning per discernir quines 

d’elles corresponen a lesions de TB. 

 

3.3.1 Mètodes de segmentació 

1. En visualitzar algunes imatges amb lesions i obtenir manualment la intensitat dels 

píxels corresponents a aquestes regions s’observa que la majoria presenta un valor mitjà 

per sobre de 1100. Per això, el primer mètode consisteix simplement en aplicar un llindar 

global de 1100 per tal de segmentar el volum del TAC i poder aïllar aquestes estructures, 

que queden representades com a 1s.  

 

2. Adaptar el model de clusterització de dades de Mescla Gaussiana per separar les 

diferents zones, esperant que una d’elles siguin les lesions. 

 

3. El tercer mètode consisteix en utilitzar una tècnica de pre-processament d’imatges per 

reescalar els TACs canviant el seu contrast i la seva lluminositat i poder destacar així la 

diferència d’intensitat entre les lesions i el volum de pulmons sans. Provant diferents 

valors de l’amplada i el nivell de finestra s’ha vist que els que proporcionen millors 

resultats i un major nombre de lesions detectades correctament pel pulmó P215379 són 

WW = 400 i WL = 1050. Amb aquests paràmetres es poden calcular el nivell inferior i 

superior de grisos mitjançant les fórmules descrites a (1.2) i (1.3), de manera que tots els 

píxels amb una intensitat inferior a LGL = 850 es transformen en 0s i els superiors a UGL 

= 1250 en 1s, mentre que la resta queden reescalats entre 0 i 1. Més tard, s’aplica un 

llindar global de 0.72, valor optimitzat també pel pulmó P215379, de manera que les 

regions corresponents a les lesions queden representades com a 1s.  

 

4. Aplicar un llindar local amb la funció threshold_local a cada imatge amb una mida de 

regió de radi 3 píxels i escollint com a mètode per obtenir aquest valor la mitjana de la 

intensitat de cada punt. Després, es torna a aplicar un llindar local amb la mateixa mida 

de regió, però utilitzant com a funció personalitzada la desviació típica. Finalment, es 

defineixen com a possibles lesions aquelles àrees amb una mitjana superior a 1100 i una 

desviació típica entre 20 i 40. 

 

5. Utilitzar l’ajust del contrast per reescalar la intensitat dels TACs amb una amplada de 

finestra de 400 i un nivell de 1050, de la mateixa manera que al punt 2. Després, en 

comptes d’aplicar un llindar global que sigui igual per tots els pulmons s’escull un quantil, 

de manera que es tingui en compte la distribució d’intensitats a cada cas. El que 

proporciona un major nombre de lesions detectades és el valor corresponent al quantil 
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d’ordre 0.9952, de manera que tots els píxels amb una intensitat superior al 99.52% del 

total es transformen en 1s i la resta en 0s. 

 

6. Dur a terme l’ajust del contrast i un cop s’ha reescalat la intensitat dels TACs utilitzar 

peak_local_max de la llibreria skimage.feature. A aquesta funció se li proporciona com a 

entrada tot el volum d’un TAC, troba els màxims locals amb una separació mínima entre 

ells i una intensitat superior a un llindar (relatiu o absolut) establerts i retorna un altre 

volum de la mateixa mida que l’inicial amb “True” als punts corresponents als pics i 

“False” a la resta. Aquesta distància mínima s’ha fixat a 2 vòxels i s’ha provat quatre 

conjunts de paràmetres pel llindar i l’amplada i el nivell de finestra: 

6.1. Establir WW = 400, WL = 1050 i el llindar relatiu a 0.72. 

6.2. Calcular WW i WL com els quantils 0.83 i 0.99, respectivament, tenint en 

compte només les intensitats positives i fixar el llindar relatiu a 0.72. Aquests 

valors s’han escollit de manera que proporcionin WW = 400 i WL = 1050 al pulmó 

P215379, ja que són els òptims per aquest cas. 

6.3. Fixar WW = 400, WL = 1050 i calcular el llindar relatiu com el quantil 0.9952 

de les imatges reescalades. Aquest últim valor és el que, com ja s’ha comentat 

anteriorment, proporciona el major nombre de lesions detectades. 

6.4. Determinar l’amplada i el nivell de finestra com els quantils 0.83 i 0.99 de les 

intensitats positives del TAC original, respectivament, i el llindar relatiu com el 

quantil 0.9952 de les imatges reescalades. 

 

7. Ajustar el contrast amb WW = 400 i WL = 1050 i utilitzar la transformació watershed 

com a mètode de segmentació. A aquesta funció s’introdueix una imatge amb les vores 

dels diferents objectes obtingudes mitjançant l’operador de Laplace i una altra amb els 

màxims locals trobats amb peak_local_max i retorna una altra imatge amb les mateixes 

dimensions que l’original i totes les regions etiquetades. 

 

8. L’histograma de la intensitat de píxel presenta característiques diferents per cada TAC. 

Per tant, per poder definir un llindar que proporcioni bons resultats a tots ells cal 

aconseguir que siguin més semblants, i això es pot fer treballant només amb els valors del 

volum corresponent als pulmons. Primer es detecta aquest volum tal i com s’explica a 

l’apartat 3.2 Caracterització del volum pulmonar i després es determinen les regions 

corresponents a les lesions, pel que s’han provat tres mètodes: 

8.1. Aplicar un llindar global a 1100. 

8.2. Utilitzar la funció peak_local_max amb un llindar absolut de 1100 i una 

distància mínima de 2 vòxels. 

8.3. Després d’obtenir la posició dels màxims amb peak_local_max, dur a terme 

un creixement d’aquestes regions amb la funció flood_fill escollint una tolerància 

per la intensitat de 30. 
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3.3.2 Extracció d’atributs 

Després de segmentar el TAC, totes les regions trobades s’etiqueten amb la funció label 

i s’extreuen els seus atributs amb regionprops, a la qual s’introdueixen com a entrada tant 

el volum segmentat com l’original. Per maximitzar la utilitat d’un classificador i poder 

obtenir millors resultats, cal seleccionar les propietats que proporcionin més informació i 

siguin més significatives. Per aquesta raó, en aquest TFG s’ha treballat amb les següents: 

• Nombre de vòxels. 

• Diàmetre equivalent en vòxels, suposant un volum esfèric. 

• Coordenades en vòxels del centroide. 

• Coordenades en vòxels del centroide ponderat amb la intensitat de cada vòxels. 

• Caixa de delimitació, ortoedre que encapsa la regió. 

• Longitud de l’eix major. 

• Extensió, calculada com el nombre de vòxels pertanyents a la lesió dividit entre 

el nombre de vòxels que formen la caixa de delimitació. 

• Intensitat màxima. 

• Intensitat mínima. 

• Intensitat mitjana. 

A més, a partir de les dades obtingudes es poden calcular més característiques: 

• Diàmetre equivalent en mm. Sabent el nombre de píxels i l’espaiat de cada TAC 

en les diferents direccions, que s’obté de les propietats de les imatges DICOM, i 

suposant un volum esfèric es calcula com: 

𝑉𝑜𝑙𝑢𝑚 (𝑣ò𝑥𝑒𝑙𝑠) =
4

3
𝜋 [

𝐷𝑖à𝑚𝑒𝑡𝑟𝑒 (𝑣ò𝑥𝑒𝑙𝑠)

2
]

3

, 

 

𝑉𝑜𝑙𝑢𝑚 (𝑚𝑚) = 𝑉𝑜𝑙𝑢𝑚 (𝑣ò𝑥𝑒𝑙𝑠) · 𝑒𝑠𝑝𝑎𝑖𝑎𝑡 𝐿𝑅 · 𝑒𝑠𝑝𝑎𝑖𝑎𝑡 𝐴𝑃 · 𝑒𝑠𝑝𝑎𝑖𝑎𝑡 𝑆𝐼, 

 

𝐷𝑖à𝑚𝑒𝑡𝑟𝑒 (𝑚𝑚) = 2 · √
3 · 𝑉𝑜𝑙𝑢𝑚 (𝑚𝑚)

4𝜋

3

 . 

 

• Coordenades en mm del centroide ponderat [𝐿𝑅, 𝐴𝑃, 𝑆𝐼]𝐶(𝑚𝑚), amb la carina 

com a punt de referència. A partir del centroide [𝐿𝑅, 𝐴𝑃, 𝑆𝐼](𝑣ò𝑥𝑒𝑙𝑠) extret amb 

regionprops i de la posició de la carina [𝐿𝑅𝑐 , 𝐴𝑃𝑐 , 𝑆𝐼𝑐](𝑣ò𝑥𝑒𝑙𝑠) obtinguda tal i 

com s’explica a l’apartat 3.1 Detecció de la carina, es pot calcular com: 

 

[𝐿𝑅, 𝐴𝑃, 𝑆𝐼]𝐶(𝑣ò𝑥𝑒𝑙𝑠) =  [𝐿𝑅, 𝐴𝑃, 𝑆𝐼](𝑣ò𝑥𝑒𝑙𝑠) − [𝐿𝑅𝑐 , 𝐴𝑃𝑐 , 𝑆𝐼𝑐](𝑣ò𝑥𝑒𝑙𝑠), 

 

[𝐿𝑅, 𝐴𝑃, 𝑆𝐼]𝐶(𝑚𝑚) = [𝐿𝑅 · 𝑒𝑠𝑝𝑎𝑖𝑎𝑡 𝐿𝑅,   𝐴𝑃 · 𝑒𝑠𝑝𝑎𝑖𝑎𝑡 𝐴𝑃,   𝑆𝐼 · 𝑒𝑠𝑝𝑎𝑖𝑎𝑡 𝑆𝐼]𝐶 . 

 

• Divisió entre les diferents dimensions de la caixa de delimitació. 

• Distància entre el centroide i el centroide ponderat. 

(3.1)

……

……

. 
(3.2)

……

……

. (3.3)

……

……

. 

(3.4)

……

……

. 
(3.5)

……

……

. 
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• Desviació típica de la intensitat. 

• Desviació típica de la intensitat al TAC normalitzat. 

• Diferència entre la intensitat màxima i la mínima. 

• Diferència entre la intensitat mitjana de la regió i la de la imatge. 

• Entropia de Shannon. Sabent que 𝑝𝑖 és la probabilitat de cada intensitat, l’entropia 

es calcula com: 

𝐻 = − ∑ 𝑝𝑖𝑙𝑜𝑔2(𝑝𝑖).

𝑘

𝑖=1

 

 

3.3.3 Matriu de confusió 

Per avaluar els resultats obtinguts i saber quines lesions de TB s’han detectat 

correctament, es comparen les coordenades en mm obtingudes amb les apuntades pel 

radiòleg, ambdues utilitzant la carina com a punt de referència. 

Mitjançant la llibreria pandas de Python es llegeix el document Excel generat pel radiòleg 

Jordi Bechini (2.1 Base de dades) i es crea un vector que guarda cada columna de dades: 

les coordenades LR, AP i SI en mm de la carina de tots els pulmons 

[𝐿𝑅𝐶 , 𝐴𝑃𝐶 , 𝑆𝐼𝐶]𝑃(𝑚𝑚) i de les seves lesions [𝐿𝑅, 𝐴𝑃, 𝑆𝐼]𝑃(𝑚𝑚). Com totes aquestes 

posicions estan en funció d’un altre punt (P) desconegut, cal canviar el punt de referència 

abans de dur a terme la comparació: 

[𝐿𝑅, 𝐴𝑃, 𝑆𝐼]𝐶(𝑚𝑚) =  [𝐿𝑅, 𝐴𝑃, 𝑆𝐼]𝑃(𝑚𝑚) − [𝐿𝑅𝐶 , 𝐴𝑃𝐶 , 𝑆𝐼𝐶]𝑃(𝑚𝑚). 

A l’hora de comprovar els resultats s’utilitza la matriu de confusió com a eina de 

visualització [35]. Aquesta és una matriu quadrada (figura 3.8) que conté totes les classes 

predites en la direcció vertical i les correctes en la horitzontal, presentant els següents 

paràmetres: 

• True positive (TP): element de la classe 1 que es prediu correctament. 

• True negative (TN): element de la classe 2 que es prediu correctament. 

• False positive (FP): element de la classe 2 que prediu com a classe 1. 

• False negative (FN): element de la classe 1 que prediu com a classe 2. 
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Figura 3.8: Representació de la matriu de confusió i els seus paràmetres. 
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En aquest cas, cada regió detectada es relaciona amb la lesió marcada pel radiòleg que 

està a una distància menor. Es considera que totes aquelles amb una distància inferior a 4 

mm s’han classificat correctament com a lesió, i per tant són TP; en el cas que dues 

regions s’assignin a una mateixa lesió, aquella amb una distància menor és TP i l’altra, 

FP. D’altra banda, les que superen els 4 mm són FP, ja que corresponen a estructures 

identificades com a lesió que no ho són. Finalment, totes les lesions que no han estat 

detectades són els FN. Els TN serien tots els vòxels que no han estat classificats com a 

lesió, per tant no aquest nombre no aporta cap mena d’informació i no es calcula. 

A partir dels quatre paràmetres de la matriu de confusió, es poden calcular les diferents 

mesures estadístiques [35]:  

𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑡𝑎𝑡 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 , 

𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑎𝑡 =
𝑇𝑁

𝑇𝑁 + 𝑇𝑃
 , 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 , 

𝑉𝑎𝑙𝑜𝑟 𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑢 𝑛𝑒𝑔𝑎𝑡𝑖𝑢 =
𝑇𝑁

𝑇𝑁 + 𝐹𝑁
 , 

𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 . 

 

3.3.4 Machine Learning 

Per millorar la classificació de totes les regions detectades, s’utilitzen algoritmes 

d’aprenentatge automàtic perquè siguin capaços de discernir quines són realment lesions 

i quines no. Aquests algoritmes se seleccionen, s’apliquen i s’avaluen a través del següent 

procés [36]: 

Preparació de les dades: Primer s’obtenen les dades de les diferents estructures que 

es volen estudiar i s’identifiquen les propietats que poden ser més útils pel problema en 

qüestió, que es divideixen en dos conjunts:  

• Conjunt de domini (X): matriu amb totes les característiques dels diversos objectes. 

• Conjunt d’etiquetes (Y): etiquetes que s’assignen als objectes, un “YES” si correspon 

a una lesió i un “NO” en cas contrari. 
 

Selecció de l’algoritme: S’han seleccionat diferents tipus d’algoritmes per poder 

comparar els seus resultats [37]: 

• Arbre de decisió (DT): estructura a la qual a cada node es fa una pregunta referent a 

una propietat i en funció de la resposta se segueix cap a un costat o un altre.  
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• De conjunts: 

o Random Forest (RF): s’entrenen diferents arbres de decisió i la resposta final 

és la mitjana de les decisions individuals dels arbres.  

• De nuclis: 

o Support Vector Machine (SVM): estableixen fronteres donades per 

equacions lineals per separar l’espai total de valors possibles en dues zones. 

• Probabilístics: 

o Bayes ingenu (NB): basat en l’aplicació del teorema de Bayes amb la 

suposició d’independència condicional entre cada parell de característiques. 

o Linear Discriminant Analysis (LDA): s’adapta una densitat gaussiana a cada 

propietat, assumint que totes comparteixen la mateixa matriu de covariància. 

• Estadístics: 

o Regressió lineal (LR): s’ajusta un model lineal per minimitzar la suma dels 

quadrats de la resta entre les dades proporcionades i les predites per 

l’aproximació lineal. 

o K-nearest neighbors: a cada punt se li assigna la mateixa etiqueta que tenen 

la majoria dels seus veïns més propers. 

• Xarxes neuronals: 

o Perceptró Multicapa (MLP): transformen els valors d’entrada amb una suma 

lineal ponderada i una funció d’activació no lineal. 
 

Entrenament: Tant el conjunt de domini com el d’etiquetes es divideixen 

aleatòriament en un altre conjunt més: X_train i Y_train. Aquests corresponen a un 70% 

de les dades inicials i s’utilitzen per entrenar l’algoritme. 

 

Avaluació: per validar l’algoritme, s’ajusta la matriu X amb totes les dades al model, 

de manera que es prediu una etiqueta per cadascun dels seus objectes, obtenint un nou 

conjunt Y_pred. Després, es compara Y_pred amb Y utilitzant la matriu de confusió com 

a eina de visualització. A la funció confusion_matrix de la llibreria sklearn_metrics de 

Python se li introdueixen aquests dos vectors com a entrada i retorna la matriu de confusió 

amb els coeficients TP (lesions classificades correctament), FP (regions classificades 

incorrectament com a lesió), FN (regions classificades incorrectament com a no lesió) i 

TN (regions classificades correctament com a no lesió).  
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Capítol 4 

Resultats i discussió 
 

4.1 Detecció de la carina 
 

4.1.1 Segmentació amb tècniques d’agrupament 

Després d’ajustar el model de mescles gaussianes als 24 TACs de pulmons disponibles 

(P215379, P218492, P218493, P218494, P218508, P218510, P218522, P218527, 

P218528, P218529, P218542, P218543, P218551, P218552, P218561, P218562, 

P218563, P315371, P315402, P315404, P315405, P315427, P315428, P315439), s’han 

analitzat els resultats obtinguts. 

Pel que fa a la identificació de la primera àrea corresponent a la tràquea, a 13 TACs no 

s’ha trobat cap regió que compleixi les característiques imposades per detectar-la, i per 

tant el programa deixa d’executar-se. Per altres 8, l’estructura localitzada com a tràquea 

és errònia, i com a conseqüència la carina també. A la resta, se situa bé la primera imatge 

de la tràquea, però només a P215379 es reconeix també correctament la carina. 

Tot això és degut a que les dades no s’ajusten al Model de Mescla Gaussiana de la manera 

esperada. De fet, a 19 pulmons el nombre de clústers que proporciona un BIC menor és 

4, i no 3 com s’esperava. Per tant, encara que aquest es fixi a 3, només al cas de P215379 

els grups formats diferencien clarament el fons de les imatges, el volum corresponent als 

pulmons i l’arbre bronquial. En cap dels altres casos l’arbre bronquial complet constitueix 

un d’aquests clústers, sinó que diferents parts queden agrupades en diferents col·lectius. 

Consegüentment, es formen àrees que en el programa es detecten erròniament com a 

tràquea o que són massa petites per superar els filtres d’àrea, com succeeix a la figura 4.1.  

 

 
Figura 4.1: Efecte de l’adaptació del Model de Mescla Gaussiana amb 3 gaussianes al TAC 

del pulmó P218493. (A) Imatge 80 original. (B) Segmentació de la imatge 80 en 3 clústers. 

(A) (B) 
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4.1.2 Binarització amb llindar d’intensitat 

Pel mètode d’aplicar un llindar global a 500 per tots els TACs, la primera imatge de la 

tràquea es detecta correctament a 11 dels 24 pulmons disponibles: P218492, P218493, 

P218494, P218522, P218527, P218542, P218551, P218561, P315371, P315428 i 

P315439. Tanmateix, a només 3 casos es localitza també la carina. Això és degut a la 

condició que s’imposa per l’excentricitat, ja que als 8 pulmons restants cap àrea de la 

tràquea presenta una excentricitat superior a 0.94. 

Hi ha 4 casos (P218552, P218562, P218563 i P315427) en què la tràquea encara no es 

pot visualitzar a la imatge corresponent al 25 % del nombre total, sinó que la seva primera 

àrea apareix més endavant (figura 4.2 (A) i (D)). A dos d’ells (P218529 i P315405), en 

canvi, no es troba cap estructura, ja que aquesta és massa gran i es filtra (figura 4.2 (B) i 

(E)). Pels restants (P215379, P218508, P218510, P218528, P218543, P315402, P315404) 

hi ha més d’una regió que compleix els requisits demanats, per la qual cosa es detecta una 

altra com a tràquea (figura 4.2 (C) i (F)).  

 

 

 

 

 

 

(A) (C) 

Figura 4.2: Detecció de la regió de la tràquea en la imatge corresponent al 25% del nombre 

total aplicant una binarització amb llindar global d’intensitat a 500 i invertint la màscara. (A) 

Estructures detectades a la imatge 86 del TAC del pulmó P218552. (B) Estructures detectades 

a la imatge 87 del TAC del pulmó P218529. (C) Estructures detectades a la imatge 80 del TAC 

del pulmó P215379. (D) Identificació de la regió de la tràquea al pulmó P218552. (E) 

Identificació de la regió de la tràquea al pulmó P218529. (F) Identificació de la regió de la 

tràquea al pulmó P215379. 

(B) 

(D) (F) (E) 
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4.1.3 Ajust de les condicions 

Després de canviar les condicions tant per detectar la tràquea com la carina, els resultats 

obtinguts milloren considerablement. 

A 18 pulmons s’identifica correctament la primera regió corresponent a la tràquea, a 15 

dels quals es detecta també la carina: P215379, P218492, P218493, P218494, P218508, 

P218510, P218527, P218529, P218552, P218563, P315402, P315404, P315405, 

P315427, P315439. No obstant això, a causa de la presència de formol a l’arbre bronquial 

les seves coordenades queden desplaçades una certa distància, per la qual cosa es 

requereix d’un ajust posterior. 

En els TACs P218542 i P218562 la primera àrea de la tràquea que s’identifica és errònia, 

correspon a una altra regió que compleix la condició de la mida i està més a prop del 

centre de la imatge. Per tant, en buscar als següents TACs la tràquea tampoc es detecta 

correctament, sinó que es va seguint l’altra estructura. Tanmateix, al P218542 aquesta 

està molt a prop de l’arbre bronquial, i per això la regió trobada com a carina es pot 

acceptar com a correcta, ja que la seva posició s’ajustarà al següent apartat (figura 4.4 

(I)). En canvi, en el P218562 l’altra regió desapareix i 3 imatges després de la primera 

tràquea aquesta es detecta correctament (figura 4.4 (F)), de manera que s’arriba a una 

bona detecció de la carina. 

Hi ha 7 casos (P218522, P218528, P218543, P218551, P218561, P315371 i P315428) en 

què és impossible detectar correctament la carina. Això és degut a la presència de formol 

a l’arbre bronquial, que queda completament ple i en visualitzar-lo presenta una intensitat 

del mateix ordre que la del volum pulmonar. Per això, encara que en P218528, P218551 

i P218561 es localitza perfectament la tràquea, es troba com a carina alguna àrea més de 

10 TACs enrere o no n’hi ha cap que compleixi les condicions demanades (figura 4.3). A 

la resta dels casos ni tan sols es pot identificar la tràquea. En no poder obtenir una detecció 

acceptable de la carina, els pulmons mencionats a aquest paràgraf s’han descartat per 

futures anàlisis.  
 

       

 

Figura 4.3: Detecció de la carina al TAC del pulmó P218528. (A) Imatge 123 del TAC. (B) 

Estructures detectades a la imatge 123 del TAC després d’aplicar una binarització amb llindar 

d’intensitat a 500 i invertir la màscara. (C) Identificació de la regió corresponent a la carina. 

(D) Imatge 135 del TAC.  

(C) (A) (D) (B) 
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4.1.4 Ajust de la posició 

En adaptar les coordenades de la carina obtingudes a l’apartat anterior a les del radiòleg 

per poder comparar posteriorment les lesions, s’ha fet un estudi de l’error entre aquestes 

dues posicions. Tanmateix, els pulmons P218527 i P315427 no presenten cap lesió i el 

(D) (F) 

Figura 4.4: Detecció de la regió de la tràquea en la imatge corresponent al 30% del nombre 

total aplicant una binarització amb llindar d’intensitat a 500 i invertint la màscara. (A) Imatge 

96 del TAC del pulmó P218562. (B) Imatge binària amb les regions detectades a la imatge 96 

del TAC del pulmó P218562. (C) Identificació de la regió de la tràquea al imatge 96 del TAC 

del pulmó P218562. (D) Imatge 99 del TAC del pulmó P218562. (E) Imatge binària amb les 

regions detectades a la imatge 99 del TAC del pulmó P218562. (F) Identificació de la regió de 

la tràquea al imatge 99 del TAC del pulmó P218562. (G) Imatge 96 del TAC del pulmó 

P218542. (H) Imatge binària amb les regions detectades a la imatge 96 del TAC del pulmó 

P218542. (I) Identificació de la regió de la tràquea al imatge 96 del TAC del pulmó P218542. 

(E) 

(G) (I) (H) 

(A) (C) (B) 
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P315405 en té només 4, però no se’n detecta cap; per això, no es pot dur a terme cap mena 

d’ajust per obtenir una nova localització de la carina.  

A la resta de pulmons, s’ha observat que l’error comès en identificar directament la carina 

per la direcció LR varia entre els 3 píxels cap a l’esquerra i 32 cap a la dreta, amb un 

desplaçament mitjà de 4.14 ± 7.81 píxels; per AP està entre 13 píxels cap amunt i 1 cap 

avall, amb un desplaçament mitjà de 5.57 ± 3.62 píxels; i finalment per SI a 6 imatges de 

TAC abans, amb un desplaçament mitjà de 3.29 ± 1.71 imatges. Tot això es pot apreciar 

a la taula 4.1.  

Que l’error en direcció AP sigui major cap amunt que cap avall és degut a que quan la 

tràquea comença a omplir-se de formol només queda buida la part superior, que és la que 

es detecta. A més, aquesta àrea és més petita que la tràquea, cosa que també comporta 

que es trobi alguna regió com a carina abans d’arribar al punt correcte. Finalment, s’ha 

vist que l’error en direcció LR no és gaire significatiu, per tots els pulmons varia entre 0 

i 4 píxels excepte a P218542. Aquest resultat era d’esperar ja que a l’apartat anterior es 

reconeixia una altra estructura com a arbre bronquial.  

 

 

 

 

 

 Direcció LR  Direcció AP  Direcció SI  

 píxels mm píxels mm imatges mm 

Error a P215379  -2  -0.78 -3 -1.17 0 0 

Error a P218492  0 0 -4 -1.56 -3 -1.88 

Error a P218493 -1 0.39 -10 -3.91 -2 -1.25 

Error a P218494 0 0 -6 -2.34 -4 -2.50 

Error a P218508  -3 -1.17 -6 -2.34 -6 -3.75 

Error a P218510 2 0.78 -2 -0.78 -3 -1.88 

Error a P218529 -2 -0.78 -7 -2.73 -3 -1.88 

Error a P218542 32 12.5 1 0.39 -6 -3.75 

Error a P218552 -1 -0.39 -5 -1.95 -4 -2.50 

Error a P218562 3 1.17 -2 -0.78 -3 -1.88 

Error a P218563 2 0.78 -4 -1.56 -2 -1.25 

Error a P315402 4 1.56 -12 -4.69 -2 -1.25 

Error a P315404 3 1.17 -3 -1.17 -2 -1.25 

Error a P315439 -3 -1.17 -13 -5.08 -6 -3.75 

Mitjana global 4.14 1.62 5.57 2.18 3.29 2.06 

Desviació típica global 7.81 3.05 3.62 1.41 1.71 1.07 

Error màxim 32 12.5 13 5.08 6 3.75 

Error mínim 0 0 1 0.39 0 0 

Taula 4.1: Error en la posició de la carina per diferents pulmons en direcció LR, AP i SI, tant 

en píxels o imatges de TAC com en mil·límetres. Càlcul de la mitjana i desviació típica globals 

i error màxim i mínim, realitzats en valor absolut.  
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4.2 Caracterització del volum pulmonar 

S’ha identificat correctament el volum pulmonar a la totalitat dels TACs. D’aquests 24, 

el volum mitjà detectat ha estat de 0.52 ± 0.12 L, el més gran (figura 4.5 (A)) és el 

corresponent a P218529 amb 0.73 L i el més petit (figura 4.5 (B)) és P218562 amb 0.36 

L. A més, pels 14 pulmons en què es localitza correctament la carina s’ha pogut 

determinar que el 61.92  ± 8.44 % del volum total queda sota aquest punt. 

 

               

 

 

També s’ha dut a terme una comparació del volum pulmonar caracteritzat a 5 TACs 

diferents amb l’obtingut en el treball [9], que es va calcular amb un mètode de 

MONTECARLO utilitzant la superfície dels pulmons com a contorn. A la taula 4.2 es pot 

observar que els resultats són similars, amb un error absolut entre -0.036 L i 0.050 L i un 

error relatiu entre 1.52 % i 7.93 %. 

 

 

 

 Volum pulmonar 

detectat (L) 

Volum pulmonar 

[9] (L) 

Error  

absolut (L) 

Error  

relatiu (%) 

P215379  0.489 0.511 0.022 4.31 

P218551 0.401 0.395 -0.006 1.52 

P218552 0.498 0.462 -0.036 7.79 

P218562 0.360 0.391 0.031 7.93 

P315371 0.607 0.657 0.050 7.61 

Figura 4.5: Volum pulmonar detectat. (A) Pulmons identificats al TAC P218529. (B) Pulmons 

identificats al TAC P218562. 

(A) 

Taula 4.2: Comparació del volum pulmonar identificat a 5 TACs seguint el procediment 

descrit a la secció 3.2 Caracterització del volum pulmonar amb el calculat en el treball [9] 

mitjançant un mètode de MONTECARLO, mostrant l’error absolut i l’error relatiu. 

(B) 
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4.3 Detecció de lesions 

Pels diferents mètodes de segmentació, s’ha dut a terme una comparació de les regions 

detectades als 14 pulmons en què es localitza correctament la carina amb les 769 trobades 

pel radiòleg. Els resultats obtinguts s’han avaluat mitjançant la matriu de confusió i es 

mostren a la figura 4.6 i a les taules 4.3 i 4.4. 

 

4.3.1 Segmentació 

Model 1: Es localitzen 670 de les 769 lesions de TB presents als 14 pulmons analitzats, 

nombre que correspon als TP. Tanmateix, la quantitat de falsos positius és bastant elevada 

(FP = 7466), ja que es localitzen també altres estructures tant a dins com a fora dels 

pulmons que als TACs presenten intensitats superiors a 1100. 

Model 2: Com ja s’ha vist a la secció 4.1.1 Segmentació amb tècniques d’agrupament, el 

nombre de gaussianes òptim per ajustar les dades dels diferents TACs al Model de Mescla 

Gaussiana és 3 o 4, depenent del pulmó. No obstant això, les lesions corresponen a un 

percentatge molt petit del volum total i algunes queden molt allunyades de la resta, de 

manera que es detecten com a part d’algun clúster format. En no obtenir-les com un 

conjunt aïllat, no es pot dur a terme el seu etiquetatge ni la comparació amb les lesions 

apuntades pel radiòleg, de manera que no es tenen resultats d’aquest apartat. 

Model 3: El nombre de FP disminueix respecte al primer mètode a 2698, però també el 

de TP a 571. Això pot ser degut a què els valors als que s’han fixat els diferents paràmetres 

només són òptims per P215379. Per això, després de reescalar el TAC la intensitat 

d’algunes lesions d’altres pulmons no supera els 0.72; de fet, a P218529, en què només 

es localitzen 41 lesions de les 85 disponibles, la intensitat mitjana en el centre d’aquestes 

estructures és de 0.53. 

Model 4: S’obtenen 575 TP i 5062 FP. El problema és que la desviació típica depèn de 

la mida de la lesió, ja que si aquesta és relativament petita apareixen píxels corresponents 

al pulmó sa dins de la zona observada, els quals presenten una variació d’intensitat més 

pronunciada respecte a la lesió. Per tant, a les regions petites se supera el llindar establert 

a 40, de manera que el nombre total de TP en aquest mètode és petit, semblant al de 

l’apartat anterior. 

Model 5: Amb un llindar corresponent al quantil d’ordre 0.9952 s’aconsegueix que aquest 

valor variï en funció del rang d’intensitats de cada TAC, però no augmenta la quantitat 

global de lesions detectades (628), tot i que sí es millora individualment, ja que el nombre 

de FN és com a màxim de 20 per pulmó; tanmateix, el de falsos positius s’incrementa 

molt, fins a 47341.  

Model 6.1: Amb la funció peak_local_max es localitzen més regions que aplicant 

directament un llindar global (model 3), de manera que els TP augmenten a 612 i els FP 

a 4597. Tanmateix, als pulmons P218493, P218508 i P218529 el nombre de FN continua 

essent massa gran (31, 34 i 24, respectivament), ja que com s’ha comentat anteriorment 
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moltes de les seves lesions queden amb una intensitat inferior a 0.72 en reescalar-se i es 

filtren. 

Model 6.2: Calculant WW i WL amb quantils el reescalament es duu a terme en funció 

del rang d’intensitats de cada TAC, cosa que millora el nombre de FN a P218493, 

P218508 i P218529 (15, 6 i 3, respectivament) però augmenta el de P218492 a 49 i el de 

P218542 a 84. Això és degut a què en aquests dos casos el valor de l’amplada de finestra 

és massa elevat (superior a 600), per la qual cosa la majoria de lesions queda amb una 

intensitat baixa i després es filtra.  

Model 6.3: Calcular el llindar amb un quantil provoca que aquest quedi massa baix a tots 

els TACs i s’identifiqui una gran quantitat d’estructures, de manera que es troba la majoria 

de lesions (741 de 769), però el nombre de FP també s’incrementa considerablement, fins 

els 88438.  

Model 6.4: Amb tots els paràmetres personalitzats per cada TAC els resultats són 

semblants als de l’apartat anterior, ja que aquí el llindar també és massa petit, cosa que fa 

que tant el nombre de TP com el de FP siguin elevats (736 i 101660, respectivament). 

Model 7: La funció watershed proporciona aproximadament els mateixos valors de TP, 

FP i FN que peak_local_max (model 6.1), però el programa requereix més temps 

d’execució, de manera que s’ha descartat. 

Model 8.1: El nombre de TP és aproximadament igual al del punt 1 (673 respecte a 670), 

però en tenir en compte només el volum pulmonar s’eliminen els errors deguts a 

estructures localitzades a altres zones de la imatge i la quantitat de falsos positius 

disminueix a 5753.  

Model 8.2: Amb la funció peak_local_max, com ja s’ha vist anteriorment, es determinen 

més regions que aplicant un llindar global, de manera que es detecta la majoria de TP 

(729 de 769) sense perjudicar tant el nombre de FP com als models 6.3 i 6.4, ja que es 

determinen 9980. Tanmateix, a la majoria de regions només es troben 1 o 2 vòxels, per la 

qual cosa les propietats que fan referència a la seva forma o mida no són gaire 

significatives. 

Model 8.3: En dur a terme el creixement amb flood_fill, les regions amb posicions molt 

properes s’ajunten i es reconeixen com una sola, cosa que disminueix una mica la 

quantitat de TP i considerablement la de FP, dels quals s’obtenen 681 i 1334, 

respectivament. Aquest mètode és el proporciona una major precisió i els atributs extrets 

són més representatius. Per aquesta raó, els seus resultats són els s’introdueixen 

posteriorment a l’algoritme de Machine Learning.  
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 Model 1 Model 3 Model 4 Model 5 Model 6.1 Model 6.2 

 TP FP FN TP FP FN TP FP FN TP FP FN TP FP FN TP FP FN 

P215379 94 767 8 93 344 9 86 939 16 89 1761 13 95 516 7 96 600 6 

P218492 58 1078 22 66 818 14 65 902 15 61 623 19 73 1269 7 31 2492 49 

P218493 49 307 8 23 55 34 28 86 29 40 6085 17 26 56 31 42 119 15 

P218494 40 396 7 42 45 5 40 161 7 27 3302 20 43 45 4 34 9 13 

P218508 67 901 12 43 333 36 56 937 23 66 1514 13 45 655 34 73 1748 6 

P218510 14 610 6 14 468 6 16 548 4 14 530 6 16 661 4 15 804 5 

P218529 73 393 12 41 22 44 40 57 45 80 4951 5 61 179 24 82 4365 3 

P218542 102 631 6 94 262 14 93 867 15 102 902 6 94 578 14 24 2 84 

P218552 8 381 3 3 66 8 5 110 6 10 4442 1 3 258 8 5 224 6 

P218562 11 363 2 5 60 8 5 90 8 10 2666 3 5 187 8 12 1429 1 

P218563 68 338 4 65 47 7 60 100 12 53 1353 19 67 44 5 69 3575 3 

P315402 34 404 4 31 32 7 32 100 6 31 6432 7 33 32 5 26 1 12 

P315404 40 494 4 42 109 2 42 102 2 33 6271 11 43 97 1 32 109 12 

P315439 12 403 1 9 37 4 7 63 6 12 6509 1 8 20 5 7 16 6 

Total 670 7466 99 571 2698 198 575 5062 194 628 47341 141 612 4597 157 548 15493 221 

(A) 

Figura 4.6: Comparació dels resultats per diferents models de segmentació. (A) Nombre total 

de lesions detectades correctament (TP). (B) Nombre total de regions detectades incorrectament 

com a lesió (FP). (C) Nombre total de lesions no detectades (FN). (D) Precisió. 

(B) 

(C) (D) 

Taula 4.3: Nombre de lesions detectades correctament (TP), regions detectades incorrectament 

com a lesió (FP) i lesions no detectades (FN) que proporcionen els models 1, 3, 4, 5, 6.1 i 6.2 a 

diferents pulmons i en total. 
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4.3.2 Machine Learning 

En aquest apartat s’estudia l’eficiència dels diferents algoritmes de Machine Learning 

comparant la classificació que duu a terme cadascun amb l’etiquetatge previ de les regions 

trobades com a lesions o no lesions i obtenint els paràmetres de la matriu de confusió.  

A la figura 4.7 es mostren els gràfics dels coeficients de la matriu de confusió i les 

diferents mesures estadístiques obtinguts amb cada algoritme pel total dels pulmons 

analitzats. Com es pot observar, els que proporcionen un major nombre de TP (superior 

a 500) són l’arbre de decisió, el Random Forest, el Bayes ingenu i el Perceptró Multicapa. 

Tanmateix, la quantitat de falsos positius d’aquests dos últims és bastant elevada, de 616 

i 1321, respectivament. A més, l’arbre de decisió és capaç d’identificar més lesions que 

el Random Forest (592 respecte a 555) i presenta un valor relativament alt de sensibilitat, 

especificitat, precisió, valor predictiu negatiu i exactitud, de manera que es considera que 

genera els millors resultats.  

 

   

 Model 6.3 Model 6.4 Model 7 Model 8.1 Model 8.2 Model 8.3 Radiòleg 

 TP FP FN TP FP FN TP FP FN TP FP FN TP FP FN TP FP FN Lesions 

P215379 99 3645 3 99 4038 3 95 516 7 94 684 8 98 1005 4 95 221 7 102 

P218492 67 1047 13 67 2884 13 73 1269 7 59 652 21 80 1482 0 70 144 10 80 

P218493 55 9241 2 55 9241 2 26 56 31 49 246 8 51 281 6 46 77 11 57 

P218494 47 6631 0 47 6630 0 43 45 4 40 336 7 45 452 2 42 91 5 47 

P218508 78 3531 1 76 2932 3 45 655 34 69 878 10 75 1782 4 68 62 11 79 

P218510 16 802 4 15 757 5 16 661 4 15 311 5 19 708 1 17 96 3 20 

P218529 85 15539 0 85 25351 0 61 179 24 73 311 12 73 375 12 71 76 14 85 

P218542 106 2494 2 107 2493 1 94 578 14 101 632 7 106 1932 2 92 127 16 108 

P218552 11 6841 0 11 6435 0 3 258 8 8 280 3 8 291 3 8 48 3 11 

P218562 12 5126 1 12 5377 1 5 187 8 11 222 2 11 244 2 11 46 2 13 

P218563 72 4795 0 69 4583 3 66 45 6 69 264 3 72 342 0 71 105 1 72 

P315402 37 10348 1 37 10348 1 33 32 5 33 318 5 36 390 2 35 94 3 38 

P315404 44 9114 0 44 9668 0 43 97 1 40 347 4 43 383 1 43 98 1 44 

P315439 12 9284 1 12 10923 1 8 20 5 12 272 1 12 313 1 12 49 1 13 

Total 741 88438 28 736 101660 33 611 4598 158 673 5753 96 729 9980 40 681 1334 88 769 

Taula 4.4: Nombre de de lesions detectades correctament (TP), regions detectades 

incorrectament com a lesió (FP) i lesions no detectades (FN) que proporcionen els models 6.3, 

6.4, 7, 8.1, 8.2 i 8.3 i lesions trobades pel radiòleg Jordi Bechini a diferents pulmons i en total. 

(A) (B) 
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(C) (D) 

Figura 4.7: Comparació dels resultats obtinguts amb diferents algoritmes de Machine 

Learning. (A) Nombre total de de lesions classificades correctament (TP). (B) Nombre total de 

regions classificades incorrectament com a lesió (FP). (C) Nombre total de regions classificades 

incorrectament com a no lesió (FN). (D) Nombre total de regions classificades correctament 

com a no lesió (TN). (E) Sensibilitat. (F) Especificitat. (G) Precisió. (H) Valor predictiu negatiu. 

(I) Exactitud. 

(I) 

(E) (F) 

(G) (H) 



41 

 

D’altra banda, el nombre de lesions identificades correctament disminueix a 595 respecte 

els 681 que es troben en dur a terme el creixement amb flood_fill, de manera que 

apareixen 86 nous falsos negatius (taula 4.5). La majoria d’aquests errors són deguts al 

TAC P218542, per la qual cosa també s’ha entrenat un arbre de decisió alternatiu sense 

les regions d’aquest pulmó. Tanmateix, els resultats proporcionats no milloren, com es 

pot veure a la taula 4.6, sinó que la quantitat de FN augmenta de 86 a 101, de manera que 

s’ha decidit escollir el primer arbre. En visualitzar-lo (annex D), s’observa que les 

primeres propietats de les estructures que es comproven a la classificació i, per tant, les 

que millor discriminen una lesió d’una regió sana són les següents:  

• Diàmetre mig: la majoria de regions detectades com a lesions tenen un diàmetre mig 

inferior a 1.355 mm. 

• Intensitat en el centre: les lesions normalment presenten un nivell d’intensitat de 

píxel més elevat que altres zones, i al seu centre aquesta és superior a 1125.5 a la 

majoria dels casos. 

• Coordenada SI en mm respecte la carina: la majoria d’estructures que es troben a 

més de 45.589 mm sota la carina corresponen a lesions. 

 

 

 

 

 

 

 

 

 

 

  

Taula 4.5: Nombre de lesions classificades 

correctament (TP), de regions classificades 

incorrectament com a lesió (FP), de regions 

classificades incorrectament com a no lesió 

(FN) i de regions classificades 

correctament com a no lesió (TN) que 

proporciona l’arbre de decisió entrenat amb 

14 pulmons a cada un d’ells i en total. 

Taula 4.6: Nombre de lesions classificades 

correctament (TP), de regions classificades 

incorrectament com a lesió (FP), de regions 

classificades incorrectament com a no lesió 

(FN) i de regions classificades 

correctament com a no lesió (TN) que 

proporciona l’arbre de decisió entrenat amb 

13 pulmons a cada un d’ells i en total. 

 TP TN FP FN 

P215379 90 175 46 5 

P218492 49 114 30 21 

P218493 38 66 11 8 

P218494 33 68 23 9 

P218508 49 52 10 19 

P218510 13 92 4 4 

P218529 64 64 12 7 

P218552 5 45 3 3 

P218562 9 38 8 2 

P218563 62 59 46 9 

P315402 30 87 7 5 

P315404 36 86 12 7 

P315439 10 48 1 2 

Total 488 994 213 101 

 

 TP TN FP FN 

P215379 87 178 43 8 

P218492 59 97 47 11 

P218493 40 62 15 6 

P218494 35 62 29 7 

P218508 59 45 17 9 

P218510 17 87 9 0 

P218529 66 68 8 5 

P218542 62 98 29 30 

P218552 7 40 8 1 

P218562 11 40 6 0 

P218563 67 44 61 4 

P315402 33 83 11 2 

P315404 40 82 16 3 

P315439 12 46 3 0 

Total 595 1032 302 86 
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Finalment, a la taula 4.7 es recullen tots els resultats obtinguts al llarg d’aquest projecte 

pels 24 TACs de pulmons de minipigs disponibles, indicant a quins casos es detecten la 

carina i el volum pulmonar. També es mostra el nombre de TP, TN, FP i FN i la precisió 

obtinguts després d’ajustar un arbre de decisió als atributs de les regions detectades, pels 

14 pulmons on s’ha pogut ajustar la posició de la carina. A més, també s’ha afegit el 

nombre de lesions trobades pel radiòleg Jordi Bechini en el seu estudi per poder 

comparar-les amb les que s’han identificat i calcular el tant per cent de lesions detectades 

en aquest treball. 

 

 

 

 

 

 

 Detecció 

de la 

carina 

Caracterització 

del volum 

pulmonar 

Detecció de lesions Detecció 

del 

radiòleg 

Lesions 

detectades 

(%) 
TP TN FP FN 

Precisió 

(%) 

P215379 Sí Sí 87 178 43 8 66.92 102 85.29 

P218492 Sí Sí 59 97 47 11 55.66 80 73.75 

P218493 Sí Sí 40 62 15 6 72.73 57 70.18 

P218494 Sí Sí 35 62 29 7 54.69 47 74.47 

P218508 Sí Sí 59 45 17 9 77.63 79 74.68 

P218510 Sí Sí 17 87 9 0 65.38 20 85.00 

P218522 No Sí - - - - - 1 - 

P218527 Sí Sí - - - - - 0 - 

P218528 No Sí - - - - - 15 - 

P218529 Sí Sí 66 68 8 5 89.19 85 77.65 

P218542 Sí Sí 62 98 29 30 68.13 108 57.41 

P218543 No Sí - - - - - 4 - 

P218551 No Sí - - - - - 60 - 

P218552 Sí Sí 7 40 8 1 46.67 11 63.64 

P218561 No Sí - - - - - 0 - 

P218562 Sí Sí 11 40 6 0 64.71 13 84.62 

P218563 Sí Sí 67 44 61 4 52.34 72 93.06 

P315371 No Sí - - - - - 30 - 

P315402 Sí Sí 33 83 11 2 75.00 38 86.84 

P315404 Sí Sí 40 82 16 3 71.43 44 90.91 

P315405 Sí Sí - - - - - 4 - 

P315427 Sí Sí - - - - - 0 - 

P315428 No Sí - - - - - 62 - 

P315439 Sí Sí 12 46 3 0 80.00 13 92.31 

Taula 4.7. Detecció de la carina, volum pulmonar i lesions (nombre de lesions classificades 

correctament, TP; nombre de regions classificades incorrectament com a lesió, FP; nombre de 

regions classificades incorrectament com a no lesió, FN; nombre de regions classificades 

correctament com a no lesió, TN; precisió) obtinguts, nombre de lesions trobades pel radiòleg 

Jordi Bechini i tant per cent de lesions detectades en cada TAC. 
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Capítol 5  

Conclusions i perspectives 
 

5.1 Conclusions 

S’ha aconseguit crear una base de dades amb imatges de 24 pulmons de minipigs infectats 

de tuberculosi ja existents, obtingudes mitjançant tomografia axial computada amb raigs 

X, i emmagatzemar-la en un dispositiu USB i a Dropbox per facilitar el seu accés. 

Després de provar diversos mètodes per localitzar la carina, s’ha comprovat que el que 

proporciona una taxa d’èxit més alta correspon a aplicar un llindar global, trobar una 

estructura pertanyent a la tràquea i reconèixer una reducció en la seva àrea, que és capaç 

d’identificar-la correctament a la majoria de TACs, 17 dels 24 disponibles. Els casos en 

què no ha estat possible aquesta detecció són deguts a la presència de formol a l’arbre 

bronquial, que altera la intensitat dels seus píxels augmentant-la de manera que s’iguala 

a la del volum pulmonar i queden pràcticament indistingibles.  

A més, s’ha pogut aïllar i caracteritzar l’estructura corresponent als pulmons per la 

totalitat dels TACs, de manera que s’ha determinat amb èxit el seu volum i s’ha estudiat 

quin tant per cent està a una posició inferior respecte la carina als casos en què la seva 

localització ha estat possible.  

En provar diferents mètodes de segmentació per trobar les lesions de TB, s’ha vist que el 

que proporciona una precisió més alta i uns atributs més significatius consisteix a 

identificar els màxims locals al volum pulmonar i dur a terme un creixement d’aquestes 

regions. D’aquesta manera, s’ha localitzat el 88.56% de lesions presents a un TAC, tot i 

que també es detecten altres regions amb característiques similars, la majoria de les quals 

es filtra més tard amb un programa de Machine Learning.  

Després d’entrenar i ajustar aquestes dades a 8 models, s’ha comprovat que l’algoritme 

que millor classifica les diferents estructures localitzades en lesions o regions sanes és 

l’arbre de decisió, eliminant la majoria d’errors i identificant correctament un 87.37% de 

les lesions introduïdes i un 77.37% de les totals. Tanmateix, també hi ha una gran 

quantitat de regions sanes que es classifiquen incorrectament com a lesió, que varia entre 

3 i 61 per cada TAC. 

Finalment, els resultats obtinguts mostren que els atributs que millor discriminen les 

lesions d’altres regions sanes són el diàmetre mig, la intensitat en el centre i la distància 

en direcció vertical a la carina. 
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5.2 Perspectives de futur 

S’ha comprovat que és molt difícil generar un programa capaç d’identificar la totalitat de 

lesions de tuberculosi presents a un TAC sense detectar altres estructures. Per aquesta 

raó, es podria crear una aplicació capaç de localitzar possibles lesions on un radiòleg 

podria determinar interactivament quines d’aquestes corresponen a lesions i quines no. 

D’aquesta manera, estalviaria temps, ja que no s’hauria d’analitzar el TAC completament, 

només les zones marcades, i obtindria de manera automàtica els atributs propis de les 

regions especificades.  

El principal problema que s’ha trobat a l’hora de determinar la posició de la carina ha 

estat la presència de formol, cosa que es podria solucionar obtenint imatges de tomografia 

axial computada amb una distribució d’intensitat més homogènia. A més, per millorar la 

classificació que duu a terme l’algoritme de Machine Learning, es podria augmentar la 

base de dades de la que es disposa, de manera que es proporcionarien més mostres per 

entrenar el codi, o es podria implementar algun algoritme no supervisat de Deep Learning. 

Finalment, també es podria adaptar aquest programa per repetir l’anàlisi als TACs 

efectuats amb la part posterior dels pulmons avall, ja que per simplicitat en aquest projecte 

només s’han utilitzat els realitzats amb la part posterior amunt. Comparant ambdós 

resultats, es podria comprovar com varia la posició de les lesions de TB a l’hora de dur a 

terme una tomografia axial computada. 
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Annex A 
 

Diagrama de flux del codi creat al llarg del TFG. 
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Annex B 
 

Posició de la carina trobada amb el mètode descrit a 3.1.3 Ajust de les condicions marcada 

amb un punt vermell a la imatge de TAC del pulmó corresponent. 

 

TAC 115 TAC 128 TAC 151 TAC 109 

TAC 107 TAC 115 TAC 100 TAC 129 

TAC 96 TAC 128 TAC 131 TAC 122 

TAC 123 TAC 122 TAC 130 TAC 123 

TAC 119 
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Annex C 
 

Posició de la carina trobada amb el mètode descrit a 3.1.4 Ajust de la posició marcada 

amb un punt vermell a la imatge de TAC del pulmó corresponent. 

 

 

 

 

 

TAC 115 TAC 131 TAC 153 TAC 113 

TAC 113 TAC 118 TAC 132 TAC 102 

TAC 132 TAC 134 TAC 124 TAC 125 

TAC 124 TAC 125 
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Annex D 
 

Arbre de decisió obtingut en la secció 4.3.2 Machine Learning. El color d’una capsa indica la classe majoritària classificada, amb blau per les 

lesions i taronja per les regions sanes. La tonalitat d’una capsa representa la seva puresa: un color més fosc indica que la majoria d’elements 

classificats pertany només a una classe i un més clar, que hi ha aproximadament el mateix nombre d’elements d’ambdues classes. 

 

 


