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Resumen

El objetivo de este proyecto es el estudio de las redes neuronales, su entre-
namiento y aplicacion junto con la creaciéon de una base de datos adecuada
al sistema.

En concreto se estudiaran las redes convolucionales 3D aplicadas a una base
de datos generada a partir de nubes de puntos tridimensionales, a la que se
le aplica un proceso de voxelizacion.

La base de datos se genera a partir de parejas de nubes de puntos que repre-
sentan una misma escena vista desde puntos de vistas distintos de las cuales
se extrae un punto clave de cada nube, que denominaremos keypoint, y los
puntos de su alrededor, con el objetivo de utilizarlos para entrenar la red neu-
ronal convolucional que se encargara de decidir si cada pareja de keypoints
corresponden al mismo punto de la escena, o no.
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Resum

L’objectiu d’aquest projecte es I'estudi de les xarxes neuronals, el seu entre-
nament i aplicacié juntament amb la creacié d’una base de dades adient pel
sistema.

En concret s’estudiaran les xarxes convolucionals 3D aplicades a una base
de dades generada a partir de ntivols de punts tridimensionals, a la que se li
aplica un procés de voxelitzacio.

La base de dades es genera a partir de parelles de ntuvols de punts que rep-
resenten una mateixa escena vista des de punts de vista diferents, d’aquests
nuvols, s’extrau un punt clau de cada nivol, que denominarem keypoint, i
punts del seu voltant, amb 'objectiu d’utilitzar-los per entrenar la xarxa neu-
ronal convolucional que s’encarregara de decidir si cada parella de keypoints
corresponen al mateix punt de I’escena, o no.
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Abstract

The purpose of this project is the study of neural networks, their training
and application together with the creation of a database appropriate to the
system.

Specifically, the 3D convolutional networks applied to a database generated
from three-dimensional point clouds, to which a voxelization process is ap-
plied, will be studied.

The database is generated from pairs of point clouds that represent the same
scene seen from different points of view from which a key point is extracted
from each cloud, which we will call keypoint, and the points around it, with
the aim of using them to train the convolutional neural network that will
decide whether each pair of keypoints correspond to the same point of the
scene, or not.
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1 Introduccion

1.1 Motivacion

Desde un inicio tenia claro que eltema de mi trabajo de final de grado estaria
relacionado con la inteligencia artificial, ya que a parte que es una tematica
que me genera un gran interés, es un campo que esta en continua evolucié y
que cada vez lo va a estar mas gracias a la mejora de la tecnologia.

Al plantearle esta opcion a mi tutor , y después de tener en cuenta otras
opcidnes, decidimos realizar una aplicacién de las redes neuronales, en la
que se encuentran correspondencias entre dos puntos de dos nubes de puntos
diferentes, que representan una misma escena.

En los ultimos anos ha aumentado la utilizacion y campo de aplicacion de
los sensores 3D. Particularmente ha crecido enormemente en el ambito de la
realidad virtual y el entrelazado entre una escena real con algtin algoritmo,
objeto, etc. virtual. Para que esto sea posible, es necesaria la identificacion
y relacion entre los puntos de la realidad, con los que son generados virtual-
mente. En este proyecto, parte de este trabajo de identificacion, es realizado
mediante una red neuronal.

1.2 Objetivos

El principal objetivo de este proyecto es desarrollar un sistema, haciendo uso
de las redes convolucionales 3D, que pueda llevar a cabo una clasificacion
entre parejas de puntos cada uno de ellos extraidos de una misma escena,
vista desde dos puntos distintos.

Para ello serd importante el hacer un estudio sobre la aplicacién de las redes
neuronales en estos campos realizados en otros articulos o proyectos.

Otro objetivo importante es definir y optimizar la manipulacién y tratado de
los datos de entrada a la red neuronal, en este caso nubes de puntos 3D, es
decir, un conjunto de puntos situados en una coordenadas de 3 dimensiones,
de manera que se obtengan los mejores resultados disminuyendo el tiempo
utilizado
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1.3 Plan de trabajo

El proyecto ha sido dividido en tres partes, la primera dedicada a la bisqueda
de informacion de las diferentes partes del proyecto, la segunda dedicada a
la implementacion del codigo necesario para generar la base de datos y el
funcionamiento de la red neuronal, y la tltima parte de recopilacion y analisis
de resultados.

Junto a estas tres partes, hay una parte previa de planteamiento de proyecto.
En la siguiente figura se presenta el diagrama de Gantt indicando las tareas
que componen cada una de estas partes mayores.

Activity Febrero Marzo Abril Mayo

Planteamiento del proyecto :
Fropuesta de proyecto .
Plan de trabajo .

Adaptacion al servidor [ ]

Busgueda de informacion : _
Aprendizaje Python/ PyTorch [.
Informacion Machine Learning v ... [ |
Informacién 3D CMM el
Informacién proceso voxelizacion ' ' [

Documentaciin y revisiones

Entrega Project proposal .

Entrega Critical Review ' l
Ultima revision ' ' '

Implementacion :

Script Voxelizacion |

Generacion base de da_tcs
Script Red neuronal

Resultados y conclusiones
Comprobar v contrastar resultados
Escribir Memaria

Figure 1: Diagrama de Gantt parte 1
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Figure 2: Diagrama de Gantt parte 2

1.4 Incidencias

En este apartado se explicaran las incidencias que se han dado durante el
transcurso del proyecto.

La primera pequeiia incidencia del proyecto, fué la adaptacion al sistema de
trabajo. Poco acostumbrado a trabajar en linux y novato utilizando python,
la adaptacion al trabajo en el servidor de la universidad se alargd mas de lo
esperado.

La siguiente incidencia, que en este caso si que gener6 un aumento del tiempo
considerable, fue la erronea generacion de la base de datos que iba a utilizar
para entrenar, validar y testear el sistema. Fue a causa de un error de cédigo,
y al ver junto a mi tutor que el sistema no funcionaba, revisamos todo lo re-
alizado hasta entonces para descubrir donde estaba el fallo, hallando que el
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problema estaba en la base de datos. Asi que tuve que generar de nuevo toda
la base de datos para poder seguir con el proyecto.

Finalmente, la parte del trabajo que mas tiempo a consumido, han sido los
procesos computacionales, es decir: la realizacion de los tests, y sobretodo
la generacién de la base de datos. En el caso de los tests, en parte fue error
mio ya que al principio no utilizaba la GPU de la que disponia en el servidor
de la UPC. Al principio el proceso podia tardar entre unas 30 o 40h, pero al
empezar a utilizar la GPU el tiempo de este proceso fue reducido a unas 4h.
A parte el tiempo de generacién de la base de datos, en el que lanzaba mas
de 20 procesos en rondas de 8 procesos paralelos en los que algunos de estos
procesos podian tardar también unas 30h.

10
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2 Conceptos Basicos

En este apartado se plantearan los conceptos basicos necesarios para disenar
un sistema relacionado con las redes neuronales convolucionales, empezando
desde el concepto de red neuronal, pasando por las diferentes partes que con-
forman una red neuronal y finalizando con el proceso estandar para trabajar
con dicho sistema.

2.1 Redes Neuronales

El ambito del deep learning se basa en la utilizacién de las denominadas
redes neuronales, que son un sistema automatico de aprendizaje inspirado
en el sistema nervioso bioldgico. Este sistema sigue una estructura de capas
cada una de las cuales, esta formada por un conjunto de neuronas, que seria la
estructura mas basica de este sistema. Estas neuronas, estan interconectadas
con neuronas de otras capas mediante un enlace, el cual esta ponderado por
unos pesos que multiplican la informacién que lo atraviesa,y que a la hora
de entrenar el sistema, se va modificando adaptandose al resultado deseado.
Estrutcturalmente, esta estructura se divide en tres tipos de capas:

e Capas de entrada:
Es la conjunto de neuronas mediante el que la informaciéon accede a la
red. No se realiza ningun procesado en esta capa

e (Capas ocultas:

Son las capas que reciben la informacién de las capas de entrada. A la
informacion que les llega, son sumadas mediante una funcién de trans-
ferencia en al que se le puede aplicar un peso diferente a la informacion
que llega de cada neurona. A esta union se le aplica una funcién de
activacion. Esta funcion es una de las partes mas importantes de la red.
Es obligatorio que esta funcion sea no lineal, ya que de lo contrario al
concatenar capas con funciones lineales, se podria resumir finalmente
en una sola capa lineal y de esta manera no se podrian obtener buenos
resultados en el proceso.

e Capa de salida:
Es la capa encargada de recopilar la informaciéon y proveer una salida
dependiendo del tipo de red y la clasificacion que se quiera realizar.

11
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Figure 3: Capa oculta

2.2 Redes neuronales convolucionales

Un tipo de redes neuronales, que es el utilizado en este proyecto, son las redes
neuronales convolucionales.

En estas capas, en lugar de tener pesos independientes por cada neurona, los
pesos se utilizan para definir un filtro convolucional que se aplica a la infor-
macién de entrada para a continuacion, aplicar la funcién de activacién al
resultado de la convolucion. En una capa convolucional, hay varios paramet-
ros a definir: El primero es el tamaiio del filtro convolucional seguido del paso
de convolucién (o stride) que define el desplazamiento que aplicamos al filtro
a la hora de realizar la convolucién, y finalmente definir como operaremos
con los bordes, si rellenaremos la parte exterior de la imagen de entrada para
que el filtro pueda operar en esa zona, o si elegiremos que el filtro tan solo
opere dentro de la zona de la imagen (se denomina padding a este proceso).
Segun lo que escojamos en relacion a estos pardmetros, definiremos la dimen-
sion que tendra la informacion a la salida de la capa.

Ya en la parte final de la red neuronal convolucional, nos solemos encontrar
una capa fully connected, seguida de una una capa que transforma los valores
a probabilidad.

Las capas fully connected, tiene la caracteristica que todas las neuronas estan
interconectadas con las neuronas de la capa anterior y posterior. Esta car-
acteristica no las hace especialmente ttiles cuando se trabaja con una gran
cantidad de nodos, ya que las conexiones aumentan con mucha rapidez.
Finalmente, hay que aplicar una ultima capa, que transforme los valores de
salida de la capa fully connected en valores probabilisticos, de manera que
tengamos un valor adecuado para poder realizar la clasificacion.

Ejemplos de estas capas podrian ser la capa softmax, que recibiendo la misma

12
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cantidad de neuronas que clases, asigna una probabilidad a cada una de las
clases en funcién de los valores recibidos y que definida por la siguiente
funcién mostrada a continuacién, o una capa sigmoid, muy utilizada porque
sus valores de salida van de 0 a 1, coincidiendo con los valores posibles de la
probabilidad.

e’
Sy, )= ———

j=1

Figure 4: FExpresion de la funcion softmax

1
Z —_ —
¢ 1+e 2
0.0}
-8 -6 -4 -2 0 2 4 4 8

Figure 5: Funcion Sigmoid

2.3 Funcién activacion

Como se ha comentado anteriormente, la funciéon de activacion, se aplica
justo a la salida de una capa de la red, con el objetivo de aplicar una no
linealidad a la informacién de salida. Al aplicar estas funciones, aparte de
evitar el hecho de que se pueda representar toda la red neuronal con una sola
funcién lineal, conseguimos aumentar la capacidad de la red de aproximarse
a muchos mas tipos de funciones y aumenta su eficacia a la hora de clasificar.
Una de las funciones de activacién mas utilizadas en la actualidad, y que sera
la utilizada en este proyecto es la ReLU (Rectified Linear Units) que estan
definidas por la siguiente funcién:

13
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flu) = max(0, u)

SR

Figure 6: Funcion ReLu

Estas funciones, tienen la ventaja de que aceleran el proceso de entrenamiento,
y son muy faciles de implementar, razones por las que son tan utilizadas. Pero
también es cierto que presentan alguna desventaja, como el hecho de que al-
gunos pesos, puedan tender a estancarse en cero, y no ser nunca activados.
Otra funcién de activaciéon utilizada es la funcion sigmoide. Esta funcion es
muy utilizada dado que sus valores de salida, se en

2.4 Dropout

Se refiere al proceso de no considerar los valores de ciertas neuronas aleato-
rias. Al evitar la dependencia sobre ninguna neurona en concreto, dado el
factor de aletoriedad, se consigue un sistema mas robusto.

Otro objetivo de este proceso es evitar el sobre entrenamiento, que se da
cuando se obtienen resultados mucho mejores en la etapa de entrenamiento,
que en la etapa de test, debido a que el sistema se adapta demasiado a la
base de datos de entrenamiento.

14
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2.5 Procedimiento

e Generacion y particionado de la base de datos

El primer paso es decidir que tipo de dato de entrada al sistema vamos a
utilizar y como lo vamos a generar, a partir de una base de datos. Una
vez definido, se tienen que escoger diferentes particiones en la base de datos
para conseguir entrenar de una forma adecuada la red. Una mala eleccion
de estas particiones podria resultar en una mala generalizaciéon y un mal
entrenamiento de la red. Toda base de datos para entrenar debe tener al
menos dos particiones: entrenamiento y test. Aproximadamente la particion
de entrenamiento debe tener un 70% - 80% de los casos y el resto la de test.
En algunos casos se anade una particion extra que divide la particion de
entrenamiento, llamada particién de validacién. Esta particion suele ser de
un 25-30% de la particién de entrenamiento. La particién de validacién es
utilizada para evaluar (normalmente después de cada época) el entrenamiento
que se ha llevado a cabo con los sujetos de entrenamiento y utilizar esta
informacion para optimizar los valores de los filtros de la red.

e Entrenamiento

El entrenamiento es la etapa por la que pasa cualquier red para aprender
todos sus pesos hasta clasificar los datos de entrada. Este proceso es uno de
los méas complejos y costosos en la creacién de una red puesto que es déonde
se computaran iterativamente todos los valores de los pesos de los filtros.
Para empezar con el proceso, una vez creada la red, se deben inicializar los
pesos con algiin valor para poder empezar a iterar el algoritmo y empezar a
encontrar los pesos idéneos para nuestra entrada. Seguidamente, todos los
sujetos de la particiéon de entrenamiento seran utilizados como entrada para
clasificarlos uno a uno. Con la clasificacién obtenida, se compara con la clasi-
ficacién real o deseada, para tener para tener unos valores con los que saber
que precision ha tenido esta iteracion de entrenamiento. En este momento
se aplica un algoritmo (en el caso de este proyecto, es el denominado Back-
propagation) para mejorar los pesos de las capas de la red para conseguir
una mejor clasificacion. Este proceso se itera para cada sujeto de la base
de datos de entrenamiento. Al proceso de entrenar toda la base de datos de
entrenamiento, clasificar y actualizarlos pesos de las capas, se le denomina
Epoca. Asi que se entrena durante varias épocas, para ir mejorando el resul-
tado obtenido.

15
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e Backpropagation

Backpropagation es el proceso de optimizacion de los pesos de los filtros
de la red. Es uno de los procesos mas importantes de el entrenamiento,
este proceso calcula la desviacion obtenida respecto a la clasificacion real y
actualiza los valores de estos filtros para minimizarlo mediante un algoritmo
de optimizacion realizando el proceso desde las capas finales de la red, hacia
las iniciales. Como anteriormente se ha comentado, este algoritmo se basa
en aplicar la regla de la cadena para calcular de una forma mas eficiente
los gradientes del algoritmo de optimizacion. Estos calculos de gradientes
se efectiian de capas finales hacia el principio de la red, de aqui viene su
nombre. En este proyecto se utiliza el método de optimizaciéon conocido
como gradiente descendente estocéstico (SGD), que calcula el error de la
iteracion, la direccién del gradiente que minimiza ese error y lo utiliza para
actualizar los pesos.

16
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3 Estado del arte

Como se ha comentado anteriormente, la tecnologia de la redes neuronales,
esta constantemente evolucionando y ampliando su metodologia y radio de
accion.

En este apartado comentaremos diferentes métodos de aplicacion de las redes
neuronales herramientas para generar los programas necesarios y diferentes
trabajos relacionados con el estudio de las nubes de puntos.

En realidad, esta tecnologia ya se empez6 a implementar entre los 80 y los
90, pero la limitacién tecnoldgica (procesadores poco potentes y bases de
datos demasiado pequenas) no le permitieron encontrar un a&mbito en el que
asentarse y ser utilizado.

Actualmente con las mejoras de las CPUs y sobretodo la llegada de las GPUs,
juntamente con la capacidad de almacenar grandes cantidades de datos, han
hecho mejorar sus prestaciones y por lo tanto, ha aumentado su utilizacién.

3.1 Trabajos relacionados

En la actualidad, dado que la utilizacién de el formato nube de puntos ha
aumentado su utilizacién, a causa sobretodo, de muchas aplicaciones rela-
cionadas con la realidad virtual, y el hecho de que las redes neuronales ofrecen
un abanico muy amplio para abordar los diferentes problemas de clasificacion
consecuentes, nos podemos encontrar con una gran variedad de métodos y
técnicas diferentes para resolver este tipo de problemas. En este apartado se
comentaran brevemente algunas técnicas.

3.1.1 SEGClIloud:Semantic Segmentation of 3DPoint Clouds [1]

El objetivo de este articulo es realizar una clasificacion y diferenciacién de
los diferentes objetos que se puedan encontrar en una escena. Para ello
inicialmente voxeliza una nube de puntos, teniendo en cuenta los valores RGB
y de ocupacion de estos, para después introducir estos conjuntos de voxeles
en una red neuronal formada por capas convolucionales y fully connected
entre otras, de manera que cada voxel introducido, es clasificado a la salida
de la red neuronal

3.1.2 Real-Time Plane Segmentation and Obstacle Detection of
3D Point Clouds for Indoor Scenes|2]

En este articulo, vuelven a realizar una voxelizacion de una nube de puntos,
con el objetivo de disminuir el ruido (ya que para este caso un voxel se ve
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menos afectado que un pixel) y asi poder separar en un primer paso lo grandes
planos, y posteriormente, realizar una segmentacion de los diferentes objetos.

3.1.3 Voxel and graph-basede point cloud segmentation of 3D
scenes using perceptual grouping laws[3]

En este articulo, vuelven a utilizar una voxelizacién de una nube de pun-
tos, con el objetivo de formar grafs, que son conjuntos de voxeles cercanos
interconectados entre ellos, que seran segmentados posteriormente.
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4 Metodologia

En este apartado repasaré cual ha sido la metodologia seguida durante el
desarrollo del proyecto.

El objetivo del proyecto, es la clasificacion de parejas de puntos que denom-
inaremos keypoints, de dos nubes de puntos distintas que corresponden a dos
vistas diferentes de la misma escena, en los siguientes grupos:

e Corresponden el mismo punto en la realidad
e No corresponden el mismo punto en la realidad

Para ello utilizaremos Redes neuronales convolucionales 3D, con la peculiari-
dad de que las nubes de puntos iniciales, pasaran un proceso de voxelizacion
previo, con el objetivo de trabajar con una estructura de datos mas simple
perdiendo la minima informacién posible. He dividido el proyecto en tres
bloques:

S Disefio, implementacion
Voxelizacion de la zona de e Y

Generacion base de datos entrenamiento de la red

interés
neuronal

Figure 7: Bloques que forman el proyecto

4.1 Voxelizacion

Algo a definir en el sistema es la estructura de entrada que vamos a utilizar.
En nuestro caso, hay que encontrar alguna manera de estructurar la nube de
puntos, y mas especificamente, la zona de alrededor de el punto de interés o
keypoint.

Una técnica que se ha utilizado en varios articulos es la técnica de vox-
elizacion.

Un voxel es el equivalente en 3D de un pixel. Por lo que la Voxelixacion,
trata de estructurar una matriz de voxeles, con el objetivo de clasificar cada
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punto de la zona de interés en el voxel correspondiente de la matriz de vox-
eles definida, para después unificar de alguna manera la informacién de los
diferentes puntos contenidos en cada voxel.

Asi el objetivo seria voxelixar la zona de interés de la nube de puntos, es de-
cir, la zona del punto que queremos comparar y su alrededor, generando una
estructura en la que para cada voxel, realizariamos la media de los valores
RGB, de los puntos que pertenecieran a cada voxel en concreto.

Esto genera diferentes dudas:

e Que tamafio de voxel utilizar y con cuantos voxeles voxelizar la zona
de interés?

Es un parametro importante, ya que a causa de una mala eleccion de este
pardmetro, puede generar que haya demasiados puntos en un voxel, y se
pierda demasiada informaciéon. O si escogemos demasiados voxeles de un
tamano demasiado grande, se tendria una estructura con demasiada infor-
macién, que comportaria un mayor peso y por lo tanto mas tiempo de proce-
sado.

Como en el momento en que se empezd a trabajar en la voxelizacién, no se
disponia de las nubes de puntos con las que se entrenaria al sistema, por
lo que se tomo la decisién de implementar tanto la opcién de generar una
voxelizacion tanto con un tamano y numero fijo de voxeles, como la opcién
de fijar un nimero de voxeles y definir un tamano en funcién de cada nube
de puntos.

e QQue hacer con los Voxeles vacios?

El problema viene dado por la informacién relacionada con los valores RGB
que contienen estos voxeles, ya que a un voxel vacio, no seria correcto que
sus valores de RGB fueran (0,0,0) ya que en realidad, esos valores equivalen
al color negro y no seria correcto. Tampoco se le puede definir un valor nulo,
ya que si trabajamos con redes convolucionales, es necesario que disponga
de un valor, a parte de que supondria muchas dificultades en relacion a la
implementacién.

Para solucionar este problema se ha decidido anadir un valor en la informa-
cion del voxel, que indique la ocupacion del voxel, es decir: a parte de los
valores RGB, anadiriamos un valor O, correspondiente a la ocupacion del
véxel, que oscilaria entre 0 y 1 y seria el resultado de dividir, el niimero total
de puntos que corresponden al voxel en cuestion, divididos entre el numero
de puntos totales contenidos en la estructura.

El script a implementar debe tener como argumentos de entrada: la nube
de puntos a voxelizar, el punto que se utilizard como centro de la matriz de
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voxeles(de cara a la base de datos, serd uno de los dos puntos que estamos
comparando para saber si en la realidad son el mismo punto), la distancia
que cubrird la matriz y la cantidad de voxeles que tendra la matriz. Las
primeras pruebas se realizaron con la nube de puntos bunny generada por
la universidad de Stanford. En las siguientes imédgenes se puede visualizar
primero la forma de la nube de puntos, seguida de la nube de puntos vox-
elizada con una matriz de 10x10x10 voxeles, donde se observa que se puede
reconocer perfectamente la forma, y una tercera figura en la que con una
escala de color, se diferencia la ocupacion de cada voxel.

Figure 8: Nube de puntos
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Figure 9: Vozelizacion 10x10x10

Figure 10: Ocupacion en cada vozel

4.2 Generacion de la base de datos

Para este proyecto, era necesario una base de datos que a parte de incluir
una gran cantidad de nubes de puntos, incluyera un listado de parejas de
puntos o keypoints, que pertenezcan a dos nubes de puntos diferentes de la
misma escena, indicando si en la realidad son o no el mismo punto.
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Esta base de datos, ha sido proporcionada por Alba Pujol, que ya tenia
creada para sus anteriores proyectos, con la informaciéon necesaria, y infor-
macién anadida sumamente til (como podremos ver mas adelante).

La informacion de los keypoints, aplica al dataset Freiburg, que son un con-
junto de nubes de puntos de diferentes escenas,captadas en la universidad de
Munich, que contienen la informacion que necesitamos que este disponible en
cada nube de puntos, es decir, informaciéon de los componentes RGB-D que
corresponde a la informacion de los componentes de color mas informacién
de profundidad.

Entonces el objetivo es, utilizando el script definido en la seccién anterior,
crear una estructura que contenga toda la informacion de las matrices vox-
elizadas, para cada pareja de keypoints, junto con un array, que indique si
cada pareja de keypoints corresponden al mismo punto de la escena de la que
forman parte las dos nubes de puntos a las que pertenecen los keypoints, o
no.

Para generar esta estructura, habia que decidir dos parametros clave: La
cantidad de voxeles por matriz y la distancia de la nube de puntos, alrededor
del keypoint, que seria cubierta por la matriz. La eleccion de la cantidad de
véxeles, venia definido por un compromiso, un compromiso entre cantidad
de informacién y peso de la estructura. Si se genera una estructura con muy
pocos voxeles, toda la informaciéon seria muy comprimida lo que haria que la
estructura no ocupara mucho espacio en memoria, y por lo tanto, agilizara
el proceso de entrenamiento, pero probablemente al comprimir demasiado la
informacion, esta se perderia informacion, tanto espacial como informacion
RGB. En cambio si generamos una estructura demasiado grande, resultaria
en una baja ocupacion de los voxeles, por lo que la informaciéon estaria muy
repartida y perderiamos muy poca informacién, pero a cambio de que la es-
tructura ocupe mucho mas espacio en memoria y el proceso de entrenamiento
fuera mucho mas lento.

El valor escogido ha sido de 16x16x16, ya que es un valor que asegura no
perder demasiada informacién espacial ni informacion de valores RGB, pero
si que es cierto que esta seguridad es dada a cambio de una base de datos un
poco pesada.

En cuanto a la distancia de la nube de puntos a cubrir por la matriz de
voxeles, era un valor critico, por que esta directamente relacionado con la
cantidad de informacion que introducimos en una matriz, y vuelve a generar
un compromiso parecido al caso anterior, es decir una relaciéon cantidad de
informacion-tiempo de procesado, que hay que tener en cuenta. El problema
de este parametro es que hay muchas posibilidades diferentes y que es dificil
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tomar un valor orientativo, asi que se ha decidido utilizar un valor, que ya
habia sido comprobado en otros proyectos que es un valor adecuado.
Concretamente el valor procede de la informacién suministrada por Alba Pu-
jol, valor que ella ha utilizado en sus proyectos, y que es definido como 16
veces la distancia media de cada punto de la nube de puntos a un punto mas
cercano.

4.3 Diseno y entrenamiento de la red neuronal

Para disenar una estructura de la red neuronal, hay que definir primero en
funcién detener en cuenta los datos que vamos a utilizar como punto de
partida para marcar una serie de parametros que nos ayudaran a definir la
estructura.

La primera peculiaridad viene dada de que realmente, por cada iteracion del
proceso de entrenamiento, se van a tratar dos estructuras de voxeles difer-
entes. Al ser dos estructuras diferentes, que aunque sean el mismo punto en
la realidad, pueden no tener las mismas caracteristicas, es logico utilizar una
primera fase de la red neuronal, separada para cada una de estas estructuras
de voxeles, y una segunda fase que trate la informacién que proviene de la
primera fase, de estas dos vias separadas, una toda la informacién, y en esta
segunda fase se trate como una sola via. Para definir las capas de cada una
de estas vias hay que definir los siguientes parametros:

e Numero de capas
e Cantidad de neuronas (o tamano del filtro si es una capa convolucional)
o Caracteristicas de salida

Al principio de la primera fase disponemos de dos estructuras de 16x16x16
con 4 caracteristicas por cada una de las posiciones. El objetivo deberia ser
hacer cada vez la estructura menos ancha, pero mas profunda, es decir, mas
caracteristicas, en un tamaiio mas pequeno de la estructura, por lo que cada
una de las vias tendra la siguiente estructura:
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Capa convolucional de 9x9x9

con 16 caracteristicas de salida cupet ] .| T
313)(3W 3x3x3 con 64 3x3x3 con 64
caracteristicas de caracteristicas de caracteristicas de
salida salida salida

9x8x8x16 bxbx6x32 AxAxAx64 2x2x2x64

Figure 11: FEstructura de una rama

Con dos ramas de este tipo en paralelo, obtenemos dos estructuras de infor-
maciéon con la siguiente forma: 2 x 2 x 2 x 64.

A continuacién, debemos unir estas dos estructuras de informacién y tratar-
las como si solo fuera un flujo, por lo que concatenaremos todos los valores de
estas dos estructuras de informacién, y utilizaremos capas fully connected,
para obtener la clasificacién binaria final:
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1024
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Figure 12: Estructura fully connected

De cara a computar las perdidas que se obtienen en el proceso de entre-
namiento se utilizara la funciéon de entropia cruzada binaria, en concreto ya
utilizaremos una funcién del framework que incluye la implementacién de la
capa sigmoid, y en cuanto a la funcién de optimizacion, se utilizara la funcion
de gradiente descendiente estocéstico.

4.4 Herramientas implementacion

En la actualidad hay muchos frameworks en diferentes lenguajes que ayudan
a implementar, entrenar y testear un sistema de machine learning.
Previamente a este proyecto, todo lo relacionado con el machine learning y
mas especificamente con las redes neuronales lo habia implementando uti-
lizando Matlab y una de sus toolbox particulares dedicada a ello. Aunque
si que es cierto que actualmente hay frameworks mucho mas potentes y que
dan acceso a mas opciones.

Los siguientes son los mas conocidos:
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4.4.1 TensorFlow

Es la libreria que utiliza Google. Basada en C y Python. Es de las librerias
mas rapidas y robustas, con la ventaja de que hay constantes actualizaciones
resolviendo problemas y anadiendo funcionalidades.

4.4.2 Torch

Aunque esta basada en Lua, motivo por el que es bastante rechazado este
framework, es también utilizado por grandes compaiias internacionales. Pro-
porciona una gran rapidez.

PyTorch, que es el framework utilizado en este proyecto, esta basado en
Torch.

Entre otras razones, ha sido escogido este framework por las facilidades que
aporta Python, en forma de librerias, a la hora de implementar. Por ejemplo,
en el proyecto se utiliza la libreria Plyfile, que lee un archivo *.ply (formato
de las nubes de puntos) y devuelve una estructura, en la que indica: numero
de puntos, posicién y valores RGB de cada punto de la nube de puntos.

4.4.3 Keras

Libreria basada en Python y R. Su peculiaridad es que trabaja en un nivel
mas alto que TensorFlow o Torch. Por esta razén, aunque proporcione menos
opciones que TensorFlow o Torch, es una libreria mas agil y que minimiza el
codigo escrito.
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5 Resultados

\?@

En esta seccién se realiza un estudio de los resultados obtenidos y se explica
el proceso de adaptacion de la red, mediante diferentes parametros, con el
objetivo de mejorar los resultados obtenidos.

Para realizar estas pruebas, se han utilizado diferentes datasets que pertenecen
a la base de datos de la universidad de Munich, los cuales estan repartidos en
nueve secuencias, las cuales se utilizaran sobre la red neuronal que se muestra
en la figura:

FC 1024 ->64

"‘:, FC 64->1+ sigmoid

. V4 A \
DATA v
16x16x16x4 Filtro 9x9x9 Filtro 3x3x3 Filtro 3x3x3 Filtro 3x3x3 :
canales de con 16 con 32 canales con 64 canales con 64 canales A
salida canales de de salida de salida de salida

salida

DATA

Figure 13: Estructura completa

En total se dispone de 325087 parejas de keypoints, que han sido divididos
en el dataset de entrenamiento, el dataset de validacion, y el dataset de test
de la siguiente manera:

Dataset Muestras totales |Secuencias |Porcentaje
Entrenamiento 175276|1, 5 54%
Validacign 79398|2,3, 8 24,40%
Test 70413|4,6,7,9 21,65%

Cada muestra esta compuesta de dos matrices de 16 x 16 x 16 posiciones, en
la que cada posicién tiene los datos RGB + ocupacion, recogidos como se ha
indicado anteriormente.

En las graficas que se mostraran, mayoritariamente se mostraran los datos
de precisién y la funcion de perdida obtenidos en cada prueba. Mediante
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la precisién (accuracy) medimos cuantos resultados hemos clasificado bien
respecto todos los valores clasificados mientras que la funcion de pérdida,
mide la diferencia entre la clasificacion realizada, y la clasificacion real.
Definida la base de datos, las primeras pruebas se realizaron con el objetivo
de comprobar que la red neuronal implementada efectivamente se entrenaba
a medida que se introducian los datos.

Asi que se realizo una prueba con una cantidad pequena de épocas, y una
sola secuencia como dataset de entrada (con diferente formato al que sera
utilizado en las siguientes pruebas), sin realizar el proceso de validacion.
Estos fueron los resultados:

0.498

0.496

0.494

0.492 +

Accuracy

0.490

0.488

0.486 T T T T T T T T
2.5 5.0 7.5 10.0 12.5 15.0 17.5 20.0

epochs

Figure 14: 1a Prueba

Como se puede observar, aunque los resultados no acaban de ser buenos,
el sistema, a medida que se realizan épocas, va mejorando el resultado. A
continuacion el objetivo era intentar que la red llegara a una situacion de
sobre entrenamiento con un dataset mas grande, para comprobar que con
la informacion de entrada, la red no se estancaba. Para conseguir esto,
aumentaremos considerablemente la cantidad de épocas durante las que en-
trenaremos el sistema y deberiamos observar, en la curba de precision, como
en el tramo final, se obtienen valores cercaos al 100% de acierto, pero que
esta mejora no se refleja en el proceso de validacion.

Y efectivamente, podemos observar que aunque la grafica de la precision,
indique que los resultados en el entrenamiento son buenos, cercanos al 100%
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Figure 15: Test sobreentrenamiento

de acierto, en cuanto a la validacion, llega un punto que no mejora y que
cada vez aumenta la funciéon de pérdida.

Ahora que ya estamos seguros que el comportamiento de la red es el correcto,
vamos a iniciar el proceso de modificacion de los parametros learning rate y
weight decay con la intencién de buscar la combinacién que mejor resultados
da. Para esto, primero realizamos 3 pruebas con 3 valores diferentes de learn-
ing rate, y una vez detectado el mejor valor pasaremos a probar diferentes
valores de weight decay. Como observamos en estas dos pruebas realizadas,la
grafica de la izquierda es una prueba realizada con un valor de learning rate
de 0.0001 y la de la derecha con un valor de 0.00001 y efectivamente al dis-
minuir el valor de learning rate, se suaviza la curva de precision, y el sistema
tarda mas épocas en llegar al sobre entrenamiento:

Se han realizado pruebas con3 valores distintos de learning rate, y diferentes
cantidades de épocas, para que puedan llegar al punto en el que por mucho
que entrenen, no se mejoren las prestaciones, y se han obtenido los siguientes
resultados:

learning rate 20 Epocas |40 Epocas|60 Epocas
0,0001 0,8363

0,00005 0,8304 0,8317

0,00001 0,8347 0,8346

Como podemos observar, el mejor resultado obtenido, ha sido cuando se ha
utilizado un learning rate de 0.0001. Como se ha comentado, se han realizado
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Figure 16: Test curba learning rate

pruebas con mas épocas, para los otros dos casos, con la peculiaridad de que
para el caso de 0.00001, el mejor resultado es el mismo, ya que es u resultado
que se obtiene antes de llegar a las 20 épocas. También hay que indicar, que
estos resultados, son los resultados obtenidos con los datasets de validacién.
Con este parametro fijado, el siguiente paso es realizar el mismo proceso,
pero con 3 valores de weight decay, aun que esta vez, si que se utilizara el
dataset de test.

En este caso, se realizard entrenamientos de 50 épocas, y con los pesos que
se obtengan el mejor resultado de validacion, Se realizara una clasificacién
sobre el dataset de test, y se calculara la precision:

Weight decay 1 Weight decay 0,1 Weight decay 0,01
learning rate Validation [Test Validation [Test Validation |Test
0,0001 0,7931| 0,7831 0,7985 0,7871 0,8402 0,8027|

De manera que obtenemos que la mejor configuracion para la red utilizada,
es con un learning rate de 0.0001 y un weight decay de 0,01. A continuacion,
las pruebas realizadas, estan dirigidas a comprobar que si al aplicar un pro-
ceso de dropout, y un proceso de ampliacion de datos, mejoran los resultados
sobre la misma red neuronal. En el caso de la ampliacién de datos, de en-
tre todos los métodos que se pueden utilizar, se ha probado un método que
cambia aleatoriamente la iluminaciéon de unos datos de entrada escogidos a
partir de cierta probabilidad definida (en este caso el 50%)

Data augment. Dropout
learning rate+wd (Validation |Test Validation |Test
0,0001//0,01 0,8265| 0,3203 0,7273 0.6967

31



@ Escola Técnica Superior d'Enginyeria ,.:]j 1EI Etﬂﬁ
k BCN| de Telecomunicacié de Barcelona Bc"

UNIVERSITAT POLITECNICA DE CATALUNYA

En ninguno de los dos casos, obtenemos resultados que mejoren lo que se
habia conseguido anteriormente. Pero para el caso del dropout, podria ser in-
teresante como configuracion de cara a realizar pruebas, dado que utilizando
estas capas, se disminuye mucho el tiempo de entrenamiento.

Finalmente, se han realizado una serie de pruebas, con el objetivo de ver
como podria afectar, utilizar una base de datos de diferente tamano a la que
se ha escogido. A partir de la base de datos que ya tenemos creada, se han
generado dos bases de datos, que difieren en la cantidad de voxeles que se
han utilizado al generar el vecindario, utilizando cubos de 8x8x8 y cubos
de 4x4x4. Para poder realizar estas pruebas, ha sido necesario modificar el
tamano y la cantidad de los filtros convolucionales 3d. A continuacion se
puede ver la red neuronal utilizada en el caso de la base de datos con cubos
de 8x8x8 voxeles y los resultados que se han obtenido:

FC 1024 >64

FC 64->1+ sigmoid

DATA ;
Filtro 3x3x3 Filtro 3x3x3 Filtro 3x3x3 .
16x16x16x4 con 16 canales con 32 canales  con 64 canales —/
canales de . ; 5
; de salida de salida de salida
salida
DATA
Figure 17: Estructura 8z8x8
axixE
learning rate+wd |Validation |Test
0,0001//0,01 0,8058( 0,8176
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Como podemos observar, para una red bastante parecida, utilizando la misma
configuracion de parametros, esta red obtiene mejores resultados que la nues-
tra, ademaés de realizar todo el proceso con bastante mas rapidez, en concreto

unas b veces mas rapido
Y a continuacién, de la misma manera, los resultados con una base de datos

con cubos de 4x4x4 voxeles:

FC 1024 =64

FC 64->1+ sigmoid

DATA

S ; 3 \ I""I
DATA . ' :
Filtro 2x2x2 Filtro 2x2x2
ToeitalGud con 24 canales con 64 canales —/
canales de " ) i
; de salida de salida
salida E /
I — LYl

Figure 18: FEstructura 4x4z4

Axaxd
learning rate+wd [Validation |Test
0,0001//0,01 0,8062| 0,7211

En este caso, aunque la red neuronal difiere mas que el caso anterior y sigue
disminuyendo atin mas el tiempo necesario para realizar el proceso, los resul-
tados no son tan buenos como en los casos anteriores.
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6 Presupuesto

En esta seccién se analizard de forma tedrica cual seria el presupuesto del
proyecto para poderse llevar a cabo contando el material utilizado para tra-
bajar y las horas empleadas en el desarrollo entero del proyecto. Dado que
el producto final esperado del proyecto es un software en cuanto a coste ma-
terial solo se anadiran las licencias de los programas y librerias necesarios.
El lenguaje de programacion utilizado ha sido Python y todas las librerias
son de codigo abierto, por tanto, no incrementan el presupuesto final del
proyecto, pero el IDE utilizado ha sido PyCharm de JetBrains y la licencia
profesional tiene un coste de 20/mes, multiplicado por 7 meses de utilizacién
del IDE, incrementa el coste 140. Un gasto a cubrir es el coste de las horas
dedicadas al proyecto por el estudiante. A este proyecto se han dedicado
unas 400 horas de desarrollo, mas unas 25 horas de tutorias y unas 100 horas
de estudio, preparacion y documentacion. En total 525 horas de trabajo,
que si lo multiplicamos por el salario estandar de un becario definido por la
Universidad Politécnica de Catalunya (8/hora) resulta un coste de 4200

Al tratarse de un proyecto de investigacién, desde el ambito académico no
se incluyen los costes del servidor de computacién utilizado, el cual ha sido
prestado por la UPC para llevar a cabo este tipo de actividades académicas.
Por lo que, si sumamos estos valores, el presupuesto total del proyecto
asciende a 4340 totales.
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7 Conclusiones

Segun los resultados obtenidos en las diferentes pruebas realizadas en aparta-
dos anteriores, Este sistema obtiene buenos resultados de clasificacion para
esta base de datos
Comparando con otros proyectos y observando los resultado obtenidos se
pueden definir ciertos ambitos en los que se podria trabajar para obtener
mejores resultados:

e Variacién de la arquitectura: En este proyecto, exceptuando los casos
en los que se ha cambiado el tamano de la base de datos, solamente
se ha utilizado un modelo de arquitectura. Hay una gran cantidad de
tipos de capas, que generan una gran cantidad de combinaciones posi-
bles por lo que probar otros tipos de arquitecturas parece un camino
que pude llevar a mejores resultados, igual que aplicar i variar difer-
entes parametros a los que se han probado en este proyecto.

e Diferentes tamaiios de voxelizacion: Como se ha podido observar en
las pruebas realizadas, al cambiar el numero de voxeles utilizados a
8x8x8, se han obtenido mejores resultados, basandonos en la estructura
utilizada para cuando se genera una base de datos con matrices de
16x16x16. Asi que si se realizara un estudio al respecto, y se optimizara
el tamano de la matriz voxelizada, es muy probable que se mejoren los
resultados obtenidos y se disminuya el tiempo de procesado.

Atun asi, los resultados obtenidos son muy positivos, y con los conceptos que
se han adquirido son una base sobre la que cimentar futuros proyectos rela-
cionados con las redes neuronales, ambito que crece y seguira creciendo a una
velocidad muy grande, lo que seguramente abrird mas opciones y alternativas
que aplicar a este tipo de proyectos.
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