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Resumen 

 

El uso de algoritmos y técnicas de inteligencia artificial son cada vez más comunes 

en diversos campos tecnológicos, ya sea buscar vuelos baratos, reconocimiento de 

voz en aplicaciones móviles, reconocimiento y etiquetado de personas en fotos, 

simulaciones o el comportamiento inteligente de personajes en juegos. 

 

El aprendizaje automático dentro de la inteligencia artificial es uno de los campos más 

estudiados. El aprendizaje por refuerzo es una rama del aprendizaje automático que 

intenta aprender de una forma más parecida a como lo hace una persona para poder 

resolver cierto tipo de problemas, en estos problemas intervienen un entorno y un 

agente inteligente.  

 

El objetivo principal de este proyecto es implementar y probar agentes inteligentes 

con diferentes técnicas de aprendizaje por refuerzo, entender el funcionamiento de 

estos algoritmos y crear entornos o problemas sencillos para poder simular la 

interacción de los agentes con los entornos. Estos entornos son juegos con reglas 

muy sencillas que los agentes podrán resolver. Por último, se simularán todos los 

agentes en los diversos entornos para poder comparar las técnicas, analizar los 

resultados y ver sus diferencias 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  



 
 

Resum 

 

L'ús d'algoritmes i tècniques d'intel·ligència artificial són cada vegada més comuns en 

diversos camps tecnològics, ja sigui buscant vols barats, reconeixement de veu en 

aplicacions mòbils, reconeixement i etiquetatge de persones en fotos, simulacions o 

el comportament intel·ligent de personatges en jocs. 

 

L'aprenentatge automàtic dins de la intel·ligència artificial és un dels camps més 

estudiats. L'aprenentatge per reforç és una branca de l'aprenentatge automàtic que 

intenta aprendre d'una forma més semblant a com ho fa una persona per poder 

resoldre cert tipus de problemes, en aquests problemes intervenen un entorn i un 

agent intel·ligent. 

 

L'objectiu principal d'aquest projecte és implementar i provar agents intel·ligents amb 

diferents tècniques d'aprenentatge per reforç, entendre el funcionament d'aquests 

algoritmes i crear entorns o problemes senzills per poder simular la interacció dels 

agents amb els entorns. Aquests entorns són jocs amb regles molt senzilles que els 

agents podran resoldre. Finalment, se simularan tots els agents en els diversos 

entorns per poder comparar les tècniques, analitzar els resultats i veure les seves 

diferències.  



 
 

Abstract 

 

The use of artificial intelligence algorithms and techniques are increasingly common 

in various technological fields, either searching cheap flights, voice recognition in 

mobile applications, recognition and tagging people in photos, simulations or the 

characters intelligent behavior in games. 

 

Machine learning within artificial intelligence is one of the most studies fields. 

Reinforcement learning is a machine learning branch that tries to learn in a more 

similar way as a person does it, to solve certain kind of problems, these problems 

involve an environment and an intelligent agent. 

 

The main objective of this project is to implement and test intelligent agents with 

different reinforcement learning techniques, to understand the working of these 

algorithms and to create simple environments or problems to be able to simulate the 

interaction of the agents with the environment. These environments are little games 

with very simple rules that the agents can solve. Finally, all agents are going to be 

simulated in different environments in order to compare the techniques, analyze the 

results and see their differences. 
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1. Gestión del Proyecto 
 

 

Este capítulo es el trabajo sobre la gestión del proyecto en cada uno de las fases. 

Cada apartado contiene el trabajo realizado en el hito inicial hecho en la asignatura 

de GEP, en cada apartado hay una sección que explica los cambios hechos, si los 

hay, en el hito de seguimiento y su justificación. 

 

 

1.1 Contextualización  
 

Este proyecto se realiza como el trabajo final de grado de los estudios de Grado en 

Ingeniería informática, de la especialidad de Computación, en la Universidad 

Politécnica de Catalunya (UPC) en la Facultad de informática de Barcelona (FIB). 

 

Hoy en día el uso de algoritmos y técnicas de inteligencia artificial es aplicado en 

diversos campos tecnológicos que utilizamos diariamente, como buscar vuelos 

baratos (Skyscanner), dar instrucciones a un teléfono móvil por reconocimiento de 

voz (Siri), reconocimiento automático de caras en fotografías (Facebook), simulación 

de personas en asistencia técnica o en el comportamiento inteligente de personajes 

en juegos. 

 

En este proyecto se desarrollará un entorno en el cual se puedan implementar, probar, 

demostrar y mostrar diferentes técnicas de IA como el aprendizaje automático y 

algoritmos heurísticos o procedimentales aplicándolos a simulaciones o juegos 

sencillos en 2D. 

 

En este documento se describirá el proyecto, detallando los objetivos y el contexto, el 

alcance que tendrá, la planificación temporal, la gestión económica y un informe de 

sostenibilidad. 

 

 

1.1.1 Contexto  

 

En el proyecto se pretende desarrollar un sistema informático en el cual se puedan 

probar diferentes tipos de técnicas y algoritmos de inteligencia artificial, pudiendo 

crear un entorno (un problema personalizado o juego con reglas) como en la 

asignatura de EDA1 o el Ants AI Challenge de Google2.  

 

La Inteligencia Artificial (IA) [1] [2] es un campo de estudio de la informática que 

intenta, a través de ciertas técnicas y tecnologías, hacer que una computadora pueda 

                                            
1 Estructura de Datos y Algoritmos, juegos de la asignatura disponibles en jutge.org 
2 Ultimo Artificial Intelligence Challenge de Google disponible en ants.aichallenge.org 
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adquirir, obtener y representar el conocimiento humano de una forma computable 

para que así pueda resolver problemas simulando a como lo hace una persona. 

 

Estas técnicas están hechas para que se puedan resolver problemas que con 

algoritmos tradicional no se pueden resolver, ya sea por su complejidad 

computacional o el tiempo de cómputo es impracticable, por lo que la inteligencia 

artificial hace que una máquina pueda o actuar como una persona, o pensar como 

una persona, o las dos juntas, para poder resolver cierto tipo de problemas. 

 

Existen diversos algoritmos que intentan solucionar problemas como encontrar el 

camino más corto de un punto a otro, existen algoritmos como Breadth First Search 

(BFS) [3], pero si el espacio de soluciones es demasiado grande, hay que buscar 

otros métodos como los algoritmos heurísticos. 

 

Un heurístico [1] [2] [4] es una función de aproximación que indica si el camino 

tomado se acerca o se aleja de una solución óptima. 

 

Una búsqueda heurística [1] [2] [4] es una técnica de resolución de problemas que 

intenta limitar el espacio de búsqueda de soluciones, ya que el problema es complejo 

o tiene muchas variables que hace el espacio de soluciones demasiado grande, por 

lo que dado un buen heurístico para un problema determinado, este ayudará a 

restringir el recorrido por el espacio de soluciones, y encontrará una solución óptima, 

pues no siempre se podrá encontrar la mejor solución dado el tamaño del problema. 

 

El aprendizaje automático o (Machine Learning) [5] [6] es una de las ramas de la 

inteligencia artificial que a través de ciertas fórmulas y teorías matemáticas hace que 

un computador aprenda a representar el conocimiento sobre algún dominio como lo 

hacen los humanos para poder resolver problemas, puede que no con total exactitud, 

pero sí con un error muy bajo incluso dando soluciones mejores que una persona.  

Dentro del aprendizaje automático existen diferentes tipos de aprendizajes: 

aprendizaje supervisado, aprendizaje no supervisado, aprendizaje semi-supervisado, 

transducción y aprendizaje por refuerzo, este último es el que utilizaremos en 

profundidad para el proyecto. 

 

El aprendizaje por refuerzo o (Reinforcement Learning) [5] [6] [7] [8] está inspirado 

en la psicología conductista en la que el computador al realizar una acción puede o 

no recibir una recompensa, la idea es maximizar esta recompensa a través de la 

repetición y que la computadora aprenda qué acciones debe tomar para obtener una 

mejor acumulación de recompensas. 

 

El modelo básico de aprendizaje por refuerzo consiste en que existe un conjunto de 

estados del entorno, un conjunto de acciones posibles, reglas de transición entre 

estados, reglas que determinan la recompensa y las reglas que definen lo que puede 

ver la computadora sobre el entorno. Sobre esto se pueden aplicar diversos 

algoritmos de aprendizaje por refuerzo. 
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Un agente inteligente [1] [2] [7] [8] es una entidad capaz de percibir lo que sucede 

en su entorno y actuar en él de una forma racional, un agente con un objetivo definido 

es capaz de, a partir de sensores o algún medio para percibir el entorno, obtener 

información relevante de él para poder tomar una decisión correcta o racional y 

efectuar una acción dentro de las posibles acciones que el agente pueda hacer, con 

el fin de llegar a ese objetivo. 

 

Un sistema-multiagente [9] [10] [11] es un sistema con múltiples agentes 

inteligentes, que interactúan entre ellos con el fin de alcanzar un objetivo más 

complejo o que un solo agente no podría hacer, estos sistemas son mucho más 

complejos porque la organización, las acciones que se pueden hacer y el número de 

agentes hace que sea más difícil o incluso no funcionar bien algunas de las técnicas 

de IA.  

 

 

1.1.2 Actores implicados 

 

A continuación, se detallarán las personas implicadas en el proyecto directa o 

indirectamente, tanto como en la parte de desarrollo, como en su posible futuro uso. 

 

Desarrollador 

 

En este caso como es un proyecto individual solo habrá un desarrollador que es el 

principal interesado en el proyecto, ya que es el que lo desarrollara, probara y 

experimentara para que el proyecto termine con un buen resultado. 

 

Las tareas del desarrollador se pueden dividir en 4 fases (a) desarrollar el entorno de 

simulación (b) la creación de los problemas dentro de este entorno (c) la 

implementación de los algoritmos (d) la simulación, prueba y experimentación de 

estos algoritmos. 

 

Director 

 

El director es el profesor que dirige el TFG, es la persona que ayudará al desarrollador 

a resolver dudas técnicas, supervisar el trabajo hecho, y guiarlo durante todo el 

desarrollo para que el proyecto sea realizado correctamente. En este proyecto el 

director es Javier Béjar Alonso, profesor del departamento de ciencias de la 

computación de la UPC. 

 

Usuarios 

 

Tras finalizar el proyecto puede haber diferentes tipos de usuarios que pueden 

beneficiarse, usuarios que tienen, quieren o necesitan poder probar y comparar 

algoritmos en ciertos problemas para poder ver su rendimiento y poder escoger el que 

satisfaga las necesidades para el cual lo necesita, usuarios como investigadores. 
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Como herramienta educativa, en este caso los usuarios serían estudiantes, el cual 

están aprendiendo uno o más técnicas de IA (o programación), el usuario tendría que 

utilizar un algoritmo específico para que el resultado sea correcto, el estudiante tendrá 

que entender e implementar este tipo de algoritmo para asimilar lo aprendido. 

 

Como juego competitivo en el que se expone el problema y los usuarios compiten 

entre sí para encontrar las mejores técnicas o algoritmos que lleven a dar mejores 

resultados que los demás usuarios. 

 

 

1.1.3 Estado del arte 

 

El campo de la inteligencia artificial y del aprendizaje automático está en constante 

crecimiento, siempre se van utilizando todas estas técnicas en diversos campos 

dando como resultado muchas aplicaciones o servicios que usamos diariamente, el 

aprendizaje automático es útil en campos como la visión por computación y la minería 

de datos para la clasificación o predicción de datos, o el reconocimiento de objetos 

en imágenes, en el caso del aprendizaje por refuerzo, algunos ejemplos pueden ser 

aprender a jugar juegos como el Go3, hacer que un humanoide robot camine o 

aprender a jugar juegos sencillos como los de Atari4, y jugar mejor estos juegos que 

una persona. 

 

Dentro del campo de aprendizaje por refuerzo existen diversos estudios y 

herramientas que son relativamente nuevas y que están en constante desarrollo, pero 

que son muy potentes, pues han logrado conseguir incluso que una máquina aprenda 

a jugar y ganar al campeón de un juego como el  Backgammon5. 

 

DeepMind6 es una empresa especializada en el aprendizaje automático, en 2016 su 

programa AlphaGo entrenada para jugar Go gano a un jugador profesional por 

primera vez. A finales de 2016 liberó un kit de herramientas llamado DeepMindLab7, 

que fue creado para desarrollar entornos 3D basados en Quake2 Arena8 para el 

aprendizaje de agentes inteligentes, su principal propósito es como banco de pruebas 

para investigadores y desarrolladores, especialmente en aprendizaje por refuerzo. 

 

En DeepMindLab se usa una red neuronal [5], otro tipo de aprendizaje automático, 

para el reconocimiento de lo que el jugador (la máquina) puede ver en la pantalla (a 

través de los valores RGB), y aplica lo interpretado con aprendizaje con refuerzo para 

que así el agente aprenda a jugar únicamente viendo lo mismo y en las mismas 

circunstancias que una persona real. 

 

                                            
3 Go es un juego de tablero estratégico para dos jugadores. 
4 Empresa desarrolladora de videojuegos arcade, más popularmente en los años 80. 
5 Es un juego de tablero como el Go pero con un factor de azar a través de dados. 
6 Página web deepmind.com 
7 Enlace del proyecto github.com/deepmind/lab 
8 Quake2 es un videojuego en 3D shooter en primera persona, se utiliza en DeepMindLab para crear 
los laberintos o mapas. 
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OpenAI Gym9 es un kit de herramientas para desarrollar y comparar algoritmos de 

aprendizaje por refuerzo, pudiendo implementar juegos (entornos) en 2D como el 

Pong10 o Go , a diferencia de DeepMindLab que usa entornos 3D. La interacción de 

los agentes con el entorno es diferente pues la información que recibe el agente de él 

es por medio de código y no por lo que ve en la pantalla, lo que lo hace a OpenGym 

más simple y fácil de usar que DeepMindLab. Esta será la principal tecnología que 

aprovecharemos para la estructuración de los entornos del proyecto. 

 

 

1.2 Objetivos y alcance 
 

1.2.1 Objetivos 

 

Este proyecto se puede dividir en 4 objetivos o fases bien diferenciadas: 

 

Crear un sistema o estructura en el cual se pueda crear los entornos en 2D (problemas 

o juegos), en el cual se puedan implementar diferentes algoritmos sobre estos 

problemas para luego poder hacer una simulación y obtener los resultados.  

 

Crear un o más entornos o juegos con reglas similares a los de los juegos de la 

asignatura de EDA o al Ants AI challange de Google, con los elementos adecuados 

para poder aplicar las técnicas de búsquedas heurísticas y aprendizaje por refuerzo. 

 

 Implementar correctamente los algoritmos y técnicas de inteligencia artificial como 

algoritmos heurísticos o procedimentales, y hacer más énfasis en el estudio e 

implementación de las técnicas de aprendizaje por refuerzo 

 

Simular, probar y analizar los resultados, observando tanto los resultados individuales 

de cada técnica, como comparándolas entre ellas y así sacar unas conclusiones 

dependiendo de los resultados de los experimentos. 

 

 

1.2.2 Alcance 

 

Dado que el proyecto está sujeto a un tiempo limitado para un TFG, hay que decidir 

hasta qué punto va abarcar el proceso de desarrollo. 

 

El primer objetivo se hará completamente, por lo que se hará un sistema en la que se 

podrá crear entornos y agentes, y hacer que interactúen entre ellos de una forma 

eficiente, para ello se utilizará como base la herramienta llamada OpenAI Gym que 

proporcionará la mejor forma para estructurar el sistema y conseguir este objetivo. 

 

 

                                            
9  Página web gym.openai.com 
10 El primer videojuego arcade. 
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Entornos  

 

Se crearán, diseñan y se implementarán dos entornos o juegos en 2D para poder 

probar diferentes escenarios, serán juegos multijugador con reglas sencillas en el que 

cada jugador podrá implementar una o varias técnicas en un agente para que compita 

contra uno o varios agentes. 

 

En el primer juego cada jugador podrá implementar un agente, en el que competirá 

contra otros agentes con el fin de alcanzar un objetivo y ganar el juego. 

 

En el segundo juego cada jugador tendrá múltiples agentes, por lo que se tendrá que 

implementar algoritmos para sistemas-multiagente para competir contra otros 

sistemas y alcanzar un objetivo final y ganar el juego. 

 

Algoritmos 

 

Se implementarán diversos algoritmos con diversas técnicas para así poder 

analizarlas individualmente y compararlas entre ellas, dado que hay una gran 

variedad de todo tipo de algoritmos, una parte importante del proyecto será un estudio 

previo de qué técnicas se utilizarán. 

 

Se estudiarán y se implementan algoritmos básicos, sencillos y tradicionales para ver 

los resultados en este tipo de juegos, como el BFS para buscar los caminos más 

cortos dentro de un mapa para, por ejemplo, mover un agente de una posición a otra 

lo más eficiente posible. 

 

Se estudiarán los algoritmos heurísticos para escoger cuales son convenientes para 

este proyecto, partiremos del conocimiento previo aprendido en asignaturas de 

inteligencia artificial, algoritmos como hill climbing / simulated annealing [1] [2]. 

 

Los algoritmos de aprendizaje automático que se utilizarán serán técnicas de 

aprendizaje por refuerzo, en estas técnicas se pondrá más énfasis en el proyecto, ya 

que la especialidad del proyecto es de computación y este campo es en el que se 

tiene más interés por ver su estudio, funcionamiento e implementación. 

 

Experimentación 

 

En esta fase del desarrollo se simulará y demostrara todos los algoritmos 

implementados en los juegos hechos anteriormente, se analizarán los resultados 

tanto individualmente como comparándolos entre ellos y así reunir información para 

proporcionar conclusiones sobre los resultados. 

 

En el caso del aprendizaje por refuerzo, dada su forma de funcionar, se tendrá que 

entrenar a el agente o máquina que usa estas técnicas para poder obtener un modelo 

lo suficientemente bueno para que sea útil en la fase de experimentación, por lo que 

se tendrá que tener en cuenta el tiempo o fase de entrenamiento. 
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1.2.3 Posibles obstáculos 

 

El principal obstáculo es el conocimiento de estos algoritmos, algunas de ellas se han 

visto en asignaturas o se ha visto el contenido muy por encima, se tendrá que entrar 

en profundidad en todos los algoritmos y especialmente en el aprendizaje por refuerzo 

que es en el que se tiene más interés. 

 

El tiempo del trabajo es muy limitado, se necesitará una organización adecuada un 

seguimiento del trabajo, por lo que se tendrán objetivos concretos para realizar cada 

cierto tiempo, se harán las reuniones necesarias con el director para resolver dudas 

o problemas sobre el desarrollo. 

 

 

1.2.4 Cambios hito de seguimiento 

 

Objetivos  

 

El principal cambio en los objetivos del proyecto es que los juegos o entornos que se 

desarrollarán no serán parecidos a los de EDA o al Ants AI challange de Google como 

se dijo anteriormente, en lugar de esto serán juegos mucho más simples con reglas 

sencillas y visualmente muy básicos, como dibujar el juego por consola.  

 

La razón de este cambio es por el tiempo empleado en el estudio de los algoritmos, 

creemos que es más importante profundizar en esto, de esta manera quitándole 

tiempo de desarrollo a los entornos y dedicárselo en la explicación y estudio de estos 

algoritmos, por esto los entornos no serán tan elaborados como se pensaba en un 

comienzo. 

 

Alcance 

 

Los entornos serán más sencillos por lo que se crearán 4 juegos en lugar de 2 y se 

harán para explicar mejor cada uno de los algoritmos implementados. Dado la 

complejidad de los algoritmos y el tiempo del proyecto no se harán juegos 

multijugador, ni se implementarán sistemas-multiagente. Los entornos serán con un 

único agente y un objetivo que tendrá que resolver.  

 

Estos cambios son gracias al desconocimiento previo de estos algoritmos, antes de 

empezar el desarrollo no se tenía conocimiento sobre nada de aprendizaje por 

refuerzo, en el hito inicial se intentó aproximar la cantidad de técnicas que se podrían 

implementar, pero tras el desarrollo se ha visto que no hay tiempo suficiente y es un 

tema muy amplio para un TFG, por lo que únicamente se implementaran algoritmos 

de aprendizaje por refuerzo y no se realizaran estudios de sistemas-multiagente. 
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1.3 Metodología y rigor 
 

Con tal de desarrollar el proyecto se seguirá una metodología ágil con el fin de tener 

un método de desarrollo iterativo e incremental. Existen muchos métodos ágiles que 

tienen sus propias fases y definiciones, el cual se siguen estrictamente según su 

propia metodología, estas metodologías están pensadas para la organización y 

desarrollo de software en equipos auto-organizados y multidisciplinario.  

 

Ya que este proyecto se realizará por una sola persona, no se seguirá estrictamente 

ninguno de estos métodos existentes, pero se aprovechará la idea más importante 

del desarrollo ágil que es desarrollar el proyecto por iteraciones en el que cada 

iteración dura 1 o 2 semanas y en cada una se cumple un objetivo específico, así que 

cada ciclo de desarrollo tendrá una fase de planificación, análisis de requisitos, 

diseño, codificación, pruebas y documentación. Cada iteración del desarrollo también 

tendrá una reunión con el director para poder ir guiando el desarrollo, observando el 

trabajo realizado. 

 

Como cada ciclo dependerá del estado en que se encuentre el proyecto se podrá ir 

haciendo los cambios necesarios para ir corrigiendo errores y mejorando el resultado 

final, ya que no se puede dar un esquema completamente detallado de lo que se hará 

en cada iteración, a continuación, se expondrá una visión global del orden y 

seguimiento que se hará para realizar todos los objetivos. 

 

Primero se estudiará y se implementará el sistema que unirá el problema la 

implementación y la simulación / pruebas, que es la estructura principal en la que 

funcionará el proyecto. 

 

En segundo lugar, se implementará uno de los juegos, el problema y sus reglas, 

después se hará un estudio profundo e implementación de los algoritmos utilizados 

para este problema dado, finalmente se simulará experimentara y se expondrán los 

resultados documentándolos. 

 

En tercer lugar, se implementará el segundo juego siguiendo los mismos pasos que 

en el primero, esta vez es posible reutilizar algunos de los algoritmos hechos 

anteriormente, dependiendo de las reglas de este segundo juego. 

 

Finalmente se documentará más detalladamente lo que no se haya documentado con 

anterioridad, o falta por documentar para finalizar el proyecto. 

 

 

1.3.1 Validación de resultados 

 

La forma para la validación será con las continuas reuniones con el director, pues es 

el que tiene el conocimiento necesario para la validación de los resultados. En estas 

reuniones se resolverán dudas o problemas y en las que el director podrá revisar si 

se están cumpliendo los requisitos del proyecto, si se está desarrollando 
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correctamente tanto en la documentación y estructuración del proyecto como en la 

parte más técnica, aspectos como la correcta interpretación e implementación de los 

algoritmos, el planteamiento de los problemas y reglas dentro de cada uno de los 

juegos y la correcta ejecución de las pruebas, simulaciones y experimentos sobre 

estos. 

 

Una parte importante del proyecto será la experimentación de los algoritmos y 

técnicas, también se tendrá en cuenta que todos los resultados de los experimentos 

y pruebas sean coherentes con respecto a la teoría de cada uno de los algoritmos 

individualmente. 

 

 

1.3.2 Herramientas de desarrollo 

 

Para este proyecto se utilizará múltiples herramientas para diferentes aspectos del 

desarrollo, para la estructura principal de la creación del problema, implementación, 

y pruebas se usará OpenAI Gym que es un kit de herramientas para desarrollar y 

comparar algoritmos de aprendizaje de refuerzo, pero que se aprovechará para hacer 

otro tipo de algoritmos y no solo en los de aprendizaje por refuerzo. 

 

Se utilizarán la herramienta de control de versiones GIT para tener un buen historial 

y control de lo que se va realizando del código implementado, asociado con el control 

de versiones se utilizara un repositorio en red donde guardar el código en Github con 

tal de tener siempre disponible el código y caso de fallos o errores poder recuperarlo 

fácilmente. 

 

Herramientas diversas como e-mail para la comunicación con el director, editores de 

texto y herramientas de desarrollo de software como compiladores y editores de 

imágenes como Gimp para la parte gráfica de los juegos. 

 

 

1.3.3 Cambios hito de seguimiento 

 

El único cambio importante en la metodología y rigor del proyecto son las reuniones 

con el director, que por razones de tiempo se ha preferido tener una comunicación 

vía e-mail para el seguimiento y dudas del proyecto en lugar de reuniones 

presenciales periódicas, esto no ha afectado en nada del desarrollo del proyecto y 

todas las dudas o problemas se han ido solucionando satisfactoriamente. 

 

Con respecto a las herramientas, el único cambio es el de utilizar una herramienta de 

más llamada scikit-learn11, que es una librería especializada en aprendizaje 

supervisado, esta herramienta nos ayudará en uno de los métodos que se 

implementaran en el proyecto por lo que fue necesario añadirla. 

 

                                            
11 Más información en http://scikit-learn.org 
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1.4 Planificación temporal 
 

En esta sección se detallará la planificación temporal del proyecto, se desglosarán y 

explicarán las tareas de cada una de las fases del desarrollo y se reflejarán en un 

diagrama de Gantt (Anexo I), se explicará el plan de acción y en la valoración de 

alternativas en caso de desviaciones eventuales durante el desarrollo. Debido a la 

metodología ágil utilizada, en cada iteración del desarrollo puede ir cambiando la 

planificación temporal variando el tiempo empleado y las tareas realizadas.  

 

El proyecto tendrá una duración aproximada de 6 meses empezando el 13 de febrero 

y finalizando el 10 de septiembre, teniendo en cuenta que el mes de abril no se 

trabajará en el proyecto. 

 

 

1.4.1 Recursos 

 

Para este proyecto una sola persona trabajara en el con dedicación aproximada de 

21 horas semanales, y utilizara los siguientes recursos durante el desarrollo: 

 

Recursos Hardware 

 

Ordenador: Para todas las tareas 

Conexión a Internet: Para todas las tareas 

 

Recursos Software 

 

Windows 10: Para la organización y documentación 

Microsoft Office 2016: Para la documentación de todo el proyecto 

Trello: Para la organización de las tareas 

Linux Mint: Para el desarrollo software 

Gimp: Para la edición de imágenes para los juegos 

OpenGym AI: Herramienta para la estructura principal del proyecto 

Git: Para el control de versiones 

Herramientas de desarrollo como el editor de texto Sublime 3 

 

 

1.4.2 Descripción de las tareas 

 

T1 - Investigación y puesta en marcha 

 

En esta tarea se investigará sobre el dominio que se desea trabajar, en este caso 

sobre inteligencia artificial, se investigara qué aplicaciones y usos se pueden hacer 

sobre el dominio escogido, y se decidirá un tema en concreto que se trabajara en el 

proyecto, se investigará sobre las herramientas que ya existen, sobre su posible uso 

para el desarrollo o para la ampliación de estas herramientas y al final de esta fase 

ya se tendrá una vista global pero concreta de lo que será el proyecto. 
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T2 - Planificación del proyecto 

 

Esta fase del proyecto es la que se está haciendo en este momento, y se trata de la 

elaboración de documentación del TFG sobre la gestión y planificación del proyecto, 

esta fase se cursa en la signatura de GEP la cual se divide en diferentes tareas como 

la definición del contexto y alcance, planificación temporal, gestión económica y 

sostenibilidad, presentación oral y documentación final. 

 

T3 - Estructura principal y entorno de trabajo 

 

En esta fase se va a configurar el entorno de trabajo, esto significa tener todos los 

recursos hardware y software en marcha para poder empezar el desarrollo. 

Se creará la estructura principal del proyecto en la que se implementaran las demás 

funcionalidades (juegos y algoritmos), para esto se utilizara OpenGym. 

 

T4 - Creación del primer juego 

 

En esta tarea se crea el primer juego, se definirán e implementarán las reglas, se hará 

la parte gráfica del juego utilizando herramientas como Gimp y se harán pequeñas 

pruebas para saber el buen funcionamiento del juego. 

 

T5 - Investigación de algoritmos e implementación (primer juego) 

 

En esta fase se investigará a fondo sobre los algoritmos que se utilizaran para la 

implementación del primer juego, los algoritmos a investigar se pueden dividir en dos 

grandes grupos, algoritmos heurísticos y algoritmos de aprendizaje por refuerzo, esta 

será la fase de más duración y esfuerzo del proyecto. 

 

T6 - Experimentación y documentación (primer juego)  

 

En esta fase se probarán, simularán y se demostraran los algoritmos implementados 

de la fase anterior, se probará su correcto funcionamiento y se analizaran los 

resultados para luego documentar las fases de creación, implementación y 

experimentación del primer juego. 

 

T7 - Creación del segundo juego 

 

Esta fase será igual que la creación del primer juego, pero se implementará un juego 

con sistemas-multiagente, por lo que las reglas serán diferentes. 

 

T8 - Investigación de algoritmos e implementación (segundo juego)  

 

En esta fase se investigarán algoritmos sobre sistemas-multiagente, también se 

estudiará la posible reutilización de los algoritmos utilizados en el primer juego para 

este segundo. 
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T9 - Experimentación y documentación (segundo juego)  

 

En esta fase al igual que en el primer juego se probarán, simularán y se demostraran 

los algoritmos implementados para luego documentar los resultados, en esta fase 

también se podrá comparar o analizar las diferencias entre agentes independientes y 

sistemas-multiagente. 

 

T10 - Documentación final y revisión 

 

En esta última fase se revisará todo proyecto para encontrar errores y corregirlos, se 

revisará la documentación hecha y se ampliará si es necesario o se documentara lo 

que falte que no se haya documentado, se redactará la memoria del TFG y se añadirá 

la documentación hecha en la asignatura de GEP, finalmente se organizara y se 

revisará para su entrega final. 

 

T11 - Preparación de la presentación 

 

En esta fase se prepara la defensa del proyecto que se hará ante el tribunal, que 

tendrá lugar y hora a concretar, se hará el material necesario para la presentación ya 

sean diapositivas o Demos de los juegos y se preparará el discurso oral. 

 

 

1.4.3 Plan de acción y valoración de alternativas 

 

Dado que este proyecto será realizado por una sola persona, no habrá tareas que se 

puedan hacer en paralelo, las tareas mencionadas anteriormente tienen un carácter 

secuencial por lo que cada tarea tiene como dependencia de precedencia a la anterior 

tarea en el orden escrito en este documento, por lo que cada tarea no se empezará 

hasta que la anterior se haya finalizado completa y correctamente. 

 

Las dos primeras tareas ya están hechas o están en desarrollo, la fecha de inicio de 

la tercera tarea en adelante se empezará el 1 de mayo y finalizará el 10 de septiembre 

aproximadamente, pero la fecha límite de entrega de la memoria y la fecha de defensa 

del proyecto será en octubre por lo que se tendrá margen de tiempo para actuar en el 

caso de desviaciones eventuales, aun así se tiene planificado que como mucho se 

tendrán de 15 a 20 días de margen, ya que el trabajo no está pensado para hacerlo 

en más tiempo, por lo que como máximo la entrega de la memoria se hará el 30 de 

septiembre.  

 

En este margen de tiempo se podrán incluir mejoras notables sobre la calidad del 

proyecto ya sean los algoritmos utilizados, la experimentación o la fase de 

documentación. Ya que se usa una metodología ágil se prevé alguna iteración extra 

en este margen de tiempo para realizar algún cambio o cambios importantes durante 

el desarrollo que no se tuvieron en cuenta durante la planificación 
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El trabajo tiene una flexibilidad suficiente para que se realice con éxito según lo 

planificado, este proyecto está pensado para hacer aproximadamente de 21 horas 

semanales, por esta razón se ha decidido hacer la defensa en octubre y no antes para 

tener el tiempo suficiente, pues de otra manera las horas empleadas cada semana 

serían muchas más y no habría tiempo suficiente en caso de problemas tener un 

margen de error para poder arreglarlo. 

 

 

1.4.4 Tiempo Empleado 

 

A continuación, se verán las horas que se emplearán para cada una de las tareas, 

con respecto al diagrama de Gantt las dos primeras tareas, se corresponde 

aproximadamente a 12 horas semanales trabajadas, a partir de la tercera en 

adelantes, se consideran las 21 horas aproximadas que se mencionaron en los 

apartados anteriores. 

 

 
Tabla 1 : Tiempo empleado 

 

 

#  Tarea Tiempo 

(Horas) 

1  Investigación y puesta en marcha 20 

2  Planificación del proyecto 80 

3  Estructura principal y entorno de trabajo 20 

4  Creación del primer juego 30 

5  Investigación de algoritmos e implementación (primer juego) 150 

6  Experimentación y documentación (primer juego) 25 

7  Creación del segundo juego 30 

8  Investigación de algoritmos e implementación (segundo juego) 90 

9  Experimentación y documentación (segundo juego) 25 

10  Documentación final y revisión 40 

11  Preparación de la presentación 10 

  Total 510 
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1.4.5 Cambios hito de seguimiento 

 

Recursos 

 

El único cambio en los recursos es el uso de scikit-learn que es un recurso software 

para la implementación de un algoritmo que utiliza aprendizaje supervisado. 

 

Planificación 

 

Por motivos de tiempo y organización la fecha en que se inició el proyecto fue un mes 

después de lo dicho en el hito inicial, por lo que todas las fechas y la planificación se 

atrasaron un mes y la fecha de entrega de la memoria final está planificada para ser 

el 10 de octubre, aun con este cambio el plan de acción y valoración de alternativas 

sigue siendo viable. En el hito de seguimiento el proyecto no se ha desviado del 

tiempo necesario descrito en la planificación temporal, por lo que no se tiene previsto 

ninguna desviación para el hito final y se cree que con estos cambios la planificación 

es definitiva. 

 

Los cambios en los objetivos y en el alcance fueron los que afectaron a la planificación 

y descripción de las tareas, uno de ellos fue la decisión de hacer 4 juegos en lugar de 

2 y quitarle tiempo de desarrollo a los juegos para dedicárselo a los algoritmos, 

también el de reducir tiempo de experimentación, otro cambio fue el de reducir la 

cantidad de técnicas y algoritmos que se querían implementar. Estos cambios fueron 

necesarios para ajustarse al tiempo dedicado a cada una de las partes para no salirse 

del tiempo total del proyecto y no tener ninguna desviación. 

 

Un cambio importante es que la implementación definitiva de los entornos y los 

experimentos se harán al final después del estudio de los algoritmos. La razón de este 

cambio es que cada entorno se planea simularlo con todos los algoritmos para poder 

compararlos entre ellos, por lo que hasta no tener todos los algoritmos no se puede 

hacer esta parte del proyecto. 

 

El estado actual del proyecto es el de la creación de entornos, quedando la parte de 

experimentación y documentación final para finalizar la memoria.  A Continuación, se 

ven el tiempo en horas de cada una de las tareas realizadas en el proyecto. 
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#  Tarea Tiempo 

(Horas) 

1 Investigación y puesta en marcha 20 

2 Planificación del proyecto 80 

3 Estructura principal y entorno de trabajo 20 

4 Investigación de algoritmos, documentación e implementación 280 

8 Creación de los entornos 30 

9 Experimentación 30 

10 Documentación final y revisión 40 

11 Preparación de la presentación 10 

  Total 510 

 
Tabla 2 : Cambios en el tiempo empleado 

 

 

1.5 Gestión económica 
 

En esta sección se analizará y se detallarán los elementos o tareas del proyecto que 

se mencionaron en el apartado de planificación temporal, con tal de evaluar y estimar 

los costes que tendrán a lo largo del desarrollo, se tendrán en cuenta los recursos 

humanos, hardware, software, costes indirectos e imprevistos. 

 

Se llevará un control estricto y actualizado después de cada iteración del desarrollo, 

y así al final del proyecto saber exactamente las horas y los recursos utilizados con el 

fin de comparar la gestión económica inicial, la gestión de imprevistos y el precio final 

o real de proyecto tras finalizarlo y ver si existe alguna desviación a favor o en contra. 

 

Todos los costes a estimar se harán a partir de los recursos y el diagrama de Gantt 

que se detalló en el apartado anterior, con tal de que todo tenga coherencia y siga un 

control estricto, concreto y sin obviar elementos importantes. 
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1.5.1 Recursos humanos 

 

El proyecto será desarrollado por una única persona que hará de los 4 roles presentes 

en el proyecto: jefe de proyecto, diseñador & analista, programador y tester. A 

continuación, se muestra la tabla de costes según el rol y las horas empleadas. En el 

Anexo II podemos ver las horas detalladas por tareas, tal como se dividieron las tareas 

en la planificación temporal. 

 

 

Rol Horas Precio por hora Precio total 

Jefe de proyecto 150 50 ú 7.500 ú 

Diseñador y analista 200 35 ú 7.000 ú 

Programador 96 25 ú 2.400 ú 

Tester 64 20 ú 1.280 ú 

Total 510  18.180 ú 

 
Tabla 3 : Recursos humanos 

 

 

1.5.2 Recursos hardware 

 

Como recursos hardware contamos con un ordenador que tiene una vida útil de 4 

años y se tiene previsto usar un 80% dedicado al proyecto, y una conexión a internet, 

que supondremos que dedicaremos un 60% de su uso para el proyecto, durante los 

6 meses previstos. 

 

 

Producto 

Precio por 

unidad Unidad Vida útil Precio Uso Precio total 

Ordenador 1200 ú 6 meses 4 años 150 ú 80% 120ú 

Internet 45 ú 6 meses 1 mes 270 ú 60% 162ú 

Total    420 ú  182 ú 

 
Tabla 4 : Recursos hardware 

 

 

El cálculo de las amortizaciones de los recursos se calcula como: 

 

ὖὶὩὧὭέ ὴέὶ όὲὭὨὥὨὟzὲὭὨὥὨὩί

ὠὭὨὥ όὸὭὰ
   z   

όίέ

ρππ
 

 

Los campos que no están en las tablas no se tienen en cuenta. 
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1.5.3 Recursos software 

 

Se tendrán en cuenta sobre todo los recursos de software que son de pago, todos los 

recursos no mencionados que se detallaron en la sección anterior no se mencionan 

porque no tendrán coste alguno ya que son herramientas de software libre y gratuitas.  

 

Software Precio Unidad Vida útil Amortización 

Windows 10 Professional 135 ú 6 meses 3 años 22,5 ú 

Microsoft Office 2016 253,9 ú 6 meses 3 años 42,3 ú 

Herramientas software libre 0 ú   0 ú 

Total    64,8 ú 

 
Tabla 5 : Recursos software 

 

 

1.5.4 Costes indirectos 

 

Se tendrá en cuenta el consumo eléctrico de los recursos, teniendo en cuenta el 

consumo diario normal que tiene un ordenador. La entrega del proyecto incluye una 

entrega impresa del reporte final para cada uno de los miembros del tribunal, 

supondremos 4 copias y cada una de 150 páginas. 

 

Producto 

Precio por 

unidad Unidad Precio Uso Precio total 

Electricidad 0,12626 ú 463 Kw 71,08 ú 80% 56,9ú 

Impresión 0,05 ú 600 pag 30 ú 100% 30ú 

Total   101,08 ú  86,9 ú 

 
Tabla 6 : Costes indirectos 

 

1.5.5 Contingencias 

 

Se incluirá un 10 % de la suma de los costes directos e indirectos para el plan de 

contingencia. 

 

Producto Porcentaje Precio Precio total 

costes directos 10% 18.426,8 ú 1.842,68 ú 

costes indirectos 10% 86,9 ú 8,69 ú 

Total   1.851,37 ú 

 
Tabla 7 : Contingencias 
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1.5.6 Imprevistos 

 

Se tendrán en cuenta dos tipos de imprevisto para calcular la estimación de costes, 

no se tendrá en cuenta ningún porcentaje de los costes directos o indirectos para este 

cálculo. 

 

Primero las desviaciones eventuales, como se explicó en la planificación temporal se 

tendrá un margen de 15 a 20 días en el caso de algún imprevisto, por lo que 

suponiendo que el tiempo empleado extra sea el de diseñador y analista el precio por 

hora ser§ de 35 ú, y suponiendo que sean 3 horas cada d²a ser§n 60 horas extra. 

 

Por otra parte, un caso muy improbable sería la avería del ordenador en el que se 

desarrolla el proyecto, podría repararse, pero en el peor de los casos se tendría que 

sustituir por otro, por lo que el coste sería el de un ordenador nuevo, al aumentar los 

días también aumentarían los costes indirectos como la electricidad y la conexión a 

internet. 

 

 

Producto Unidades Precio Probabilidad Precio total 

Recursos humanos 60 horas 35 ú / h 30% 630 ú 

Costes indirectos 1 20 ú 30% 6 ú 

Avería Ordenador 1 1200ú 1% 12 ú 

total    648 ú 

 
Tabla 8 : Imprevistos 

 

 

1.5.7 Estimación de costes 

 

A continuación, se ve el coste estimado total de todo el proyecto 

 

 

Concepto Coste Estimado 

Recursos humanos 18.180 ú 

Recursos hardware 182 ú 

Recursos software 65 ú 

Costes indirectos 87 ú 

Contingencia 1.851 ú 

Imprevistos 648 ú 

Total 21.013 ú 

 
Tabla 9 : Estimación de costes 
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1.5.8 Control de gestión 

 

Se seguirá un estricto control sobre las horas realizadas en cada una de las etapas 

del proyecto tanto como diariamente como en cada iteración planeada según la 

planificación. Se tendrá diferenciadas las horas de cada uno de los roles que se 

aplican en este proyecto, y así mirar las horas reales realizadas por cada uno de los 

roles. 

 

También se realizará un registro sobre los demás recursos utilizados ya sean directos 

e indirectos. Con esto se podrá comparar los costes estimados con los datos reales 

tras finalizar el proyecto, también se podrá ver la desviación de costes y la razón de 

están. 

 

Se ha presupuesto un nivel de contingencia y costes por imprevistos lo 

suficientemente alto, por lo que no se prevé que el coste real al finalizar todo el 

proyecto supere la estimación inicial, aun así, al final al comparar los datos y en el 

caso de que haya una gran desviación se observará si es porque la planificación de 

horas no era adecuada, por el uso extra de algún recurso o por motivos no 

planificados. 

 

 

1.5.9 Cambios hito de seguimiento 

 

No se ha hecho ningún cambio importante que afecte a la gestión económica que se 

hizo en el hito inicial, ya que con respecto a la nueva herramienta software que se 

utilizó, es de software libre por lo que tiene coste 0 y no afecta en ningún calculo. 

 

Los recursos humanos tampoco varían porque, aunque hubo cambios en los 

objetivos, alcance y tareas de la planificación inicial, no hubo cambio en el tiempo total 

empleado que sería el que afectaría a los presupuestos. Lo que se hizo en la 

planificación fue ajustar el tiempo quitándole unas horas a una parte menos 

importante para dárselo a otra más importante y reduciendo el alcance del proyecto, 

pero con las mismas horas totales, por lo que el tiempo de recursos humanos, 

hardware y costes indirectos no varían y no afectan en la estimación de costes. 

 

 

1.6 Sostenibilidad y compromiso social 
 

A continuación, se detallará el estudio sobre sostenibilidad y compromiso social de 

este proyecto, en la siguiente Tabla 10 : Matriz de sostenibilidad se muestra la 

puntuación de este estudio y cada una de las puntuaciones o apartados se explican 

más adelante en detalle. 
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 PPP Vida Útil Riesgos 

Ambiental Consumo de diseño Huella ecología Riesgos ambientales 

 9 / 10 18 / 20 -3 / -20 

Económico Factura Plan de viabilidad Riesgos económicos 

 8 / 10 16/20 -3 / -20 

Social Impacto personal Impacto social Riesgos sociales 

 8 / 10 18 /20 0/-20 

Rango de 
sostenibilidad 

25 / 30 52 / 60 -6 / 60 

  71 / 90  

 
Tabla 10 : Matriz de sostenibilidad 

 

 

1.6.1 Ambiental  

 

Dado que es un proyecto software, el desarrollo de este no tiene un gran impacto en 

el ámbito ambiental, excepto por el uso de los recursos indirectos que sí lo tienen 

como el uso de un ordenador, pues la fabricación de un ordenador tiene un cierto 

impacto en el medio ambiente que si se tiene que tener en cuenta. El recurso más 

con implicación más directa en el medio ambiente seria la electricidad utilizada para 

el desarrollo que según los datos oficiales [12] y la electricidad consumida según la 

planificación del apartado 1.5.4 Costes indirectos, las emisiones para este proyecto son 

de ρτφȢφ ὑὫ ὨὩ ὅὕ aproximadamente. 

 

Una vez terminado el proyecto, el único uso que se le puede hacer al proyecto es 

educativo y ya que es software tampoco tiene gran repercusión sobre el medio 

ambiente más allá de los recursos como la electricidad para poder ejecutarlo, el 

desmantelamiento en este proyecto tampoco tiene impacto por los mismos motivos. 

 

El único riesgo o imprevisto que puede surgir en el desarrollo es que por problemas 

de planificación se aumente el número de horas, que causa un aumento de 

electricidad y por lo tanto aumento de emisiones de ὅὕ. Pero a lo largo del proyecto 

no se han variado el número de horas de desarrollo por lo que los riesgos son muy 

bajos. 

 

 

1.6.2 Económica 

 

Se ha revisado y valorado el coste del proyecto, teniendo en cuenta todos los recursos 

necesarios para su realización incluyendo imprevistos y contingencias para estimar el 

coste. El coste total detallado en el apartado 1.5 Gestión económica refleja un coste de 

mercado real, pero dada la naturaleza académica del proyecto el coste real de los 
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recursos humanos es de cero ya que será realizado por un estudiante y no se trata 

de un producto que vaya a salir al mercado, por lo que el coste real sería teniendo en 

cuenta los recursos software y costes indirectos, por lo que el coste sería muy bajo 

comparado con el de mercado. 

 

Como no es un proyecto o producto que se vaya a vender no tiene ningún tipo de 

beneficios, no tiene vida útil, está hecho únicamente por motivos educacionales, por 

lo que no tiene mucho impacto económico y lo poco que tiene es positivo por el hecho 

de que los costes no son elevados. 

 

Los riesgos que puede tener son los mismos que en el ámbito ambiental, ya que el 

único problema sería el imprevisto de aumentar el número de horas de trabajo, que 

se traduciría a más energía y más recursos humanos lo que harían aumentar el coste 

total. 

 

 

1.6.3 Social 

 

El desarrollo de este proyecto no me ha supuesto ninguna reflexión personal o ética, 

en la parte profesional me ha hecho reflexionar sobre lo que quiero o no seguir 

estudiando y el enfoque hacia mi carrera profesional sobre lo que realmente quiero 

hacer y si los conocimientos que tengo son lo suficientes o es necesario adquirir más. 

 

El proyecto principalmente fue para el estudio y demostración del aprendizaje por 

refuerzo, pero puede servir como herramienta educativa para poder aprender y 

entender los algoritmos utilizados en los entornos, también incluso se podrían 

implementar y probar algoritmos nuevos hechos por estudiantes y compararlos entre 

ellos, o compararlos con los del aprendizaje por refuerzo. No tiene ningún tipo de 

riesgo social, no tiene ningún impacto negativo en el ámbito social.  

 

 

1.7 Regulaciones y leyes 
 

Dado que en el software desarrollado no se utilizan ningún tipo almacenamiento de 

información no se le aplica la ley orgánica 15/1999 de protección de datos de carácter 

personal. No se infringe el real decreto legislativo 1/1996 Ley de propiedad intelectual 

ya que no se utiliza ningún software sin su consentimiento de uso y todos los 

algoritmos implementados son de libre uso.  

 

Con respecto al uso de software externo dentro del proyecto, scikit-learn tiene una 

licencia BSD12 y OpenGym AI tiene una licencia MIT13 , en los dos casos nos es 

permitido usar libremente ese software para este proyecto. 

 

                                            
12 Más información en wikipedia.org/wiki/BSD_licenses 
13 Más información en wikipedia.org/wiki/MIT_License 
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2. Conceptos Teóricos 
 

 

Una gran parte del tiempo dedicado al proyecto es el estudio del aprendizaje 

automático, sus campos de aplicación y sus ramas, profundizando especialmente en 

el aprendizaje por refuerzo.  

 

 

2.1 Machine Learning 
 

Machine Learning (ML) o aprendizaje automático, es una de las ramas o subcampo 

de la inteligencia artificial, su objetivo principal es crear sistemas y desarrollar técnicas 

y algoritmos capaces de hacer que estos sistemas o máquinas puedan aprender y 

adquirir conocimiento con el fin de resolver problemas complejos los cuales con las 

técnicas básicas o usuales son imposibles de solucionar ya sea por su complejidad 

computacional o por su rendimiento que lo hace imposible tanto por tiempo como por 

memoria física. 

 

El aprendizaje automático tiene multitud de aplicaciones en diversos y variados 

campos de estudio como la minería de datos para la clasificación y predicción de 

datos a partir de un conjunto conocido. En visión por computador para el 

reconocimiento de imágenes, ya sean objetos simples o más complejos como el 

reconocimiento facial. Para el reconocimiento de voz, utilizado en sistemas 

inteligentes como Siri en iOS. Incluso para tareas complejas como hacer que una 

máquina aprenda a hacer acrobacias en un helicóptero. 

 

Como se ha dicho antes, el objetivo es que la máquina aprenda, para llegar a esto 

existen diferentes tipos de técnicas que se han desarrollado para diferentes tipos de 

problemas que se quieren solucionar. 

 

Aprendizaje supervisado 

 

El aprendizaje supervisado es una técnica o familia de algoritmos que lo que intenta 

es crear, deducir y aproximar una función que establece una relación entre los datos 

de entrada y la respuesta de la salida que se le dan al sistema. La forma de aprender 

de estos algoritmos es a través de un conjunto de datos de entrenamiento que suele 

ser pares de objetos con la información del tipo o la etiqueta del objeto y sus 

características en forma de vector, el algoritmo a partir de estos datos aprende y crea 

un modelo que, al darle un objeto de entrada, da un valor numérico de salida que se 

puede interpretar como un número para los problemas de regresión o como una 

etiqueta para los problemas de clasificación. El objetivo principal del modelo es el de 

predecir la salida de la entrada de un objeto nunca antes visto, para esto tiene que 
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aprender y generalizar los datos de entrenamiento para dar un resultado los más 

acertado posible. 

 

Existen múltiples tipos de algoritmos como el k-nearest neighbor (KNN) que a partir 

del parámetro k  predice la salida dependiendo de los k  vecinos que más se le 

parezca al objeto de entrada, árboles de decisión que genera un árbol en el que en 

cada nodo se diferencia alguna característica del objeto de entrada para decidir por 

que rama seguir del árbol hasta llegar a una de las hojas que dará un resultado, Naive 

Bayes es un método que usa un modelo probabilístico y diversos algoritmos más 

complejos y sofisticados como Maquinas de vectores de soporte o Redes neuronales. 

 

Para evaluar estos algoritmos se usan diversas técnicas que se basan en a partir de 

los datos de entrenamiento, escoger una parte para entrenar la máquina y crear un 

modelo y otra parte que serán objetos no vistos para evaluar y validar los resultados 

del modelo, una de las técnicas más usadas es k-fold cross validation que lo que hace 

es dividir los datos en k partes, entrenar varias veces un modelo dejando una de las 

partes de los datos aparte para la evaluación. 

 

Aprendizaje no supervisado 

 

El aprendizaje no supervisado se diferencia del supervisado principalmente porque 

no hay conocimiento previo, es decir en el aprendizaje no supervisado no hay datos 

de entrenamiento, en lugar de eso solo hay datos de entrada los cuales son tratados 

y procesados creando un modelo de densidad para el conjunto de estos para extraer 

conocimiento de este conjunto de entrada. 

 

Tiene diversas aplicaciones como la compresión de datos, la creación de código 

factorial de los datos o encontrar agrupaciones dentro del conjunto de los objetos de 

entrada para encontrar comunidades. 

 

Un algoritmo de esta rama es k-means, que es un algoritmo de clustering 14que intenta 

encontrar k grupos o comunidades en el que crea k puntos en el espacio de 

características de los objetos, estos puntos o centroides se van recalculando en cada 

paso y los objetos de entrada se van asociando a cada centro según su distancia 

hasta que finalmente se estabilizan los centroides y todos los elementos de entrada 

están asociados a su respectivo centroide que sería su grupo o comunidad. 

 

Otros aprendizajes 

 

Existen otros tipos de aprendizaje como el aprendizaje semi-supervisado que 

combina las dos técnicas anteriores. El aprendizaje por transducción que es similar al 

aprendizaje supervisado pero no crea explícitamente una función para predecir la 

salida y se basa en los objetos de entrada pero también en los nuevos que predice. 

También existe el Aprendizaje multi-tarea y el aprendizaje por refuerzo, este último es 

en el que se centrara este proyecto. 

                                            
14 Algoritmos de búsqueda y agrupamiento de comunidades de objetos según algún criterio. 
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2.2 Reinforcement learning 
 

Reinforcement learning (RL) o aprendizaje por refuerzo, es una forma distinta del 

aprendizaje automático, se basa en la psicología conductista o en la manera que las 

personas aprendemos, si nos fijamos en cómo aprenden las personas  observaremos 

que de las acciones que hagan en su entorno esperaran un efecto provocado por 

estas que pueden tener resultados positivos o negativos, en ocasiones no se tiene 

alguien que le instruya de lo que está haciendo sino únicamente el entorno que va 

cambiando y le va dando información de causa y efecto, esto hace que la persona 

vaya aprendiendo poco a poco sobre qué acciones puede hacer y qué efectos 

causaran sobre su entorno. 

 

El aprendizaje por refuerzo intenta seguir esta línea de aprendizaje de las personas y 

aprender sobre su entorno a partir de la interacción con este a través de acciones, 

pero en este caso cada acción recibirá una recompensa que será un valor numérico 

positivo o negativo y el objetivo será el de maximizar el número de recompensas 

aprendiendo a prueba y error, esta es la característica más importante del aprendizaje 

por refuerzo. 

 

La diferencia con el aprendizaje supervisado es que en el aprendizaje por refuerzo no 

se reciben muestras o ejemplos del problema de una fuente externa, en cambio la 

máquina aprende de su propia experiencia de la misma forma que las personas. 

 

Algunas de sus aplicaciones pueden ser para aprender a hacer maniobras en un 

helicóptero, hacer que un humanoide camine, controlar una central eléctrica o 

aprender a jugar juegos como el ajedrez, Backgammon o juegos de Atari y en 

ocasiones jugarlo mejor que una persona. 

 

 

 

 

 

Figura 1 : Atari Breakout Figura 2 : Backgammon 

 

 

 

En este proyecto nos centraremos en juegos simples para poder probar diferentes 

tipos de algoritmos de RL, ver su aprendizaje y sus resultados de este. 



 

34 
 

2.3 Principales elementos del aprendizaje por refuerzo 
 

Entorno 

 

El entorno se puede ver como el problema que se quiere resolver mediante RL, 

contiene todos los elementos con los que un agente puede interactuar como por 

ejemplo en el ajedrez, el entorno seria el tablero y la posición de sus fichas. El agente 

puede interactuar en este entorno moviendo las fichas, es decir modificando el 

entorno, pero es el entorno quien tiene sus limitaciones como por ejemplo sus límites 

del tablero o los posibles movimientos válidos de las fichas, así como sus reglas y en 

el caso de los juegos reglas de cuando se empata, pierde o gana. 

 

Un entorno puede estar en diferentes estados según la disposición de los elementos 

dentro del entorno, por ejemplo, en el ajedrez el estado inicial es cuando todas las 

fichas están en su posición inicial, el estado final sería cuando un jugador hace un 

movimiento de jaque mate o empate. 

 

Agente Inteligente 

 

Un agente inteligente es una entidad que puede actuar dentro de un entorno para 

cambiarlo, en el ajedrez por ejemplo el agente sería el jugador que mueve las fichas 

con el fin de ganar el juego. Un agente puede ser una persona o una máquina, que 

en nuestro caso el objetivo es hacer que las máquinas aprendan a resolver problemas 

de un entorno, como por ejemplo un juego como el ajedrez. 

 

Políticas 

 

Una política es la que define el comportamiento de un agente, se podría decir que la 

política es una asociación que existe entre estados del entorno y acciones que se 

toman según este estado, la política puede ser tan sencilla como una tabla de pares 

estado ï acción, o políticas más complejas computacionalmente con procesos de 

búsquedas. Las políticas pueden ser estocásticas o deterministas esto dependerá de 

lo que se desee como comportamiento del agente, pero se tienen que tener en cuenta 

dos conceptos nuevos la explotación y la exploración. 

 

Explotación y exploración 

 

La explotación es el hecho de explotar el conocimiento que se tiene para obtener una 

recompensa, es decir si el agente ya sabe cuál es la mejor opción estando en un 

determinado estado siempre tomará la misma acción explotando este conocimiento, 

a esto se lo podría llamar política determinista.  

 

Por otra parte ya teniendo conocimiento de cuál es la mejor acción, el agente prueba 

o explora acciones que no es la mejor según su conocimiento pero lo intenta para 

saber si en el futuro puede recibir mejores recompensas, a esto se le puede llamar 

política estocástica ya que con cierta probabilidad el agente escoge acciones que 
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explorar y no siempre la misma que explotar, de hecho esta es la manera en que las 

personas aprendemos, explorando todas las acciones para llegar aprender mejor, por 

lo que las políticas de un agente deberían ser estocásticas. 

 

Por ejemplo, en el ajedrez, la explotación es hacer siempre el mismo movimiento que 

conocemos que sabemos que va dar un buen resultado como capturar una pieza del 

rival, la exploración es intentar hacer otro movimiento desconocido pero que puede 

dar mejores recompensas futuras que el anterior como sacrificar una pieza, pero 

hasta que no se exploren esas posibles acciones no se sabrán los futuros resultados. 

 

Recompensa 

 

La función de recompensa es la que define el objetivo del problema de aprendizaje, 

se puede decir que al igual que la política, es una asociación entre estados y un valor 

numérico indicando la recompensa o una tabla de pares estado - recompensa. La 

recompensa le indica al agente si está tomando buenas o malas decisiones, por lo 

que son las que condicionan el aprendizaje del agente, por ejemplo en el ajedrez 

comer un ficha del contrario tiene una recompensa positiva pero hacer un movimiento 

que el contrario pueda comerse una ficha tiene una recompensa negativa, pero por 

otra parte el objetivo del agente es maximizar esta recompensa, por lo que por 

ejemplo puedes sacrificar una ficha si con esto obtendrás una recompensa mayor 

como lo sería comer fichas de más valor o hacer jaque mate. 

 

 

2.4 Interacción agente, entorno y recompensa 
 

Los problemas de aprendizaje por refuerzo se desarrollan en tiempos discretos, es 

decir por ciclos o pasos, en el que en cada paso t el agente ejecuta una acción ! 

sobre el entorno, que esté a su vez recibe la acción, la procesa y emite una 

observación / y una recompensa 2 al agente que la procesa  y vuelve a repetir el 

proceso en los siguientes pasos Ô ρ ȟÔ ς ȟÔ σȣ 

 

 
 

Figura 3 : Interacción agente - entorno 
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Como se ha dicho antes, la recompensa 2 es un valor numérico positivo o negativo 

que indica que tan buena fue la acción tomada por el agente, el objetivo es maximizar 

la recompensa total de estas recompensas a cada paso, maximizar la recompensa 

significa seleccionar las mejor acciones. 

 

La historia o historial en un paso t es la secuencia de observaciones, acción y 

recompensa de cada paso desde el primer paso:  

 

(  /ȟ2ȟ!ȟȣȟ! ȟ/ȟ2 

 

Las observaciones que emite el entorno y recibe el agente pueden ser parciales, esto 

significa que el agente no ve por completo el entorno sino una parte de él, esto puede 

suceder porque en algunos problemas reales no se puede  representar por completo 

el entorno como por ejemplo, en el mundo real una cámara de visión para un robot no 

se observa el 100% del entorno sino una cierta parte de él, o en otros casos 

simplemente no es necesario ver todo el entorno sino solo las partes más relevantes 

por lo que en estos casos el agente tiene que crear su propia representación del 

entorno o estado 3 , a esto se le llama un entorno parcialmente observable. 

 

En el caso contrario tenemos los entornos totalmente observables, como lo puede ser 

un juego como el ajedrez en el que tenemos el tablero y la disposición de las fichas 

en este caso tenemos todo el entorno completo. Por lo que en estos casos  una 

observación en un paso t es el estado o representación completa del entorno / 3, 

estos son los tipos de entornos en que nos centraremos. 

 

El estado 3 es la información que usa el agente para determinar su siguiente acción, 

también es la información necesaria para los algoritmos de aprendizaje, un estado es 

la acumulación o suma de la secuencia de un historial, que se puede definir como: 

 

3 Æ(  
 

Un episodio sobre un entorno es un historial o secuencia de estados, acciones, y 

recompensas con un estado inicial 3, en el que se reproduce la secuencia de la 

interacción entre el agente , estados y recompensas  

  

3ȟ! ȟ2 ȟ3 ȟ! ȟ2 ȟȣȟ!23 
 

Un episodio puede ser finito llegando a un estado final 3, por ejemplo en el ajedrez 

un estado final es el de jaque mate, pero pueden haber más estados finales como por 

ejemplo un empate. Pueden existir episodios infinitos en cuyo caso para el 

aprendizaje se pone un límite de pasos para que el agente pueda aprender sobre 

este. Lógicamente el objetivo del agente es llegar a un estado final en el que tenga el 

máximo de recompensa. 
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2.5 Aprendizaje y planificación 
 

Los entornos pueden tener un modelo explícito o implícito, un modelo es un 

mecanismo que predice un estado a partir del estado anterior y una acción, por 

ejemplo, puede ser simplemente una tabla o grafo que mapea a partir de cada estado 

y una acción hacia qué nuevo estado va. Un modelo explícito o conocido significa que 

podemos verlo directamente y consultarlo como por ejemplo una tabla. Un modelo 

implícito o desconocido significa que sí existe, pero es tan grande que no se puede 

guardar. Que un entorno tenga modelo conocido o no depende del problema en sí y 

de su complejidad, ya que si hay problemas muy grandes y complejos es imposible 

guardar toda la información del modelo, por lo que para saber el estado siguiente de 

cierto estado hay que recrear todo el episodio para saber cuál es el resultado. 

 

Teniendo en mente estos dos tipos de entornos, podemos decir que existen dos tipos 

problemas de aprendizaje por refuerzo: 

 

Planning o planificación:  es un problema en el cual el entorno tiene un modelo 

explicito, el agente realiza su aprendizaje y procesa la información a través de este 

modelo mejorando su política, por lo que lo puede hacer sin tener que recrear 

episodios sino únicamente aprendiendo a través del modelo. 

 

Learning o aprendizaje: el entorno no tiene modelo conocido, por lo que el agente 

tiene que interactuar con él para aprender y mejorar su política, tiene que recrear 

episodios, observarlos y aprender a través de la experiencia. 

 

Para cada uno de estos problemas existen diferentes algoritmos que veremos en los 

siguientes capítulos. 

 

 

2.6 Procesos de Markov  
 

Se conoce como cadena de Markov a un proceso estocástico en el que la probabilidad 

de que ocurra una acción depende únicamente de la acción o el estado anterior, a 

esta falta de memoria se le llama propiedad de Markov. Aplicándolo a nuestros 

problemas de RL podemos decir que los futuros estados 3  no dependen de los 

estados pasados sino únicamente del actual, formalmente se puede decir que un 

estado 3 es Markov ÓÉ Ù ÓĕÌÏ ÓÉ : 
 

 0 3  ȿ 3 0 3  ȿ 3ȟ3ȟȣȟ3   
 

Esto quiere decir que un estado tiene o acumula toda la información relevante de 

todas las acciones y estados pasados del historial, por lo que si llegamos a un estado 

en concreto podemos ignorar y no tener en cuenta todo lo anterior porque el estado 

actual tiene la información suficiente para escoger las acciones futuras. 
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La matriz de transición de estados 0 define las probabilidades transición de todos los 

estados 3 a sus transiciones 3ȭ , también se puede ver como un grafo de transiciones 

y a esta matriz se le puede referir como el modelo del entorno, esta matriz o modelo 

puede ser conocida o desconocida como se explicó antes, pero siempre existe. 

 

 

0  
0 Ễ 0
ể Ệ ể
0 Ễ 0

 
0 ᴖ 3 3 ȿ 3 3 

 

 

Proceso de Markov (MP) 

 

Un proceso de Markov o cadena de Markov  es una tupla 3ȟ0 , donde 3 es un 

conjunto finito de estados y 0 es la matriz de transición de estados. Es un proceso 

aleatorio sin memoria, una secuencia de estados con la propiedad de Markov, como 

por ejemplo un episodio o la secuencia de estados : ,%&4ȟ2)'(4ȟ,%&4ȟ%.$ . 
 

 

 
 

Figura 4 : Ejemplo MP 

 

 

Proceso de recompensa de Markov (MRP) 

 

Es un proceso de Markov con recompensas de la transición de un estado a otro, es 

una tupla 3ȟ0ȟ2ȟɾ  donde 3 y 0 tienen el mismo significado que en un proceso de 

Markov, 2 es la función de recompensa que se puede formalizar como : 

 

2  2  ȿ 3 Ó 
 

 ɾ es un factor de descuento entre πȟρ que se explicará más adelante. 
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Figura 5 : Ejemplo MRP 

 

En este ejemplo podemos ver como con el episodio ,%&4ȟ2)'(4ȟ,%&4ȟ%.$ 

 la recompensa total es de ς . 
 

 

Proceso de decisión de Markov (MDP) 

 

Es un proceso de recompensa de Markov con acciones o decisiones, por lo que es 

una tupla 3ȟ!ȟ0ȟ2ȟɾ , donde 3 es el conjunto finito de estados, ! es un conjunto 

finito de acciones, 0 es la matriz de transición de probabilidades pero ahora no solo 

se tiene en cuenta el estado sino también la acción tomada : 

 

0 3 3 ȿ 3 3 ȟ! Á 
 

Por lo que ahora las transiciones son acciones y no probabilidades, pero al tomar una 

acción sigue existiendo una distribución de probabilidad en la que, por ejemplo, en un 

estado Ó y tomando una acción Á , se tiene una probabilidad de transición de ᴖ

πȢχ y ᴖ πȢσ , en este ejemplo la transición es estocástica, en el caso de que sea 

determinista significaría que solo puede ir hacia un estado ᴖ ρ , podemos verlo 

en el ejemplo siguiente: 

 

 

 
 

Figura 6 : Ejemplo MDP 
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Aquí podemos ver dos acciones ActionRight (AR) y AccionLeft (AL), vemos como 

cada acción tiene una distribución de probabilidad diferente dependiendo de en qué 

estado se toma la decisión o acción, en unos casos es determinista como tomar la 

acción AR en LEFT y en otros estocástica como tomar la acción AR en RIGHT. 
 

La función de recompensa también dependerá ahora de la acción: 

 

2  2  ȿ 3 3 ȟ! Á 
 

 

Retorno  

 

Definimos ' como el retorno o acumulación de las recompensas desde un tiempo o 

paso Ô siguiendo una secuencia o episodio, ahora teniendo en cuenta el factor de 

descuento ɾ se puede formalizar como :  

 

'  2  ɾ 2 ɾ 2 Ễ  ɾ 2   

 

El retorno es la suma de las recompensas después de Ë ρ pasos pero aplicándole 

un factor de descuento ɾ que nos indica que tanta importancia se le dara a las 

recompensas más lejanas: 

 

Una ɾ cercana a π  da más peso a las recompensas más cercanas, una ɾ π indica 

que se tiene en cuenta solo la recompensa del siguiente paso. 

 

Una ɾ cercana a ρ incrementa la importancia de las recompensas más lejanas, una  

ɾ ρ implica que se tendrá en cuenta todas las recompensas de la secuencia con el 

mismo peso. 

 

Por ejemplo, el retorno de la secuencia ,%&4ȟ2)'(4ȟ,%&4ȟ%.$ de la Figura 6 : 

Ejemplo MDP con una ɾ ρ seria de '  ς , con ɾ πȢυ tendríamos '  ρȢςυ Ȣ  
 

Muchas de las recompensas y procesos de decisión proporcionan recompensas 

negativas, hay diferentes razones para esto como que matemáticamente es 

conveniente estas recompensas negativas porque evita retornos infinitos en procesos 

cíclicos de Markov, los humanos y animales tenemos preferencia por recompensas 

inmediatas y porque la incertidumbre del futuro no puede ser completamente 

representada. 
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2.7 Función de valor 
 

La función de valor ÖÓ es una estimación de lo bueno que es un estado Ó fijándose 

en la posible futura recompensa acumulada que se puede obtener desde este estado. 

Esta aproximación es utilizada por varios algoritmos de aprendizaje para que el 

agente sepa que tan bueno puede ser llegar a ese estado. 

 

Esta estimación futura que tenemos del estado es el retorno que hemos mencionado 

antes, pero teniendo en cuenta que las recompensas futuras dependen de qué 

acciones se toman, es decir que interviene la política del agente para tomar estas 

decisiones. 

 

Recordamos que una política ʌ indica el comportamiento de un agente, básicamente 

es una tabla que mapea un estado ί a una acción Á que sea posible realizar en ese 

estado. Podemos dividir en dos las políticas, las políticas deterministas Á  ʌÓ , o 

políticas estocásticas que siguen cierta distribución de probabilidades ʌÁȿÓ
 ᴖ! Á ȿ 3 Ó recordando que la decisión de la política depende del estado actual 

y no del historial. 

 

La función de valor de estado Ö Ó de un estado Ó con una política ʌ es el retorno 

esperado empezando desde Ó y siguiendo ʌ, para procesos de decisión de markov 

podemos definirlo formalmente como: 

 

Ö Ó  ' ȿ 3  Ó          ɾ 2   ȿ 3 Ó 

 

La denominamos función de valor de estado, ya que depende solo del estado. 

 

De una manera similar podemos estimar el valor tomando una acción concreta Á en 

un estado Ó y luego seguir una política ʌ , a esto le llamamos función de valor de 

acción, formalmente como:  

 

Ñ ÓȟÁ  ' ȿ3 Ó ȟ! Á          ɾ 2   ȿ 3 Ó ȟ! Á 

 

La diferencia de esta función de valor, es que en el primer paso tomamos una decisión 

por lo que depende de un estado y una acción para la estimación. 
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2.8 Ecuaciones de Bellman  
 

Una propiedad fundamental de las funciones de valor que se utiliza para el 

aprendizaje por refuerzo y la programación dinámica es que tiene una relación 

recursiva, dándonos como resultado la ecuación de Bellman que nos permite calcular 

o estimar la función de valor que nos será de utilidad para los algoritmos de 

aprendizaje.  

 

La función de valor la podemos descomponer en dos partes, la recompensa inmediata 

2  y el valor descontado del siguiente estado  ɾ Ö 3   que sería la llamada 

recursiva: 

 

Ö Ó     ' ȿ 3  Ó 

     2   ɾ 2   ɾ 2   ȣ ȿ 3 Ó 

     2   ɾ 2   ɾ 2   ȢȢȢ ȿ 3 Ó 

   2   ɾ Ö 3   ȿ 3 Ó 

 

Pero además tenemos que tener en cuenta la distribución de probabilidades de la 

política al escoger una acción y por cada una de las acciones tomadas las 

probabilidades de transición del cambio de un estado a otro, con esto tenemos la 

ecuación de Bellman resultante: 

 

Ö Ó  ʌÁȿÓ  0    2 ɾ  Ö Ó    

 

Podemos ver como В ʌÁȿÓ ȣ  es el promedio de todas las acciones, y a su vez 

por cada acción tomada el promedio de sus posibles transiciones В  0   ȣ , y por 

cada acción tomada y cada transición a un estado nuevo ίᴂ , se suma la recompensa 

inmediata 2   con la función de valor de lo sucesores teniendo en cuenta el factor 

de descuento 2 ɾ  Ö Ó  . 

 

La anterior ecuación refleja la función de valor de estado, pero de la misma manera 

se puede formalizar la función de valor de acción, la diferencia es que la primera 

acción es conocida , por lo que sigue el cálculo tomando esta acción primero y luego 

siguiendo la política ʌ : 

 

Ñ ÓȟÁ   0   2   ɾ  0  ʌÁȿÓᴂ Ñ ÓȟÁᴂ

 

 

 

La ecuación de Bellman es una ecuación lineal, que tiene solución directa para 

procesos de Markov pequeños con una complejidad computacional de /Îσ con Î el 

número de estados, existen otras soluciones iterativas para problemas grandes que 

son las que usaremos más adelante para los algoritmos de aprendizaje. 

 



 

43 
 

2.9 Optimalidad 
 

El objetivo final del aprendizaje es resolver un problema de RL, esto lo podemos ver 

como intentar encontrar una política que alcance la mejor recompensa acumulada 

posible, se podría decir que el problema está solucionado al encontrar esa política, 

por lo que para saber si está resuelto el problema podemos definir los siguientes 

conceptos de optimalidad. 

 

La óptima función de valor de estado sobre una política, es aquella que maximiza el 

retorno o valor resultante por encima de todas las políticas: 

 

 Öz Ó  ÍÁØ Ö Ó 
 

De la misma manera se puede decir lo mismo de la óptima función de valor de acción 

sobre una política, es la que maximiza su retorno o valor.  

 

 Ñz ÓȟÁ  ÍÁØ Ñ ÓȟÁ 
 

Y con el objetivo final que es obtener el mejor comportamiento, podemos decir que la 

mejor política será aquella que maximice su función de valor, que su valor sea el 

óptimo, definiendo un orden sobre todas las políticas: 

 

ʌ  ʌȭ ÓÉ Ù ÓÏÌÏ ÓÉ  Ö Ó  Ö  Ó ȟᶅ Ó 3 צ 
 

Con esto tenemos que para los procesos de decisión de Markov existe una política 

óptima  “z que es mejor o igual a todas las políticas ʌz  ʌȟᶅʌ. Esta es la política 

óptima o la solución del problema, pueden haber más de una política óptima que 

compartan la misma función de valor óptima. 

 

 

2.10 Política optima 
 

El objetivo final de resolver el problema es encontrar la política óptima, para esto hay 

diferentes maneras y algoritmos, los más importantes que se usan para los algoritmos 

que se utilizaran en este proyecto serán los greedy o algoritmos voraces. 

 

 

Greedy 

 

La manera más sencilla de optimizar o encontrar una política óptima es siempre 

seleccionar la acción con el retorno o la función de valor más alto de entre todas las 

posibilidades. 
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Para poder utilizar la función de valor de estado para optimizar la política es necesario 

que el entorno tenga un modelo explícito, porque es la única manera de saber la 

distribución de probabilidad de transición de un estado a otro para calcular el retorno 

de sus sucesores, podemos verlo formalmente como: 

 

“ ί ὥὶὫάὥὼ    ὖ   Ὑ ‎ ὺ ί    

 

Si el entorno no tiene un modelo conocido, se puede utilizar en lugar la función de 

valor de accion para determinar la política óptima: 

 

“ ί ὥὶὫάὥὼ   ή ίȟὥ  

 

Por lo que si tenemos ὺz ί έ ήz ίȟὥ según el entorno, tenemos directamente una 

política óptima. Hay que tener en cuenta que esta política siempre será determinista, 

por lo que dependiendo del problema no siempre es lo mejor. 

 

 

 Epsilon ï Greedy 

 

El problema de la solución anterior es que es determinista, no contempla la 

exploración sino únicamente la explotación del conocimiento, por lo que una vez se 

ha optimizado la política no tendrá en cuenta otras alternativas que puedan llegar a 

aumentar la recompensa final. La idea del ‐ ὫὶὩὩὨώ  es seguir con una exploración 

continua y que todas las acciones tengan cierta probabilidad de ser escogidas, 

siempre siendo la probabilidad más alta la que el agente ha aprendido que es la mejor. 

 

Siendo ά el número de acciones que se pueden tomar en el entorno, con probabilidad 

‐ se escoge aleatoriamente una acción y con una probabilidad de   ρ  ‐ se escoge 

la mejor acción calculada como el máximo del retorno, como en greedy. Podemos ver 

la política como: 

 

 

“ ὥȿί  
   ‐ Ⱦ ά ρ ‐          ίὭ      ὥ ὥὶὫάὥὼ   ή ίȟὥ

 
    ‐ Ⱦ ά                          ίὭ ὲέ                                                      

 

 

 

Con esto tenemos una política óptima que combina la exploración y la explotación, el 

uso de cada una de estas soluciones dependerá del resultado deseado, del entorno 

y de los algoritmos utilizados. 
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2.11 Predicción y control 
 

La mayoría de los algoritmos siguen un cierto patrón para resolver el problema de 

aprendizaje, y utiliza dos conceptos nuevos, la predicción y el control. 

 

La predicción es la fase o parte en el que se quiere estimar o predecir la función de 

valor a partir de una política dada, como hemos dicho antes el objetivo es encontrar 

el óptimo y para ello debemos primero calcular o aproximar la función de valor para 

poder compararlo con los demás, cada algoritmo lo hace diferente dependiendo del 

problema y de cómo sea el entorno. 

 

El control es la fase en la que se mejora esta política a partir de la función de valor 

estimada, podemos mejorar la política utilizando diferentes métodos como los greedy 

pero siempre dependerá del problema, de los algoritmos utilizados o los resultados 

que se esperan. 
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3. Tecnología y estructura  
 

 

La tecnología que se usara para estructurar el código del proyecto es OpenAI Gym 

que es un toolkit o librería que básicamente nos proporciona una estructura para 

poder crear entornos y algoritmos de RL, principalmente para poder compartir y 

comprar con otras personas. La idea principal de OpenAI Gym es usar sus interfaces 

para crear entornos y que otras personas puedan implementar y probar sus propios 

algoritmos de RL en estos entornos. 

 

OpenAI Gym nos proporciona la estructura principal del entorno y una idea general 

de cómo crear un agente y hacer la simulación, para este proyecto utilizamos 3 

elementos para una simulación; el entorno, el agente y el programa principal de 

simulación. 

 

 

3.1 Entorno 
 

 
Código fuente 1 : Entorno 
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Para poder crear un entorno, hay que heredar de una clase que contiene los 

elementos importantes como el renderizado, el estado del entorno, las acciones 

posibles y la aplicación de estas acciones en el entorno, todo esto dependerá del 

juego que se quiera crear, pero podemos definirla muy simplificadamente como en el 

Código fuente 1 : Entorno. 

 

El método reset () retorna una observación, el método step () retorna una tupla que 

contiene la observación, la recompensa, un indicador de si es estado final y un 

diccionario con posible información para depurar código (no se usa en el aprendizaje). 

 

Una observación o estado actual puede ser un identificador numérico, puede ser la 

distribución del tablero de un juego, puede ser la información RGB de una pantalla, lo 

importante es que la observación se pueda mapear en una tabla para poder utilizarse 

por los algoritmos de aprendizaje. La recompensa es un entero, normalmente 

negativo. El indicador es un booleano indicando cierto si es estado final o no.  

 

 

3.2 Agente 
 

Un agente inteligente básicamente necesita hacer dos cosas, primero aprender 

automáticamente a través de un entorno del cual recibe la información necesaria, 

dependerá del entorno que información puede consultar o si solamente pueda 

interactuar con él. Y segundo, una vez que haya aprendido o entrenado lo suficiente, 

una forma de a partir de un estado del entorno seleccionar una acción para resolver 

el problema.  

 

 

 
Código fuente 2 : Agente inteligente 
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Escoger una acción se puede hacer de dos formas, determinista o estocástica. Para 

poder compararlos todos los agentes tienen misma implementación para seleccionar 

una acción que en el Código fuente 2 : Agente inteligente, aunque pueden variar en algún 

detalle técnico menor, pero el algoritmo es el mismo. 

 

 

3.3 Simulación 
 

Finalmente, la simulación no es más que la interacción entre un entorno y un agente 

para poder ver lo aprendido después del entrenamiento, a continuación, vemos una 

simplificación de lo que sería una simulación, todas las simulaciones son similares, 

pero pueden variar en algún detalle menor. 

 

 

 
Código fuente 3 : Simulación 
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4. Técnicas y algoritmos 
 

 

Existen múltiples algoritmos de RL y cada uno de ellos tiene sus propias variaciones 

dependiendo del problema o la solución que se busca. Existen técnicas para tanto 

para agentes individuales como para sistemas multiagente, en este proyecto se 

estudiarán solo algunas de las técnicas de agentes individuales que son las que nos 

ayudaran a entender cómo y cuales problemas de RL se pueden solucionar. 

 

 

4.1 Programación Dinámica 
 

La programación dinámica (DP) fue inventada por Richard Bellman y es un método 

para optimizar y reducir el tiempo de ejecución en la resolución de un problema 

complejo. La idea es que este problema tiene subproblemas superpuestos que se 

pueden calcular una vez y reutilizarlo en los siguientes cálculos sin tener que volver 

a calcularlo. Estos problemas tienen que cumplir dos propiedades, subestructuras 

óptimas y el solapamiento de subproblemas, los procesos de decisión de Markov 

cumplen estas propiedades. Las ecuaciones de Bellman dan la descomposición 

recursiva de los subproblemas y la función de valor nos permite guardar y reutilizar 

las soluciones. 

 

La programación dinámica es utilizada para el Planning en MDP, esto quiere decir 

que el problema a resolver tiene un modelo conocido o explicito que es el que se 

utilizara para la predicción y el control, en otras palabras, para la evaluación y 

optimización de la política. 

 

 

4.1.1 Predicción 

 

La evaluación o predicción de una política, como ya se ha explicado antes, es el hecho 

de calcular o estimar la función de valor de la política sobre el entorno utilizando las 

ecuaciones de Bellman.  

 

Para eso utilizaremos un algoritmo llamado iterative policy evaluation, que dada una 

política “  a evaluar, tenemos que calcular ὺ ίȟᶅ ί ‭ Ὓ, por lo que esto nos deja ȿὛȿ 

ecuaciones lineales con ȿὛȿ incógnitas. La forma de calcularlo es iterativamente, en la 

que en cada iteración se calculara ὺί tomando como valor la función de valor de la 

iteración anterior. Tendremos una secuencia ὺȟὺȟὺȟȣὺ  en la que en cada 

iteración se calculara  ὺ ί a partir de ὺ ίᴂ  en el que ίᴂ es un sucesor de ί . En 

cada iteración se aproximara más a la función de valor real hasta converger en ὺ. 
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La convergencia de ὺ está demostrada pero no la estudiamos en este proyecto, la 

forma más simple de parar la iteración es añadir un valor constante o threshold el cual 

si la diferencia entre la ὺ  y ὺ  es menor termina el algoritmo. 

 

 

 
Código fuente 4 : Evaluación de política 
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Recordamos que el cálculo de ὺ ί lo hacemos con las fórmulas de las ecuaciones 

de Bellman  Ö Ó В  ʌÁȿÓ В  0    2 ɾ  Ö Ó   , en esta 

implementación solo se usa un vector ὠ en el cual se guarda ὺί en cada posición y 

las iteraciones siguiente se actualiza directamente en ὠ y no en un vector auxiliar, 

está demostrado que esta forma de actualizacion tiene el mismo efecto e incluso 

converge más rápido hacia ὺ ί. 

 

 

4.1.2 Control 

 

Una vez ya hemos evaluado una política y aproximado su ὺ el siguiente paso es la 

mejora o control de esta para llegar a la política óptima. 

 

 

 
Código fuente 5 : Mejora de política 
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Para mejorar la política podemos usar un sencillo algoritmo voraz de los explicados 

anteriormente, lo que hace es que a través de la función de valor calculada 

previamente se seleccione la acción que según ὺί dará más recompensa, esto es 

escoger la acción de máximo retorno. En este caso escogemos una política 

determinista ya que, para resolver este tipo de problemas, la exploración no se hace 

interactuando con el entorno, sino que se hace al acceder directamente a toda la 

información del entorno que tiene un modelo conocido. 

 

Por cada estado hay que escoger la mejor acción, esta acción es la que su función 

de valor sea máxima, recordamos  el algoritmo greedy como  

“ ί ὥὶὫάὥὼ    В ὖ   Ὑ ‎ ὺ ί   , teniendo en cuenta que podemos 

usar esta fórmula porque el entorno tiene un modelo conocido. 

  

Podemos suponer que la nueva política “ᴂ es buena y mejor que la anterior , pero no 

la más óptima de todas las políticas, por esto tenemos que seguir iterando y en cada 

iteración evaluar la nueva política luego mejorarla y compararla con la anterior hasta 

comprobar que no hay cambios en la política de una iteración a otra, al final esta 

iteración hace converger la solución hasta la política óptima, en el Código fuente 5 : 

Mejora de política podemos ver la implementación.  

 

 

4.1.3 Agente 

 

Al final el objetivo es tener un agente inteligente que aprenda, en este caso que 

planifique una política óptima para poder resolver el problema de llegar a la torre, 

podemos ver la implementación del agente como: 

 

 

 
Código fuente 6 : AgentDPPolicyIteration 
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4.1.4 Policy Iteration & Value Iteration 

 

En el algoritmo anterior podemos ver que en cada iteración primero evaluamos la 

política por completo hasta converger en ὺ , después de esto mejoramos la política  

“ , esta iteración se repite hasta converger en la función de valor optima ὺz y generar 

la política optima  “z, ese algoritmo se le puede llamar Policy Iteration. Este se puede 

generalizar para cualquier método, simplemente en cada una de las fases de 

evaluación y mejora utilizar cualquier algoritmo que cumpla su función, no 

necesariamente el que se ha implementado en este capítulo. 

 

Realmente esto no es necesario, no hace falta que la evaluación de la política llegue 

a ὺ  ya que con las primeras iteraciones podemos ver que la mejora de la política es 

la misma que al hacer todas las iteraciones. Con esto sabemos que se pueden parar 

las iteraciones en cierto punto, el hecho de parar la iteración justo después de una 

iteración se le llama Value Iteration, también se le denomina así porque la iteración 

se hace sobre la función de valor en cambio Policy Iteration se hace sobre una política 

dada. 

 

Value Iteration es un algoritmo que combina la mejora y evaluación de la política en 

una iteración, lo que hace que converja más rápido a la política óptima. La idea es 

calcular y actualizar al mismo tiempo la función de valor, dado un estado ί ‭ Ὓ calcular 

el máximo retorno de entro todas las posibles acción hechas en ί , podemos verlo 

formalmente como: 

ὺί  άὥὼ  ὖ  Ὑ ‎ ὺί  

 

La creación de una política dependerá de la función de valor para decidir qué acción 

es la mejor, por lo que la raíz de la nueva política es la función de valor, si su 

evaluación es óptima la política también lo será. En Policy Iteration utilizábamos una 

política inicial aleatoria y la mejorábamos, en Value Iteration el objetivo es encontrar 

la función de valor optima, mejorándola en cada iteración aproximándose a ὺz o en 

nuestro caso hasta sobrepasar un límite de parada o threshold, y una vez tenemos la 

función de valor optima podemos generar una política final para resolver el problema, 

esta política también será óptima.  

 

Aunque la implementación sea distinta entre Policy Iteration y Value Iteration, el 

resultado da el mismo, la política optima generada es la misma, la única diferencia es 

la velocidad de convergencia de los algoritmos, Value Iteration es más rápido. 
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Código fuente 7 : Value Iteration. Mejora de Policy Iteration 
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Código fuente 8 : AgentDPValueIteration 

 

 

4.2 Métodos de Monte Carlo  
 

Los métodos de Monte Carlo (MC) son métodos de aprendizaje para estimar la 

función de valor y alcanzar las políticas óptimas, la principal diferencia con la 

programación dinámica (DP) son los entornos.  En DP el entorno tenía un modelo 

explícito por lo que tenía una matriz de transición visible y accesible por lo que se 

podía calcular la función de valor con cierta exactitud, pero en MC los entornos no 

tienen un modelo explícito. Si en DP se hacía Planning en MC se hace Learning, como 

se explicó el capítulo 2.5 Aprendizaje y planificación. 

 

Ya que el entorno no tiene modelo explícito, la forma de aprender de MC es a través 

de la experiencia, esta experiencia se puede obtener online directamente 

interactuando con el entorno o con muestras simuladas ya pre calculadas y listas para 

que el algoritmo de MC las analice. La experiencia o muestras son partidas o 

episodios, pero MC funciona solo con episodios que terminan, es decir que las 

acciones del entorno se aseguran que el episodio siempre tiende a finalizar. 

 

Los métodos de MC se basan en la media de los retornos de las muestras para 

estimar la función de valor, es por eso que los episodios tienen que terminar, para 

poder conocer el retorno esperado. La función de valor es la misma que se calcula en 

DP, pero en MC al no tener un modelo que consultar se calcula diferente. 

 

Como vimos en DP, Policy Iteration es un algoritmo en el que se predice la política, 

después se mejora la política, y esto se repite en un bucle hasta que la política emerge 

a la política óptima. Esta es también la base del aprendizaje en MC, por lo que un 

primer paso es la predicción de la política. 
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4.2.1 Predicción 

 

Recordamos que en esta fase se predice o se evalúa la política “ , por lo que dado 

un estado ί en un episodio tenemos que calcular el retorno esperado de la función de 

valor de estado ὺ ί , empezando desde ί hasta el final del episodio. Este retorno lo 

estimaremos a través de la experiencia, y simplemente se verá como el promedio de 

todos los retornos del estado ί en sus apariciones en los episodios de muestra. 

 

Cada aparición de ί en un episodio se le llama visit de ί, existen dos tipos de 

algoritmos de predicción de MC : every-visit MC method que estima ὺ ί como el 

promedio de todas las visitas de ί en todos los episodios de muestra. En un episodio 

la primera vez que aparece ί se le llama first-visit , el segundo algoritmo first-visit MC 

method calcula el promedio únicamente de las primeras visitas de ί en un episodio, 

por lo que si sale 2 o más veces el mismo estado en un episodio solo se calculara el 

retorno de la primera aparición para el cálculo de ὺ ί, nosotros utilizaremos este 

último para la implementación 

 

Estos dos métodos son muy similares pero tienen algunas diferencias sobre 

propiedades teóricas, las dos convergen en ὺ ί cuando el número de visitas es 

infinito por lo que con más muestras de experiencia más se aproxima la estimación 

de la función de valor. 

 

Cuando un entorno no tiene un modelo explicito es más útil estimar la función de valor 

de acción en lugar de la de estado, con un modelo como en DP es fácil determinar la 

política escogiendo la mejor acción utilizando la matriz de transiciones de estados, 

pero sin modelo esto no se puede hacer. Para poder escoger la mejor acción hay que 

calcular explícitamente el valor del retorno de un estado ί tomando una acción ὥ, este 

cálculo se puede ver también como la función de valor de acción ή ίȟὥ , por lo que 

el objetivo de MC es estimar ήz . 

 

Con lo anterior tenemos que ahora cada visita a un episodio no es un estado, sino 

una pareja de estado-acción. Teniendo esto puede surgir un problema si la política “  

es determinista, y es que pueden haber parejas estado-acción nunca visitadas pues 

siempre se tomará una sola acción, por eso en este problema es importante el 

concepto de exploración para poder generar episodios en donde se contemplen y se 

exploren todas las parejas estado-acción posibles. Por esto la política para el 

aprendizaje o la generación de episodios de prueba debe ser estocástica, por ejemplo 

utilizando el algoritmo ‐ ὫὶὩὩὨώ explicado anteriormente. 

 

 

 

 

 

 

 












































































