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ABSTRACT

Knowledge Bases 1n Expert Systems contaln a
great amount of imprecise knowledge. We report
several mathematical models of imprecision
comparing them and showring their respective
advantages and drawbacks. We emphasize the

possibilistic model based on fuzzy logic.
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SISTEMAS BASADOS EN REGLAS II : TECNICAS DE RAZONAMIENTO APROXIMADO

1. INTRODUCCION

La base de conocimientos de un sistema experto contiene conocimien-
tos humanos y la mayoria de estos conocimientos son imprecisos. Por
este motivo, las bases de conocimientos contienen reglas y hechos
gue no son totalmente ciertos ni consistentes. En dgeneral, la incer-
tidumbre de la informacidn contenida en la base de conocimientos
produce incertidumbre en la validez de las conclusiones obtenidas
por el sistema. Por esta razdn, un aspecto bdsico en el disefio de
sistemas expertos es cdmo proporcionarles la capacidad de realizar
la propagacidén de. la incertidumbre desde las premisas a la conclu-
sién y asociar a dicha conclusién un factor de certeza. En esta
exposicién estudiaremos varios modelos matemidticos de la impreci-

sidn.

2. EL MODELO PROBABILISTICO

En la mayoria de sistemas expertos existentes, el cdlculo de los
factores de certeza se lleva a cabo mediante métodos basados en la
18gica bivaluada y la teorfa de probabilidad. Sin embargo, dichos
métodos presen@an graves limitaciones. En particular, suponen que
si cada premisa tiene asociado un factor de certeza numérico enton-
ces el factor de certeza de la conclusién también es un nlGmero que

puede ser expresado cono funcién de los factores de certeza de las



premisas lo cual en general no es una suposicién v4lida. Sin embar-
go, si es vdlida cuando los valores de certeza se representan me-
diante nimeros difusos en lugar de coeficientes numéricos.

Otra limitacidén del modelo probabilistico la podemos ver en el si-
guiente ejemplo

Sea P(g) la probabilidad de que g sea cierto, un experto expresari
su ignorancia, en el sentido de incapacidad de decidir entre q y 19,

de la forma siguiente :

P(g) = P(q) = %
pero confrontado con 3 proposiciones mutuamente incompatibles : g,

ry sdonde 1 =rvs Yy ras = @, expresaria su ignorancia por :

P(q) = P(r) = P(s) =5

es decir P(ug) = % > P(q)

lo cual es paradéjico dada la supuesta ignorancia acerca de g, r, s,

Mg, 7r y 7s.

Otras limitaciones son :

- No se puede atribuir mucho crédito a los valores numéricos propor-
cionados por los expertos ya que, en general, los seres humanos
tenemos dificultades a la hora de asignar valores numéricos a
observaciones y juicios subjetivos [11]. Algunos sistemas han es-
tablecido escalas numéricas arbitrarias para no obligar al experto

y al usuario a especificar probabilidades entre 0 y 1.



En PROSPECTOR [7] por ejemplo, el usuario puede expresar su grado:.
de confianza en un hecho mediante un nGmero entre -5 y +5. En esta
escala, una respuesta positiva siempre conducird a una probabilidad
mayor que la probabilidad a priori del hecho considerado y una res-

puesta negativa disminuir& dicha probabilidad a priori.

- Las reglas de cdlculo de la teoria de probabilidad (sumas y pro-
ductos) favorecen el aumento del error en la propagacidén de incer-~

tidumbre a lo largo de una cadena de razonamiento.

- Es necesario considerar un conjunto exhaustivo de alternativas
mutuamente exclusivas lo cual es en general muy dificil para el

experto.

A pesar de estas limitaciones, el modelo probabilistico bayesiano
sirve de base para muchos sistemas expertos y en particular para
PROSPECTOR. Veamos con detalle el método de razonamiento incierto
utilizado en PROSPECTOR, un sistema experto en prospecciones de

minerales.

2.1. INFERENCIA BAYESIANA SUBJETIVA EN PROSPECTOR [ 7]

Para tomar en cuenta la incertidumbre en los hechos y las reglas,

se asocian probabilidades subjetivas (reflejando grado de confianza
mis que frecuencia) a los hechos y se caracteriza cada regla mediante
un par de valores (LS, LN) gue corresponden al grado de suficiencia

y grado de necesidad con que el antecedente implica la conclusién de

la regla.
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En general, el antecedente de una regla es una funcién l&gica de
las relaciones conjuntivas, disyuntivas y negaciones de las premisas
de que se cémpone. Para calcular la probabilidad del antecedente,

PROSPECTOR utiliza las f&rmulas de la l6gica difusa de Zadeh ([29]:

P(AAB) = min (P(A), P(B))
P(AVB) = max (P(a), P(B))
PMA) =1 - P(A)

Dada la probabilidad asociada con un antecedente, se utiliza la
regla de Bayes modificada (con el fin de acomodar la inconsistencia
derivada de la utilizacién de probabilidades determinadas subjeti-
vamente) para determinar la probabilidad de la conclusién. A dife-
rencia del mecanismo utilizado en MYCIN, gue expondremos mds adelan-
te, el procedimiento utilizado por PROSPECTOR no requiere un trata-
miento diferenciado del grado de credibilidad y del grado de incre-
dibilidad y tampoco requiere que se alcance un cierto nivel de cer-
teza del antecedente para que una regla sea aplicable sino que cada
vez que la probabilidad del antecedente es modificada, la regla
puede ser aplicada para actualizar la probabilidad de la conclusidn.
Esta caracterfistica es particularmente valiosa si el usuario modi-.
fica la informacidén proporcionada previamente lo cual requiere una
reevaluacién de la situacidén. Veamos con m&s detalle los mecanismos
utilizados en PROSPECTOR.

Supongamos que tenemos la regla : si E, entonces H

Empezemos por el problema de actualizar la probabilidad de H dada

su probabilidad a priori P(H) y sabiendo que E es cierto. Por la
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regla de Bayes tenemos

P(E/H) .P(H)

por otra parte, también es cierto que

P(E/H) .P(B)
P(E)

P(H/E) =

dividiendo (1) y (2), obtenemos

P(H/E) _ P(E/H). P (H)
P (H/E) P(E/B) P(R)
si definimos O(H) = U . P (H)
P (H) 1=P(H)
y definimos oO(u/E) = DUE/E) _  P(H/E)
P(H/E) 1-P (H/E)

y definiendo la relacién de verosimilitud

Ls = BI(E/H) )
P(E/ﬁ)
tenemos O(H/E) = LS.O(H)

Esta ecuacidn expresa cémo actualizar la probabilidad de H habiendo
observado E. El valor LS correspondiente a cada regla viene dado por
el experto humano en el mismo momento en que enuncia la regla. Un
valor elevado de LS (»> 1) representa intuitivameq;e, que E es_sufi-
ciente para H puesto que la observacién de que E es cierto incre-

mentari la probabilidad de H y decimos que LS mide el grado de

suficiencia de la regla.

(1)

(2)

(3)

(4)

(5)

(6)

(7)



Supongamos ahora que queremos actualizar la probabilidad de H sabien-

do que E es falso. De forma completamente andloga obtenemos

O(H/E) = LN.O(H), (8)
donde LN = P(E/H) _ 1-P(E/H) (9)
P(E/H) 1-P(E/H)

Este valor también debe ser proporcionado por el experto. Un valor
pequefio de LN(0<£ LN« 1) intuitivamente significa que E es necesario
para H puesto que la constatacién de su falsedad disminuye la pro-
babilidad de H por debajo de su probabilidad a priori. Podemos decir

que LN mide el grado de necesidad de la regla : E—— H.

Bien que LS y LN deben ser proporcionados ambos por el experto, no
son completamente independientes. De las ecuaciones (6) y (9), ob-

tenemos

IN = 1-LS.P (E/H) (10)

1-P(E/H)

Por tanto, excluyendo los casos extremos en que P(E/H) valga 0 o 1,
vemos que LS < 1 implica LN >1 y LS >1 implica LN< 1. Ademds, LS=1
si, y solamente si LN=1. Esto significa que si el experto propor-
ciona una regla en la que la presencia de E aumenta la probabilidad
de H (LS> 1), entonces también debe decirnos que la ausencia de E
disminuye la probabilidad de H (LN 1) y este hecho es contraintui-
tivo ya que, en general, un experto afirmard que la presencia de E
aumenta la probabilidad de H pero qgue la ausencia de E no tiene el
efecto contrario, es decir que LS > 1 pero LN=1. Mas adelante veremos
algunas modificaciones que resuelven este y otros problemas de in-

consistencia.
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2.1.1. PONDERACION DE EVIDENCIAS

Hemos visto cdmo actualizar la probabilidad de una hipStesis cuando
sabemos con seguridad que E es cierto o que E es falso. Sin embargo,
el usuario a menudo proporciona informaciones tales como "Estoy 70%
seguro de que E es cierto", es decir que P(E/E') = 0.7, siendo E'
las observaciones del usuario relevantes a E. Ahora nos interesa

obtener una expresién para P(H/E'). Tenemos

P(H/E') P(H,E/E') + P(H,E/E)

P(H/E,E') .P(E/E') + P(H/E,E').P(E/E") (11)

y afladiendo la razonable suposicién de que si sabemos que E es
cierto (o falso), entonces las observaciones E' relevantes a E no

proporcionan informacién adicional acerca de H, tenemos

P(H/E') = P(H/E).P(E/E') + P(H/E).P(E/E") (12)

donde P(H/E) y P(H/E) se obtienen, a partir de la regla de Bayes,
mediante las ecuaciones (7) y (8) anteriores.
Si el wusuario estd seguro de que E es cierto, entonces

P(H/E"') P(H/E) vy si est8 seqguro de gque E es falso, entonces

P(H/E") P(H/E). En general, la ecuacidn (12) corresponde a una
interpolacidn lineal entre estos dos casos extremos. En particular,
observemos que si P(E/E') = P(E), entonces P(H/E') = P(H); es decir
que si la evidencia proporcionada por E' no aporta nada nuevo al

conocimiento a priori acerca de H, entonces la aplicacién de la

regla no modifica la probabilidad de H.
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En un marco bayesiano puro, la ecuacién (12) es la solucién al
problema de la actualizacidn de la probabilidad de H dado un:
conocimiento incierto acerca de la verdad o falsedad de E. Sin
embargo, en la practica la ecuacidén (12) presenta importantes
dificultades debidas a dos factores, por una parte el clasico
dilema bayesiano relativo a la eleccién de las probabilidades a
priori y por otra parte a la utilizacién de probabilidades sub-
jetivas. Para apreciar estas dificultades, consideremos una regla
del tipo : E—» H dentro de una red de inferencia. El procedi-
miento de actualizacidén depende del conocimiento de la probabilidad
a priori P(H) asi como de LS y LN. Por otra parte, E puede ser a
su vez la conclusién (hip6tesis) de otra regla en la red de infe-
rencia por lo tanto, el experto debe también proporcionar la pro-
babilidad a priori de E. Siestas cantidades fueran consistentes,
la situacidén se representarfa por la figura siguiente, correspon-

diente a la ecuacidén (12) :

P(H/E')

F(H/E)

P(H)

P(H/E)

) 1 P (E/E")



Sin embargo, en la prdctica las probabilidades a priori obtenidas
subjetivamente son inconsistentes y la situacidn corresponde a la

siguiente figura :

P(H/E") 4

P (H/E) b s o i e S G S

PH = fbeememcccmeaaa—

P(H/E)

|
[
[
|
|
|
[
|
I
|

0 P(E) Pc (E) 1 P(E/E")

Observemos que la probabilidad a priori P(E) proporcionada por el
experto es distinta de la probabilidad PC(E), consistente con P(H).
En este caso vemos que si P(E/E') = P(E) entonces la probabilidad
a priori P(H) gqueda modificada. Ademds, si el usuario afirma que

E es cierto con una probabilidad P(E/E') tal que P(E)<P(E/Ef)<Pc(E)
entonces la probabilidad P(H/E') < P(H), es decir, el incremento de
la probabilidad de E, debida a haber observado E', en lugar de

aumentar la probabilidad de H, la disminuye.

Una posible solucién a este problema de los "a prioris" inconsis-
tentes consiste en ajustar la interpolacidn lineal anterior.
Existen varias posibilidades, la siguiente figura nos muestra una

de ellas :



P(H/E")

f

P(H/E)

P(H)

P (H/E)

-
-

0 P(E) 1 P(E/E")

(a)

en este caso se fuerza la consistencia haciendo que cuando
P(E/E') = P(E) entonces P(H/E') = P(H).
Otras dos soluciones gquedan reflejadas en las figuras siguientes

4

PH/E) F——— = — — s s o= =

P(H)
(B)

i
|
|
|
[
[
I
|

0 P(E) P_(E) 1

P(H/E)

(C)

P(H)

1

P (H/E).
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La figura B se puede interpretar intuitivamente afirmando que si
el usuario no puede dar una respuesta fuera del intervalo

[Pp(E), PC(E)] entonces no est& suficientemente seguro de su res-
puesta como para provocar un cambio en la probabilidad de H.

La solucidn _representada por la figura C estid motivada por el hecho
aludido anteriormente de que los expertos a manudo proporcionan
reglas de la forma : "La presencia de E aumenta la probabilidad

de H, pero la ausencia de E no afecta dicha probabilidad". En esta
solucidén, manteniendo P(H/E') = P(H) cuando P(E/E')< P(E) estamos

en la situacidn en que LS> 1 y LN = 1.

2.1.2. COMBINACION DE MULTIPLES REGLAS

Consideremos el caso en que haya varias reglas de la forma E1—A>H,
cees En———»H gue concluyen la misma hipdtesis. Consideremos prime-
ramente el caso mds simple en el que no hay problemas de inconsis-
tencia ni duda acerca de la verdad o falsedad de los Ei' Suponga-

mos gue-cada regla Ei———rH lleve asociados los dos coeficientes

LSi y LNi' Suponiendo gque 1los Ei son condicionalmente independien-

n
tes (es decir qge P(E1""'En/H) =ljg P(Ei/H) y suponiendo gque
P(E1,...Aﬂvﬁy=TT P(Ei/ﬁ)) obtenemos ficilmente la expresidn

S i=1 -
n
O(H)E,,...,E) =]T LS; O (H) (13)
i=1
P(Ei/H)
donde LS, = (14)
P(Ei/ﬁ)

cuando los Ei son todos ciertos.
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De forma similar, si los Ei son todos falsos obtenemos :

n
O(H/Es,...,E)) = i]'__'g IN; | - O(H) (15)

Consideremos ahora el caso general de evidencias inciertas y "a
prioris" inconsistentes. Sabemos calcular O(H/Ei) dada la cbser-
vacidén Ei utilizando alguno de los tres métodos ya descritos. Por
lo tanto podemos definir, para cada regla, la relacidén de verosi-

militud efectiva LSi como

Ls' @ CE/E)

i (16)

O(H)
Haciendo la hip6tesis de que los Ei son independientes, obtenemos,
para este caso general, una expresién similar a la dada por las

ecuaciones (13) y (15) :

i el
O(H/E!,...,E') = TU Ls!'|. O(H) (17)
n i=1 1

conociendo las probabilidades a priori de cada hecho y la relacién

de verosimilitud efectiva Lsi, cada vez que una nueva observacidn
proporcionada por el usuario modifica P(Ei/Ei)’ se calcula la

nueva relaci6én de verosimilitud y la probabilidad a posteriori

de H utilizando la ecuacidn (17). Sin embargo, los problemas del
método probabilistico bayesiano no terminan aqui ya que Pednault,
Zucker y Muresan [15] demostraron1 gque la hipStesis de independencia

condicional de E respecto de H y de H requerida por la actualizacién

1. Glymour [8] ha encontrado recientemente contraejemplos que inva-
lidan este resultado cuando cabe la posibilidad de que para algun
i P(Hi/E1,...,Ek)= 0.
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bayesiana es inconsistente con la suposicién de que las hipd&tesis
forman un conjunto exhaustivo y mutuamente exclusivo. Recientemente:,.
Pearl [16] ha demostrado gque la suposicidén de independencia de E
respecto de H no es necesaria, sin embargo la independencia de E
respecto de H es absolutamente necesaria.

Un ejemplo de regla en PROSPECTOR es :

SI : Las rocas volcanicas en la regidén son
contempor&neas con el sistema intrusivo

ENTONCES: (LS,LN) el nivel de erosifén es favorable
para un depdsito de cobre.

2.2. LA UTILIZACION DE FACTORES DE CERTEZA EN MYCIN

Shortliffe [20] en su sistema MYCIN experto en enfermedades de ori-
gen infeccioso, propuso un esquema basado en lo que &€l llamé facto-

res de certeza (CF) para medir la confianza gue merece una conclu-

sién dada una cierta evidencia. Un factor de certeza es la diferen-

cia de dos medidas

CF(H,E) = MB(H,E) - MD(H,E) - (18)
donde CF(H,E) es el grado de certeza de la hipdtesis H dada la
evidencia E.

MB (H,E) es el grado de credibilidad en H dada E, definido por

max (P (4/E) ,P (H)]-P (H)

si P(H) # 1

1 - P(H)

MB (H,E) = (19)

1 si P(H) = 1

L
y MD(H,E) es el grado de incredibilidad definido por
P(H)-min(P (H/E) ,P(H] i p(g) £ 0
P (H)

MD(H,E) = (20)

1 si P(H) =0
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el cual se puede interpretar como el grado de suficiencia de E

para 1H ya que :

CF toma sus valores entre -1 (completamente falso), y +1 (comple-
tamente cierto), MB y MD varian entre 0 y 1, por lo tanto CF refle-
ja un equilibrio entre la evidencia a favor y la evidencia en contra.
Observemos también que la expresién de CF no permite ninguna dis-
tincién entre evidencia conflictiva (MB y MD tomando ambos un valor
alto) y falta de evidencia (MB y MD ambos con valor bajo). También

es interesante notar que ni CF ni MB ni MD son medidas de probabi-
lidad. Sin embargo, como veremos mas adelante, MB y MD son equiva-
lentes respectivamente a la medida de necesidad y al complemento

a 1 de la medida de posibilidad de la teoria de posibilidad de Zadeh.
Adem&s, MYCIN también utiliza las f&rmulas de la légica difusa de

Zadeh para la conjuncidn, disyuncidén y negacidén ldgicas.

2.2.1. PONDERACION DE EVIDENCIAS

MYCIN utiliza también una férmula de actualizacidén para combinar
nueva informacidén con resultados previos es decir para actualizar

MB y MD, la expresidn es la siguiente

MB (H,E,,E,) = MB(H,E,)+MB(H,E,)x[1-MB(H,E;)] (22)

1'

esta expresifn es similar a la representada por la figura C en

nuestra discusién de PROSPECTOR.



La expresifn para MD es exactamente igual. El efecto producido por
la observacibén de una segunda evidencia E2 tiene como efecto aumen-

tar MB (0o, en su caso, MD).

2.2.2. COMBINACION DE MULTIPLES REGLAS

Cuando varias reglas conducen a la misma conclusién, las medidas
MB y MD se combinan de la forma siguiente :

dadas dos reglas con sus valores respectivos de MB y MD, tenemos :

si MB(H,E1)>0 y MB(H,E2)>0, entonces MB(H,E1AE2) =1VIB(H,E1)+MB(H,E2)-1VIB(H,E1) MB (H,E2)
si MD(H,E1))0 Y‘MD(H,E2)>O, entonces MD(H,E1AE2)=MD(H,E1)+MD(H,E2)—MD(H,E1).MD(H,EZ)

siMB(H,E1))O vy MD(H,E2I>O, entonces su combinacién nos da directa-
mente el factor de certeza CF(H,E1/\E2)=MB(H,E1)-MD(H,EZ) .

La suma probabilistica de los dos primeros casos encuentra justifi-
cacidn en la regla de combinacidn de Dempster‘[17]. Adem8s, se puede
demostrar [1] que si E1 y E2 son independientes, las dos primeras

expresiones anteriores son consistentes con el modelo bayesiano.

La siguiente es una regla tipica en MYCIN

ST : (1) La via de administracién de la penicilina
es oral, y

(2) Hay un factor gastrointestinal que puede
interferir con la absorcidn de penicilina

ENTONCES: Hay evidencia sugerente (0.6) de que la via
de.administracién de la penicilina no es
adecuada
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3. EL MODELO - POSIBILISTICO

Tanto la regla precedente como la de PROSPECTOR mostrada anterior-
mente asi como los hechos gue intervienen en todo sistema experto,
contienen predicados difusos (es decir con significado impreciso).
Sin embargo, los sistemas expertos existentes ignoran esta impre-
cisién en la base de conocimientos ya que ni la l6gica de predi-
cados ni los métodos basados en la probabilidad proporcionan ele-
mentos para tratarla, y, consecuentemente, los hechos y las reglas
son manipulados como si no fueran imprecisos, lo cual conduce a
conclusiones cuya validez es cuestionable. Adem&s existe una rela-
cidn importante entre incertidumbre e imprecisidn : en efecto, si
obligamos a un experto a ser preciso se verd obligado a ponderar sus
juicios mediante coeficientes de certeza o probabilidades subjetivas.
Sin embargo, si le permitimos expresarse con mids vaguedad quizis
podr& evitar recurrir a ponderar sus juicios. Ademds, puede haber
duda en la interpretacidn de los coeficientes de certeza. Conside-

remos por ejemplo el hecho :
"Juan tiene Glcera (CF = 0.3)"

puede significar :

(a) Juan tiene Glcera en un grado igual a 0.3,

o (b) La probabilidad del evento "Juan tiene Glcera" es 0.3.

pero gquizds el problema mis grave de los sistemas existentes es de-
bido a que aplican reglas de inferencia tradicionales a reglas difu-
sas y, por otra parte, al cflculo de factores de certeza gque se lleva

a cabo cuando dos o mids reglas deben combinarse ya sea mediante
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conjuncidn, disyuncidén o encadenamiento. En el caso del encadena-
miento, la regla de inferencia del modus pconens pierde validez y
debe ser reemplazada por otra regla mis general que veremos mis
tarde. Ademds, la transitividad de la implicacidn, bdsica para el
encadenamiento de reglas, es una propiedad fr&gil que debe aplicar-
se ¢on precaucidn.

La utilizacidn de la ldgica difusa, que sirve de marco para el mode-
lo posibilistico, para gestionar tanto la incertidumbre como la
imprecisibén en los sistemas expertos, posibilita la consideracidn

de aspectos no abordables eficazmente mediante té&cnicas convencio-

nales como las descritas anteriormente. Estos aspectos son :

1. La imprecisién de los antecedentes y conclusiones en reglas
de la forma
(a) si X es A entonces Y es B
(b) si X es A entonces Y es B con CF = ¢ ,
donde "X es A" e "Y es B" son proposiciones difusas y X es
un valor numérico. Un ejemplo es :

"Si X es un estudiante, entonces X es joven con CF = 0.8".

2. Filtraje ("matching") parcial entre el antecedente de una

regla y un hecho proporcionado por el usuario.

3. La presencia de cuantificadores difusos en los antecedentes
y/o conclusiones de una regla. Por ejemplo : "La mayoria de

coches pequefios son poco seguros”.



M&s adelante discutiremos los dos primeros aspectos con detalle,
pero antes veamos brevemente el marco tedrico del modelo posibi-

listico.

3.1. FUNDAMENTOS TEORICOS [18]

Seaq:>un conjunto de proposiciones y sea g una funcidn de(gben
Co,1] que nos da, para cada proposicidn pefF’ el grado de confianza

g(p) de la afirmacién "p es cierto". Si g verifica las siguientes

condiciones
1. g(@®) =0
2. g(M) =1

3. si p~—,qg = 1 , entonces g(p) £ g(q)

entonces se denomina medida difusa [ 23].

Los tres axiomas anteriores caracterizan a una familia de funciones
excesivamente amplia por lo tanto, es necesario restringirse a sub-
familias de funciones facilmente calculables. Hay dos formas de
hacerlo
la primera supone la existencia de una operacidén de combinacién "x"
tal que :

si pAg =@ , entonces g{(pva) = g(p) x g(q).
Observemos que, debido al axioma 3, Vp,<q€€p g(pvg) > max(g(p) ,q(q)) .
Entonces, las funciones g que verifican la igualdad , es decir

¥p, qéqp glpvqg) = max(g(p) ,g(g)) se denominan medidas de posibi-

lidad [30] y se denotan porTT.
Observemos que max(g(p),g(q)) es una cota inferior del grado de

confianza de pVv q conociendo los grados de confianza de p y de g.
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Txkp\/q) es pues la evaluacién més prudente que podemos hacer acerca
del grado de confianza de pv g, lo cual es coherente con lo que
entendemos por "juicios de posibilidad". En particular tenemos
max(TT(p),TTt1p))= 1, es decir que uno por lo menos de dos eventos
contrarios debe ser completamente posible, pero ambos pueden ser
posibles simultdneamente. Ademés,TT(p)+7T(1p)2=1.
A partir del axioma 3 también tenemos

vp, 9e%, g(pa a)¢ min(g(p),g(q))
y forzando la igualdad obtenemos en este caso las llamadas medidas

de necesidad :

Vp, qé@, N(pAg) = min(N(p),N(qg))
N(p) = 1 significa que p es necesariamente cierto. Ademds, se veri-
fica fdacilmente que

TC () = 1-N(p), vpeP (23)
es decir que un evento es necesario cuando el evento contrario es
imposible lo cual también lo verifica la l8gica modal.
Podemos ver facilmente que

min(N(p), N(Ap)) = 0 (24)
lo cual implica que N(p)+N(qp) ¢ 1.
es decir que dos eventos contrarios no pueden ser necesarios simul-
t&neamente. Ademids, también se verifica que

vp P ,Tlip) » (@)
lo cual concuerda con nuestra intuicidén de que un evento tiene que
ser posible antes de ser necesario.

También podemos facilmente deducir de las expresiones anteriores

que :
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N(p) > 0 ===»TT(p) (25)

TMip)¢ 1 ===» N(p)

fl
o

(26)

es decir que una proposicidn debe ser completamente posible para
poder ser "un poco" necesaria.
NOTA: las expresiones (19), R0)y(21)relativas a las medidas MB y MD

de MYCIN conducen a :

MB (WH,E) = MD(H,E)

MB(H,E)> 0 === MD(H,E) =0
min (MB(H,E) ,MB(QWH,E)) = 0
min (MD(H,E) ,MD(1H,E)) = 0

y &stas son la contrapartida de (23),(24),(25) lo cual significa
gque MB es equivalente a la necesidad (N) y MD es equivalente a la
imposibilidad (1-T7).

La segunda forma para definir una medida de confianza pré&ctica es

la introducida por Shafer [19] en sus medidas de Credibilidad y

Plausibiiidad.

3.1.1. CREDIBILIDAD Y PLAUSIBILIDAD (SHAFER)

La idea original de Dempster [4] consiste en no imponer que la
distribucién de probabilidad se refiera Gnicamente a eventos o
proposiciones elementales de 9. Es decir, sea la funcién

m: °—— [0, 1]

tal que m(@) =0

E m(p) =1 (27)
p¢

y Vp, m(p) > 0. (elementos focales).
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Entonces el peso m(p) se interpreta como una asignacidn global de
probabilidad a los eventos o proposiciones elementales que forman
parte de p, sin tener en cuenta como estd repartido este peso entre
dichas proposiciones elementales. En esta situacidn, la probabilidad
de un evento Aeg3 seri imprecisa ya que estd contenida en el inter-

valo [P, (Aa) ,P*(A)] definidos por

P,(3) = 2  mp) (28)
p A

P* (A) =Z m (p) (29)
PAA#0

llamadas respectivamente "lower probability" y "upper probability"
por Dempster. Es decir que P, (A) se calcula considerando aguellos
elementos focales que implican (hacen necesaria) la ocurrencia de A.
P*(A) se calcula considerando aquellos elementos focales que hacen
Eééibie la ocurrencia de A. Observemos que

vaedO, P*(a) = 1 - P, ( A) (30)

ademds, si las proposiciones focales estén ordenadas por la inclu-

sibn, es decir si Py © Py Cevvv Py entonces se verifica :
v,A,B€P p* (AUB) = max(P*(A),P*(B)) (31)
v P,(ANB) = min(P, (A) ,P,(B)) (32)

es decir que P* es una medida de posibilidad y P, una medida de
necesidad en el sentido de Zadeh.
Por otra parte, si los elementos focales son eventos O proposi-
ciones elementales (disjuntas), entonces :

vae$®, p,(a) = P*(a) = P(A)

es decir que recuperamos la medida de probabilidad clasica.
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Shafer [19] llam6 a P, (A) Credibilidad : Cr(A) y a P*(A) Plausibi-

lidad : Pl(Ad), y demostrS que Cr y Pl satisfacen respectivamente
(28) y (29), para una ponderacidn en el sentido de (27), si y sola-
mente si son respectivamente superaditivas y subaditivas es decir
si
Cr(AUB) » Cr(A)+Cr(B)-Cr(ANB) (33)
PL(ANB)¢ P1l(A)+P1l(B)-Pl(AU B) (34)
y se verifica que
vacP, cr(a)+Ccr(1a) £ 1 (35)

vacd , P1(a)+PL(AA) 3 1 (36)

es decir que podemos tener Cr(A)=Cr(qMA)=0 y P1l(A)=P1(MA)=1 lo cual
reflejaria una situacién de ignorancia total (situaciones contra-
rias ambas plausibles pero ninguna de ellas credible)}. . Ademis,
seglin (28) y (29) tenemos :

vaed , Cr(a) £ Pl(a) (37)
y de acuerdo con (30)

vae9, P1(n) = 1 - Cr(ia) (38)
es decir que la plausibilidad de A implica la incredibilidad de TA.

Estas medidas permiten distinguir entre falta de credibilidad e

incredibilidad puesto que

Cr(A) = 0 == Cr(1a) = 1
Sin embargo, Cr(QA) = 1 == Cr(a) =0
Existen dos problemas con el método  de Shafer. Uno es de cdlculo,
ya que la evaluacidn del grado de credibilidad y de plausibilidad
requiere un tiempo de cdlculo exponencial con la cardinalidad del

conjunto de hipdtesis. En un trabajo reciente, Barnett [ 2] redujo
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esta complejidad hasta el caso lineal introduciendo restricciones
adicionales acerca del tipo de evidencia a considerar. Sin embargo,
esto tiene como resultado gque las hipétesis deben ser mutuamente
exclusivas y las evidencias deben ser independientes. El segundo
problema es gue la regla de combinacién de evidencia de Dempster
requiere un proceso de normalizacién que Zadeh {32] ha demostrado que

conduce a resultados incorrectos y oontraintuitivos.

3.2. LA REPRESENTACION DE LA IMPRECISION EN EL MODELO POSIBILISTICO

Sea X una variable gue toma valores en un conjunto S. Las proposi-
ciones de la forma p = "X es {s}" donde s & S, constituyen un con-
junto de proposiciones elementales gue son precisas ya que asignan
a X un valor completamente determinado dentro de S. Sea §>el con-
junto de partes de S, una proposicidn ;)EQD serd imprecisa cuando

no sea elemental. En este contexto, una medida de posibilidad TT
sobreqD , evaluando el car&cter incierto de las proposiciones de@),
puede ser interpretada como una proposicién imprecisa de la forma
"X es A" donde A es un subconjunto difuso2 de S cuya funcién carac-

terlstlca,/AA estd definida por

"X es {s}"

A
=75X(s)

vS,/uA(s) - JT(p) donde p
(39)

Ny ©s la distribucidén de posibilidad de la variable X.

Aungue un conjunto difuso juegue el papel de una distribucibn de

posibilidad, existe una diferencia entre ambos conceptos : los

2. ver anexo 1
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valores restringidos por una distribucidn de posibilidad representan
valores que son mds o0 menos posibles para la variable y por lo tanto
son mutuamente exclusivos ya que la variable s8lo puede tomar uno de
estos valores. Sin embargo, un conjunto difuso representa una co-
leccidn de elementos y la pertenencia de un elemento no excluye la
pertenencia de otro. Si S es el conjunto exhaustivo de todos los
posibles valores de la variable X, entonces uno de ellos debe ser
completamente posible ( 3se€ S tal queth(s) = 1) en este caso, deci-
mos que la distribucidn de posibilidad th estd normalizada.

La inclusién entre conjuntos difusos se define por :

AC B ==» ¥se S, /MA(S)S/QB(S) (40)

es decir que cuanto mayor es el conjunto A menos restrictiva es la
proposicién "X es A" para los posibles valores de X.

El concepto de interactividad en teoria de posibilidad es andlogo
al de dependencia en teoria de probabilidad. Dos variables X e ¥
tomando sus valores en S y T respectivamente, son no-interactivas

si su distribucidn de posibilidad conjunta Stx SxT—[0,1],

'Y

es tal que

V(is,t)e S x T, S'CX’Y(s,t) = min(JCX(s) ,:S'CY(t)) (41)

dondeﬂtx y 3tY san las distribuciones de posibilidad marginales

obtenidas por proyeccidn de ftx v
. 4

‘.Tcx(s) = sup X

(s,t) vy Ty (k) = sup %X y(s,t)
teT !

XX sgS

en caso de interactividad tenemos: th Y(s,t)g min(ﬁ(x(s),SIY(t)).
4
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La proposicién "X no es A" corresponde a 1p, con p ="X es A", y se
representa mediante la distribucidn de posibilidad:

Vs € S,Tcx(s) = R(S) = 1—)AA(S) (42)

Por ejemplo, supongamos que tenemos la informacidn "Juan es de

mediana edad". A=MBDIANA-EDAD se puede representar por la siguiente

distribucién de posibilidad :

/UA(s)j

0.4

donde S es un conjunto de edades de ‘0 a 100 por ejemplo.
Ahora podemos calcular facilmente la posibilidad y la necesidad de
que, por ejemplo, la edad de Juan esté situada en un subconjunto

cldsico (no difuso) F de S mediante las f&Srmulas

TU(F;a) = sup (s) (43)
sS€F /JA

N(F;A) = inf{ 1—/UA(S)} (44)
s¢F

por ejemplo, la posibilidad de gue Juan sea mayor de 52 afios

(F = {s/s>, 52}) es

7TX3)52;A) = 0.4 y la necesidad es N(}»52;A) =0
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3.3. TRATAMIENTO DE LA IMPRECISION Y DE LA INCERTIDUMBRE EN EL

RAZONAMIENTO

Muchos esquemas de razonamiento pueden representarse de la siguiente

forma general :

12 premisa : (A,B)
2a premisa : .A'
Conclusidn B!

donde (A,B) expresa una conexidén entre A y B y A' es una proposicidn
"cercana" a A. La conclusién B' inferida debe ser, pues, "cercana" a
B. La validez de este tipo de inferencias depende del tipo de "cercas=.
nia" entre A y A' y del tipo de relacidn entre A y B. Esta generali-
zacién contiene como casos particulares al modus ponens y al razona-

miento plausible (por analogia).

3.3.1. FILTRAJE DIFUSO

La teoria de posibilidad permite calcular la similitud entre dos

predicados A y A' relativos a un mismo universo de discurso, dando
lugar a un filtraje seméntico [ 3] basado en la representacién de A
y A' mediante distribuciones de posibilidad. La similitud entre A

vy A' se evalua calculando las dos medidas siguientes :

JT(a;A') = sup min ( ts), y (8)) (45)
s€S /MA /uA

N(A:;A') = 1-TJU(A;A') = inf ( (s) ,1- ,(s)) (46

( ) TT( ) slg's max /UA s /*A s )

que generalizan (43) y (44) al caso difuso.
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TU(a;A') puede considerarse como un grado de interseccién de 7TA
y7TA. mientras que N(A;A') puede considerarse como un grado de

inclusidén de 7TA' en T\ Cuando A y A' estédn constituidos por con-

A
junciones o disyunciones de varios predicados, &stos pueden agre-
garse utilizando, por ejemplo, los operadores "min" y "max" respec-
tivamente.

Este filtraje difuso, permite tratar ejemplos como el siguiente

razonamiento por analogia :

A : La situacién de Barcelona es costera y su latitud es media

B : El1 clima de Barcelona es templado

C : La situacién de San Francisco es costera y su latitud es media
¢ Qué podemos afirmar acerca del clima de San Francisco:?
La confianza en el resultado de un razonamiento por analogia depen-
derd por una parte de la validez de la analogia, de su extensidn y
del grado de "similitud" entre los predicados A y A'. En el ejemplo
anterior, parece plausible afirmar que el clima de San Francisco es
templado dada la similitud entre los predicados y dada la dependen-
cia (implicita) del clima de la posicidn y latitud. Si esta depen-
dencia se toma en cuenta explicitamente en el razonamiento, nos
situamos ya en el marco del razonamiento impreciso {(modus ponens

generalizado) y no en el del razonamiento plausible.

3.3.2. RRZONAMIENTO CON REGLAS IMPRECISAS

Consideremos un sistema de reglas de produccidn con una base de
hechos y una base de reglas conteniendo informacidn imprecisa

(predicados vagos). Los hechos se suponen que estdn representados
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en la forma candnica "X es A" donde & es un subconjunto even-
tualmente difuso de valores de S. Las reglas son de la forma
"Si < condicién® , entonces < accidn>", donde <« condicién> es
un hecho de la forma "X es A", y ¢ accidn)> es un hecho de la forma
"Y es B".
Una regla imprecisa tiene, pues, la forma

"si X es A, entonces Y es B"
donde A y B son subconjuntos difusos sobre S y T cuyas funciones
de pertenencia restringen los posibles valores de X e Y. Esta regla
establece una relacidn causal de S a T expresada mediante la distri-
bucidén de posibilidad condicional 3tY/X sobre T x S. Si Stx.es una
distribucién de posibilidad sobre S, entonces jCY/X induce sobre T

la distribucidén de posibilidad :

Vvt eT, J'LY(t) = ZIEIES) (TCY/X(t,s) x ﬂx(s)) (47)
donde % es una t-norma (ver anexo 2)
(47) es andlogo a :

vte T, Py(t) => Py /y (£/8) Py (s) (48)

seS
en teoria de probabilidad.
De hecho, la regla "Si X es A, entonces Y es B" se representa por

la desigualdad :

Vte T, /uB(t) h 2 :gg TCYV:/X(t,s)x/AA(s) (49)

donde /uA»y ,FB son las distribuciones de posibilidad correspon-
dientes a X e Y respectivamente, la incdgnita es TCY/X' La desi-

gualdad se debe a gque debemos tener "Y es B'" cuando "Y es B"
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siempre que a B' le corresponda una distribucidén de posibilidad
que contenga a la distribucidén de posibilidad de B. La mayor solu-
cidén de (49) (en el sentido de la inclusién) para una norma trian-

gular contfinua dada es :

Tly/x(Er8) = pyls) w—> Mg (£) (50)

En particular

1 s1i a<b
= b (implicacidn de G&del)

a xb =min(a,b) ==» a > b b si a>
1 si a=0
ax b=a.b == ax— Db ={mi.n(1 9) si a0 (implicacidn de Goguen)
‘a

axb=max(a,a+b-1)==> ax— b=min(1,1-a+b) (implicacitn de Jukasiewicz)
Otras t-normas tienen asociadas distintas implicaciones.

Ahora estamos en condiciones de presentar el modus ponens genera-

lizado de Zadeh [31]

3.3.2.1. EL MODUS PONENS GENERALIZADO

si Xes A, entonces Y es B

X es A'

entonces Y es B'

donde /UB, = 7fY, puede ser calculado a partir de (47) y (50)

dando

VEeT, Mo, (£)= sup (( A, (s)e—> U (£)% My, (s)) (51)
/xB seS /uA /uB /MA

- 29 -



qgue podemos expresar simbdlicamente por

B' = A' o (A = B)
siendo "o" la composicidn : "sup-x".
Este esquema se basa en el conocimiento de la ley general de depen-
dencia entre X e Y v este conocimiento es utilizado en el caso en
gue "X es A'", para concluir "Y es B'". Sin embargo, en el razona-
miento por analogia, comparamos dos situaciones singulares debido
a la ausencia de ley general aplicable.
El modus ponens generalizado verifica las siguientes propiedades:

- Ao (A B) = B (modus ponens)

¥A', A'CA ==> B' =B

- vA', B &S B'

VA',/AB.(t) > :telg{/kA,(s) l A(s) = 0} = (52)

Vemos que el modus ponens generalizado no proporciona nunca conclu-
siones mi&s precisas que B y sigue siendo Gtil cuando A' difiere
ligeramente de A (contrariamente al modus ponens cldsico). Esta
caracteristica lo hace particularmente interesante.

La desigualdad (52) expresa la aparicién de un nivel de indetermi-
nacién a partir del momento en que A'¢Z A. En particular, si A' =1A
o si 3JsesS tal que /JA.(S) =1y /QA(S) = 0, entonces la inde-
terminacidén es total. Por lo tanto, si sabemos gue A' es sensible-
mente distinto de A el modus ponens generalizado no es suficiente
para concluir un B' que nos aporte informacidén fiable. Ello s&lo
serd posible si disponemos de informacidén complementaria de conti-
nuidad y de monotonia sobre la relacidn causal entre X e ¥ alrede-

dor de (A,B).
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Por ejemplo [18], a partir de la regla "si el tomate es rojo
entonces estd maduro" y del hecho "el tomate es muy rojo", el
modus ponens generalizado no permite concluir "el tomate esta
muy maduro" a menos que se explicite que el grado de madurez
aumenta con la intensidad del color rojo.

También se verifica que a partir de reglas difusas de la forma
"si X es A, entonces Y es B" y "Si Y es B', entonces Z es C"
siempre y cuando B¢ B' (ver [5]) que dard el mismo resultado
(aplicando el modus ponens generalizado) relativo a Z que la
aplicacién en cadena de las dos reglas originales.

Supongamos ahora que disponemos de n reglas : "Si X es Ai’ enton-
ces Y es Bi", i = 1,n para describir la relacién causal de X
hacia Y. Cada regla estd representada por un conjunto difuso :
Aix———- Bi (ver ecuacidén (50)), y el conjunto de las n reglas
puede representarse por la interseccidn : G)(Aix——- Bi), donde
"M" puede ser el minimo . En este caso, el modus ponens gene-

ralizado se expresa por :

VteT,/uB,'(t)= sup{:;jér;(#Ai(s)x—-/.&Bi(t))x/uy(s)} (53)

Si se aplicara el modus ponens generalizado a cada regla y se
hiciera 1la interseccidn de los resultados obtenidos, la distri-
bucién de posibilidad final podria ser menos precisa que la obte-
nida por (53).

De una forma mis general, si la regla "Si X es A, entonces Y es B"
se pondera mediante un valor de verdad diffuso : T representado por

una funcidén /ﬁér sobre [0,1], entonces tenemos :



JCy/x (tr8) =/U,L,(/*4A(s)x——v/uB(t)) (54)

y entonces obtenemos :

vte T, ,(£) = sup ( ( (s) #—> (t) )=  (s)) (55)
Ms o Mt Ha MB M a

3.3.2.2. EL MODUS TOLLENS GENERALIZADO

El modus tollens con premisas vagas se puede tratar de forma simi-

lar representdndolo por la ecuacidén :

Vs€S, 1 (s) = sup (( (s) x—> (t) )=  (£)) (56)
Ma sk M M Mg
siempre y cuando "¥»—» " verifique

a ¥x—» b = (1-b)x—p (1-a) (57)

con el fin de preservar la equivalencia entre las reglas "Si X es A,
entonces Y es B" y "Si Y es no B, entonces X es no A". Asi, por
ejemplo, para axb = max(o,a+b-1), ax—» b = min(1,1-a+b), y se

verifica que A' = 7A cuando B' =7B (con/q‘A = 1-/MA y/ﬂﬁB = 1—/MB).

Sin embargo, con x min, x— no verifica (57) y por lo tanto

no debe emplearse para definir el modus tollens.

3.3.3. RAZONAMIENTO CON REGLAS INCIERTAS

Ahora consideraremos proposiciones que no son imprecisas pero sobre
las cuales no disponemos de suficiente informacidn para establecer
su verdad o falsedad. Una regla "si p entonces gq" es incierta cuan-
do no estamos completamente seguros de que g sea cierto cuando p

lo es.

La incertidumbre relativa a hechos (proposiciones) y reglas puede

evaluarse mediante una medida de confianza que puede ser una
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medida de posibilidad, de necesidad o ambas a la vez.

Existen dos puntos de vista para evaluar la incertidumbre relativa
a la premisa "si p, entonces q" dependiendo de que se considere la
incertidumbre de la proposicién : p—» q =1pv q (enfoque 1&gico)
o0 que se considere la incertidumbre sobre'el condicionamiento de

p sobre g (enfoque "funcional").

3.3.3.1. EL ENFOQUE LOGICO [6]

Modus Ponens Modus Tollens
(1) N(p—>qg)» a (IV) N(p—»g) » a
N(p) » b N(q) ¢ b
N(q) > min(a,b) N(p) < {1 sia b
S lbsia b
(II) N(p—>q)> a (V) N(p—»q) > a
Tip) > b TU(Q) £ b
T(q) . » b.vila+b>1) Tl (p) < max(a-a,b)

(III) JT(p—>q) 2 a

N(p) > b

1 si a+b> 1

Tlqg) > a.v(a+b> 1) siendo v(a+b > 1) ={
0 so a+b 1

(I) v (IV) se obtienen a partir de pAg. = pA(MpVvg), lo cual
conduce a N(g) > N(pAg) = min(N(p—» q) ,N(P)).

(II) v (V) se obtienen por JpAlg =71gA (Opvg), de donde
N(Op) > NOpA1qg) = min (N(1g) ,N(p—>q)) lo cual es lo mismo que
Tp) = max(1-N(p—>q), TT(2)).

(III) es debido a la igualdad : Tl(p—> g) = max(1-N(p), TUq))
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combinando (I), (II) y (III) obtenemos

1)

1]

N(p—»a)y a ; T (p—») 2> A (con max(1-a,a)

(VI)
1)

N(p) > b ; TU(p) > B (con max(1-b,B)

N(g) > min(a,b) ;7T (g)>» max(A.v (A+b> 1), B.v (a+b> 1))

Con medidas de probabilidad, Suppes [ 24] obtuvo expresiones pare-

cidas para el modus ponens y el modus tollens

P(p—>q) > a P(p—*q) > a
P(p) > b P(q) <b
P(g) » max(0,a+b-1) P(p)< min(1,1-a+b)

Combinando I y V obtenemos

N(p—>g)y a ; N(g—»p)> a'
N(p) 2 b ; Tl(p) £ b!

(VII)

min(a,b) € N(g) £ TlHg) £ max(1-a',b")
donde N(p— q) mide hasta que punto p es suficiente para implicar
q Yy N(g—p) mide hasta gue punto p es necesario para implicar g.
Esta idea generaliza las nociones de grado de:necesidad y sufi-
ciencia de PROSPECTOR y es un esquema muy interesante que estd

siendo utilizado en varios sistemas expertos.

3.3.3.2. EL ENFOQUE FUNCIONAL (67

La regla "si p, entonces g" define parcialmente una funcidn del
conjunto de proposiciones qb en si mismo bajo la forma de una

medida de posibilidad condicional TT(q/p) que mide la posibilidad
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de gque q pueda ser deducido de p. Esta medida puede definirse im-

plicitamente por :

TWpaq) =Tla/p) = TT(p)
siendo "x" una t-norma.
Puesto que p y g son proposiciones clasicas, :tenemos
q <¢=> (pAg) v(Olpag). Por lo tanto
Tlq) = max( TW(a/p) = TT(p), TT(a/p) =T1(7p))
M) = max(TT (1g/p) =Tl(p), TTO1q/1p) =TT (1p))

que generalizan el modus ponens ya que de T (a/p)

"

TU(p) =1y TNl(ap) = 0, deducimos TT(q) = 1 y TT(1q)

tenemos JT (g)> Tl(g/p) %JV(p) y por lo tanto tenemos

esquemas para el modus ponens y modus tollens

(58)
que
(59)
(60)
1ITT( q/P) =0,
0. Por (58)

los siguientes

(I) Tl(a/p) 2 a (II) Tl (g/p) > a
Ti(p) 7 b Tla) (b
TT(q) > axb TUp) ¢ supf se 0,1, axs ¢ b} 2 ax— b

combinidndolos, tenemos
Mia/p) » a

(rzz) JU(B/Q) > &'
TU(p)e [b,b"]

TUq)e [axb, a's—>b']

(60) puede escribirse en términos de medidas de neces

idad sabiendo

gque N(gq/p) = 1-T{(hg/p), es decir :
N(g) = min(N(q/p) | N@p) ,N(g/p) | N(p)) (61)
donde a i_b =1 -(1-a) x (1-b), es decir que l es una t-conorma

cuando ¥ es una t-norma. En particular, si x = min entoncesli = max.
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La expresidn (61) induce la desigualdad :
N(q) > min(N(gq/p), N(p))
lo cual conduce a los siguientes esquemas para el modus ponens y

modus tollens

N(g/p)y a N(g/p)> a
(IV) (V)
N(p) > b N(q) £ b
, 1 si1i a<b
N(q)) mln(a,b) N(P)S{b si a>b

que combindndolos producen :

N(gq/p) > a

(VI) N(p/q) » a'

N(p)e [ b,b"]

] I< 1
wiage [mintam, {1 3 215 51

observemos que IV, V, VI no dependen de la t-norma "x" utilizada
para definir el condicionamiento.
En el caso probabilisticc, Suppes [24] tambi&n proporcioné las

expresiones andlogas siguientes

P(a/p) > a P(g/p) > a

P(p) 2> b P(gq) ¢ b

P(q) » a.b pp)g ity st a =0
min(t,b/a), si a # 0

en el esquema (VI), N(g/p) y N(p/q) pueden interpretarse respec-

tivamente como grado de suficiencia y de necesidad para que q sea

cierto cuando p es cierto.
Observemos que tanto en el enfoque 1l8gico como el funcional, los

intervalos que acotan los grados de necesidad, posibilidad, o
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probabilidad, son siempre de la forma : [a Xx b, a'x-a»b'] donde
"x" es una operacién de conjuncidn (t-norma) y "x—>" es una
operacidn de implicacidn asociada a "x" por : a x—» b= sup{s/axsib}.

OBSERVACION :

En la pr&ctica serd dificil que el experto precise la naturaleza
(posibilidad, necesidad, probabilidad) de su ponderacidn. Ademds
también seri dificil saber si una regla "si p, entonces q" debe
entenderse como una implicacidén material o una condicional. Afor-
tunadamente, tanto el enfoque l6gico (material) como funcional
(condicional) conducen a resultados muy parecidos en ei cdlculo de

los grados de incertidumbre.

3.3.3.3. PREMISAS COMPLEJAS

Consideremos el caso en que una proposicidn p sea la conjuncién de
dos proposiciones mds elementales Pi Y Py

Si hacemos la hipdtesis de no-interactividad, tenemos, segun (41)

que

TTe A py) = min (TTpy), TT(p,)) (62)
ademds, sabemos que

N(p;A P,) = min (N(p,), N(p,) (63)

En el caso en gue p sea la disyuncidn de Pi Y Py tenemos

T((p1 v p,) max (Tf(p,1) ,Tf(pz)) (64)

N(p1vp2) max (N(P1), N(p,)) (65)

Observemos que expresiones andlogas a (62) y (63) se utilizan en

el sistema experto MYCIN sin hipdtesis justificativas.
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3.3.4. CONTROL POR FILTRAJE DIFUSO

Cuando los hechos vy las condiciones de las reglas son imprecisos,
podemos extender los procedimientos cl&sicos de filtraje cuando
queremos escoger una regla para aplicar. Dado un conjunto de reglas
de la forma "Si X es Ai, entonces <acciénf>“, las medidas 7T(Ai; A')
y N(Ai; A') definidas por (48) y (49), pueden ser utilizadas para
seleccionar la regla que mejor se adapta al hecho "X es A". TU(A;A")
es un indice gque mide hasta que punto el hecho y la condicidn de la
regla pueden tener algo en comGn. Si J((A;A') = 1, diremos que el
hecho y la regla son coherentes y ello no significa que el mismo
hecho no puede ser coherente con varias reglas a la vez. N(A;A') =0
indica incompatibilidad entre la regla y el hecho. N(A;A') expresa
hasta que punto un hecho es un caso particular de la condicidn de
la regla. En particular, Si‘/*A"é/“A tenemos N(A;A')> 0.5 mientras
que N(A;A') = 0 sugiere gue quizés el hecho no es conforme con la
regla aunque ello no significa que sea incompatible ya que siempre

tenemos T (A;A') > N(A;A'").

3.3.5. COMBINACION DE GRADOS DE CERTEZA

3.3.5.1. EL ENFOQUE POSIBILISTICO

Supongamos que tenemos n reglas del tipo "si P entonces q",.i=1,n.
El problema consiste en agregar los n pares (T&(q), Ni(q)) en un
inico par (\(g), N(q)) relativo a la incertidumbre de la proposicidn
g. Una solucidn consiste en considerar cada par (T&(q), Ni(q)) como

un cohjunto difuso sokre {q,ﬂq}. Sea pues Fi el conjunto difuso tal
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que

@ =70 (q) , (g) = 1 = N, (@) =TI, Q)
/A*Fi i /}lFi i i

el cual esti normalizado dado que max(ﬂi(q),7Ti(1q)) = 1.

El conjunto difuso correspondiente a (TUq), N(qg)), se puede defi-
n
nir como F = () Fi’ expresado mediante el operador "min", es
' i=1

decir queTT&;) = min 7Ti(q), N(g) = max Ni(q).
i i

La condicidn max(JUqg) ,TV(qq) = 1 no se verificar& cuando haya con-
flicto entre las reglas, es decir cuando una de ellas encuentre g
mis posible que 71 q y otra encuentre lo contrario. En caso de con-
flicto se deben revisar las reglas antes de agregar las informa-
ciones. Si las reglas son aceptables, podemos normalizar F divi-
diendo por max(THg), 1 - N(g)) y obtenemos las siguientes expre-

siones

min TTi(q)

1
Tr(q) - (66)
max(minTTi(a), min(1-N, (p)))
i i *
min(t - Ni(q))
N(a) = 1 - (67)

max(m%n?T;(q), m;n(1-Ni(q)H
i : i
Un problema importante en razonamiento aproximado es el decidir
si conviene utilizar una funcién de combinacién que refuerce la
conclusidén tal como lo hace MYCIN (a+b - a.b) max {a,b}). En el
caso mis simple de dos reglas : "Si Py entonces gq" y "Si Py

entonces q", conviene saber si una de ellas puede ser enunciada
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independientemente de la verdad de la condicifén de la otra. Este
problema est& relacionado con el de la no-interaccidn y forma parte
de los problemas abiertos en razonamiento aproximado. La regla de
combinacidén de MYCIN tiene ademids el inconveniente de ser muy sen-
sible a pequefias variaciones en los grados de incertidumbre, ampli-

ficando los errores.

3.3.5.2. EL ENFOQUE POR LA REGLA DE DEMPSTER

Supongamos que la incertidumbre esté cuantificada mediante medidas
de plausibilidad y de credibilidad. Cada regla proporciona una pon-
deracidn probabilistica m, que satisface la expresidén (27). Supon-
gamos que tenemos dos reglas independientes con ponderaciones my. Y
m,. La regla de Dempster (4], que generaliza la regla de Bayes,

permite combinar m, y m, €n una nueva ponderacidn m,, que también

satisface (27), de la forma siguiente :

12) se calcula m(p) %E{ m1(q).m2(r)/p=qA r}, Vpeqp

20) se normaliza, obteniendo m_,(p) = ——Elgl——-qﬁvp # 0
12 1-m(0)
Esta expresidén es asociativa y commutativa lo cual permite extender
facilmente al caso general con mds de dos reglas. Si m, es una
medida de probabilidad clasica (p elemental), entonces mqq también
lo es. Ademds, si m2(p) = 1 (m2 se focaliza sobre p), tenemos la
regla de Bayes. Zadeh [32] ha demostrado que la normalizacidén de

la regla de Dempster conduce a resultados no vdlidos cuando las reglas

son contradictorias ya que la cantidad m(@®) mide el conflicto entre
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las dos reglas y la normalizacidn tiene por efecto esconder dicho
conflicto.

Veamos un ejemplo de aplicacidén de la regla de Dempster sacado de
Dubois y Prade [6] :

sea @ ={ @, p, p, 'ﬂ} . .Supongamos dos reglas (i=1,2) con grados

de credibilidad y plausibilidad

Pli(p) = a; Cri(p) = bi ’ con ai> bi
Mediante (28) y (29) obtenemos
m.(p) =b, ; mOp) =1-a; ; mi(ﬂ ) = a; - by

donde mi(ﬂ-) es la ponderacidén asignada a la ignorancia total.

Observemos gque si a; = 10 bi = 0, entonces Pli es una medida de

posibilidad. Si a;= bi' entonces es una medida de probabilidad.

La aplicacidén de la regla de Dempster da los resultados siguientes:

m(0)

b1(1-a2) + b2(1-a1)

m(p) a1b2 + a2b1 - b1b2

(68)

m{(p) 1 ~ b1 - b2 + b1a2 + b2a1 -a 2y

m(Aq)

[{}

(a1-b1).(a2-b2)

Estas expresiones de la regla de Dempster incluyen como caso parti-
cular dos reglas de combinacién que podemos encontrar en la lite-
ratura sin que hagan referencia a la regla de Dempster

a) Cuando m, y m, definen medidas de probabilidad

—— —— —r— —

En este caso, a, = b1 = P1(p) y a; = b2 = P2(p)
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con lo cual obtenemos m12('ﬂ) =0, Y

a4 3 (69)

1 - a1 —a2 + 2a1 a2

m,(B) = P, =

que es la regla de combinacién introducida por Kayser [ 10]
y corresponde a la combinacidn bayesiana de dos distri-
buciones de probabilidad (a1, 1—a1), (a2, 1-a2) definidas

sobre un conjunto de s6lo dos alternativas.

(b) Cuando m, y m, definen medidas de posibilidad

o T e T T ot o — tant e mr ——

Sean m1(p)> 0 vy mz(p)> 0. Tenemos pues a, = a, = 1,

N;(p) =b,, i =1,2. Obtenemos
m12(p) = b1 + b, = b1 b2 = N12(p) (70)
m12(ﬂ ) = (1 = by). (1 - b,).

cuando p v 1 son los Gnicos elementos focales comumes a

m, Yy m,.

Observemos que (70) es la fdrmula utilizada en MYCIN para
combinar por una parte las medidas de credibilidad MB(H,E1)
y MB(H,EZ) y por otra parte las medidas de incredibilidad

MD(H,E1) y MD(H,EZ).

4, CONCLUSIONES

En esta exposicién se ha pretendido presentar una sintesis unifi-
cada y comparativa de varios modelos matemdticos para el tratamiento

de la imprecisién e incertidumbre en sistemas expertos - (para
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profundizar sobre lo aqui expuesto ver [6] ). Se ha dedicado espe-
cial atencién al mé&delo posibilistico de Zadeh basado en la l&gica
difusa o borrosa cuyo medus ponens generalizado fue aplicado por
primera vez por Mamdani [13] al control de procesos industriales;
otras aplicaciones incluyen el diagndstico mé&dico por Soula vy
Sanchez [21] y a los sistemas de ayuda a la decisién por Whalen y
Schott [28]. El razonamiento incierto basado en la l6gica multi-
valuada ha sido implementado por Soula [22] en los sistemas exper-
tos SPHINX y PROTIS en medicina y por Tong [25] en bGsqueda docu-
mental. Son todavia raros los trabajos que tratan a. la vez impre-
cisidn e incertidumbre, uno de ellos es el sistema SPERIL experto
en ingenieria civil (dafios en estructuras) realizado por Ishizuka,
Fu y Yao [9] y basado en la teoria de Dempster-Shafer. El motor de
inferencias SPII-1 de Martin-Clouaire y Prade [14] est& siendo
desarrollado utilizando el enfoque de la teoria de posibilidad
para tratar de forma unificada la incertidumbre y la imprecisidn.
En Barcelona estamos desarrollando el sistema MILORD (Motores de
Inferencias basados en la LOgica del Razonamiento Difuso) [12]
basado en el modelo posibilistico y en particular en los trabajos
tebricos sobre el estudio de la implicacidn que se estén realizando
en nuestro grupo de trabajo [27]. MILORD se estd aplicando a la
ayuda a c¢atalogacidn y recuperacidén de fondos documentales y al

estudio de alergias en el marco de una tesis doctoral en medicina-
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ANEXO 1

Sea qD(S) el conjunto de subconjuntos difusos de S. Un conjunto
difuso F est8 definido por su funcidén de pertenencia/uF de S en
{0,1). Las operaciones de complementacién, interseccién y unién

se definen de la forma siguiente

- ¥sEs, fig(s) =1 - M(s)

- Vses,/anG(s) min (/.LF(S),/JG(S))

- V¥se S’/J"FUG(S) max (/JF(S),/AG(S,))

las propiedades de los conjuntos clisicos se cumplen, excepto el

principio de no contradiccidn y del tercero excluido gue ahora se
convierten en : V¥se S, min (/uF(s),/blF(s)) £ 1/2 Y

Vs€ S, max g/iF(S);}AE(S)) > 1/2. E1 "min" y el "max" usados en las
definiciones de interseccidn y unién pueden generalizarse con cual-
qguier par dual de t-norma y t-conorma (ver anexo 2).

Los operadores "min" y "max" deben considerarse como dando lugar

a definiciones por defecto de la conjuncién y de la unidn (ver

[26] para una introduccidn a los conjuntos difusos) .
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ANEXO 2

Una norma triangular, o t-norma, es una funcién de [0,1] x {0,1) -en

[0,1] tal que

i) a xb b x a

ii) a x%x(b xc) = (a x b) ®x c
iii) si ag¢b y cgd, entonces a x c<b x d
iv) 1 x a = a
ejemplos de t-normas son : "min" y Ty definida por
a sib 1

Tw(a,b) =< b si a 1
0 en otro caso.

cualquier otra t-norma esti entre estas dos, es decir que

Tw(a,b)é a x b<min(a,b)

en particular tenemos :
Tw(a,b)< max(0, a + b - 1)< a.b< min(a,b).

Las t-normas son operadores conjuntivos.

Cada t-norma tiene asociada una t-conorma dual definida por

a|b=1-(1-a) x (1-b)
Las t-conormas son, pues, operadores disyuntivos.

Las més importantes son :

'ja si b
max(a,b)< a + b - a.bg<min(1, a + b) <& Sw(a,b) =Jb si a =

1 en otros

- 45 -
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