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I 

 

Resum 

 

Aquest treball està centrat en la implementació i la prova de mètodes d'aprenentatge de 

mètriques, concretament els algorismes Large Margin Nearest Neighbor (LMNN) i Information 

Theoretic Metric Learning (ITML), en el sistema d'identificació de cares desenvolupat a la UPC, 

comparant els resultats amb els que s'obtenen a l'aplicar distàncies usades fins a la data. 

A més es dissenya i implementa un sistema de rebuig d'impostors (persones alienes al 

conjunt de treball) mitjançant una verificació multiclasse, ja que fins ara el sistema classificava 

totes les cares d'entrada en alguna de les identitats preestablertes per molt diferent que una 

cara fos respecte totes les altres (per exemple amb cares de persones desconegudes pel 

sistema). També s'avalua en quin grau ajuden o no els mètodes d'aprenentatge de mètriques 

en el rebuig d'impostors. 

{ΩƘŀƴ Řǳǘ a terme diverses simulacions per a trobar els millors paràmetres en 

l'aprenentatge de mètriques, per veure com milloren les taxes de reconeixement de cares 

respecte a mètriques tradicionals i com afecta l'aprenentatge de mètriques en el sistema de 

rebuig d'impostors. 

  



 
II 

 

Resumen 

 

Este trabajo está centrado en la implementación y el testeo de métodos de aprendizaje de 

métricas, concretamente los alegorismos Large Margin Nearest Neighbor (LMNN) e 

Information Theoretic Metric Learning (ITML), en el sistema de identificación de caras 

desarrollado en la UPC, comparando los resultados obtenidos con los obtenidos al aplicar 

distancias usadas hasta la fecha. 

Además se diseñado e implementado un sistema de rechazo de impostores (personas 

foráneas al conjunto de trabajo) mediante una verificación multiclase, ya que hasta ahora el 

sistema clasificaba todas las caras en alguna de las identidades preestablecidas aunque una 

cara sea muy diferente respeto todas las otras (por ejemplo con caras de personas 

desconocidas por el sistema). También se evalúa en qué grado ayudan o no los métodos de 

aprendizaje de métricas en el rechazo de impostores. 

Se han llevado a cabo distintas simulaciones para encontrar los mejores parámetros en el 

aprendizaje de métricas, así como para estudiar como varían las tasas de reconocimiento de 

caras respeto a métricas tradicionales y para ver cómo afecta el aprendizaje de métricas en el 

sistema de rechazo de impostores.  
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Abstract 

 

This work is about implementation and test of metric learning methods, specifically the 

algorisms Large Margin Nearest Neighbor (LMNN) and Information Theoretic Metric Learning 

(ITML), in the faces identification system developed in the UPC, comparing the results with 

those obtained by applying distances used to date. 

Currently the system classifies every face into a pre-established identity, even if the face is 

really different form the others (for example people unknown to the system). To solve that an 

impostor rejection system will be designed and implemented through a multiclass verification. 

Also, how the metric learning affect to the rejection of impostors will be evaluated. 

Several simulations have been be performed in order to find which are the best parameters 

in metric learning and to find how the recognition rate change respect the classical metrics. 
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1. Introducció 

1.1 Motivació  
 

Un sistema de reconeixement facial és una aplicació que té l'objectiu d'identificar 

automàticament una persona en una imatge digital. La identificació automàtica ǎΩǳǘƛƭƛǘȊŀ per a 

moltes d'aplicacions, com per exemple el control d'accés i vigilància: actualment es fa servir en 

alguns controls fronterers, com a mètode de desbloqueig en dispositius electrònics (ordinadors 

i telèfons mòbils), en l'accés d'edicifis (substituint l'accés per emprempta digital), per a 

etiquetar automàticament fotos digitals, per a detectar la presencia de gent no desitjada (per 

exemple en casinos), en sistemes de rastrejament de delinqüents, etc. No obstant, també li 

queden potencials usos a desenvolupar, com per exemple un aparell d'ajuda a gent amb 

prosopagnòsia (trastorn que no permet als afectats reconèixer cares) i de ben segur que altres 

aplicacions sorprenents que avui ni tant sols pensem. 

Com en tots els processos d'automatització, la principal tasca és simplificar el problema per 

a que una màquina el pugui dur a terme. És molt senzill per a una persona reconèixer cares, 

però per a que una màquina ho pugui fer de manera automàtica s'han de definir varis 

aspectes: què és una cara? en què es pot fixar per a identificar-la? Al llarg d'aquets projecte 

s'aniran mostrant maneres de respondre aquestes preguntes. 

Els sistemes de reconeixement de cares es poden separar en dos grups: locals (o 

geomètrics) i holístics (feature-based i appearence-based en anglès, respectivament). En els 

sistemes locals o geomètrics, per a identificar cada persona s'extreu informació (distàncies, 

posicions) en certs punts rellevants en la cara (ulls, boca, nas...) i es compara amb els diferents 

candidats a la identificació. Per contra, els sistemes holístics es basen en la imatge completa, 

considerant-la un grup de píxels que responen a un cert patró, que pot ser extret i comparat 

amb les altres cares. Fer servir directament els píxels no és gaire eficient degut a l'alta 

dimensionalitat, que comporta un elevat cost computacional i una baixa capacitat de 

discriminació entre persones diferents. En aquest projecte es treballa sobre un sistema 

d'identificació holístic.  

Per a poder treballar amb les imatges, es necessita extreure la informació d'alguna manera. 

Les diferents tècniques d'extracció transformen cada imatge en un vector de característiques, 

que pot ser vist com a la representació d'un punt en l'espai n-dimensional de cares, on n són 

els coeficients del vector de característiques. 

Un cop creats els vectors de característiques, s'ha de classificar. En aquest projecte es 

relaciona cada nova imatge d'entrada amb un model ja existent. Els models s'han d'entendre 

com a un conjunt de vectors de característiques per a cada individu. Cada vector de 

característiques representa una imatge de la mateixa persona. Un cop creats els models amb 

vàries imatges de la mateixa persona, al entrar una nova imatge al sistema per a ser 

identificada, s'ha de classificar. Existeixen varis classificadors, però en aquest projecte sols s'ha 

treballat amb kNN (k-nearest neighbors). Aquest mètode de classificació es basa en trobar el 
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vector de característiques d'un model més pròxims en l'espai de característiques al punt 

generat per a la nova cara. 

Per mesurar la proximitat, s'ha usat diferents distàncies com la de Manhattan i la chi 

quadrat. S'ha usat també els sistemes d'aprenentatge de mètriques Information Theoretic 

Metric Learning (ITML) i Large Margin Nearest Neighbor (LMNN). La idea bàsica dels mètodes 

d'aprenentatge de mètriques rau en generar una mètrica a mida per a cada aplicació, marcant 

les característiques que ens interessa destacar de cada conjunt de dades. Per a tal objectiu, 

s'entrena el sistema, generant una matriu que parametritza una distància de tipus 

Mahalanobis. Mitjançant l'aprenentatge de mètriques s'intenta ajuntar els punts en l'espai de 

característiques de cares de la mateixa persona, a la vegada que s'intenta allunyar els punts 

que representen cares de persones diferents. 

També s'ha implementat una opció en el sistema de reconeixement per, si la persona a 

identificar no s'assembla prou a cap model enregistrat, classificar-la com a persona 

desconeguda. Això s'aconsegueix aplicant un llindar a partir del qual es rebutgen les cares com 

a desconegudes. S'han avaluat un parell de mètodes de calcular aquest llindar. 

 

1.2 Estructura del treball  
 

Aquest treball està estructurat en quatre capítols: 

¶ Estat de la qüestió: En aquest capítol s'exposen els mètodes i tècniques actuals sobre les 

que es basa aquest projecte. 

 

¶ Disseny del sistema: En el segon capítol es detalla la descripció del funcionament del 

sistema, del conjunt de dades utilitzades i de la implementació dels nous elements afegits. 

 

¶ Resultats: En aquest apartat es mostra la configuració usada en les diferents proves, els 

resultats dels diversos experiments i les observacions que d'aquests se'n derivin. 

 

¶ Conclusions, treball futur i aportacions: Per últim s'analitzen els resultats obtinguts i se'n 

ressalten els més rellevants. També s'assenyalen possibles camins per on continuar 

investigant i es descriuen les aportacions fetes al sistema de reconeixement facial ja 

existent. 

  



 
3 

 

2. Estat de la qüestió 

En aquest apartat s'explicarà el funcionament d'un sistema de reconeixement facial, així 

com les tècniques bàsiques que s'usen en aquest projecte relatives a les diferents parts del 

sistema.  

2.1 Sistema de reconeixement facial  
 

Un sistema de reconeixement de cares es divideix en tres parts: detecció de cares, extracció 

de característiques i classificació. En aquest projecte ens centrarem en els dos últims blocs. 
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Figura 2.1: Diagrama de blocs d'un sistema de reconeixement de cares. 

Primerament cal detectar la cara. Per aquest projecte, aquest bloc no s'ha desenvolupat, ja 

que s'ha fet servir el detector de cares de la llibreria OpenCV[2], basat en alogrisme de Viola-

Jones[1]. 

Un cop detectada la cara, s'extreuen les característiques rellevants de la imatge, per a 

poder ser comparada eficientment amb altres cares i finalment classificada dins un conjunt de 

classes predefinides. 

El sistema necessita d'un entrenament previ, on es creen models de cada persona 

candidata a la classificació. En cada model es guarden les característiques d'una sèrie 

d'imatges per a cada persona (imatges d'entrenament), i s'emmagatzemen per a tenir-les 

disponibles en l'etapa de classificació.  

Finalment en el bloc de classificació, es comparen les característiques de la imatge a 

identificar amb les dels models, i es decideix quin model és el més semblant, assignant a la 

imatge d'entrada la identitat del model elegit.  

Guardar els models 

Identitat de la 

imatge d'entrada 

Imatge 

d'entrada 

 

Carregar els 

models 

Creació de 
models 

Emmagat-

zematge 

Detecció de 
cares 

Extracció de 
característiques 

Classificació 
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2.2 Extracció de característiques  
 

En aquest procés s'extreu un vector de coeficients com a representació d'una imatge d'una 

cara. En el cas d'aquest projecte, com es treballa en reconeixement de cares basat en 

l'aparença, les característiques són el valor dels píxels de la imatge. Si es té una imatge de 

dimensions ὔὼὓ, on ὔ són els píxels d'amplada de la imatge i ὓ els d'alçada, es pot 

representar cada imatge com un vector de dimensió ὔὼὓ concatenant les files (o columnes). 

A partir d'aquí es treballa en un espai de ὔὼὓ dimensions, on cada cara pot ser representada 

com un punt en aquest espai. Si la dimensionalitat de l'espai és molt gran els punts es tornen 

dispersos, dificultant l'organització de les dades ja que sembla que les dades difereixin en varis 

aspectes i coincideixen en d'altres, complicant la discriminació necessària per a la classificació. 

A més s'ha demostrat que existeixen millors formes de tractar una imatge que amb la totalitat 

dels seus píxels.  

Afortunadament no totes les característiques són igual d'importants a l'hora de classificar. 

La majoria de les tècniques d'extracció de característiques permeten tenir una bona 

representació de les característiques en uns pocs coeficients, aconseguint treballar en espais 

de dimensió més reduïts. 

De les diferents tècniques d'extracció de característiques que es poden utilitzar, en aquest 

projecte se n'han fet servir dues: la Transformada Cosinus Discreta (DCT)[4] i Patró Binari Local 

(LBP)[5][6][7], les quals s'exposen a continuació. 

 

2.2.1 Transformada cosinus  discreta  
Moltes aplicacions utilitzen la Transformada Cosinus Discreta (Discrete Cosine Transform - 

DCT). És un cas similar a la transformada de Fourier, i hi ha varies definicions de DCT. En aquest 

treball s'utilitzarà la DCT - II, utilitzada àmpliament en el processament d'imatge. 

Donada una imatge en escala de grisos (matriu on els valors són els nivells de grisos d'un 

píxel) NxM, es defineix la DCT-II de dues dimensions com: 

ὢὯȟὯ  ὥ Ὧ  ὥ Ὧ  Ὅὼȟώ ÃÏÓ
“ςὼ ρὯ

ςὔ
ÃÏÓ

“ςὼ ρὯ

ςὓ
 

(Eq. 1) 

π Ὧ ὔ ρ 

π Ὧ ὓ ρ 

On Ὅὼȟώ és una seqüència de N, M elements i ὢὭȟὮ és la seva transformada, amb: 

ὥ Ὧ

ừ
Ừ

ứ  ὴὩὶ ὥ Ὧ π 

 ὴὩὶ ὥ Ὧ π

,    ὥ Ὧ

ừ
Ừ

ứ  ὴὩὶ ὥ Ὧ π 

 ὴὩὶ ὥ Ὧ π
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La matriu resultant conté N x M coeficients DCT els quals estan relacionats amb cada una 

de les NxM bases independents de DCT. En la figura 2.2 es mostren les bases invariants DCT de 

8x8. 

 

Figura 2.2: Bases invariants de la DCT-II 

Aquesta transformada té la propietat de compactar l'energia de la imatge, concentrant els 

coeficients més rellevants a la part superior esquerra de la matriu, tal i com es pot apreciar a la 

figura 2.3 

 

Figura 2.3: Representació gràfica dels coeficients en la DCT-II , on es pot apreciar la concentració d'energia al 
volntant del (0,0). 

La transformada d'una imatge NxM té un total de NxM coeficients. No obstant, podem 

aprofitar l'acumulació d'energia per a descartar coeficients poc rellevants, reduint el cost 

computacional i la memòria usada en tot el procés a canvi d'una pèrdua mínima d'informació. 
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Per no perdre la propietat de l'acumulament d'energia, els coeficients són escanejats 

mitjançant un sistema de zig-zag partint del punt πȟπ tal com mostra la figura 2.4, 

aconseguint transformar la matriu en un vector on els coeficients més rellevants estan en les 

primeres posicions, de manera que es pot reduir les dimensions agafant els Ὠ primers 

elements del vector i descartant la resta. 

 

Figura 2.4: Escanejat típic en forma de zig-zag usat en la DCT. 

 

 

2.2.2 Patró binari local  
L'operador anomenat patró binari local (Local Binary Pattern - LBP) és un descriptor de 

textures invariant a canvis d'il·luminació. Va ser creat per Ojala et al [4] i degut al seu poder 

discriminador i a la seva simplicitat computacional, aquest operador és bastant usat en el 

processament d'imatges. 

Originàriament es defineix LBP com un conjunt ordenat de comparacions binaries entre el 

valor del píxel central amb els 8 del voltant. Si el valor del píxel central és més gran, li assignem 

un 1 i en cas contrari un 0. Emmagatzemem el resultat de les 8 comparacions, de manera que 

a cada píxel de la imatge tindrem assignats 8 bins, que en decimal serà un número del 0 al 255. 

 

 

 

 

Figura 2.5: L'operador bàsic LBP. 

Formalment, per a un píxel en la posició ὼȟώ  obtenim el seu valor LBP aplicant: 

Comparació amb el valor central Binari: 01100010 

Decimal: 98 
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 ὒὄὖ ὼȟώ  ίὭ Ὥς 

(Eq. 2) 

On Ὥ és el valor de gris del píxel central, Ὥ és el valor de gris de cada un dels 8 píxels del 

voltant i la funció ίὼ es defineix com: 

ίὼ  
π ίὭ ὼ π
ρ ίὭ ὼ π

 

Un cop transformats tots els píxels, se'n calcula l'histograma normalitzat. 

En la seva aplicació com a descriptor de cares [5] es proposa dividir la imatge en blocs 

quadrats. A cada bloc se li aplica LBP independentment i després es concatenen els 

histogrames obtenint una representació global de la cara tal i com mostra la figura 2.6. 

 

 

 

 

 

 

 

 

 

 

Figura 2.6: LBP aplicat a cares. 

Uns anys més tard Ojala et al. [6] van revisar el seu mètode i van presentar una variant més 

genèrica: en comptes de treballar amb una matriu 3x3 (el píxel del centre i els 8 del voltant), 

proposaven treballar amb P mostres equidistants sobre una circumferència de radi R respecte 

el píxel central. Si els punts de mostreig no coincideixen amb el centre d'un píxel, s'interpola 

bilinealment els valors dels píxels del voltant per a obtenir un valor virtual pel punt de 

mostreig. Aquest últim mètode serà el que s'aplicarà en aquest projecte. 

 
 
 
 
 
 
 
 

Figura 2.7: Exemples de LBP (8,1), (16,2) i (8,2)  

Cara original Divisió en blocs S'extreuen els 

histogrames LBP 

de a cada bloc 

Es concatenen els 

histogrames 
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2.2.3 DCT sobre LBP 
LBP és una tècnica robusta i que en general dóna bons resultats. DCT no dóna tan bons 

resultats, però té un important factor de reducció de la dimensionalitat i per tant té un 

cost computacional més reduït. Aplicant DCT sobre LBP es busca combinar ambdues 

tècniques: que s'obtinguin millors resultats que en DCT amb una dimensionalitat més 

baixa que LBP.  

Per aplicar-la, es divideix la imatge en blocs i s'extreuen els patrons binaris locals (LBP) 

per a cada bloc. Un cop es tenen els histogrames de cada bloc,i abans de concatenar-los 

s'aplica DCT sobre cada histograma per a reduir la dimensionalitat, i es concatenen com en 

el LBP original. 

 

Figura 2.8: Diagrama de blocs de l'aplicació de DCT sobre LBP. 

 

2.3 Classificació i verificació  
 

Un cop s'ha extret la informació necessària i s'ha creat un model per a cada persona, es 

necessita un sistema capaç de classificar cada nova imatge entrant com a una imatge 

pertanyent a una de les classes descrites pels models. Aquest procés s'anomena classificació. 

Tot i que existeixen vàries tècniques de classificació, en aquest projecte sols s'ha treballat amb 

el classificador k Nearest Neighbors, el qual s'explica en l'apartat 2.3.4. La classificació s'avalua 

amb la taxa d'encerts (identitats encertades/total de cares a identificar) o la taxa d'errors 

(identitats errades/total de cares a identificar). 

En comptes de classificar la imatge en una de les classes es pot comparar la imatge amb 

una sola identitat emmagatzemada, amb l'objectiu de saber si la identitat enregistrada 

correspon amb la identitat de la imatge d'entrada o no. Aquest procés s'anomena verificació, 

que no deixa de ser una classificació binària; sols hi ha dues respostes: o es verifica que la 

identitat de la cara correspon a una determinada identitat enregistrada o no. 
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Com a resultat d'una verificació obtenim positiu (identificat) o negatiu (rebutjat). Llavors, i 

tal i com es mostra en la figura 2.9, els resultats d'una verificació es poden separar en quatre 

camps: 

¶ Veritable positiu: Resultat identificat correctament. 

¶ Fals positiu: Resultat identificat erròniament. 

¶ Veritable negatiu: Resultat rebutjat correctament. 

¶ Fals negatiu: Resultat rebutjat erròniament. 

 

 

 

Figura 2.9: Possibles resultats d'una verificació. 

A partir d'aquests conceptes es defineixen diferents indicadors que s'usen per avaluar la 

resposta d'un sistema de verificació. En aquest projecte s'usarà la precisió, l'exhaustivitat (o 

sensibilitat) i el valor F. 

 

2.3.1 Precisió  
La precisió mesura la capacitat que té el sistema per a, de les dades classificades com a 

positives, quantes ho són realment: un 0% indica que no s'ha trobat cap dada que pertanyi a la 

classe que s'estava verificant, i un 100% indica que totes les cares que el sistema classifica com 

a positives realment ho són (no hi ha falsos positius). Es calcula com: 

ὖὶὩὧὭίὭĕ  
60 

60 &0
 

(Eq. 3) 

La precisió també es pot veure com una resposta a la pregunta "de les que s'han classificat 

com a positives, quantes realment ho son?" 

 

2.3.2 Exhaustivitat  
L'Exhaustivitat mesura la capacitat que té el sistema de no deixar-se cap cara que hauria 

hagut d'identificar. Un 100% indica que totes les cares que havien de ser positives ho són (cap 

fals negatiu). Es calcula com: 

ὉὼὬὥόίὸὭὺὭὸὥὸ 
60

60 &.
 

(Eq. 4) 

L'exhaustivitat també es pot entendre com a una resposta a la pregunta "he identificat totes 

les dades que havia d'identificar?" 

  Classe real (observació) 

  Positiu Negatiu 

Sortida de 
verificació 
(previsió) 

Positiu Veritable positiu [VP] Fals positiu [FP] 

Negatiu Fals negatiu [FN] Veritable negatiu [VN] 
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2.3.3 Valor  F 
El valor-F és una relació entre precisió i exhaustivitat, de manera que amb un sol paràmetre 

es pot analitzar el comportament d'un sistema de verificació. Es tracta de la mitjana harmònica 

entre la precisió i l'exhaustivitat: 

Ὂ ς
ὖὶὩὧὭίὭĕὉὼὬὥόίὸὭὺὭὸὥὸ

ὖὶὩὧὭίὭĕ ὉὼὬὥόίὸὭὺὭὸὥὸ
 

(Eq. 5) 

L'Eq. 5 és un cas particular de la fórmula general  

Ὂ ρ ‍
ὖὶὩὧὭίὭĕὉὼὬὥόίὸὭὺὭὸὥὸ

‍ ὖὶὩὧὭίὭĕ ὉὼὬὥόίὸὭὺὭὸὥὸ
 

(Eq. 6) 

on ‍ és un nombre real positiu (1 en el cas de l'Eq. 5) que permet donar més pes a la 

precisió o a la exhaustivitat. 

2.3.4 k Nearest Neighbors  
El k Nearest Neighbors[10][11] (kNN) és un sistema de classificació no paramètrica, 

automàtica i no supervisada. La idea principal és senzilla: P és un vector de característiques de 

llargada n i Qi són els i vectors de característica d'entrenament emmagatzemats als diferents 

models, també de llargada n. Es calcula la distància entre P i tots els vectors de característiques 

i s'emmagatzemen totes les distàncies resultants en un vector distància D. 

Es seleccionen les k distancies més petites de D, és a dir, els vectors de característiques més 

pròxims a P. Cada veí seleccionat pertany a una classe, la qual queda registrada i comptabilitza 

com a un vot. La classe guanyadora és la que té més vots. 

A continuació es mostra un exemple: en aquest cas tenim un vector de test pertanyent a la 

classe B i està lluny d'altres classes existents (figura 2.10). 

 

Figura 2.10: Representació de dues classes i un vector de test a classificar. 

En la figura 2.11 i en la taula 2.1 es mostra el procés de classificació pas per pas: s'agafen les 

distàncies més petites i es registra a quina classe pertanyen els vectors més pròxims al vector 

de test. 

 
Figura 2.11: Exemple d'aplicació de kNN per a k = 1, k = 2 i k = 3. 
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  Classe A Classe B   

k Decisió Guanyador Acumul. Guanyador Acumul. Empat Parcial 

1 B No 0 Sí 1 No B 

2 B No 0 Sí 2 No B 

3 B No 0 Sí 3 No B 

Taula 2.1: Procés de classificació kNN per a k=3. 

A mesura que s'incrementa la k, el kNN selecciona cada vegada veïns més llunyans. En 

aquest exemple, fins a k = 5 sols està seleccionant veïns de la classe B degut a la seva 

proximitat amb els membre d'aquesta classe i la gran distància amb els membres de la classe 

A. Inclús amb k = 6, la classe guanyadora seria la B, amb 5 vots a favor i un en contra. En aquest 

exemple concret les classes estan molt separades, i es classificaria el vector de test de manera 

correcte fins i tot amb k = 9. 

Si s'examina un cas més desafiant en el que dues classes estiguin més juntes: 
 

 
Figura 2.12: Representació de dues classes i un vector de test a classificar (II). 

 
Aplicant kNN un cop més obtenim: 
 

 
Figura 2.13: Exemple d'aplicació de kNN per a k=1, k=2 i k=3 (II). 

 

  Classe A Classe B   

k Decisió Guanyador Acumul. Guanyador Acumul. Empat Parcial 

1 B No 0 Sí 1 No B 

2 A Sí 1 Sí 1 Sí A/B 

3 B No 1 Sí 2 No B 

Taula 2.2: Procés de classificació kNN per a k=3 (II). 

Tant la figura 2.13 com la taula 2.2 descriuen el procés de classificació pas per pas. En 

aquest últim exemple, al tenir el vector de test en una regió de l'espai on no hi ha una clara 

influència de cap de les dues classes se'n dificulta la classificació.  També cal remarcar que en 

el cas k=2 cada una de les dues classes ha estat elegida un cop, i la decisió final es prendrà a 

l'atzar. Aquest tipus de situacions on s'acaba elegint el guanyador a l'atzar es poden minimitzar 

escollint un valor imparell de k.   
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2.4 Mètriques de distància  
 

Per a classificar correctament una imatge de test, es necessita comprar amb els diferents 

vectors de característiques emmagatzemats als models. Per a comparar els vectors s'han 

utilitzat diferents tipus de distàncies, les quals s'exposen a continuació. 

 

2.4.1 Distància euclidi ana 
La distància euclidiana és la distància ordinària entre dos punts que es mesuraria amb un 

regle, i ve donada per la fórmula 

Ὠὼȟώ  ὼ ώ  

(Eq. 7) 

Aquesta distància és usada àmpliament en 2D, però també serveix per a vectors de 

dimensió n (per exemple vectors de característiques) degut al seu baix cost computacional. 

 

2.4.2 Distància Manhattan  
El nom d'aquesta distància ve donat per la geometria dels blocs de l'illa de Manhattan: la 

distància entre dos punts per a una estructura semblant a Manhattan és el nombre mínim de 

blocs que la persona hauria de creuar per anar d'un punt A a un punt B. 

 

Figura 2.14: Estructura per blocs similar als edificis de Manhattan, amb diferents maneres de recórrer la distància 
entre dos punts. 

Formalment es defineix la distància de Manhattan com: 

Ὠὼȟώ ȿὼ ώȿ 

(Eq. 8) 
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2.4.3 Distància chi quadra t 
La distància chi quadrat s'usa principalment per a mesurar distàncies entre histogrames, ja 

que dóna millors resultats que la distància euclidiana o que la de Manhattan. 

ὼ Ὓȟὓ
Ὓ ὓ

Ὓ ὓ
 

(Eq. 9) 

ὔ és el nombre de bins dels histogrames Ὓ i ὓ, i Ὓ i ὓ  son els valors dels histogrames al 

bin numero n. 

 

2.4.4 Distància de Mahalanobis  
Donat un conjunt de punts en l'espai N-dimensional repartits en diferents conjunts, i donat 

un punt de prova, es vol saber a quin conjunt pertany el punt de prova. Una manera de saber-

ho seria calculant el centre de masses de cada conjunt, buscant la distància euclidiana mínima 

entre els centres de masses i el punt sota prova. Interessa, no obstant, tenir més informació 

sobre el conjunt per a poder elegir més encertadament a quin conjunt pertany el punt de 

prova: es pot tractar diferent un conjunt que té una distribució de punts esfèrica que un de 

distribució el·lipsoïdal. Caldria esperar que en una distribució el·lipsoïdal la probabilitat de que 

un punt pertanyi al conjunt no depengui sols de la distància al centre de masses, sinó que 

també de la direcció: En les direccions que l'el·lipsoide té els eixos més curts, el punt de prova 

hauria d'estar més a prop, mentre que en les direccions que té els eixos més llargs pot estar 

més lluny del centre per a obtenir una mateix probabilitat de pertànyer al conjunt. 

Matemàticament l'el·lipsoide que millor representa la distribució de probabilitat del 

conjunt pot ser estimada en la matriu  covariància de les mostres. La distància de Mahalanobis 

és la distància d'un punt de prova fins al centre de masses dividit per l'amplada de l'el·lipsoide 

en aquest punt. 

Així doncs, donats 2 vectors de dimensió n, i sent ὼ el vector de test, ώ el vector a comparar 

i S  la matriu de covariància de ώ, la distancia de Mahalanobis (o mesura de dissimilitud) es 

defineix com 

Ὠὼȟώ  ὼ ώ S ὼ ώ 

(Eq. 10) 

Si enlloc de la matriu covariància S fos la matriu identitat, s'obté la distància euclidiana. 
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2.5 Aprenentatge de mètriques  
 

Cada aplicació pot buscar característiques diferents en un conjunt de dades. Per exemple, si 

tenim un conjunt de llibres i es vol una classificació segons el color de la portada, la distància 

es fixarà sobre característiques diferents de si els volem classificar segons nombre de pàgines. 

La distància usada per a classificar s'ha de fixar en unes característiques específiques cada cop. 

Així doncs, és desitjable aprendre una mètrica expressament per a cada aplicació específica, 

ressaltant les característiques desitjades per a l'aplicació. 

L'aprenentatge de mètriques consisteix en especificar que uns quants punts en l'espai 

d'entrada són similars de manera que es pugui aprendre automàticament una mètrica que 

assigni distàncies petites a parells de punts similars i distàncies grans en parells dissimilars. 

Com que s'ha d'especificar quins punts d'entrada són similars es defineix automàticament 

quins termes tenen més rellevància i quins menys, a l'hora de considerar similars o no els 

punts. 

A l'aprendre una mètrica, es necessita una fase prèvia d'entrenament. L'aprenentatge de la 

mètrica es genera automàticament seguint un algorisme. En aquest projecte estudiarem els 

mètodes d'aprenentatge de mètriques "Large Margin Nearest Neighbors" [9] i "Information-

Theoretic Metric Learning" [8]. 

Per a un conjunt d'elements ὢ es defineix la distància com a qualsevol funció binària 

Ὠὥȟὦ de ὢ  en ᴙ que compleixi les següents propietats: 

¶ No negativitat: Ὠὥȟὦ π ᶅ ὼȟώɴ ὢ. 

¶ Simetricitat:  Ὠὼȟώ Ὠώȟὼ ᶅὼȟώᶰὢ. 

¶ Desigualtat del triangle: Ὠὼȟᾀ Ὠὼȟώ Ὠώȟᾀ ᶅὼȟώȟᾀɴ ὢ. 

¶ Identitat dels indiscernibles: Ὠὼȟώ π ᵾ ὼ ώ ᶅὼȟώȟɴ ὢ. 

Si una funció satisfà sols les tres primeres propietats però no la quarta, s'anomena 

pseudomètrica. 

Tant LMNN com ITML apliquen una transformació lineal de l'espai ὼ Ἐὼ (on ὼɴ ᴙ  és un 

vector de n components). La distància euclidiana al quadrat quedaria com: 

ὈἘὼȟὼ Ἐὼ ὼ  
(Eq. 11) 

on la transformació lineal està parametritzada per la matriu L. Es pot demostrar que l'Eq. 11 

defineix una mètrica vàlida si L té rang complet, i una pseudomètrica en cas contrari. 

És comú expressar la distància el quadrat de l'Eq. 11 en termes de la matriu quadrada: 

Ἑ ἘἘ 
(Eq. 12) 
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Qualsevol matriu M creada des de una matriu L de valors reals serà semidefinida positiva 

(no tindrà valors propis negatius). En termes de la matriu M, podem reescriure la distància al 

quadrat de la següent manera: 

ὈἙ ὼȟὼ ὼ ὼ Ἑ ὼ ὼ  
(Eq. 13) 

L'objectiu tant de LMNN com de ITML és obtenir una matriu M que parametritzi la 

pseudomètrica de tipus Mahalanobis. Per simplificar la terminologia es referirà a la 

pseudomètrica de l'Eq. 13 com a distància de Mahalanobis. 

 

2.5.1 Large Margin Nearest Neighbor  (LMNN) 
El Large Margin Nearest Neighbor[9] (LMNN) és un algorisme que aprèn una pseudomètrica 

específicament pensada per a usar en classificació kNN. 

Si tenim un conjunt de dades d'entrenament XF= {x1, x2, ..., xN} en ᴙ  on cada xi  ɴXF té la 

seva etiqueta corresponent ώᶰρȟςȟȣȟὧ on c és el nombre de classes, donat un conjunt n 

punts ὼȟȣȟὼ  en ᴙ  (dades d'entremant) LMNN intenta aprendre una matriu que 

parametritza una pseudomètrica Mahalanobis. 

LMNN intenta penalitzar les distàncies grans entre entrades que comparteixin etiqueta 

(cares de la mateixa persona, en el nostre cas concret), a la vegada que intenta penalitzar 

també les distàncies petites entre entrades de diferents etiquetes (cares de persones 

diferents). 

Un dels objectius és estimar una mètrica sota la qual cada entrada ὼ tingui k veïns propers 

que comparteixin la mateixa etiqueta. Això ho aconseguim identificant els veïns objectius per a 

cada entrada ὼ. Els veïns objectius de ὼ són aquells que es desitja que estiguin més a prop de 

ὼ; en particular, s'intenta aprendre una transformada lineal de l'espai d'entrada per tal de que 

els veïns propers siguin els veïns objectius. Els veïns objectius són elegits a priori i no canvien 

durant el procés d'aprenentatge. S'usarà la notació Ὦb Ὥ per indicar que l'entrada ὼ és un veí 

objectiu de l'entrada ὼ. Aquesta relació no és simètrica: Ὦb Ὥ no implica Ὥb Ὦ. 

Per a una correcta classificació kNN, els veïns objectius de cada entrada ὼ haurien d'estar a 

més a prop que les entrades etiquetades diferent. En particular, per a cada entrada ὼ, es 

poden imaginar els veïns objectius com un perímetre establert que les entrades amb diferents 

etiquetes no haurien d'envair (figura 2.15). Les entrades amb etiquetes diferents que envaeixin 

aquest perímetre les anomenarem impostors. L'objectiu de l'aprenentatge és minimitzar el 

nombre d'impostors. 

Per incrementar la robustesa de la classificació kNN, s'adopta un objectiu encara més 

estricte per a l'aprenentatge: mantenir una certa distància entre impostors i el perímetre 

establert pels veïns objectius. Mantenint un marge de seguretat al voltant dels límits de decisió 

kNN s'assegura que el sistema és robust davant petites quantitats de sorolls en el conjunt de 

dades d'entrenament.  
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En termes matemàtics, es defineixen els impostors mitjançant una desigualtat. Per a 

l'entrada ὼ amb l'etiqueta ώ i el veí objectiu ὼ, un impostor és qualsevol entrada ὼ amb 

etiqueta ώ ώ tal que: 

ᴁὒὼ ὼᴁ ὒὼ ὼ ρ 
(Eq. 14) 

En altres paraules, un impostor ὼ és qualsevol entrada etiquetada diferent que envaeixi el 

perímetre del marge més una unitat definit per a qualsevol veí de ὼ de l'entrada ὼ. 

La figura 2.15 mostra gràficament un conjunt de dades abans de l'entrenament (esquerra) i 

després de l'entrenament (dreta). En aquest cas l'objectiu de la mètrica és que els k=3 veïns 

objectius es compactin en un radi menor al d'abans de l'aplicació de LMNN i que les entrades 

etiquetades diferent quedin fora de aquesta circumferència amb un marge de seguretat. 

Figura 2.15: Exemple gràfic de l'aplicació de LMNN. 

Per a aconseguir els objectius del sistema, es construeix una funció de pèrdues per a la 

classificació LMNN. La funció de pèrdues consisteix en dos termes, un que ajunta els veïns 

objectius (pull), i un altre que separa les entrades etiquetades diferent (push). 

El primer terme penalitza les distàncies grans entre cada entrada i els seus veïns objectius. 

En termes de transformació lineal de l'espai d'entrada L, la suma de les distàncies al quadrat 

són: 

‐ Ἐ Ἐὼ ὼ

ᵇ

 

(Eq. 15) 

El gradient d'aquest terme genera una força que atrau els veïns objectius en l'espai 

d'entrada transformat linealment. És important puntualitzar que aquest terme sols penalitza 

les grans distàncies entre entrades i els seus veïns objectius; no penalitza les distàncies grans 

entre totes les entrades que comparteixen etiqueta, ja que la classificació kNN no requereix de 

que totes les entrades amb la mateixa etiqueta estiguin estretament agrupades, amb que n'hi 

hagi k el sistema ja hauria de classificar correctament. 
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El segon terme de la funció de pèrdues penalitza les distàncies petites entre entrades de 

diferent etiqueta. En particular, aquest terme penalitza la violació de la desigualtat de l'Eq. 14. 

Per simplificar la notació, s'introdueix una nova variable: ώ ρ si i només sí ώ ώ, i ώ π 

en cas contrari. Amb aquesta notació, el segon terme ve donat per: 

‐ Ἐ ρ ώ ρ

ȟb

ὒὼ ὼ ᴁὒὼ ὼᴁ  

(Eq. 16) 

on ᾀ ÍÁØ ᾀȟπ. Aquest terme monitoreja la desigualtat de l'inici del plantejament. Si 

la desigualtat Eq. 14 es compleix (l'entrada ὼ està situada a més distància de ὼ que la 

distància ὼ als veïns objectius ὼ), llavors aquest terme té un argument negatiu i no 

contribueix en el conjunt de la funció de pèrdua. El gradient de l'equació genera una força que 

repel·leix els impostors fora del perímetre establert per als veïns objectius. 

L'elecció del marge de seguretat que han de respectar els impostors respecte la 

circumferència marcada pels veïns objectius és una convenció arbitraria que sols estableix un 

escalat en la transformació lineal L. Si s'aplica un marge ὧ π enlloc del marge unitari, la 

funció de pèrdues seria minimitzada per la mateixa transformació lineal amb un factor d'escala 

de Ѝὧ. 

Finalment es combinen els dos termes ‐ Ἐ i ‐ Ἐ en una sola funció de pèrdues. 

Un paràmetre ‘ɴ πȟρ pondera els dos termes, per equilibrar l'atracció dels veïns objectius i 

l'allunyament dels impostors: 

‐Ἐ ρ ‘‐ Ἐ ‘‐ Ἐ 
(Eq. 17) 

El paràmetre ‘ pot ser fixat mitjançant validació creuada, però s'ha vist experimentalment 

que el resultat de minimitzar la funció de pèrdues no depèn sensiblement del valor de ‘. A la 

pràctica, un valor de ‘ πȟυ funciona bé. 

Es pot formular la minimització de la funció de pèrdues com a una optimització convexa. 

La funció de pèrdues no és convexa en els elements de la matriu de la transformada lineal 

L. Per a minimitzar aquesta funció es pot utilitzar l'algorisme de descens de gradient en els 

elements de L. Aquest algorisme tendeix en quedar-se atrapat en mínims locals. Els resultats 

dependran en general de les estimacions inicials per a L, de manera que no poden ser 

reproduïbles a través de diferents problemes i aplicacions. 

Es poden superar aquestes dificultats reformulant l'optimització de l'Eq. 17 com un cas de 

programació semidefinida [3]. La programació semidefinida (semidefinite programming, SDP) 

és una programació lineal que incorpora una restricció addicional en una matriu simètrica 

d'elements lineals de variables desconegudes. Aquesta restricció addicional requereix que la 

matriu sigui semidefinida positiva, és a dir, que no tingui valors propis negatius. Aquesta 

restricció de la matriu és no lineal però convexa, de manera que l'optimització global segueix 

sent convexa. Existeix algoritmes eficients per solucionar SDP. 
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Es comença reformulant l'Eq. 17 com una optimització sobre les matrius semidefinides 

positives. Específicament, tal i com s'ha vista anteriorment en l'Eq. 12 es pot treballar en 

termes d'una nova variable Ἑ ἘἢἘ. Amb aquest canvi de variable es pot reescriure la 

distància al quadrat que apareix en la funció de pèrdues fent servir l'Eq. 13. Cal recordar que 

ὈἙ ὼȟὼ  indica la distància al quadrat respecte amb la mètrica de Mahalanobis M. Com s'ha 

vist abans, aquesta distància és equivalent a la distància Euclidiana després de la transformada 

ὼᴼἘὼ. Substituint l'Eq. 13 en l'Eq. 17, s'obté la funció de pèrdues: 

‐Ἑ  ρ ‘ ὈἙ ὼȟὼ

ȟb

‘ ρ ώ ρ ὈἙ ὼȟὼ

ȟb

ὈἙ ὼȟὼ  

(Eq. 18) 

Amb aquesta substitució, la funció de pèrdues està ara expressada sobre les matrius 

semidefinides positives Ἑṍπ, en comptes de les matrius de valors reals L. Cal fer notar que la 

restricció Ἑṍπ s'ha d'afegir a l'optimització per assegurar que s'aprèn una pseudomètrica 

ben definida. 

La funció de pèrdues anterior és una funció convexa i lineal a trossos dels elements de la 

matriu M. Per a formular l'optimització de l'Eq. 18 com un SDP, es necessita convertir-lo a una 

forma més estàndard. 

En problemes d'optimització, una variable slack és una variable que s'afegeix a una 

restricció de desigualtat per a convertir-ho en una igualtat. Introduint una variable slack es 

reemplaça una restricció de desigualtat per una restricció d'igualtat i una restricció de no 

negativitat. 

Un SDP s'obté d'introduir variables slack. En particular s'introdueixen variables slack no 

negatives Ⱡ  per a tots els tercets de veïns  objectius (Ὦb Ὥ i impostors ὼ. La variable slack 

Ⱡ π s'utilitza per a mesurar la violació de la desigualtat de l'Eq. 14. Usant les variables 

slack per a monitoritzar aquestes violacions de marge, s'obté el SDP: 

Minimitzar ρ ‘В ὼ ὼ Ἑȟb ὼ ὼ ‘В ρ ώ Ⱡȟb ȟ   subjecte a: 

¶ ὼ ὼ Ἑὼ ὼ ὼ ὼ Ἑ ὼ ὼ ρ Ⱡ  

¶ Ⱡ π 

¶ Ἑṍπ.  

Mentre que els SDP d'aquesta forma es poden solucionar mitjançant algorismes 

estàndards, els mètodes de resolució generals tendeixen a escalar malament en el nombre de 

restriccions. Winberger i Saul han implementat el seu propi mètode de resolució específic, 

explotant el fet que la majoria de variables slack Ⱡ  mai arriben a valors positius. Són 

escasses les variables slack Ⱡ  positives ja que la majoria de distàncies entre ὼ i ὼ són més 

grans que les distàncies entre ὼ i els seus veïns objectius ὼ. Aquests triplets no tenen pèrdues 

positives, amb el que la SDP te molt poques restriccions actives. Es pot aconseguir una bona 

reducció del cost computacional solucionant un SDP que sols supervisi una fracció de les 

limitacions de marge, i fent servir la solució resultant com a punt de sortida del SDP real 

d'interès. 
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L'algorisme de Winberger i Saul està basat en una combinació de l'aplicació del mètode del 

subgradient descendent en ambdues matrius L i M, aquesta última usada principalment per a 

verificar que s'ha arribat a un mínim global. Es projecta l'actualització en M i es torna al con de 

les matrius semidefinides positives després de cada pas. Els algorismes de projecció alternant 

convergeixen [34], i en aquest cas aquesta implementació és més ràpida que els mètodes 

genèrics. 

2.5.2 Information -Theoretic Metric Learning  (ITML)  
De mateixa manera que LMNN, ITML [8] és un mètode d'aprenentatge d'una 

pseudomètrica que està basat en una distància tipus Mahalanobis al quadrat, on la matriu ὃ 

no és la covariància, sinó una matriu calculada a partir de dades i relacions específiques entre 

les dades.  

Tenint un conjunt de n punts ὼȟȣȟὼ  en ᴙ es busca una matriu ὃ definida positiva que 

parametritzi la distància de Mahalanobis al quadrat: 

Ὠ ὼȟὼ   ὼ ὼ ὃὼ ὼ  
(Eq. 19) 

Hem de tenir un cert coneixement sobre els punts del conjunt de dades a treballar per a 

poder aprendre una mètrica. Dos punts són similar si pertanyen a la mateixa classe i dissimilars 

si els dos punts pertanyen a classes diferents. L'objectiu és aprendre una distància de tipus 

Mahalanobis de manera que entre punts similars hi hagi distàncies més petites que un cert 

llindar Ὠ ὼȟὼ ό per a un valor relativament petit de ό. De la mateixa manera, es voldrà 

que dos punts dissimilars tinguin distàncies Ὠ ὼȟὼ ὰ per a un valor de ὰ suficientment 

gran. Els llindars són paràmetres d'entrada al sistema. 

Donat el conjunt de restriccions de distàncies entre dos punts, el sistema ha d'aprendre la 

matriu ὃ per un mètode iteratiu, que resol el problema d'optimització a partir d'una matriu 

inicial ὃ  i fent successives aproximacions a la solució. S'ha agafat com a matriu inicial la 

matriu identitat (cas particular on la distància de Mahalanobis esdevé la distància euclidiana). 

També es pot agafar com a matriu inicial la inversa de la matriu covariància. 

Existeix una bijecció entre el conjunt de distancies de Mahalanobis i el conjunt de 

distribucions gaussianes multivariant. Donada una distància de Mahalanobis parametritzada 

per ὃ, es pot expresar la seva corresponent gaussiana multivariant com ὴὼȠὃ

Ὡ
 ȟ

, on ὃ  és covariància de la distribució i ὤ és una constant de normalització. 

Fent servir aquesta bijecció es mesura la distància entre dues funcions de distància 

Mahalanobis parametritzades per ὃ  i ὃ mitjançant l'entropia relativa (diferencial) entre les 

corresponents gaussianes multivariant. 

ὑὒὴὼȠὃ ȿȿὴὼȠὃ ὴὼȠὃ ÌÏÇ
ὴὼȠὃ

ὴὼȠὃ
Ὠὼ 

(Eq. 20) 

La distància de l'Eq. 20 proporciona una mesura de la "proximitat" entre dues funcions 

distancia de Mahalanobis i forma les bases del problema. 
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Llavors, donades parells de punts similars Ὓ i parells de punts dissimilars Ὀ el problema de a 

resoldre és: 

ÍÉÎὑὒὴὼȠὃ ȿȿὴὼȠὃ  

(Eq. 21) 

subjecte a: 

 Ὠ ὼȟὼ ό si ὼȟὼ  ɴὛ (punts similars) 

 Ὠ ὼȟὼ ὰ si ὼȟὼ  ɴὈ (punts dissimilars) 

Algorisme 

La divergència LogDet és una divergència generada per la funció convexa ‰ὢ

ÌÏÇÄÅÔὢ definida pel con de matrius definides positives, i equival (per a les matrius ὃȟὃ  de 

ὲ ὲ elements) 

Ὀ ὃȟὃ ÔÒὃὃ ÌÏÇÄÅÔὃὃ ὲ 
(Eq. 22) 

S'ha demostrat que l'entropia relativa diferencial entre dues gaussianes multivariants es 

pot expressar com a una combinació convexa d'una distància de Mahalanobis entre vectors 

mitjana i la divergència LogDet entre matrius de covariància [21]. Assumint que les mitjanes de 

les gaussianes són les mateixes, tenim que 

ὑὒὴὼȠὃ ȿȿὴὼȠὃ  
ρ

ς
Ὀ ὃ ȟὃ

ρ

ς
Ὀ ὃȟὃ  

(Eq. 23) 

on la segona expressió ve de la definició de l'Eq. 22. 

La divergència LogDet també es coneix com a pèrdua de Stein [29]. Es pot demostrar que la 

pèrdua de Stein és l'única funció de pèrdues invariant d'escala per la qual l'estimador sense 

biaix de variància mínima uniforme és també l'estimador equivariant de mínim risc [30]. En el 

context de l'aprenentatge de mètriques, la invariància d'escala implica que la divergència Eq. 

22 es manté invariant sota qualsevol escalat de l'espai de característiques. El resultat pot ser 

generalitzat sota qualsevol transformació lineal invertible S, ja que 

Ὀ ὛὃὛȟὛὄὛ Ὀ ὃȟὄ  
(Eq. 24) 

Es pot explotar l'equivalència de l'Eq. 23 per a expressar el problema d'aprenentatge de 

mètriques de l'Eq. 21 com el següent problema d'optimització LogDet: 

ÍÉÎὈ ὃȟὃ  

(Eq. 25) 

subjecte a: 

 ὸὶὃὼ ὼ ὼ ὼ ό si ὭȟὮ ɴὛ (punts similars) 

 ὸὶὃὼ ὼ ὼ ὼ ὰ si ὭȟὮ ɴὈ (punts dissimilars) 
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En alguns casos particulars pot no haver-hi solució viable. Per evitar-ho s'incorporen 

variables slack en la formulació per a garantir l'existència de ὃ. Llavors si ὧὭȟὮ és l'índex de la 

restricció ὭȟὮ, i ‚ és un vector de variables slack inicialitzat a ‚ (igual a ό per a restriccions de 

similaritat i ὰ per a restriccions de dissimilaritat) es pot plantejar el següent problema 

d'optimització: 

ÍÉÎ
ṍ ȟ
Ὀ ὃȟὃ ‎Ὀ ὨὭὥὫ‚ȟὨὭὥὫ‚  

(Eq. 26) 

subjecte a: 

 ὸὶὃὼ ὼ ὼ ὼ ‚ ȟ  si ὭȟὮ ɴὛ (punts similars) 

 ὸὶὃὼ ὼ ὼ ὼ  ‚ ȟ  si ὭȟὮ ɴὈ (punts dissimilars) 

El paràmetre ‎ controla el compromís entre satisfer les restriccions i minimitzar Ὀ ὃȟὃ Ȣ 

Per a solucionar el problema d'optimització de l'Eq. 26, s'estenen els mètodes de Kulis et al. 

[31]. El mètode d'optimització que forma la base per a l'algoritme calcula repetidament 

projeccions de Bregman, és a dir, les projeccions de la solució actual en una sola restricció. 

Aquesta projecció es porta a terme a través de la actualització de  

ὃ ὃ ‍ὃ ὼ ὼ ὼ ὼ ὃ 

(Eq. 27) 
on ὼ i ὼ són els punts de dades restringits i ‍ és un parametre de projecció (multiplicador de 

Lagrange corresponent a la restricció) calculat per l'algorisme. 

L'algorisme final per a calcular una matriu queda com: 

Entrada: matriu d'entrada Ὠ ὲ, Ὓ: conjunt de parells similars, Ὀ: conjunt de parells 
dissimilars, u,l: distàncies llindars, ὃ : matriu de Mahalanobis d'entrada, ‎: paràmetre slack, 
 c: funció d'índex de restriccions 

Sortida: ὃ: Matriu de Mahalanobis de sortida 

1. ὃᴺὃȟ‗ȟᴺπ ᶅ ὭȟὮ 

2. ‚ ȟ ᴺό per ὭȟὮᶰὛ; en cas contrari ‚ ȟ ᴺὰ 

3. repetir 
 3.1. S'agafa una restricció ὭȟὮᶰὛ o ὭȟὮᶰὈ 
 3.2. ὴN ὼ ὼ ὃὼ ὼ  

 ᴺρ si ὭȟὮᶰὛ, ρ en cas contrari‏ .3.3 

 3.4. ‌ᴺÍÉÎ‗ȟȟ
ȟ

 

 3.5. ‍ ‌ρ‏ ‌ὴϳ‏  
 3.6. ‚ ȟ ᴺ‎‚ ȟ ‎ ‚‏ ȟϳ  

 3.7. ‗ȟᴺ‗ȟ ‌ 

 3.8. ὃᴺὃ ‍ὃὼ ὼ ὼ ὼ ὃ 

4. Fins que convergeixi 
retornar ὃ 
 

L'algorisme resultant té diversos paràmetres d'entrada, els quals s'expliquen detalladament 

en l'apartat 3.4.2. i es configuren en l'apartat 4.3.  
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3. Disseny del sistema 

En aquest apartat es mostrarà breument el sistema de reconeixement facial usat en aquest 

projecte. 

Com s'ha vist anteriorment un sistema de reconeixement es pot modelar en els següents 

blocs: 

 

 

 

 

 

 

 

 

 

Figura 3.1: Diagrama de blocs d'un sistema de reconeixement de cares. 

 

Imatge d'entrada: És la imatge o el conjunt d'imatges d'entrada al sistema, amb la persona a 

reconèixer (o la persona a crear el model, veure més endavant). 

Detecció de cara: Un cop s'ha entrat les imatges al sistema, s'ha de detectar la cara. En el 

nostre projecte hem fet servir la tècnica de Viola-Jones[1] ja que és molt ràpida en la seva 

execució i aconsegueix altes taxes de detecció. En algunes bases de dades, les imatges ja eren 

cares retallades, de manera que no calia detecció de cares. 

Extracció de característiques: Després de localitzar la cara, se n'extreuen les característiques 

per a poder reconèixer-la (o emmagatzemar-les com a model). Els mètodes d'extracció de 

característica normalment redueixen la dimensionalitat explotant redundàncies de les dades. 

Les tècniques d'extracció de característiques han de ser discriminatives (que permeti la 

diferenciació qualitativa entre diferents conjunt de dades), ja que l'objectiu final és classificar 

en varies classes les cares. Hi ha diverses tècniques d'extracció de característiques, com per 

exemple principal component analysis (PCA) discrete cosine transform (DCT), o local binary 

patterns (LBP). En aquest projecte sols s'ha treballat amb DCT i LBP. Depenent de la tècnica 

d'extracció de característiques i dels paràmetres de configuració, les taxes de reconeixement 

varien. 
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Creació de models: Quan estem en l'etapa d'entrenament (veure l'apartat 3.1), un cop tenim 

els vectors de característiques, els emmagatzemem en els models. Cada un dels models 

representa una persona en diferents posicions o diferents orientacions de la cara, de manera 

que el sistema en l'etapa d'identificació (veure 3.2) pugui comparar la cara d'entrada amb els 

vectors de dades que més s'escaigui. El sistema proposat té un nombre predefinit d'individus 

entre els quals identificar, de manera que no es creen ni s'esborren models durant l'execució 

del sistema (sols es creen en l'etapa d'entrenament). 

Classificació: Aquest bloc és l'encarregat de classificar la cara d'entrada al sistema en alguna de 

les definides pels models. Al ser la classificació una part crucial en el procés d'identificació, un 

classificador hauria de ser en la mesura del possible robust (insensible a fonts de variabilitat) i 

ràpid. Existeixen diverses tècniques de classificació diferents. En aquest projecte sols s'ha 

treballat amb el classificador k Nearest Neighbors (kNN). El kNN s'encarrega de comparar les 

característiques extretes de la imatge a identificar amb les que tenim enregistrades en els 

models. El model que contingui el vector de característiques més semblant al de la imatge que 

estem analitzant és el seleccionat com a identitat de la cara. 

 

3.1 Entrenament  
 

Abans de poder ser usat, el sistema de reconeixement necessita ser entrenat: Cal crear 

models per a cada persona candidata a ser classificada. Per a crear un model, s'usen diverses 

imatges de la mateixa persona. Per a cada imatge es crea i es guarda un vector de 

característiques. D'aquesta manera, construïm un model com a un conjunt de vectors de 

característiques corresponents a una mateixa persona. Els models s'usaran com a referència 

per a les cares a identificar, per tant el nombre total de candidats a la classificació és el 

nombre de models que crearem en aquesta fase. A la figura 3.2 es mostra en negre els blocs 

involucrats en la fase d'entrenament. No hi ha classificació, l'etapa acaba amb 

l'emmagatzematge dels models. 

 

 

 

 

 

 

 

 

Figura 3.2: Diagrama de blocs d'un sistema de reconeixement de cares en l'etapa d'entrenament. 
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Detecció de 
cares 

Extracció de 
característiques 

Classificació 

3.2 Identificació  
 

Després de crear els models el sistema està a punt per a identificar cares a priori 

desconegudes. Per a cada imatge d'entrada a identificar el sistema n'extreu les seves 

característiques i les compara amb els vectors de característiques emmagatzemats en els 

models, per a relacionar la identitat de la cara d'entrada amb alguna de les identitats 

enregistrades en els models. Això implica que sols es poden identificar persones que estiguin 

representades en els models, és a dir, que hagin estat presents en l'etapa d'entrenament. No 

obstant, hi ha tècniques per a saber si una cara pertany o no a les persones registrades tal i 

com es mostrarà més endavant en l'apartat 3.3. 

Tal com es mostra en la figura 3.3 en la fase d'identificació no hi ha creació de models, ja 

que els models han estat creats en l'etapa d'entrenament. En identificació s'usen els models ja 

creats per a classificar les imatges d'entrada. 

A banda d'identificació, un sistema d'aquestes característiques pot realitzar funció de 

verificació (comprovar si una determinada imatge correspon o no a una determinada identitat 

emmagatzemada). Concretament, en aquest treball sols es fa servir la verificació per a detectar 

impostors. 

 

 

 

 

 

 

 

 

 

 

Figura 3.3: Diagrama de blocs d'un sistema de reconeixement de cares en l'etapa de identificació. 
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3.3 Mètodes de rebuig d'impostors . 
 

Fins ara el sistema classificava qualsevol imatge d'entrada com a un dels models existents; 

encara que la cara realment no correspongui realment a cap model, el sistema relacionava la 

identitat amb la de la cara que s'assemblava més. En alguns casos (per no dir la gran majoria) 

seria desitjable poder evitar aquest efecte. Per a aquest propòsit, es diferencien les imatges 

d'entrada a la identificació com a genuïns (persones de dins la base de dades, presents en 

l'etapa d'entrenament) i impostors (gent de fora la base de dades, absents en l'etapa 

d'entrenament). Un impostor sempre serà classificat erròniament, ja que no existeix el model 

de la seva identitat, precisament perquè ha estat absent en el procés de creació de models 

(entrenament). Un cop detectat un impostor, el millor que es pot fer és etiquetar-lo com a 

"desconegut", ja que al relacionar-lo amb qualsevol altra identitat estaríem comenten un 

error. 

En aquest projecte s'ha treballat sobre l'opció de que un possible resultat del sistema sigui 

la identitat desconegut (o impostor, o inesperat, o rebutjat), de manera que si es detecta un 

impostor no hagi de ser classificats erròniament. Per a assolir tal objectiu, es calcula un llindar 

de manera que si aquest es sobrepassa, el sistema el tracta com a desconegut. S'han 

implementat i provat dos mètodes de càlcul de llindars: un mètode basa el llindar en la 

distància, i un altre basa el llindar en la probabilitat (veure apartat 3.3.2). 

Com que utilitzem com a classificador el kNN, podem definir un llindar en la distància a 

partir del qual si no troba cap cara en els models per sota de la distància llindar, classifiqui la 

identitat de la imatge d'entrada com a desconeguda.  

Per a provar el rebuig dels impostors de forma més o menys real, el procediment que s'ha 

seguit ha sigut el d'entrenar el sistema amb només la meitat de les persones d'una base de 

dades (genuïns). L'altre meitat sols les introduïm a l'hora d'identificar, de manera que són 

impostors, i el sistema hauria de classificar les persones com a "desconegut". S'ha preferit 

dividir una base de dades en dos (genuïns i impostors) enlloc d'introduir com a impostors 

persones d'altres bases de dades ja que la diferència entre les imatges de bases de dades 

diferents pot ser massa gran com per a veure el funcionament real del sistema. Per exemple, si 

com a genuïns s'agafa una base de dades de persones il·luminades frontalment, i els impostors 

s'agafen d'una base de dades de persones il·luminades lateralment, no sabrem si el sistema 

discrimina els impostors per les cares en si o per la diferència d'il·luminació. 

3.3.1 Avaluació  
Per al sistema de rebuig d'impostors, s'usarà una classificació multiclasse, amb tantes 

classes com persones entrenades més una. Aquesta última servirà per als desconeguts: les 

cares es podran identificar com a qualsevol de les entrenades o com a desconegudes. A l'hora 

d'avaluar el resultat del sistema, es tractarà com una verificació multiclasse: 

La figura 3.4 mostra els possibles resultats: Una cara candidata pot caure en qualsevol de 

les caselles, esdevenint veritable positiu (VP), veritable negatiu (VN), fals positiu (FP) i/o fals 
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negatiu (FN). Un cop s'executi el procés per a totes les cares candidates, totes les cares estaran 

en una posició o altra. 

Figura 3.4: Possibles resultats d'una verificació multiclasse. 

Les persones ὼ classificades erròniament com a persones ώ són a la vegada falsos positius i 

falsos negatius depenent de si es mira quina persona són o en quina persona han sigut 

classificades: són falsos positius ja que són positius de la persona ώ, però són erronis (realment 

haurien d'haver estat classificat com a persona  ὼ); i són falsos negatius, ja que respecte la 

persona ὼ són negatius (han sigut rebutjats per a la classe "persona ὼ"), i haurien de ser 

positius (acceptats per a la classe "persona ὼ", ja que realment la cara correspon a la persona 

ὼ). 

Si es miren els resultats en les primeres n files, en cada fila tenim totes les persones que 

han sigut classificades com a una determinada classe (positius), i les podem separar en 

veritables positius (VP) i falsos positius (FP) (candidats que han donat positius però que 

realment no corresponen a la classe). D'aquesta manera podem obtenir la precisió (que tal i 

com s'ha vist en l'apartat 2.3.1 és VP/(VP+FP)) com el quocient de tots els veritables positius 

(de totes les files) entre la suma dels elements de les primeres n files (tots els falsos positius i 

tots els veritables positius). 

De la mateixa manera, si s'analitza la matriu en les n primeres columnes, s'obté els 

candidats que realment corresponen a la mateixa classe, tant els que s'han classificat 

correctament (VP), com els que s'han classificat a classes on no haurien d'estar (FN). Llavors 

obtenim l'exhaustivitat (que és VP/(VP+FN), veure apartat 2.3.2) com el quocient de tots els 

veritables positius (de totes les files) entre la suma dels elements de les n primeres columnes 

(tots els falsos negatius i tots els veritables positius). 

Com s'aprecia a la figura 3.4 si no hi haguessin desconeguts (si s'eliminés la última fila i la 

última columna), la precisió i l'exhaustivitat sempre serien iguals, ja que de fet coincideix amb 

la taxa d'encerts: 

ὩὲὧὩὶὸί

ὩὰὩάὩὲὸί ὸέὸὥὰί

ὩὲὧὩὶὸί

ὩὲὧὩὶὸίὩὶὶέὶί

ὠὖ

ὠὖ Ὂὔ

ὠὖ

ὠὖ Ὂὖ
 

Els indicadors que es faran servir per avaluar els sistemes de rebuig d'impostors seran la 

precisió, l'exhaustivitat i el valor F (mitjana harmònica entre precisió i exhaustivitat). 

 

  Classe real (observació) 

  Persona 1 Persona 2 ... Persona n Desconegut 

 
Sortida de 
verificació 
(previsió) 

Persona 1 VP FP, FN FP, FN FP, FN FP 

Persona 2 FP, FN VP FP, FN FP, FN FP 

... FP, FN FP, FN Ệ FP, FN FP 

Persona n FP, FN FP, FN FP, FN VP FP 

Desconegut FN FN FN FN VN 
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3.3.2 Mètodes usats 
En aquest apartat veurem dos mètodes diferents per al rebuig d'impostors. En els dos casos 

el principi bàsic és el mateix: es calcula un llindar, i si es supera aquest llindar, es classifica la 

cara sota test com a impostor. En cas contrari, es classifica segons la identitat que 

correspongui. 

El primer mètode es basa en la distància: es calcular una distància llindar, a partir de la qual 

si no es troben punts amb distàncies més petites que la distància llindar es considera que es 

tracta d'un impostor i es classificarà la identitat com a desconeguda. 

El segon mètode es basa en la probabilitat: per a cada cara que entra al sistema es calcula la 

probabilitat de que es tracti d'un genuí o d'un impostor, i es compara amb una probabilitat 

llindar fixada anteriorment. 

3.3.2.1 Càlcul de llindars per distància  

El primer mètode de càlcul de llindar consisteix en calcular totes les distàncies entre cares 

de la mateixa persona (genuïns) registrades en els models i calcular-ne l'histograma 

normalitzat, obtenint així un recompte del nombre de cops que surt cada distància. Es fa el 

mateix amb totes les cares de diferents persones (impostors). Per intentar separar els dos 

grups es posa un llindar en les distàncies a partir del qual, si una distància entre dues cares 

supera el llindar s'assumeix que es tracta d'un impostor, i si la distància entre dues cares és 

més petita que el llindar s'assumeix que les cares corresponen a la mateixa persona. 

 

Figura 3.5: Histogrames de les distàncies entre cares genuïnes i impostores amb els falsos positius i falsos negatius 
ressaltats. 

 

Genuïns 

falsos positius 

falsos negatius  

Impostors 
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Com es pot veure a la figura 3.4, hi ha un rang de distàncies que comparteixen les dues 

corbes, és a dir, hi ha un rang en que les distàncies tant poden pertànyer a un parell de cares 

impostores o genuïnes. A l'esquerra del llindar es troben els falsos positius: una sèrie de 

distàncies entre cares de persones diferents que, per ser la distància més baixa que la del 

llindar s'assumeix que són la mateixa persona, encara que realment no ho siguin. 

Anàlogament, també es troben els falsos negatius: distàncies entre cares de la mateixa 

persona a la dreta del llindar que el sistema considerarà com a cares de persones diferents. 

L'error de classificació és la suma dels falsos positius i dels falsos negatius. El llindar òptim es 

pot triar com aquell que minimitza l'error de classificació. 

Com s'observa de la figura, l'histograma de les distàncies genuïnes presenta un soroll més 

elevat que l'histograma de les distàncies impostores. Això és degut a que hi ha moltes menys 

mostres en les distàncies genuïnes. Per a qualsevol persona sempre tindrem molts més 

impostors que genuïns: per exemple en una base de dades amb 100 persones amb 10 cares 

per persona, cada cara tindrà 9 distàncies genuïnes i 990 distàncies impostores. 

3.3.2.2 Càlcul de llindars p er probabilitat  

En comptes de fer servir un llindar basat en la distància, aquest mètode proposat per J.C. 

Chen [et al][19] consisteix en estimar la probabilitat d'acceptació, intentant acceptar els 

genuïns; o bé estimar una probabilitat rebuig intentant rebutjar els impostors. 

Si tenim un conjunt de dades d'entrenament XF= {x1, x2, ..., xN} que conté un total de N 

( ὧ ά) imatges facials on cada imatge xi XɴF té la seva etiqueta corresponent ὰὼ ᶰ

ρȟςȟȣȟὧ on c és el nombre de classes (persones diferents) amb m imatges de cada persona i 

d'altra banda tenim un conjunt XI = {xN+1, xN+2, ..., xN+Z} de Z imatges de cares que no estan 

presents en la fase d'entrenament, però si en la de identificació (imatges impostores), on 

l'etiqueta de xi XɴI és ὰὼ ᶰό amb amb όᶱ ρȟςȟȣȟὧ, es pot estimar una probabilitat 

d'acceptació i de rebuig: 

ὴɱȿὨ
ὴὨȿɱὖɱ

ὴὨ
ȟɱ ɴ ɱȟɱ  

(Eq. 28) 

On ὴɱ  i ὴɱ  són les probabilitats a priori de la classe d'acceptació ɱ  (les cares de la 

qual estan incloses en el conjunt de reconeixement XF), i de la classe de rebuig ɱ  (les cares de 

la qual estan excloses en el conjunt de reconeixement XF). S'assumeix que les dues 

probabilitats estan distribuïdes uniformement i que ὴɱ ὴɱ ρ. Les persones del 

conjunt XI són sols una part de ɱ ἦ╘Ṓɱ ); ὴὨȿɱ  i ὴὨȿɱ  són les probabilitat 

versemblants d'acceptació i de rebuig, respectivament i Ὠ és la distància 1-NN entre les les 

imatges i el veí més pròxim. Com que la classe d'acceptació ɱ  està composta de c classes (c 

persones), la probabilitat ὴɱȿὨ pot expressar-se com a ὴɱȟὅȿὨ, on ὅᶰ ρȟςȟȣȟὧ és 

l'índex de la classe. Llavors l'Eq.28 per a la classe ɱ  es converteix en: 

ὴɱȿὨ ὴɱȟὅȿὨ  
В ὴὨȿɱȟὅὴὅȿɱ ὴɱ

ὴὨ
 

(Eq. 29) 
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Classe de rebuig 

Classe d'acceptació 

on ὴὅȿɱ  és la probabilitat de que les dades siguin generades des de la classe C quan les 

dades són classificades com a classe d'acceptació. ὴὅȿɱ  pot ser estimat desde els resultats 

del classificador k-NN sense modelat de probabilitats [25] és a dir ὴὅ ίȿɱ ὯȾὯ, on Ὧ 

és el nombre total de veïns i Ὧ és el nombre total de veïns que pertanyen a la classe s. Per 

tant, si ens basem en una distància d 1-NN, les dades d'una imatge xi poden ser classificades 

tant com a classe d'acceptació ɱ  o com a classe de rebuig ɱ  d'acord amb la regla de decisió: 

ὼᶰ
ɱ ίὭ ὴ ɱȿὨ  ὴ ɱȿὨ 

ɱ ίὭ  ὴɱȿὨ  ὴ ɱȿὨ 
 

(Eq. 30) 

Generalment, les probabilitats a priori ὴɱ  i ὴɱ  són desconegudes, de manera que 

usarem com a llindar la ràtio de versemblança —: 

ὴɱȿὨ 

ὴɱȿὨ 
        

ὴɱ  

ὴɱ
 — 

(Eq. 31) 

Si la ràtio de versemblança és més baixa que un valor —, s'assumeix que la imatge és un 

impostor i es classifica com a tal i al revés: si la ràtio és més alta, s'assumeix que es tracta d'una 

imatge genuïna. 

Intuïtivament s'espera que si la distància és petita, la probabilitat d'acceptar com a genuïna 

la cara sigui alta, i si la distància és gran, segurament es tracti d'un impostor. La probabilitat 

d'acceptació hauria de ser decreixent amb la distància. D'aquesta manera, per a cada classe 

ὅᶰρȟςȟȣȟὧ, la probabilitat d'acceptació ὴὨȿɱȟὅ es defineix com a 

ὴὨȿɱȟὅ

ρ 

ρ

ὤ
ÅØÐ

Ὠ ‘ȟ
„ȟ

ȟ
 ίὭ Ὠ ‘ȟ      

ίὭ Ὠ  ‘ȟ
 

(Eq. 32) 

On ZA és el terme de normalització, ‘ȟ i „ȟ són la mitjana i la variància per a cada classe 

C, que les estimem a partir de mostres de Ὠȟ ὼ ȟᶅ ὼ ὼȿὼᶰ╧ȟὰὼ ὅȢ  

Figura 3.6: probabilitat versemblant d'acceptació d'una distància com a distància genuïna. 

De la mateixa manera, per cada ὼᶰ╧ es busquen els veïns més pròxims en el conjunt ╧  i es 
fan servir les distàncies per a modelar la probabilitat de rebuig ὴὨȿɱȟὅ 
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ὴὨȿɱ

ρ

ρ

ὤ
ÅØÐ

Ὠ ‘

„

ȟ
ίὭ Ὠ ‘      

ίὭ Ὠ  ‘
 

(Eq. 33) 
 

On ZR és el de normalització, ‘  i „ són la mitjana i la variància de totes les distancies 1-NN 

Ὠ ὼ ȟᶅὼᶰ╧. A diferència de ὴὨȿɱȟὅ, una distància gran hauria de correspondre a una 

alta probabilitat de rebuig ὴὨȿɱ .  

 

 

 

 

 

 

Figura 3.7: probabilitat versemblant de rebuig d'una distància com a distància genuïna. 

Depenent de si es vol donar més importància a la precisió (que tots els que classifiqui com a 

genuïns ho siguin , encara classifiqui uns quants genuïns com a impostors, que augmentin els 

falsos negatius i per tant es redueixi l'exhaustivitat) o a l'exhaustivitat (que s'intenti acceptar 

com a genuïnes el màxim nombre de cares, a costa d'augmentar els falsos positius i per tant 

baixar la precisió) s'elegeixen diferents ràtios com a llindars. En aquest treball es farà un 

escombrat de la ràtio llindar — de manera que es podrà analitzar la resposta del sistema en 

diferents punts de treball. 

 

3.4 Aprenentatge de mètriques  
A l'apartat 2.5 es mostrava que els dos sistemes d'aprenentatge de mètriques usats en 

aquest projecte, ITML i LMNN el que feien era calcular a partir de dades d'entrenament una 

matriu A que parametritzés la distància de Mahalanobis al quadrat. 

Ὠὼȟὼ   ὼ ὼ ὃὼ ὼ  

3.4.1 LMNN 
Per al càlcul de la matriu A s'usa un codi que l'autor de LMNN té a la seva web [22,23] i es 

modifica lleugerament per a que funcioni amb els models creats pel nostre sistema. La 

modificació consisteix en llegir els models emmagatzemats i extreure'n les dades així com les 

corresponents etiquetes per a poder entrenar la matriu. Com a sortida obtenim la matriu ,que 

enregistrem per a poder utilitzar-la juntament amb els models en la fase d'identificació.  
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3.4.2 ITML 
Per a implementar un mètode que calculi l'ITML hem agafat un mètode existent en 

Matlab[35,8] per a la creació de la matriu A i l'hem adaptat al conjunt de llibreries de C++ 

ImagePlus. 

De l'apartat 2.5.2 hem vist que l'algorisme a implementar és: 

1. ὃᴺὃȟ‗ȟᴺπ ᶅ ὭȟὮ 

2. ‚ ȟ ᴺό per ὭȟὮᶰὛ; en cas contrari ‚ ȟ ᴺὰ 

3. repetir 
 3.1. S'agafa una restricció ὭȟὮᶰὛ o ὭȟὮᶰὈ 
 3.2. ὴN ὼ ὼ ὃὼ ὼ  

 ᴺρ si ὭȟὮᶰὛ, ρ en cas contrari‏ .3.3 

 3.4. ‌ᴺÍÉÎ‗ȟȟ
ȟ

 

 3.5. ‍ ‌ρ‏ ‌ὴϳ‏  
 3.6. ‚ ȟ ᴺ‎‚ ȟ ‎ ‚‏ ȟϳ  

 3.7. ‗ȟᴺ‗ȟ ‌ 

 3.8. ὃᴺὃ ‍ὃὼ ὼ ὼ ὼ ὃ 

4. Fins que convergeixi 
retornar ὃ 

Un cop implementat l'algorisme ens queden varis paràmetres de configuració els quals 

s'exposen a continuació: 

El sistema fa un escombrat del paràmetre gamma usat en l'actualització de les variables 

slack,  ‚ ȟ ᴺ‎‚ ȟ ‎ ‚‏ ȟϳ , que a la vegada serveix per actualitzar el terme ‍, usat 

en l'actualització d'ὃᴺὃ ‍ὃὼ ὼ ὼ ὼ ὃ. Es fa un escombrat des de ‎ ρπ  fins 

a ‎ ρπ per a que per cada conjunt de dades s'elegeixi automàticament la ‎ òptima.  

Per a mirar si una certa ‎ és bona o no s'utilitza validació creuada de n iteracions, on n és 

un paràmetre d'entrada: s'aleatoritza el conjunt de dades i tal i com mostra la figura 3.8 es 

divideix en dos subconjunts complementaris, on cada un dels n cops s'elegeixen diferents 

dades de prova i d'entrenament. El subconjunt d'entrenament es fa servir per a ajustar ‎ i el 

subconjunt de prova s'utilitza com a dades de test sobre les quals s'avalua la resposta del 

sistema en la ‎ fixada pel subconjunt d'entrenament. 

Com que es busca la convergència de la matriu pel mètode iteratiu (que resol el problema 

mitjançant aproximacions successives a la solució) necessitem definir paràmetres com la 

tolerància (quin és el mínim error acceptable de l'aproximació per a donar el problema per 

resolt) o el màxim nombre d'iteracions (encara que no s'hagi arribat a la tolerància fixada, es 

marca un nombre màxim d'iteracions per assegurar que se surt del bucle, ja que la tolerància 

pot demanar un temps de càlcul més elevat al que s'està disposat a assumir, o simplement pot 

no arribar a complir-se mai). 
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Figura 3.8: Exemple gràfic de validació creuada de n(=4) iteracions. 

Per a reduir els cost computacional dels sistema enlloc d'agafar totes les restriccions 

disponibles, sols se n'agafa una part. Concretament, se n'agafa █╪╬◄▫►ὲ ὲ ρ on ὲ és el 

nombre de classes diferents que estem entrenant(nombre de persones diferents) en les dades 

d'entrada., i Ὢὥὧὸέὶ és un paràmetre d'entrada. 

Es vol que els punts similars tinguin una distància més petita que u i que els punts 

dissimilars tinguin una distància més gran que l. Per a calcular les restriccions u i l s'agafen 

distàncies entre parells agafats a l'atzar i de totes aquests distàncies, la distància percentil a 

(distància que té per sota l'a% de les altres distàncies) s'associa a u i la distància percentil b 

(distància que té per sota el b% de les altres distàncies) s'associa a l (a i b són paràmetres 

d'entrada). 

Així doncs tenim que els paràmetres d'entrada al sistema (i tal són: 
 
- El nombre d'iteracions de la validació creuada (num_folds). 
- El nombre màxim d'iteracions permeses (max_iter). 
- La tolerància (tolerance). 
- Un factor per a determinar quantes restriccions es tenen en compte (const_fact). 
- Els percentils a i b per a les restriccions (compute_distance_extremes: a, b). 

3.4.2.1 ITML per blocs  

A la que es va intentar entrenar una matriu ITML per a vectors de característiques LBP es va 

veure que necessitava un temps de càlcul de vàries setmanes, i que per tant no era factible. 

Davant d'aquesta situació es va haver de buscar una alternativa: Com que a l'aplicar LBP es 

divideix la imatge en ὲ ὼ ά blocs, s'extreuen les característiques a nivell de bloc i després es 

concatenen (veure apartat 2.2.2), en comptes d'executar ITML un cop sobre una imatge de 

ὲ ὼ ά blocs, es pot executar ὲ ὼ ά cops ITML sobre cada un dels blocs, i com a distància total 

s'agafa la suma de les distàncies dels ὲ ὼ ά blocs. 

 

 

 

 



 
34 

 

La distància al quadrat entre dos vectors de característiques seria llavors: 

ὥỄὥ

ὥȟ ȣὥȟ
ể Ệ ể
ὥ ȟỄὥ ȟ

ὥ
ể
ὥ

 + ὦỄὦ

ὦȟ ȣὦȟ
ể Ệ ể
ὦȟỄὦȟ

ὦ
ể
ὦ

 + 

+ ὧỄὧ

ὧȟ ȣὧȟ
ể Ệ ể
ὧȟỄὧȟ

ὧ
ể
ὧ

 

(Eq. 34) 

on ὥỄὥ  és el vector diferència dels vectors de característiques del primer bloc de les 

imatges i 

ὥȟ ȣὥȟ
ể Ệ ể
ὥ ȟỄὥ ȟ

 és la matriu que retorna el mètode ITML, per a un bloc, que 

parametritza la distància de Mahalanobis. La distància total entre dues imatges serà la suma 

de les distàncies entre els diferents blocs de la imatge. 

L'Eq. 34 equival a: 

ὥỄὥ  ὦỄὦ ὧỄ ὧ

ở

Ở
Ở
Ở
Ở
Ở
Ở
ờ

ὥȟ ȣ ὥȟ π Ễ π π Ễ π

ể Ệ ể ể Ệ ể ể Ệ ể
ὥ ȟ Ễ ὥ ȟ π Ễ π π Ễ π

π Ễ π ὦȟ Ễ ὦȟ π Ễ π

ể Ệ ể ể Ệ ể ể Ệ ể
π Ễ π ὦȟ Ễ ὦȟ π Ễ π

π Ễ π π Ễ π ὧȟ Ễ ὧȟ
ể Ệ ể ể Ệ ể ể Ệ ể
π Ễ π π Ễ π ὧȟ Ễ ὧȟỢ

ỡ
ỡ
ỡ
ỡ
ỡ
ỡ
Ỡ

ở

Ở
Ở
Ở
Ở
Ở
ờ

ὥ
ể
ὥ
ὦ
ể
ὦ
ὧ
ể
ὧỢ

ỡ
ỡ
ỡ
ỡ
ỡ
Ỡ

 

(Eq. 35) 

De manera que construïm la matriu A que parametritza la distància ITML com a una matriu 

a on en la diagonal hi ha el resultat de cada una de les matrius resultant d'executar l'algorisme 

amb un bloc de la imatge. 

Amb tot això l'únic que s'aconsegueix és que l'algorisme pugui calcular una matriu en un 

temps raonable, però a l'hora d'operar, la matriu continua sent de prop de 10 milions 

d'elements, de manera que continua sent computacionalment inviable operar amb ella. No 

obstant, com que la matriu és dispersa (la majoria d'elements de la matriu són 0) la majoria 

d'operacions són multiplicacions per a 0, de manera que s'ha pogut reduir molt 

significativament el temps de càlcul amb l'ús de la classe SparseMatrix de la llibreria Eigen[20]. 

Bàsicament es tracta de no guardar tots els elements de la matriu, sinó sols aquells rellevants. 

 

3.5 Bases de Dades de cares 
En la realització de les diferents proves s'han fet servir diverses bases de dades. En sistemes 

de reconeixement de cara hi ha molts paràmetres a ajustar, amb el que es necessiten bases de 

dades que se sàpiga que donen unes taxes de reconeixement altes 

A continuació s'exposen les diferents bases de dades usades en aquest projecte, amb les 

principals característiques de cada una. 



 
35 

 

3.5.1 Extended Yale B 
Aquesta base de dades [12, 13, 14] va ser creada a la universitat de Yale i conté imatges de 

28 individus. Cada persona té 9 posicions en 64 variacions d'il·luminació (576 imatges per 

persona). Nosaltres fem servir una versió reduïda, amb sols 5811 imatges (més de 100 fotos 

per persona) i amb les cares retallades automàticament usant el detector de cares 

d'OpenCV[2]. 

 

Figura 3.9: Exemples d'imatges de la base de dades Extended Yale B. 

3.5.2 ORL 
També coneguda com a AT&T[15,16], aquesta base de dades va ser enregistrada entre el 

1992 i el 1994 en els laboratoris AT&T de Cambridge per a tasques d'investigació. 

Es tracta de 40 persones diferents amb 10 imatges de cares cada una. Algunes imatges 

estan preses amb temps pel mig i hi ha canvis d'il·luminació, d'expressions facials i d'alguns 

detalls (amb/sense ulleres). Totes les imatges tenen un fons fosc homogeni. 

 

Figura 3.10: Exemples d'imatges de la base de dades ORL. 

3.5.3 Banca 
BANCA[17][33] és una base de dades enregistrada en varis països europeus durant 3 mesos. 

Es tracta d'una base de dades de veu (que no s'usa en aquest projecte) i de imatges de cares 

en tres entorns: controlat, degradat i advers. Hi ha en total 208 persones, meitat homes i 

meitat dones.  

En aquest treball sols s'han fet servir 104 persones diferents en l'entorn controlat. 54 

persones tenen 10 imatges cada persona, i les 50 persones restants tenen amb 40 imatges per 

persona. 

 

Figura 3.11: Exemples d'imatges de la base de dades Banca. 
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3.5.4 Big 
Aquesta base de dades, de fet, sorgeix d'ajuntar les dues bases de dades anterior (ORL i 

Banca) en una amb la intenció de tenir una base de dades més grossa. Es tracta de 144 

persones (104 de Banca i 40 de ORL). En aquest treball no hi ha cap prova executada sobre 

ORL o Banca de forma independentment, totes han sigut executades en Big, la combinació 

de les dues. 

3.5.5 FRAV2D 
Enregistrada per al grup de Reconeixement Facial i Visió Artificial (FRAV) de la Universitat 

Rey Juan Carlos [24][32], aquesta base de dades està formada per a 109 persones (75 homes i 

34 dones), amb 32 imatges per persona. Cada imatge té una resolució de 320 x 240 píxels. Les 

imatges han estat preses en el mateix dia per a cada persona. En tots els casos, els fons és d'un 

blau fosc homogeni. Les 32 imatges estan classificades en 6 grups: 12 imatges frontals, 4 amb 

15 graus de rotació, 4 amb 30 graus de rotació, 4 variant l'expressió facial, 4 amb ocultacions i 

4 imatges frontals amb canvis d'il·luminació. 

Nosaltres sols fem servir 101 de les 109 persones, i no fem servir les 4 imatges de cares 

amb ocultacions. 

 

Figura 3.12: Exemples d'imatges de la base de dades FRAV2D. 

3.5.6 FascinatE 
Base de dades de personal de la UPC, capturada dins una prova del projecte europeu 

FascinatE[18]. 

Es tracta de 12 persones (11 homes i una dona) amb entre 300 i 900 imatges cada persona 

amb les cares retallades automàticament usant el detector de cares d'OpenCV[2]. Hi ha un 

total de 6514 imatges, i per a cada persona estan preses amb pocs minuts de variació (el ritme 

d'adquisició d'imatges és superior a 1 imatge al segon). 

 

Figura 3.13: Exemples d'imatges de la base de dades FascinatE. 
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4. Resultats 

En aquest apartat s'avaluarà el comportament dels sistemes d'aprenentatge de mètriques 

comparats amb mètodes tradicionals. Primer es mostrarà la configuració feta servir per a les 

diferents proves. Després es realitzaran proves d'identificació fent servir diferents mètriques 

(Chi, Manhattan, LMNN i ITML) per a varies tècniques d'extracció de característiques (DCT, LBP 

i DCT sobre LBP) i sobre diferents bases de dades (YaleB, Big, FRAV2D i FascinatE) avaluant 

quin dóna millors resultats. També es mostrarà els resultats de la implementació dels diferents 

sistemes de rebuig d'impostors. 

 

4.1 Configuració de les bases de dades. 
 

Les imatges de les bases de dades es divideixen dos grups complementaris, les imatges 

d'entrenament i imatges de test. 

En la base de dades Extended Yale B s'usen d'entrenament 30 imatges per persona. La 

resta d'imatges s'usa per a reconeixement. 

En la base de dades ORL (que juntament amb Banca forma part de la base de dades Big) fa 

servir 5 imatges d'entrenament per persona. 

La base de dades Banca (que juntament amb ORL forma part de la base de dades Big) fa 

servir 5 imatges per persona d'entrenament quan hi ha 10 imatges disponibles per persona, i 

20 imatges per persona d'entrenament quan hi ha 40 imatges disponibles per persona. 

En la base de dades FRAV2D s'usen 20 imatges per persona per a entrenament. 

La base de dades FascinatE utilitza 200 imatges per persona d'entrenament. 

Totes les imatges que no es fan servir d'entrenament es fan servir de test. 

 

4.2 Configuració de els mètodes d'extracció de cara cterístiques  
 

A no ser que es digui el contrari, s'han fet servir els següents paràmetres: 

Totes les imatges han sigut normalitzades a 49 x 49 píxels. 

En un estudi anterior realitzat per Edison Cristófani en el seu projecte final de carrera [26] 

es mostra que el nombre òptim de coeficients a mantenir en DCT són 60, així que en aquest 

projecte totes les DCT són sobre 60 coeficients. 
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En un altre estudi realitzat per Javier Granado en el seu projecte final de carrera [27] es 

mostra que els paràmetres òptims per a LBP són els següents: 8 mostres equidistants sobre 

una circumferència de radi 2, amb histogrames de 64 bins. En aquest projecte es divideix la 

imatge en (7 x 7=) 49 blocs de 7 x 7 píxels i per a cada bloc se'n calcula l'histograma LBP amb 

els paràmetres abans esmentats (8 mostres, 2 de radi, histograma de 64 bins). Al final s'obté 

un vector de característiques de (49 x 64 =) 3136 coeficients. 

 

 

 

 

 

 

Figura 4.1: Exemple d'extracció de coeficient en LBP: la imatge es divideix en 7x7 = 49 blocs. Per a cada bloc se'n 
calcula l'histograma de 64 bins. Finalment es concatenen els histogrames, obtenint un vector de 49x64 coeficients. 

Basant-se en un estudi del mateix treball sobre el nombre òptim de coeficients a utilitzar en 

DCT sobre LBP s'elegeix la mateixa configuració per a la LBP, i per a DCT (sobre l'histograma de 

cada bloc) sols es mantenen 10 coeficients per bloc. El nombre total de coeficients quan 

s'aplica DCT sobre LBP és de (49 x 10 =) 490. 

 

4.3 Configuració Paràmetres del mètode Itml  
 

Tal i com s'ha explicat en l'apartat anterior, el mètode per a realitzar ITML té varis 

paràmetres d'entrada que cal configurar. 

S'han buscat mitjançant prova-error quins eren els que donaven una millor taxa de 

reconeixement. S'han considerat els paràmetres independents. Les proves s'han fet usant la 

tècnica d'extracció de característiques DCT sobre LBP en la base de dades Big. El conjunt de 

paràmetres inicials és: 

Num_folds: 4 
Max Iter: 100K 
Compute_distance_extremes: 5, 95 
Cont_fact: 40 
Tolerance: 10-3 
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Taula 4.1: Taxes de reconeixement per a diferents valors de Num_folds. 

Tal i com s'explica en l'apartat 3.4.2, Num_folds és el nombre d'iteracions per a la validació 

creuada. S'observa que els millors resultats s'obtenen per a k (del classificador kNN) igual a 1. 

La millor taxa de reconeixement es té quan Num_folds és 4. 

 

 

 

Taula 4.2: Taxes de reconeixement per a diferents valors de Max_iter. 

Max_iter és el nombre màxim d'iteracions permeses en l'algorisme. S'aprecia que quan es 

passa de 50.000 a 100.000 iteracions el resultat millora quasi una dècima (en el millor resultat, 

k=1), però que al passar de 100.000 el resultat es degrada, de manera que s'elegeix que 

l'algorisme sols pugui fer un màxim de 100.000 iteracions. 

 

 

 

Taula 4.3: Taxes de reconeixement per a diferents valors de Compute_distance_extremes. 

Compute_distance_extremes fa referència als percentils de distància que marquen fins a on 

han d'arribar les distàncies similars i fins a on les dissimilars després d'aplicar ITML. Després de 

varies proves la major taxa de reconeixement ha resultat en que les distàncies similars han de 

acabar sent més petites que el percentil 5 de les distàncies d'entrada i les dissimilars més grans 

que el percentil 95 de les distàncies d'entrada. 

 

 

 

 

Taula 4.4: Taxes de reconeixement per a diferents valors de Const_fact. 

Const_fact és un factor que determina quantes restriccions es tenen en compte en la 

minimització. S'observa que els millors resultats s'obtenen per a dos valors de Const_fact. Al 

final es fa servir el 40, ja que quan k és 3 té millors resultats (de fet, quan k és 3 la taxa 

d'encerts va creixent, amb un màxima 40. 

  k=1 k=3 

 
Num_folds 

2 96.47% 94.80% 

3 96.80% 93.51% 

4 97.47% 96,87% 

5 96.93 % 96.47% 

  k=1 k=3 

 
Max_iter 

50K 97.40% 96.20% 

100K 97.47% 96,87% 

150K 96.40% 94.12% 

  k=1 k=3 

 
Compute_distance_extremes 

1, 99 96.80% 95.20% 

5, 95 97.47% 96,87% 

10, 90 97.20% 94,93% 

  k=1 k=3 

 
 
Const_fact 

1 97.47% 92.67% 

5 96.80% 93.87% 

10 96.87% 93.53% 

40 97.47% 96,87% 

60 96.93% 95.47% 
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Taula 4.5: Taxes de reconeixement per a diferents valors de Tolerance. 

Tolerance és la tolerància, el mínim error acceptable de l'aproximació per a donar el 

problema per resolt. Com que hi ha dues toleràncies que empaten amb el millor resultat, 

s'elegeix 10-3 ja que en k=3 dóna millor resultat. 

Un cop configurat, totes les execucions de ITML han sigut sobre els mateixos paràmetres, 

els que donaven una taxa de reconeixement més elevada (en negreta). 

 

4.4 Resultats  experimentals:  distàncies  
 

S'han fet diverses proves en el sistema de reconeixement, recollint primer els resultats per 

a les distàncies Manhattan o chi quadrat (Manhattan per a DCT i DCT sobre LBP, chi quadrat 

per a LBP) sobre diferents mètodes d'extracció de característiques, i després s'ha comparat els 

resultats amb els obtingut amb els sistemes d'aprenentatge de mètriques LMNN i ITML. 

 

4.4.1 DCT 
Quan utilitzem DCT com a extractor de característiques, obtenim les següents taxes de 

reconeixement de cares: 

 

 

 

 
Taula 4.6: Resultats de DCT amb diferents mètriques i diferents bases de dades. 

S'observa que els dos sistemes d'aprenentatge de mètriques milloren els resultats 

obtinguts respecte Manhattan. Concretament LMNN és el que en general dóna millors 

resultats, excepte la base de dades FascinatE, on ja teníem uns resultats molt bons. 

Si ens fixem en els temps d'entrenament i de test a la taula 4.7, veiem que el temps 

d'entrenament de LMNN és molt inferior que el de ITML. Per contra, el temps de test és 

lleugerament superior, essent el temps de test de ITML i de Manhattan pràcticament igual. 

Cal remarcar que el temps d'entrenament és el temps de la creació de models, i el temps 

d'entrenament de ITML i LMNN és el temps que triga a entrenar la matriu (a partir dels models 

creats anteriorment) que parametritza la distància seguint cada un dels mètodes, de manera 

  k=1 k=3 

 
Tolerance 

10-1 96.46% 96.40% 

10-2 97.47% 90.47% 

10-3 97.47% 96,87% 

10-4 96.93% 94.87% 

 Manhattan ITML LMNN 

FascinatE 98,15% 98,10% 96,40% 
Big 72% 75,6% 76,80% 
FRAV2D 79,49% 83,62% 93,08% 

Yale 67,99% 79,22% 94,09% 
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que el temps total d'entrenament d'ITML és el temps d'entrenament més el temps 

d'entrenament de ITML. No obstant, això no passa amb els temps de test, que són per a cada 

sistema els que s'especifiquen. 

 Entrenament Entrenament 
matriu ITML 

Entrenament 
matriu LMNN  

Test 
Manhattan 

Test 
ITML 

Test LMNN 

FascinatE 586 seg 253 seg 7 seg 644 seg 640 seg 844 seg 
Big  532 seg 341 seg 7 seg 1605 seg 1654 seg 1843 seg 
FRAV2D 629 seg 394 seg 6 seg 1537 seg 1554 seg 1606 seg 
Yale 546 seg 215 seg 5 seg 819 seg 794 seg 923 seg 
Taula 4.7: Temps d'entrenament i de test per a les diferents bases de dades i en els diferents mètriques per a DCT. 

 

4.4.2 LBP 
Tal com mostra la taula 4.8 a l'utilitzar LBP, els resultats milloren notablement respecte als 

obtinguts en DCT. Que els resultats milloressin era d'esperar donat que la dimensionalitat de 

LBP és més alta que en DCT (en el nostre cas concret tenim 60 coeficients per una imatge 

extreta en DCT i 3136 per a LBP). Els resultats són molt similars entre les diferents mètriques, 

amb la notable excepció de Yale (la base de dades més difícil) on LMNN millora el resultat en 

quasi 6 punts. No obstant la taxa de reconeixement sols millora 0.20% respecte DCT a canvi 

d'augmentar molt els costos computacionals. 

 Chi Distance ITML LMNN 

FascinatE 99,46% 99,20% 98,66% 
Big 98% 97,80% 97,47% 
FRAV2D 94.27% 94,14% 96,67% 
Yale 88,35% 88,35% 94,25% 

Taula 4.8: Resultats de LBP amb diferents mètriques i diferents bases de dades. 

Al tenir més dimensionalitat augmenta el cost computacional respecte DCT tal i com mostra 

la taula 4.9. S'aprecia que augmenta tant el temps d'entrenament com el de test, especialment 

en l'entrenament dels sistemes d'aprenentatge de mètriques i en el test de LMNN, on el temps 

es dispara. També comentar que quan apliquem ITML, els temps de prova s'acostumen a 

reduir respecte a chi, degut probablement a que tal i com s'ha explicat abans, s'aplica una 

variació de ITML aconseguint una matriu de parametrització on la majoria d'elements són zero. 

 

 Entrenament Entrenament 
matriu ITML 

Entrenament 
matriu LMNN 

Test Chi Test 
ITML 

Test LMNN 

FascinatE 1296 seg 7532 seg 2490 seg 1043 seg 500 seg 376475 seg 
Big 651 seg 17538 seg 8761 seg 2326 seg 1354 seg 73767 seg 
FRAV2D  1293 seg 27177 seg 26086 seg 2741 seg 2065 seg 61876 seg 
Yale 1176 seg 12047 seg 5210 seg 4153 seg 1544 seg 72818 seg 
Taula 4.9: Temps d'entrenament i de test per a les diferents bases de dades i en els diferents mètriques per a LBP. 
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4.4.3 DCT sobre LBP 
Tal i com s'esperava, les taxes de reconeixement en DCT sobre LBP són una mica inferiors 

que LBP, però el temps d'entrenament i test (per a la distància Manhattan i LMNN) es redueix. 

S'aprecia que LMNN millora els resultats respecte la distància Manhattan, excepte quan la 

base de dades ja donés molt bons resultats. ITML en canvi millora les taxes de reconeixement 

més modestament. 

 Manhattan ITML LMNN 

FascinatE 96,40% 99,00% 98,83% 
Big 96,87% 97,47% 96,80% 
FRAV2D 93,60% 91,61% 95,21% 
Yale 87,41% 88,63% 93,56% 

Taula 4.10: Resultats de DCT sobre LBP amb diferents mètriques i diferents bases de dades. 

La pujada del cost computacional de ITML ve motivat pel que s'ha explicat en l'apartat 

anterior: en LBP s'usa una variant de ITML que rebaixa el temps de test en ITML (així com 

també les taxes de reconeixement) i en la resta de sistemes d'extracció de característiques 

(DCT i DCT sobre LBP) no.  

 Entrenament Entrenament 
matriu ITML 

Entrenament 
matriu LMNN 

Test 
Manhattan 

Test 
ITML 

Test LMNN 

FascinatE 593 seg 21157 seg 60 seg 730 seg 5445 seg 5805 seg 
Big 574 seg 21682 seg 47 seg 2520 seg 2870 seg 2558 seg 
FRAV2D 714 seg 27018 seg 56 seg 1147 seg 3094 seg 2517 seg 
Yale 543 seg 24750 seg 34 seg 1565 seg 2943 seg  2717 seg 

Taula 4.11: Temps d'entrenament i de test per a les diferents bases de dades i en els diferents mètriques per a DCT 
sobre LBP. 

En resum: el mètode LMNN és el que, en general, millors taxes de reconeixement dóna. A 

més, necessita menys temps d'entrenament que ITML, però per contra necessita més temps 

en el test. En LBP aquest temps pot ser prohibitiu, arribant a varies hores (o dies) quan en els 

altres sistemes de mètriques no arriba a una hora. LMNN tampoc millora les taxes de 

reconeixement en bases de dades "fàcils" (que amb altres mètodes ja s'obtenien resultats per 

sobre del 96% de reconeixements) 

ITML per a DCT i DCT sobre LBP millora lleugerament les taxes de reconeixement que les 

distàncies Manhattan, però n'augmenta el cost computacional. ITML aplicat a LBP destaca pel 

baix cost computacional. 
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4.5 Resultats experimentals: r ebuig d'impostors  
 

A continuació s'analitzen el comportament dels dos mètodes de rebuig d'impostors 

exposats anteriorment. Es provaran els dos mètodes sobre la base de dades FRAV2D amb els 

mètodes d'extracció de característiques que millors resultats han donat (DCT i LBP sobre DCT) 

combinats amb la distància Chi-quadrat i els sistemes d'aprenentatge de mètrica ITML i LMNN. 

4.5.1 Càlcul del llindar per distància  
Com s'ha explicat anteriorment, en aquest mètode el llindar a partir del qual es considerarà 

una persona genuïna o impostora vindrà determinat pels histogrames de les distàncies de 

cares de la mateixa persona (genuïns) i les distàncies entre cares de persones diferents 

(impostors). Concretament pel punt on es minimitza l'error de classificació, ja sigui fals positiu 

o fals negatiu. Intuïtivament es pot entendre aquest punt com el punt on les dues corbes es 

tallen. 

La següent figura mostra els histogrames normalitzat de les distàncies entre imatges de la 

mateixa persona (genuïns) i de les distàncies entre les imatges de diferents persones 

(impostors) de la base de dades Big (amb les característiques extretes amb la tècnica DCT 

sobre LBP i amb la distància del sistema d'aprenentatge de mètriques ITML): 

Figura 4.2: Histogrames de les distàncies entre genuïns i impostors respectivament, de la base de dades Big. 

Al provar d'obtenir els histogrames anteriors de la base de dades FRAV2D va resultar que 

en l'histograma de les distàncies genuïnes hi havia dos pics i, més important encara, el segon 

pic estava en el mateix espai que les distàncies impostores, tal i com mostra la figura 4.3. Per 

molt que s'intenti minimitzar l'error de classificació, amb les corbes obtingudes l'error serà 

força molt alt. 
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Figura 4.3: Histogrames de les distàncies entre genuïns i impostors de la base de dades FRAV2D. 

Això és degut a que en aquesta base de dades, hi ha imatges frontals i laterals, amb la qual 

cosa es té que les distàncies entre una imatge frontal i una lateral d'una mateixa persona pot 

arribar a ser tan alta com la distància entre dues persones diferents. Per a solucionar-ho, el 

que s'ha fet és a separar imatges frontals i laterals i executar dos cops el sistema (un per a les 

imatges frontals i un altre per a les imatges laterals). 

Figura 4.4: Histogrames de les distàncies entre genuïns i impostors de les cares frontals de la base de dades FRAV2D 

Un cop separades les imatges frontals i laterals (figures 4.4 i 4.5) s'aprecia una clara millora: 

l'espai compartit entre distancies genuïnes i impostores es redueix, i per tant l'error de 

classificació resulta més petit, amb el que es podran separar més encertadament els impostors 

dels genuïns. 
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Figura 4.5: Histogrames de les distàncies entre genuïns i impostors de les cares laterals de la base de dades FRAV2D. 

Aquest són els resultats numèrics de la base de dades FRAV2D, eliminant la segona meitat 

dels models per a que a l'hora de classificar, no pogués identificar la meitat de les identitats i 

els classifiqués en el millor dels casos com a desconeguts. El temps es refereix al temps de 

càlcul del llindar, el temps de reconeixement és similar al temps de test descrit en l'apartat 4.4. 

 

FRAV2D Precisió Exhaustivitat Valor F Temps 

LBP (distància Chi) 62,10% 90,00% 73,49% 30 seg 
LBP (LMNN) 54,62% 83,12% 65.92% 14820 seg 
LBP (ITML) 61,73% 88,92% 72,87% 180 seg 
DCT sobre LBP 
(distància Manhattan) 

58,00% 89,19% 70.29% 8 seg 

DCT sobre LBP (LMNN) 58,43% 90.94% 71.15% 240 seg 

DCT sobre LBP (ITML) 64,73% 87,30% 74,34% 180 seg 
Taula 4.12: Resultats d'aplicar el mètode de rebuig d'impostors per distància la base de dades FRAV2D. 

De les diferents configuracions provades, les que donen millors resultats són aplicar DCT 

sobre LBP i aprendre una mètrica amb ITML, i LBP amb distància Chi. Dels resultats anteriors 

també es dedueix que aplicar LMNN havent usat LBP per extreure les característiques no és 

una bona idea, ja que és el pitjor resultat obtingut i el que necessita més temps. 

En la figura 4.6 es mostra l'evolució de la precisió i de l'exhaustivitat a mesura que varia el 

llindar de decisió dels desconeguts. Com més s'acosti una corba a l'extrem superior dret millor 

és el sistema (idealment es tindria un 100% de precisió i un 100% d'exhaustivitat) Es pot 

apreciar que, al veure els diferents punts de treball, la tècnica que millor resultat dóna és LBP 

amb distància chi quadrat, excepte per a punts de treball on l'exhaustivitat és molt elevada, on 

llavors la tècnica que millors resultats es mostra és DCT sobre LBP amb LMNN. 
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Figura 4.6: Diferents relacions precisió/exhaustivitat en diferents punts de treball per a diverses mètriques i 

diferents mètodes d'extracció de característiques per a la base de dades FRAV2D. 

Tal i com s'exposava anteriorment tot sembla indicar que si es separen les cares frontals de 

les laterals i s'executa dos cops el procés de reconeixement (un per cares frontals i l'altre per 

cares laterals) els resultats haurien de millorar. Efectivament, tal i com mostra la següent taula, 

un cop separades cares frontals i laterals s'observa que es millora en els tres indicadors. 

 

 

 

 

Taula 4.13: Resultats d'aplicar el mètode de rebuig d'impostors per distància la base de dades FRAV2D separant les 
cares frontals i laterals. 

No obstant, s'observa una precisió bastant baixa, és a dir, comet masses errors en la 

classificació (hi ha molts falsos positius). Inclús provant sobre bases de dades "fàcils" com 

FascinatE (on acostumàvem a tenir valors de precisió superiors al 98 %) observem també una 

precisió baixa, si bé és veritat que la exhaustivitat és manté. 

 

 

 

 

Taula 4.14: Resultats d'aplicar el mètode de rebuig d'impostors per distància la base de dades FascinatE. 

FRAV2D Precisió Exhaustivitat Valor F 

LBP (distància Chi) 70,83% 94.19% 80,86% 

LBP (LMNN) 74,64% 86,81% 80,26% 

LBP (ITML) 73,00% 91,29% 81,13% 

DCT sobre LBP (distància Manhattan) 59,09% 93,39% 72,38% 

DCT sobre LBP (LMNN) 69,79% 94.46% 80,27% 

DCT sobre LBP (ITML) 66,6% 93,14% 77,66% 

FascinatE Precisió Exhaustivitat Valor F 

LBP (distància Chi ) 70.28% 99.75% 82,46% 
LBP (LMNN) 63,62% 93,34% 75.67% 
LBP (ITML) 79.24% 98.24% 87,72% 
DCT sobre LBP 
(distància Manhattan) 

66.20% 99.53% 79.51% 

DCT sobre LBP (LMNN) 79,71% 98.91% 88,58% 
DCT sobre LBP ( ITML) 67.44% 99.45% 80,37% 
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4.5.2 Càlcul del llindar per probabilitat  
Aquest segon mètode sols s'ha provat en la base de dades de FRAV2D. A continuació es 

mostra una comparativa entre les diferents combinacions de distàncies amb mètodes 

d'extracció de característiques utilitzats i l'evolució gràfica de la precisió i l'exhaustivitat. 

 A la figura 4.7, es mostra el resultat d'aplicar LBP en la base de dades de FRAV2D amb la 

comparació de les distàncies Chi quadrat, ITML i LMNN. 

 

Figura 4.7: Diferents relacions precisió/exhaustivitat a diferents punts de treball per a diverses mètriques amb les 
característiques extretes mitjançant LBP per a la base de dades FRAV2D. 

Podem observar clarament que la mètrica que presenta millors resultats és la distància chi 

quadrat ja que és la que s'acosta més de les tres en tot moment al punt ideal de treball 

(extrem superior dret). Per sota vindria ITML, i a certa distància de les altres dues, hi ha LMNN 

que no sembla adient utilitzar-la en aquest sistema de rebuig d'impostors, pels mals resultats 

obtinguts i perquè és la que més temps triga a tant a calcular els diferents llindars com a 

avaluar les cares. 

A continuació es comparen els resultats obtinguts amb el mètode d'extracció de 

característiques DCT sobre LBP per a diverses distàncies, mantenint les dues millors corbes de 

la Figura 4.6 com a referència (LBP -distància chi i LBP - ITML). La figura 4.8 mostra que les 

corbes que presenten millors prestacions són les que les característiques s'extreuen amb LBP. 

No obstant pot interessar fer servir DCT sobre LBP si el temps és un factor crític ja que tot i 

donar prestacions de reconeixement més baixes redueix el temps necessari d'execució. Les 

millors corbes amb l'extracció de característiques DCT sobre LBP són Manhattan si es vol donar 

més importància a la precisió, o LMNN si es vol donar més importància a l'exhaustivitat. 
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Figura 4.8: Diferents relacions precisió/exhaustivitat a diferents punts de treball per a diverses mètriques i diferents 

tècniques d'extracció de característiques (LBP i DCT sobre LBP) per a la base de dades FRAV2D. 

S'adjunta una taula amb el temps de càlcul de llindars com a apunt informatiu, però no 

hauria de ser crític: els llindars es calculen un sol cop per a cada base de dades i 

s'emmagatzemen amb els models, de manera que encara que es trigui molt a calcular el 

llindar, no afectarà en el temps global de reconeixement. Tal com era d'esperar, els elements 

amb més dimensionalitat triguen més temps a calcular el llindar. 

FRAV2D Temps de 
càlcul del 

llindar 

LBP - Chi quadrat 50280 seg 
LBP - ITML 660 seg 
LBP - LMNN 142200 seg 
DCT sobre LBP - LMNN 2760 seg 
DCT sobre LBP - ITML 2940 seg 
DCT sobre LBP -Manhattan 2490 seg 

Taula 4.15: Temps de càlcul del llindar per a FRAV2D amb diferents combinacions de sistemes d'extracció de 
característiques i mètriques. 

També s'observa que aquest mètode de rebuig d'impostors és millor que l'avaluat en 

l'apartat anterior (figura 4.9): s'ha realitzat un escombrat del llindar del sistema de càlcul del 

llindar per distància i l'hem comparat amb el millor que tenim de càlcul per probabilitats (la 

corba vermella de punts de la figura 4.9, i a la llegenda marcada amb un asterisc i entre 

parèntesis). 
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Figura 4.9: Diferents relacions precisió/exhaustivitat a diferents punts de treball per a diverses mètriques, diferents 

tècniques d'extracció de característiques i diferents mètodes de rebuig d'impostors per a la base de dades FRAV2D. 

A la vista dels bons resultats anteriors al separar les imatges frontals i les laterals (taula 

4.13), s'ha fet el mateix amb aquest mètode. Es pot concloure que a partir d'un estudi 

diferenciat per a cada base de dades (com en aquest cas concret per a la base de dades 

FRAV2D) segurament es podrien obtenir millors resultats, però cal tenir en compte que els 

mètodes exposats en aquest treball no requereixen d'un estudi profund sobre de la base de 

dades.  

 

 

 

 

 

 

 

 

 

 

 

Figura 4.10: Diferents relacions precisió/exhaustivitat a diferents punts de treball per a cares frontals i laterals 

separades amb les característiques extretes mitjançant DCT sobre LBP i amb ITMLper a la base de dades FRAV2D.
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5. Conclusions, treball futur i 
aportacions 

5.1 Conclusions 
 

En aquest projecte s'ha implementat i testejat un sistema d'identificació de cares, centrant-

se sobretot en els sistemes d'aprenentatge de mètriques LMNN i ITML. S'esperava que els 

mètodes d'aprenentatge de mètriques milloressin els resultats respecte altres distàncies; i així 

ha sigut en el cas de LMNN que és el sistema amb el que s'obté taxes de reconeixement més 

bones (gairebé totes per sobre del 93%), exceptuant en aquelles  bases de dades senzilles (on 

ja es tenien taxes de reconeixement del 96,5% en amunt) on disminueix la taxa de 

reconeixement respecte els altres sistemes de mètriques. També comentar que si es treballa 

amb vectors grans (com per exemple LBP), el cost computacional necessari per a LMNN es 

dispara (fins a 30 cops el temps necessari la distància chi quadrat). 

No obstant, amb ITML varien els resultats en funció de la tècnica d'extracció de 

característiques feta servir: amb DCT millora fins a 13 punts les taxes de reconeixement 

respecte la distància de Manhattan, mantenint el mateix cost computacional. En LBP tot i 

donar resultats semblants que la distància chi quadrat, ha arribat a reduir el cost 

computacional a la meitat. En canvi, usant DCT sobre LBP arriba a millorar un punt els resultats 

obtinguts amb la distància Chi, però augmenta el cost computacional, de manera que es 

recomana estudiar cada cas particular i utilitzar ITML o LMNN (o distància Manhattan, si el 

temps és un factor crític) segons convingui, ja que en algunes proves tenia millor taxa de 

reconeixement LMNN i en d'altres ITML. 

L'altre part del projecte s'ha basat en implementar un mètode per a poder classificar 

persones que no estiguin a la base de dades com a impostores. Dels dos mètodes presentats 

per a calcular el llindar, n'hi ha un que clarament va millor: es tracta del "càlcul del llindar per 

probabilitat", que per a la mateixa taxa de precisió que "càlcul del llindar per distància", obté 

més exhaustivitat (i a l'inrevés). S'esperava que els sistemes d'aprenentatge de mètriques 

donessin millors resultats a l'hora de rebutjar impostors, però no ha estat així. De fet, la 

combinació de les tècniques LBP i LMNN dóna uns resultats molt dolents en els dos mètodes 

de rebuig d'impostors. El que millor resultat ofereix a l'hora de rebutjar impostors és LBP amb 

la distància chi quadrat. 

Per a resumir, dir que les tècniques d'aprenentatge de mètriques proporciona millores en 

alguns casos però en d'altres no. Tenen els seus punts forts, i tot i que en casos concrets 

milloren molt les taxes de reconeixement, en general augmenten les taxes de reconeixement 

alguns punts a canvi d'augmentar el cost computacional. També hi ha casos concrets en que 

aplicar aprenentatge de mètriques resulta una mala idea. Això és especialment cert quan 

s'aplica algun mètode de rebuig d'impostors, les taxes de reconeixement disminueixen i 

augmenten els errors.  
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5.2 Treball futur  
 

Donat que quan s'extreuen les característiques mitjançant LBP (on transforma la imatge en 

histogrames) i s'usa conjuntament amb la distància chi quadrat (distància específica per a 

treballar sobre histogrames) els resultats són molt bons (de fet, en els sistemes de rebuig 

d'impostors són els millors) seria molt interessant treballar en algun algorisme d'aprenentatge 

de mètriques pensat específicament per a la distància chi quadrat, ja que els dos que s'han 

provat en aquest projecte (ITML i LMNN) estaven basats en distàncies de tipus Mahalanobis. 

També es podria estudiar com respon l'aprenentatge de mètriques en diferents 

classificadors que no siguin el kNN (SVM, arbre de decisions, etc.). 

 

5.3 Contribucions  
 

Les contribucions d'aquest projecte al sistema de reconeixement facial de la UPC són: 

¶ Implementació a Imageplus de l'algorisme ITML [35] per a entrenar una matriu, així 

com la creació d'una distància de tipus Mahalanobis parametritzada per una matriu 

d'entrada. 

¶ Modificació de l'algorisme LMNN [22] en Matlab per a poder utilitzar la matriu 

entrenada a Imageplus. 

¶ Implementació a Imageplus del sistema de rebuig d'impostors per probabilitat[19]. 

¶ Implementació del sistema de rebuig d'impostors per a distància. 

¶ Proves per determinar els paràmetres òptims. 

¶ Proves per determinar les millors combinacions d'extracció de característiques i 

mètriques, així com per determinar el millor sistema de rebuig d'impostors 

  




