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Resumen 

No es una tarea sencilla estimar exactamente la relación espacio-temporal que puede existir 

entre procesos relacionados con el medio ambiente, climatología, hidrología, ecología, y otros 

campos. Existen diferentes aproximaciones para llevar a cabo esta investigación, los modelos 

Bayesianos jerárquicos son una de las metodologías que tienen más flexibilidad en adaptar las 

diferentes características de estos procesos. Sin embargo, la metodología presenta algunas 

dificultades que, desde el punto de vista de un principiante, es necesario tenerlas en cuenta. 

Además, otro hándicap es que los algoritmos necesarios para ajustar estos modelos pueden ser 

terriblemente ineficientes sino controlamos el tiempo de CPU y la memoria RAM. Para evitarlo, 

en este proyecto proveemos algunas recomendaciones para una implementación eficiente de 

este tipo de modelos. Una de nuestras contribuciones es este trabajo es dar algunos 

procedimientos para obtener la definición más cercana a la definición teórica real de los datos 

y, también, cómo se definen las matrices espaciales encargadas de guardar los parámetros 

espaciales del modelo. Por otro lado, presentamos una visión en conjunto de cómo se 

introducen los ciclos estacionales a gran escala en la componente temporal. Otra contribución 

importante ha sido trabajar con el diagrama de rosas con retardos completos en el estado de las 

estructuras espaciales. En este punto, definimos la estructura espacial de los parámetros y 

proponemos una metodología para mejorar el procedimiento Metrópolis-Hastings usado en el 

proyecto. Esta innovación reduce substancialmente el tiempo de CPU. Nuestra implementación 

permite modificar fácilmente el número de estacionalidades, la estructura espacial y la 

componente autorregresiva temporal. Además, mostramos sugerencias de cómo hacer frente a 

la asignación de valores iniciales y las hiperprioris, teniendo en cuenta la correcta convergencia 

del algoritmo de ajuste. Este modelo ha sido programado en código R y aplicado a la estimación 

del conjunto de datos de la temperatura en el Estrecho de Gibraltar. 

 

Palabras clave: Espacio-tiempo, modelo Bayesiano jerárquico, datos medioambientales, Gibbs 

sampling, MCMC 
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Abstract 

It is not an easy task to accurately estimate the spatio-temporal relationships that might exist 

between most of the processes related to the environment, climatology, hydrology, ecology, 

and other fields. There are several approaches for carrying out this investigation, being Bayesian 

hierarchical models one of the methodologies that have more flexibility in adapting to the 

different characteristics of these processes. However, the implementation of this methodology 

presents some difficulties that the beginner should take into account. Moreover, another 

handicap is that the algorithms needed to fit those models could be terribly inefficient if one 

cannot control CPU time and RAM memory. To avoid this, we provide in this project some 

recommendations for the process of fitting spatio-temporal data with this methodology and 

some recommendations for efficiently implementing those kinds of models. One of our 

contributions in this work is to give some procedures for obtaining the closest definition of the 

real theoretical model and how to define the spatial matrices charged with storing the spatial 

parameters of the model. Then, we present an overview of how to introduce large-scale 

seasonal cycles into the time component. Another important contribution has been to work with 

a full-lagged rose diagram in the spatial structure stage. At this point, we define the spatial 

structure parameters and propose a methodology for improving the Metropolis-Hasting 

procedure used in this work. This innovation substantially reduces the CPU time. Our 

implementation allows easy modification of the number of seasonalities, the spatial structure 

and the temporal autoregressive components. Furthermore, we provide a suggestion for how 

to deal with the initial values and hyperpriors, taking care of the correct convergence of the 

fitting algorithm. The several proposed models have been programmed in R code and applied to 

the estimation of temperature data sets in the Strait of Gibraltar. 

 

Keywords: Space-time, Bayesian hierarchical model, environmental data, Gibbs sampling, 

MCMC 
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Introducción 

Hoy en día muchos de los problemas relacionados con la meteorología, econometría, 

epidemiología, ciencias de la salud y un largo etcétera son modelados mediante procesos 

estocásticos, que consideran tanto las componentes temporales como espaciales. Las 

componentes espaciales explican las relaciones que ocurren entre observaciones en un área en 

un instante del tiempo y, por lo tanto, estas relaciones espaciales varían con el tiempo. Esto 

provoca que tanto la estimación como las predicciones de estos procesos sean no triviales. 

Además, el volumen de datos necesario para la correcta estimación y predicción de estos 

procesos es muy grande, en general, contando con los problemas computacionales que ello 

conlleva. 

Los modelos que combinan espacio y tiempo no son nuevos. Los Incas consideraron espacio y 

tiempo como una sola unidad (Steele and Allen, 2004). En el último siglo, el comportamiento 

atmosférico fue investigado utilizando ecuaciones de predicción numérica (ver Lynch (2006) y 

las referencias que contiene) y no fue hasta 1975 cuando Faller y Lee (1975) introdujeron  la 

componente de error aleatorio en  las ecuaciones de predicción numérica, consiguiendo  de esta 

forma introducirla  variabilidad en las predicciones, porque se dieron cuenta que los modelos de 

predicción numérica no tenían en cuenta toda la variabilidad asociada con las predicciones 

numéricas. 

Una alternativa a los modelos numéricos discutidos previamente son los modelos espacio-

temporales que tienen en cuenta la variabilidad espacio-temporal. Cliff y Ord (1975) y Pfeifer y 

Deutsch (1980) fueron los primeros en proponer los modelos espacio-temporales ARIMA 

(STARIMA). Estos modelos son similares a los modelos ARIMA, pero tienen en cuenta que cada 

observación tiene dos componentes: espacio y tiempo. Más tarde, Stoffer (1986) generalizó 

estos modelos introduciendo variables exógenas y permitiendo la existencia de datos faltantes. 

La estimación de los parámetros fue llevada a cabo mediante el algoritmo EM. 

Entre los procedimientos estadísticos que más han contribuido a la estimación de este tipo de 

problemas son los modelos Bayesianos jerárquicos espacio-temporales (HBSTM1). Estos 

procedimientos consisten en empezar con una estructura compleja y jerárquica flexibilizando 

dicha estructura hacia una más básica dentro de una perspectiva Bayesiana. En este momento 

el número de artículos publicados siguiendo esta metodología tiene un crecimiento exponencial 

desde los 1990s, debido al incremento de la velocidad de CPU y de memoria RAM disponible en 

ordenadores personales. 

Muchos son los autores que han participado en el desarrollo y/o la aplicación de esta 

metodología desde justo antes de los 1990s. Por ejemplo, en orden cronológico: Haslett y 

Raftery (1989) define un modelo espacio-temporal para estimar la generación de energía eólica 

en Irlanda; Guttorp, Mering y Samson (1994) aplica estos modelos a la estimación de la cantidad 

de ozono en el área de Sacramento (Estados Unidos); Handcock and Wallis (1994) usa estos 

modelos para calibrar mejor los campos meteorológicos; Huang and Cressie (1996) proponen 

un modelo para predecir la cantidad de agua contenida en la capa de nieve; Gelfand et al. (1998) 

usan esta metodología para estimar las características que influyen en el valor económico de las 

casas; Fuentes, Kittel and Nychka (2006) aplican esta  metodología a la estimación dinámica de 

los ecosistemas terrestres, mostrando que la incertidumbre en los campos introducidos en el 

modelo afectan mucho a la exactitud de los resultados del modelo ecológico y Lee y Gosh (2008) 

                                                           
1 HBSTM: Hierarchical Bayesian Space Time Models en la literatura anglosajona  
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proponen reparametrizar los modelos espacio-temporales dinámicos usando conjuntos de 

datos a gran escala. Para una descripción detallada de estos modelos, desde un punto de vista 

teórico y práctico, ver Baerjee, Carlin y Gelfand (2004). 

Desde un punto de vista metodológico, Wikle, Berliner y Cressie (1998) sugieren cinco niveles 

en su artículo. Estos niveles están organizados de arriba abajo, en el sentido de que empiezan 

con los procesos más generales y finalizan con los más específicos. Estos procesos son: proceso 

de medición; características a gran y pequeña escala; estructuras espaciales y dinámicas; 

distribuciones a priori de los parámetros y, finalmente, las distribuciones hiperpriori. 

En referencia a los modelos espacio-temporales no-estacionarios y/o no-separables, Fuentes et 

al. (2005) definen un modelo de covarianza que permite predecir estructuras complejas, como 

por ejemplo los campos de vientos costeros;  Fuentes, Chen y Davis (2008) introducen una clase 

paramétrica general y flexible de modelos de covarianza espacio-temporal que son útiles en 

casos donde no se cumple la estacionariedad y/o separabilidad; Stroud, Muller y Sansó (2001) 

sugieren un modelo espacio-temporal no-estacionario y lo aplican a ejemplos meteorológicos. 

Además, la metodología basada en los HBSTM continua siendo muy actual debido a su 

versatilidad en varios campos, como por ejemplo en ciencias medioambientales (ver referencias: 

Sahu, Gelfand  Holland, 2007; Talbot et al., 2009; Chang, Zhou y Fuentes, 2010; Sahu, Yip y 

Holland, 2011; Sahu y Bakar, 2012; Vanem, Huseby y Natvig 2012a y 2012b; Waren et al., 2012a); 

en epidemiologia (ver, por ejemplo, Fortunato et al.,2011; Waren et al., 2012b; y Zhou, Chang y 

Fuentes, 2012). Finalmente, otra área que incorpora esta metodología es la econometría 

espacial (ver Anselin, Legalo y Jayet, 2008, y las referencias que incluyen). 

El objetivo de este proyecto es proporcionar las recomendaciones necesarias para facilitar la 

utilización de esta metodología y realizar una implementación eficiente de estos modelos 

utilizando conjuntos de datos masivos, desde el punto de vista de un principiante en los modelos 

Bayesianos jerárquicos espacio-temporales. La sección 1 introduce los HBSTM, siguiendo la 

metodología propuesta por Wikle, Berliner y Cressie (1998) y Chen, Fuentes y Davis (2006). La 

sección 2 presenta los datos de un caso real a los que se les aplicará los procedimientos 

presentados en el proyecto. La sección 3 proporciona diferentes métodos para una correcta 

definición del modelo teórico. La sección 4 muestra cómo se construyen las matrices espaciales 

encargadas de contener los parámetros espaciales del modelo. La sección 5 define diferentes 

patrones y procedimientos  para una implementación eficiente de los modelos HBSTM 

complejos. La sección 6 contiene diferentes procedimientos para la definición de las hiperprioris 

y de los valores iniciales del algoritmo de estimación y, también, muestra diferentes aspectos 

que se han de tener en cuenta para una correcta convergencia del algoritmo de estimación. En 

la sección 7 se propone un ejemplo en el que, mediante simulación, se verifica que los 

procedimientos presentados en la sección 5 son correctos. A lo largo de la sección 8, aplicaremos 

al caso real todos los procedimientos desarrollados a lo largo de todo el proyecto. Finalmente, 

en la sección 9 realizamos la discusión de los resultados obtenidos y comentaremos los posibles 

trabajos futuros a realizar.  
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1. Introducción a los HBSTM 

En esta sección introduciremos los HBSTM usando una notación similar a la de Wikle, Berliner y 

Cressie (1998) y Chen, Fuentes y Davis (2006), con el objetivo de introducir la notación de este 

tipo de modelos y establecer el punto de inicio para la metodología propuesta en este proyecto. 

Además mostramos las dificultades que entrañan los HBSTM y los puntos que tiene que tener 

en cuenta un usuario novel cuando se enfrenta a este tipo de modelos. A continuación se 

presentan las principales características de esta metodología. 

1.1. Definición de la metodología 

La jerarquía de los HBSTM se estructura utilizando diferentes estados y sus parámetros son 

estimados utilizando la metodología Markov chain Monte Carlo (MCMC), utilizando 

concretamente el algoritmo Gibbs Sampling. Como consecuencia, se requiere la definición de 

las distribuciones condicionadas de los parámetros. 

En general, los HBSTM se pueden estructurar en cinco estados: proceso de medición, 

características a gran y pequeña escala, estructuras espaciales, prioris de los parámetros y, 

finalmente, las hiperprioris. 

Primer estado: proceso de medición 
Tenemos una malla espacial con 𝑅 puntos y 𝑇 observaciones temporales. En cada punto 

temporal, �⃗⃗� 𝑡  es un vector de dimensión 𝑅 × 1 se asume que las observaciones �⃗⃗� 𝑡 siguen un 

proceso Gaussiano. Nuestro interés es estimar el proceso no-observado �⃗⃗� 𝑡  de dimensión 𝑆 × 1 

(malla 𝑆 = 𝑛 ×𝑚), que se relaciona con las observaciones de la siguiente forma: 

�⃗⃗� 𝑡 = 𝑲�⃗⃗� 𝑡 + �⃗� 𝑡      (1.1) 

Donde 𝑲 es una matriz 𝑅 × 𝑆 la cual relaciona los puntos espacio-temporales entre �⃗⃗� 𝑡 y �⃗⃗� 𝑡; �⃗� 𝑡 

es un error Gaussiano definido como ruido blanco multivariante, asumiendo que todos los 

ruidos aleatorios son independientes en espacio y tiempo. 

Otra forma de definir �⃗⃗� 𝑡 es: 

�⃗⃗� 𝑡~𝐺𝑎𝑢(𝑲�⃗⃗� 𝑡 , 𝜎𝜀
2)  (1.2) 

Segundo estado: Características a gran y pequeña escala 
El proceso no-observado se define como: 

�⃗⃗� 𝑡 = �⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗⃗� 𝑡 (1.3) 

Donde �⃗⃗�  es la media,  que asumimos que tiene una estructura espacial; �⃗⃗⃗� 𝑡 es la componente a 

gran escala que contiene las estacionalidades; �⃗⃗� 𝑡 es la componente a pequeña escala; y �⃗⃗� 𝑡 es 

un error Gaussiano. 

Tercer estado: Estructuras espaciales y dinámicas 

Asumimos que �⃗⃗� , �⃗⃗⃗� 𝑡 y �⃗⃗� 𝑡 son variables condicionalmente independientes entre ellas en los 

parámetros del tercer estado. A continuación, definiremos detalladamente éstas componentes. 
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La variable �⃗⃗�  representa la media espacial y se suele definir mediante campo aleatorio de 

Markov (MRF2), que depende de una estructura espacial previamente definida. De una forma 

genérica, definimos para las localizaciones de una malla 𝑘 = 1,… ,𝑚 y 𝑙 = 1,… , 𝑛 donde 𝑘 y 𝑙 

son índices correspondientes a la latitud y la longitud de la malla, respectivamente. La 

distribución condicionada de �⃗⃗�  es: 

𝜇(𝑘, 𝑙)|{𝜇(𝑖, 𝑗): (𝑖, 𝑗) ≠ (𝑘, 𝑙)}~𝐺𝑎𝑢{𝜇0(𝑘, 𝑙) + Θ(𝜇, 𝜇0), 𝜏𝜇
2}  (1.4) 

Donde 𝜇0 es la media MRF y Θ es una función que usa la estructura espacial de los datos, 

previamente definida, en �⃗⃗� . Esta función calcula para cada dirección la diferencia entre �⃗⃗�  y �⃗⃗� 0, 

y es multiplicada por el coeficiente que contiene la relación espacial. Finalmente, ésta suma 

todos los valores obtenidos para cada dirección. La función también tiene en cuenta el número 

de retardos espaciales definidos en la estructura espacial. 

De una forma genérica, definimos los coeficientes espaciales como: 

�⃗⃗� 1 = (𝜃1
1, … , 𝜃1

𝑛1)

⋮

�⃗⃗� 𝑛 = (𝜃𝑛
1, … , 𝜃𝑛

𝑛𝑝)

 

(1.5) 

Donde 𝑛 es el número de direcciones y Ω = {𝑛1, … , 𝑛𝑝} es el conjunto de retardos espaciales 

definidos para cada dirección. 

Como ejemplo ilustrativo, la ecuación 4.1, define �⃗⃗�  con la estructura espacial “vecino más 

cercano” (ver sección 4 para más información), donde 𝛼 = 𝜃1
1 y 𝛽 = 𝜃2

1. 

Una particularidad de los coeficientes espaciales es que suelen presentar dificultades en el 

desarrollo de sus distribuciones condicionales. Por ello, se suele utilizar el método Metrópolis-

Hastings para su estimación. En la sección 5.2 tratamos con más profundidad este tema. 

El número de parámetros espaciales responsables de obtener esta relación se incrementará o 

decrecerá dependiendo de la complejidad de la estructura espacial. Finalmente, los parámetros 

espaciales se guardan en la matriz 𝑪𝜇 de dimensiones 𝑆 × 𝑆. 

 

La variable �⃗⃗⃗� 𝑡 es la componente a gran escala y contiene las estacionalidades del modelo. Con 

datos Gaussianos, su diseño suele variar tanto en la parte espacial como la temporal y se define 

utilizando funciones trigonométricas. Generalizando para un determinado número (𝑁) de 

estacionalidades, definimos: 

�⃗⃗⃗� 𝑡 =∑�⃗� 𝑖 cos(𝑤𝑖𝑡) + �⃗⃗� 𝑖 sin(𝑤𝑖𝑡)

𝑁

𝑖=1

 

(1.6) 
Donde: 

 𝑤𝑖 = la estacionalidad que corresponde a 
2𝜋

𝑘𝑖
, donde 𝑘𝑖 es el periodo de la estacionalidad 

𝑖, siendo 𝑖 = 1,… ,𝑁 

 𝑁 = número total de estacionalidades  

 �⃗� 𝑖 = 𝑷𝒇𝑖𝐿 donde 𝒇𝑖𝐿 ≡ (𝑓𝑖𝐿[1], 𝑓𝑖𝐿[2], 𝑓𝑖𝐿[3])
′ 

                                                           
2 MRF: Markov Random Field en la literatura anglosajona 
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 �⃗⃗� 𝑖 = 𝑷𝒈𝑖𝐿 donde 𝒈𝑖𝐿 ≡ (𝑔𝑖𝐿[1], 𝑔𝑖𝐿[2], 𝑔𝑖𝐿[3])
′ 

 𝑷 = (𝟏 𝑙𝑜𝑛𝑔⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗ 𝑙𝑎𝑡⃗⃗⃗⃗  ⃗) ≡ 𝑆 × 3 la matriz que contiene la tendencia lineal 

 

La variable �⃗⃗� 𝑡 es la componente a pequeña escala y contiene las dinámicas temporales y 

espaciales. Es modelizado utilizando un modelo autorregresivo espacio-temporal de media 

móvil (STARMA) (Cressie y Wiley, 1993). Generalizando la variable �⃗⃗� 𝑡 para cualquier retardo 

temporal: 

𝑋((𝑘, 𝑙), 𝑡) = ∑𝑎𝑟(𝑘, 𝑙)𝑋((𝑘, 𝑙), 𝑡 − 𝑟)

𝐾

𝑟=1

+Φ(𝑋𝑡−𝑟) + 𝜂((𝑘, 𝑙), 𝑡) 

(1.7) 

Donde Φ es una función que usa la estructura espacial de los datos, definida previamente, en 

�⃗⃗� 𝑡. La función calcula para cada dirección la multiplicación de �⃗⃗� 𝑡−𝑟 con el coeficiente que 

contiene la relación espacio-temporal. Además, la función tiene en consideración el número de 

retardos espaciales definidos en la estructura espacial. Finalmente, ésta suma el resultado 

obtenido para cada dirección, es decir, relaciona un punto 𝑠 de la malla en el retardo temporal 

𝑡 − 𝑟 con sus vecinos espaciales. 

De forma genérica, definimos los coeficientes espacio-temporales cómo: 

�⃗⃗⃗� 𝑟,1 = (𝜙𝑟,1
1 , … , 𝜙𝑟,1

𝑛1)

⋮

�⃗⃗⃗� 𝑟,𝑛 = (𝜙𝑟,𝑛
1 , … , 𝜙𝑟,𝑛

𝑛𝑝)

 

(1.8) 

donde 𝑛 es el número de direcciones y Ω = {𝑛1, … , 𝑛𝑝} es el conjunto de los retardos espaciales 

definidos para cada dirección. 

Otra forma de definir �⃗⃗� 𝑡 es: 

�⃗⃗� 𝑡 =∑𝑯𝑟�⃗⃗� 𝑡−𝑟

𝐾

𝑟=1

+ �⃗⃗� 𝑡  

(1.9) 
Donde: 

 𝐾 = número de retardos 

  �⃗⃗� 𝑡 es el error aleatorio  siguiendo una distribución Gaussiana. 

 𝑯𝑟 es una matriz espacial 𝑆 × 𝑆 donde su diagonal principal contiene el parámetro �⃗⃗� 𝑟 
y, a lo largo de sus subdiagonales, se guardan los parámetros espacio-temporales 

�⃗⃗⃗� 𝑟,1,…, �⃗⃗⃗� 𝑟,𝑛. 

 

El parámetro autorregresivo temporal �⃗⃗� 𝑟 se suele definir como un MRF, al igual que  �⃗⃗� , y sus 

parámetros espaciales son guardados en la matriz 𝑪𝑎𝑟 de dimensión 𝑆 × 𝑆. 
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Cuarto y quinto estado: Prioris e hiperprioris de los parámetros 
Una vez se han definido todas las componentes del modelo, en el cuarto y quinto estado se 

especifican las distribuciones a prioris y las hiperprioris para todas sus variables, 

respectivamente. 

1.2. Ejemplo introductorio 

Como ejemplo ilustrativo para visualizar la estructura de esta metodología, presentamos un 

modelo simple el cual se muestra en Wikle, Berliner and Cressie (1998). Este modelo es definido 

como: 

�⃗⃗� 𝑡 = �⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗⃗� 𝑡  (1.10) 

Teniendo en cuenta que para cada punto espacial 𝑠, se obtiene la representación temporal, 

donde �⃗⃗�  se construye utilizando un modelo “vecino más cercano” (el cual se define en la sección 

4.1) con de dependencia espacial de primer orden. �⃗⃗⃗� 𝑡 contiene una estacionalidad ′𝑤′ y es 

definida utilizando una función trigonométrica. �⃗⃗� 𝑡 es definida a través de un modelo STARMA 

con un retardo espacio-temporal de primer orden y �⃗⃗� 𝑡 es el error. Para facilitar la ‘visión global’ 

del problema, mostramos la estructura de los parámetros en la siguiente figura (Figura 1.1). 

 

 
Figura 1.1: Estructura paramétrica del modelo 

 

Donde la descripción, de abajo a arriba, de las etiquetas en la Figura 1.1 es: 

 𝛼𝜇 , 𝛽𝜇: Coeficientes de la relaciones espaciales este-oeste y norte-sud de �⃗⃗�  

 𝑪𝜇: Matriz de la relación espacial que contiene los coeficientes 𝛼𝜇 y 𝛽𝜇 

�⃗⃗� 𝑡 

�⃗⃗�  
�⃗⃗⃗� 𝑡 �⃗⃗� 𝑡 

�⃗⃗� 0 = 𝑷𝝁0𝐿 

𝑪𝜇 

𝛼𝜇 𝛽𝜇 

�⃗� 1 = 𝑷𝒇1𝐿 �⃗⃗� 1 = 𝑷𝒈1𝐿 
𝑯1 

�⃗⃗� 1 

�⃗⃗� 1
0 = 𝑷𝒂1

0𝐿 

𝑪𝑎1 

𝑏1 𝑐1 𝑑1 𝑒1 

𝛼𝑎1 𝛽𝑎1 
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 �⃗⃗� , �⃗⃗� 0, 𝝁0𝐿: Media espacial 

 𝛼𝑎1  , 𝛽𝑎1: Coeficientes de la relaciones espaciales este-oeste y norte-sud de �⃗⃗� 1 

 𝑪𝑎1: Matriz de la relación espacial que contiene los coeficientes 𝛼𝑎1 y 𝛽𝑎1 

 �⃗⃗� 1, �⃗⃗� 1
0, 𝒂1

0𝐿: Coeficientes autorregresivos temporales de orden 1 en el mismo punto 

espacial. 

 𝑏1, 𝑐1, 𝑑1, 𝑒1: Coeficientes autorregresivos temporales de orden 1 respecto el punto 𝑠 

con sus vecinos espaciales.  

 𝑯1: Matriz de la relación espacio-temporal de orden 1 que contiene los coeficientes 

�⃗⃗� 1, 𝑏1, 𝑐1, 𝑑1 y 𝑒1 

 𝑷 = (𝟏 𝑙𝑜𝑛𝑔⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗ 𝑙𝑎𝑡⃗⃗⃗⃗  ⃗) ≡ 𝑆 × 3 la matriz que contiene la tendencia lineal 

 �⃗� 1, 𝒇𝐿1: coeficientes “coseno” 

 �⃗⃗� 1, 𝒈𝐿1: coeficientes  “seno” 

 

Gracias a la representación gráfica de la estructura paramétrica del ejemplo, podemos ver con 

facilidad como se diferencian las tres grandes estructuras del modelo �⃗⃗� , �⃗⃗⃗� 𝑡 y �⃗⃗� 𝑡. Además, ayuda 

a ver en nivel de las interacciones de los parámetros en el desarrollo de las distribuciones 

condicionales, para el cálculo del algoritmo de estimación del modelo. 

Finalmente, podemos apreciar que éste sería uno de los modelos HBSTM más simples, el cual 

contiene únicamente una estacionalidad, un retardo temporal y una estructura espacial simple.  

1.3. Dificultades y contratiempos de los HBSTM 

A lo largo de esta sección hemos podido constatar que los HBSTM están compuestos por 

diferentes estructuras para poder albergar tanto las componentes temporales como espaciales. 

Desde el punto de vista de un principiante en esta metodología, no es sencillo decidir ‘a simple 

vista’ qué estructuras contienen nuestros datos, lo que dificulta el primer proceso de 

modelización de los HBSTM, es decir, qué modelo teórico utilizamos para ajustar nuestros datos. 

Otro punto a tener en cuenta, una vez hemos definido la estructura espacial del modelo, es 

cómo se distribuyen los parámetros espaciales en las matrices espaciales 𝑪’s y 𝑯𝑟’s (por ejemplo 

los parámetros 𝛼𝜇 y 𝛽𝜇 del ejemplo anterior). Estas distribuciones varían según la estructura 

espacial que elijamos. 

Si nos fijamos en la sección 1.2, podemos ver como los HBSTM es una metodología con una alta 

complejidad incluso utilizando modelos simples. En el caso de que nuestros datos contengan 

diferentes estacionalidades, una estructura autorregresiva compuesta de más de un retardo 

temporal i/o una estructura espacial compleja, provoca que el modelo contenga una estructura 

paramétrica aún más difícil. Además de que contendrá un elevado número de parámetros para 

estimar. 

Por otro lado, esta metodología utiliza el método Gibbs Samplig para la estimación de los 

parámetros, es decir, se requiere el desarrollo de las distribuciones condicionales de todos los 

ellos. Al utilizar un HBSTM complejo, los desarrollos de estas distribuciones condicionales serán 

más difíciles. Por suerte, existen diferentes patrones en el proceso de extensión del modelo y 

en el cálculo de las distribuciones condicionales, como se verá en la sección 5. 

Una vez hemos desarrollado las distribuciones condicionales y hemos implementado el 

algoritmo Gibbs Sampling para nuestro modelo, un requisito de este procedimiento es que se 
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necesitan definir los valores a priori de los parámetros y, también, los valores iniciales con los 

que inicializar el algoritmo. La dificultad en este punto radica en que los HBSTM contienen 

parámetros pertenecientes a estructuras que a simple vista se desconocen los posibles valores 

que puedan tener. Además, hay que vigilar que los valores iniciales y las hiperprioris asignados 

a los parámetros no presenten problemas en la ejecución del algoritmo, como por ejemplo que 

el algoritmo falle. 

Finalmente, después de poder ejecutar nuestro modelo, el último paso es estudiar su 

convergencia para eludir los mínimos locales. 

 

Una vez hemos presentado las dificultades de esta metodología, el objetivo principal de este 

proyecto es dar respuesta a todas ellas, que son las que se tendría que enfrentar un principiante 

que necesita un HBSTM complejo para ajustar sus datos. De esta forma, pretendemos facilitar 

el proceso desde que se define el modelo teórico para los datos hasta que finalmente se ajusta. 

Para facilitar la comprensión del proyecto, hemos dividido las problemáticas en cinco secciones 

(desde el punto 3 hasta el 6) que contienen, por orden cronológico del proceso, los cuatro 

grandes bloques: 

- Definición del modelo teórico: Mostramos técnicas, a través del análisis de los datos, 

para obtener una definición del modelo espacio-temporal lo más cercana al modelo 

teórico de los datos. 

- Construcción de las matrices espaciales: A través de dos ejemplos de estructuras 

espaciales, mostramos como se distribuyen los parámetros espaciales en las matrices 

espaciales. 

- Implementación de los HBSTM complejos: Presentamos unos patrones para facilitar el 

cálculo de las distribuciones condicionales de los parámetros. Además, mostramos 

sugerencias para facilitar una implementación eficiente del algoritmo. 

- Valores iniciales e hiperprioris y convergencia del algoritmo: Sugerimos procedimientos 

para la definición de las hiperprioris y de los valores iniciales de los parámetros para la 

correcta ejecución el algoritmo. Además,  definimos el problema de la convergencia e 

indicamos técnicas para una correcta convergencia del modelo. 

En la sección 7 realizaremos un ejercicio de simulación para dar consistencia a nuestras 

aportaciones y en la sección 8 aplicaremos a un caso real los procedimientos desarrollados a lo 

largo del proyecto. 
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2. Descripción de los datos HIRLAM 

Recordamos que el objetivo principal de este proyecto es facilitar a un principiante en los HBSTM 

el proceso de adaptar la metodología a sus datos. Por ello, presentamos unos datos reales como 

ejemplo ilustrativo a los que les aplicaremos los procedimientos desarrollados a lo largo del 

artículo. 

Los datos usados en el estudio son proporcionados por el modelo HIRLAM y cubre el área que 

se extiende desde la longitud 4º30’W a 6º30’W, y desde la latitud 35º3’N a 36º5’N. Ésta 

corresponde al área localizada sobre el estrecho de Gibraltar en el sur de España. Este lugar se 

caracteriza por un viento con una variabilidad muy elevada debido a diferentes razones: 

 La topología especial de este lugar: el Estrecho está rodeado por dos líneas montañosas 

en la costa de la Península Ibérica y las estribaciones de los Atlas marroquíes. Estas líneas 

montañosas son una barrera topográfica que provocan que el aire fluya como un tubo 

en las direcciones este-oeste o viceversa. 

 La diferencia de temperatura entre el Océano Atlántico y el Mar Mediterráneo: en 

media, la temperatura del Mar Mediterráneo es entre 2 y 5 grados más elevada que la 

del Océano Atlántico; esto provoca una diferencia de presión entre los dos lados del 

estrecho lo que produce cambios en la dirección del viento. 

 El contraste de temperatura termal: Las temperaturas entre el mar y la costa son 

también diferentes, y esto provoca brisas marinas. 

En resumen, la dirección y la velocidad del viento alrededor del estrecho de Gibraltar depende 

principalmente del gradiente de la presión en superficie entre los dos lados del Estrecho. 

Los datos usados son recogidos de una malla de 231 puntos (𝑛 = 21 ×𝑚 = 11 puntos en la 

malla). Para cada punto, se han recogido diferentes variables: velocidad y dirección del viento, 

longitud, latitud, temperatura y presión atmosférica. 

El periodo analizado se expande desde el 1 de enero de 2009 hasta el 31 de diciembre de 2010; 

la frecuencia de los datos es cada 3 horas (el sistema de referencia temporal es el UTC); empieza 

a las 00:00 (análisis diario) y su pronóstico es a las 3:00, 6:00, 9:00, 12:00, 15:00, 18:00 y 21:00. 

Cada variable es guardada cada día ocho veces; por lo tanto tenemos una serie temporal para 

cada variable: una para cada punto de la malla con 5824 observaciones temporales. Como la 

malla completa se expande a lo largo de dos años, permitirá detectar cambios a partir de 

situaciones meteorológicas y también permitirá análisis de patrones diurnos y nocturnos. 

En particular, nuestro objetivo en este punto es usar la metodología HBSTM para estimar los 

datos de la temperatura en grados Fahrenheit. A continuación se muestra el mapa con la malla 

de los puntos usados en este estudio (Figura 2.1 (a)) y su gráfico de contornos (Figura 2.1 (b)). 
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(a) 

 

(b) 

Figura 2.1: (a) Mapa del Estrecho de Gibraltar con los puntos relativos a la malla de las observaciones y (b) 

Gráfico de contorno de la temperatura media de todo el tiempo. 

Es importante resaltar que los datos vienen proporcionados por el modelo meteorológico 

predictivo numérico HIRLAM. A pesar de ello, trataremos los datos como si fueran observaciones 

reales. Esta asunción no afectará al desarrollo del resto del proyecto. 

2.1. Análisis descriptivo  de los datos de temperatura 

A continuación mostraremos una descriptiva más profunda sobre los datos que vamos a trabajar 

a lo largo del proyecto. 

Primeramente vamos a estudiar el comportamiento de la temperatura en toda la malla 

dependiendo del tiempo. Para ello, en la Figura 2.2 mostramos cuatro gráficos representando la 

temperatura, para un día concreto en invierno (a), primavera (b), verano (c) y otoño (d), a la 

hora 00:00. Podemos ver cómo, en general, de noche, a las 0:00 horas, la temperatura del mar 

es más elevada que en tierra menos en verano. 

 

 
(a) 

 
(b) 
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Sin embargo, cuando estudiamos las mismas fechas pero en la hora 15:00, es decir, diurna, 

(Figura 2.3) vemos como se intercambian los papeles y las temperaturas más elevadas están en 

tierra (menos en ciertas zonas que se deben a la altura de las montañas).  

 

 
(c) 

 
(d) 

Figura 2.2: Gráfico de contornos de la temperatura nocturna a la hora 00:00 del (a) 4/02/2010, (b) 15/05/2010, (c) 23/08/2010 y (d) 

19/11/2010 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

Figura 2.3: Gráfico de contornos de la temperatura diurna a la hora 15:00 del (a) 4/02/2010, (b) 15/05/2010, (c) 23/08/2010 y (d) 19/11/2010 
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Por otro lado, con estos gráficos se puede observar fácilmente la diferencia de temperatura 

entre el océano Atlántico y el mar Mediterráneo y que, sobretodo, se acentúa cuando hay 

temperaturas elevadas. 

En el siguiente gráfico (Figura 2.4) mostramos las series temporales de diferentes puntos de la 

malla. Concretamente, los gráficos (a) y (c) pertenecen a puntos terrestres y el (b) y (c) a puntos 

sobre el mar. Gracias a estos gráficos podemos resaltar la diferencia de comportamiento de la 

temperatura entre la tierra y el mar. El primero presenta una gran variabilidad y un amplio rango 

de valores que van desde 30 a algo más de 100 grados Fahrenheit. La segunda en cambio 

muestra una variabilidad muy pequeña y un rango más estrecho de valores. Otro punto a 

resaltar es el claro patrón estacional que presentan los datos, teniendo valores bajos en invierno 

que van incrementándose cuando se acerca el verano y viceversa. 

 

 

 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

Figura 2.4: Serie temporal de la temperatura expresada en grados Fahrenheit en las coordenadas (a) (-5.7,36.5), 

(b) (-6.5,36.0), (c) (-5.5,35.8) y (d) (-4.5,35.5) 
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A modo de resumen, nuestros datos presentan diferentes aspectos a tener en cuenta: 

- Las diferencias de temperatura entre tierra y mar, tanto en valor como en 

comportamiento (diferente variabilidad). 

- Las diferencias de temperatura entre el océano Atlántico y el mar Mediterráneo. 

- Un claro comportamiento estacional a lo largo del tiempo. 

- El diferente comportamiento entre la temperatura diurna y nocturna. 

Todo ello indica que muy probablemente necesitaremos un HBSTM complejo para poder 

obtener un buen ajuste de nuestros datos.  
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3. Creación del modelo teórico 

Una vez hemos decidido que los HBSTM es la metodología apropiada para ajustar nuestros 

datos, el siguiente paso es decidir cuál es el modelo teórico más apropiado para solucionar 

nuestro problema. Una peculiaridad de este tipo de modelos es que es muy difícil, en un 

problema específico, descubrir la mejor definición teórica por su elevado nivel de complejidad. 

Esta complejidad viene generada por la gran cantidad de aspectos que se tienen que tener en 

cuenta: el número de estacionalidades, el número de retardos autorregresivo temporales, la 

estructura espacial de los datos, el uso de covariables, datos con diferentes estados, etc. 

Una forma “sencilla” es trabajar de abajo a arriba, es decir, implementar un modelo base con 

una estacionalidad, un retardo temporal de orden uno y una estructura espacial sencilla. Luego 

se introducen más estacionalidades y más retardos autorregresivos temporales dependiendo 

del análisis de los residuos. Además, se podrían utilizar estructuras espaciales más complejas. El 

problema de este método es que ni es trivial ni eficiente porque tenemos que implementar un 

modelo diferente cada vez y, también, tenemos que sumarle a este hecho la gran cantidad de 

tiempo que requiere ejecutar cada uno de ellos. 

En esta sección estableceremos algunas reglas para facilitar el proceso de encontrar el modelo 

más acorde para nuestros datos y para poder definir el número de estacionalidades, el número 

de retardos temporales y, también, la estructura espacial. 

3.1. Componente estacional 

La componente temporal a gran escala, o estacional, de los HBSTM es alojada en la variable �⃗⃗⃗� 𝑡, 

el cual ha sido definido en la ecuación 1.6. Para estudiar esta componente, tenemos que 

responder dos preguntas: 1) ¿Cuantas estacionalidades tienen los datos? 2) ¿Cuáles son sus 

valores 𝑤𝑖3? 

Primeramente, es muy importante estudiar los datos y conocer cómo han sido recogidos 

porque, en la mayoría de ocasiones, nos mostrarán las estacionalidades más claras. Por ejemplo, 

si tenemos datos mensuales, posiblemente contendrán una estacionalidad de orden 12, número 

de meses en un año. 

Nuestro enfoque para detectar el número de estacionalidades es trabajar con la serie temporal 

de un punto 𝑠 de la malla de nuestros datos, que lo hemos elegido aleatoriamente. Entonces, 

ajustamos la serie temporal mediante un modelo lineal, debido su sencillez en su cálculo, 

utilizando las estacionalidades como covariables (usando la estructura de la ecuación 1.6). De 

esta forma podemos verificar si las estacionalidades sugeridas son lo suficiente buenas, pero 

tenemos que tener en cuenta que debemos relajar los criterios de selección de parámetros 

debido a que estamos realizando una aproximación. 

Una vez que hemos seleccionado las estacionalidades, repetimos el mismo procedimiento con 

otros puntos de la malla para reforzar las conclusiones. 

Un buen indicador para comprobar si nuestro HBSTM, una vez hemos ajustado el modelo, ha 

detectado bien las estacionalidades mirando que la variable �⃗⃗� 𝑡, encargada de recoger las 

                                                           
3 𝑤𝑖  : valor del periodo de la estacionalidad 
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componentes espaciales y temporales del modelo, no muestra un comportamiento sinusoidal 

respecto a 𝑡. 

3.2. Componente autorregresiva 

La componente autorregresiva temporal está contenida en �⃗⃗� 𝑡, la cual es conocida como el 

“modelo a pequeña escala”, y es definida en la ecuación 1.7. Es la parte más sensible del modelo 

porque es muy difícil conocer a priori cuántos retardos temporales contienen los datos y además 

de que una mala selección podría arruinar la calidad del ajuste del modelo. Por ello, tenemos 

que preguntar ¿Cuántos retardos autorregresivos temporales tienen nuestros datos? 

Nosotros presentamos un enfoque sencillo e intuitivo el cual consiste en obtener los datos 

temporales de un punto 𝑠 de nuestra malla y trabajar con él mediante la metodología ARIMA. 

Entonces, ajustamos un modelo autorregresivo (AR) de orden 𝑝. El valor de 𝑝 irá cambiando 

hasta que sus residuos presenten un buen comportamiento en el ACF/PACF. Tal y como 

indicamos en la sección anterior, sugerimos relajar los criterios de buen ajuste para los 

parámetros del modelo ARIMA ya que es una aproximación, en el sentido de que únicamente 

buscamos un modelo de referencia próximo al valor teórico real con el que comenzar a trabajar. 

Una vez hemos obtenido uno o varios modelos ARIMA “buenos”, tenemos que repetir el mismo 

procedimiento con otros puntos espaciales de la malla para verificar si existen comportamientos 

autorregresivos temporales similares a lo largo de la malla. Si no, puede ser síntoma de que los 

datos pertenezcan a diferentes procesos, en el sentido que en los mismos datos existen 

diferentes comportamientos, es decir, los datos muestran estructuras temporales diferentes 

que van cambiando con el  tiempo. Esto puede incrementar la complejidad de los HBSTM ya que 

se ha de modificar para que se puedan ajustar modelos más sofisticados como puede ser los 

modelos de cambio de régimen Markov Switching Model, Genton y Aldrich (2006). 

Finalmente, para poner todo en común, sugerimos incluir las estacionalidades, definidas en 
forma sinusoidal, como covariables en el modelo ARIMA ajustado. Entonces, podemos 
comprobar si se presenta sobreparametrización o no y, en el caso que se presente, tenemos que 
eliminar alguno de los parámetros. 

3.3. Estructura espacial 

Los modelos bayesianos jerárquicos espacio-temporales contienen diferentes componentes que 

incorporan tanto la estructura temporal como la espacial de los datos. Usando la metodología 

descrita en la sección 1, estas componentes son: 

- �⃗⃗� : Es generalmente definida como un campo aleatorio de Markov (MRF) Gaussiano con 

una estructura espacial determinada enlazando un punto espacial 𝑠 con sus respectivos 

vecinos (ecuación 1.3). Los parámetros responsables de obtener dicha relación son 

alojados en la matriz 𝑪𝜇 de dimensiones 𝑆 × 𝑆, la cual definiremos en la sección 4. 

- �⃗⃗� 𝑡: Es definido como un modelo STARMA (ecuación 1.7). La relación espacial es alojada 

en dos partes: 

o En 𝑯𝑟, la matriz 𝑆 × 𝑆 contiene en sus subdiagonales la relación autorregresiva 

en el retardo temporal 𝑟 respecto a sus vecinos espaciales. 

o En el vector �⃗⃗� 𝑟 (la diagonal principal de 𝑯𝑟), el cual suele ser definido como un 

MRF Gaussiano con una estructura espacial específica. Sus parámetros 

espaciales son alojados en la matriz 𝑪𝑎𝑟. 

En general, las matrices 𝑪𝜇, 𝑪𝑎𝑟 y 𝑯𝑟 contienen la misma estructura espacial. 
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La selección de la relación espacial de nuestros datos no es una tarea sencilla. Hay diferentes 

estructuras, como por ejemplo la “vecino más cercano”, la “diagrama de rosas” (definidas en la 

sección 4), etc. ¿Pero cuál de ellas es la más acorde? 

Para esta parte del proceso de definición de nuestro modelo teórico, necesitamos utilizar 

herramientas de la estadística espacial, como el variograma, que nos permite estudiar la 

correlación espacial. De esta forma podemos entrever cuál es la estructura más acorde para 

nuestros datos y cuántos retardos espaciales necesita. 

A pesar de los resultados obtenidos en el estudio de la relación espacial, sugerimos siempre 

elegir las estructuras más simples y, sobretodo, aquellas con menor número de retardos 

espaciales, porque es muy fácil sobreparametrizar el modelo. Además, si la estructura espacial 

es muy compleja, nuestro HBSTM incrementará enormemente el tiempo de ejecución y 

aumentará la dificultad de convergencia del algoritmo.  
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4. Construcción de las matrices C y H 

Una vez que hemos definido la estructura espacial de los datos, podemos utilizarla para ajustar 

las variables �⃗⃗� , �⃗⃗� 𝒓 y �⃗⃗� 𝑡, cuyos respectivos parámetros espaciales están alojados en las matrices 

𝑪𝜇, 𝑪𝑎𝑟 y 𝑯𝒓 de dimensiones 𝑆 × 𝑆. Específicamente, estos parámetros son alojados en las 

subdiagonales de sus matrices y sus posiciones son determinadas por la estructura espacial 

seleccionada. 

En esta sección, como un análisis ilustrativo, definiremos el parámetro �⃗⃗�  usando diferentes 

estructuras espaciales (“vecino más cercano” y “diagrama de rosas con retardos completos”), y 

definiremos como sus parámetros espaciales están distribuidos en la matriz 𝑪𝜇. 

4.1. Vecino más cercano 

Para simplificar la dimensión de las matrices y poder simplificar el proceso de construcción, 

definimos una malla espacial regular  de 𝑛 = 4 ×𝑚 = 4 puntos (Figura 4.1 (a)) y ajustaremos 

un HBSTM utilizando la metodología mostrada en la sección 1. Entonces, definimos �⃗⃗�  como un 

MRF Gaussiano con una dependencia espacial de primer orden usando la estructura “vecino más 

cercano” (ver Figura 4.1 (b)). Específicamente: 

 

(a) 

 

(b) 

Figura 4.1: (a) Malla espacial y  (b) estructura “vecino más 
cercano” 

𝜇(𝑘, 𝑙)|{𝜇(𝑖, 𝑗): (𝑖, 𝑗)

≠ (𝑘, 𝑙)}~𝐺𝑎𝑢{𝜇0(𝑘, 𝑙)

+ 𝛼𝜇{(𝜇(𝑘 − 1, 𝑙) − 𝜇
0(𝑘 − 1, 𝑙)) + (𝜇(𝑘 + 1, 𝑙) − 𝜇0(𝑘 + 1, 𝑙))}

+ 𝛽𝜇{(𝜇(𝑘, 𝑙 − 1) − 𝜇
0(𝑘, 𝑙 − 1)) + (𝜇(𝑘, 𝑙 + 1) − 𝜇0(𝑘, 𝑙 + 1))}, 𝜏𝜇

2} 

(4.1) 

donde �⃗⃗� 0 es la media MRF específica del punto de la malla; 𝛼𝜇 y 𝛽𝜇 (este-oeste, norte-sud, 

respectivamente) son los coeficientes de la dependencia espacial MRF y 𝜏𝜇
2 es la varianza. Esta 

ecuacion coincide con la prospuesta en la ecuación 15 del el articulo de Wikle, Berliner and 

Cressie (1998). Generalizando de forma matricial, la media �⃗⃗�  también puede ser definida como: 

�⃗⃗� |{�⃗⃗� 0, 𝜏𝜇
2, 𝛼𝜇 , 𝛽𝜇}~𝐺𝑎𝑢 (�⃗⃗� 

0, (𝑰 − 𝑪𝜇)
−1
𝜏𝜇
2)  (4.2) 

donde 𝑪𝜇 es una matriz 16 × 16 con las subdiagonales dadas por 𝛼𝜇 y 𝛽𝜇 . 

Entonces, como ejemplo, mostramos como los parámetros 𝛼𝜇 y 𝛽𝜇 se distribuyen en la matriz 

𝑪𝜇. 

 

1 2 3 4 

5 6 7 8 

9 10 11

0 
12 

13 14 15 16 

𝛼𝜇 
𝛽
𝜇
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  1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 

𝑪𝜇 =  

1 · 𝛼𝜇  · · 𝛽𝜇  · · · · · · · · · · · 

2 𝛼𝜇  · 𝛼𝜇  · · 𝛽𝜇  · · · · · · · · · · 

3 · 𝛼𝜇  · 𝛼𝜇  · · 𝛽𝜇  · · · · · · · · · 

4 · · 𝛼𝜇  · · · · 𝛽𝜇  · · · · · · · · 

5 𝛽𝜇  · · · · 𝛼𝜇  · · 𝛽𝜇  · · · · · · · 

6 · 𝛽𝜇  · · 𝛼𝜇  · 𝛼𝜇  · · 𝛽𝜇  · · · · · · 

7 · · 𝛽𝜇  · · 𝛼𝜇  · 𝛼𝜇  · · 𝛽𝜇  · · · · · 

8 · · · 𝛽𝜇  · · 𝛼𝜇  · · · · 𝛽𝜇  · · · · 

9 · · · · 𝛽𝜇  · · · · 𝛼𝜇  · · 𝛽𝜇  · · · 

10 · · · · · 𝛽𝜇  · · 𝛼𝜇  · 𝛼𝜇  · · 𝛽𝜇  · · 

11 · · · · · · 𝛽𝜇  · · 𝛼𝜇  · 𝛼𝜇  · · 𝛽𝜇  · 

12 · · · · · · · 𝛽𝜇  · · 𝛼𝜇  · · · · 𝛽𝜇  

13 · · · · · · · · 𝛽𝜇  · · · · 𝛼𝜇  · · 

14 · · · · · · · · · 𝛽𝜇  · · 𝛼𝜇  · 𝛼𝜇  · 

15 · · · · · · · · · · 𝛽𝜇  · · 𝛼𝜇  · 𝛼𝜇  

16 · · · · · · · · · · · 𝛽𝜇  · · 𝛼𝜇  · 

 
Figura 4.2: Distribución de los parámetros espaciales en la matriz 𝑪𝝁 con estructura 

espacial “vecino más cercano” 
 

 

4.2. Diagrama de rosas con retardos completos 

Utilizando la misma malla y el mismo modelo que en la sección 4.1., definimos �⃗⃗�  como un MRF 

Gaussiano con una dependencia espacial diagrama de rosas con retardos completos (ver Figura 

4.3): 

 

Figura 4.3: Estructura diagrama de rosas con retardos completos 

 

�⃗⃗� 𝝁 

�⃗⃗� 𝜇 �⃗⃗� 𝜇 
�⃗⃗� 𝜇 
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𝜇(𝑘, 𝑙)|{𝜇(𝑖, 𝑗): (𝑖, 𝑗)

≠ (𝑘, 𝑙)}~𝐺𝑎𝑢 {𝜇0(𝑘, 𝑙)

+∑𝛼𝜇
𝑖 {(𝜇(𝑘 − 𝑖, 𝑙) − 𝜇0(𝑘 − 𝑖, 𝑙)) + (𝜇(𝑘 + 𝑖, 𝑙) − 𝜇0(𝑘 + 𝑖, 𝑙))}

3

𝑖=1

+∑𝛽𝜇
𝑖 {(𝜇(𝑘, 𝑙 − 𝑖) − 𝜇0(𝑘, 𝑙 − 𝑖)) + (𝜇(𝑘, 𝑙 + 𝑖) − 𝜇0(𝑘, 𝑙 + 𝑖))}

3

𝑖=1

+∑𝜑𝜇
𝑖 {(𝜇(𝑘 − 𝑖, 𝑙 − 𝑖) − 𝜇0(𝑘 − 𝑖, 𝑙 − 𝑖))

3

𝑖=1

+ (𝜇(𝑘 + 𝑖, 𝑙 + 𝑖) − 𝜇0(𝑘 + 𝑖, 𝑙 + 𝑖))}

+∑𝜃𝜇
𝑖 {(𝜇(𝑘 − 𝑖, 𝑙 + 𝑖) − 𝜇0(𝑘 − 𝑖, 𝑙 + 𝑖))

3

𝑖=1

+ (𝜇(𝑘 + 𝑖, 𝑙 − 𝑖) − 𝜇0(𝑘 + 𝑖, 𝑙 − 𝑖))} , 𝜏𝜇
2} 

𝑘 = 1,… ,4 𝑦 𝑙 = 1,… ,4 

(4.3) 

donde �⃗⃗� 0 es la media MRF específica del punto de la malla; �⃗⃗� 𝜇, �⃗⃗� 𝜇, �⃗⃗⃗� 𝜇 y �⃗⃗� 𝜇 (este-oeste, norte-

sud, noroeste-sudeste, noreste-sudoeste, respectivamente) son los coeficientes de la 

dependencia espacial MRF y 𝜏𝜇
2 es la varianza (ver ecuacion A1.35). Generalizando de forma 

matricial, La media �⃗⃗�  también puede ser definida como: 

�⃗⃗� |{�⃗⃗� 0, 𝜏𝜇
2, �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗⃗� 𝜇 , �⃗⃗� 𝜇}~𝐺𝑎𝑢 (�⃗⃗� 

0, (𝑰 − 𝑪𝜇)
−1
𝜏𝜇
2)  (4.4) 

donde 𝑪𝜇 es una matriz 16 × 16 con las subdiagonales dadas por �⃗⃗� 𝜇, �⃗⃗� 𝜇, �⃗⃗⃗� 𝜇 y �⃗⃗� 𝜇 . 

A continuación mostramos cómo se distribuyen por separado los cuatro parámetros en la matriz 

𝑪𝜇, para finalmente  ver como queda la matriz completa. 

- El parámetro �⃗⃗� 𝜇 se distribuye de la siguiente forma: 
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 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 

𝑪𝜇 =  

1 · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 · · · · · · · · · · · · 

2 𝛼𝜇
1 · 𝛼𝜇

1 𝛼𝜇
2 · · · · · · · · · · · · 

3 𝛼𝜇
2 𝛼𝜇

1 · 𝛼𝜇
1 · · · · · · · · · · · · 

4 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · · · · · · · · · · · · · 

5 · · · · · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 · · · · · · · · 

6 · · · · 𝛼𝜇
1 · 𝛼𝜇

1 𝛼𝜇
2 · · · · · · · · 

7 · · · · 𝛼𝜇
2 𝛼𝜇

1 · 𝛼𝜇
1 · · · · · · · · 

8 · · · · 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · · · · · · · · · 

9 · · · · · · · · · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 · · · · 

10 · · · · · · · · 𝛼𝜇
1 · 𝛼𝜇

1 𝛼𝜇
2 · · · · 

11 · · · · · · · · 𝛼𝜇
2 𝛼𝜇

1 · 𝛼𝜇
1 · · · · 

12 · · · · · · · · 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · · · · · 

13 · · · · · · · · · · · · · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 

14 · · · · · · · · · · · · 𝛼𝜇
1 · 𝛼𝜇

1 𝛼𝜇
2 

15 · · · · · · · · · · · · 𝛼𝜇
2 𝛼𝜇

1 · 𝛼𝜇
1 

16 · · · · · · · · · · · · 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · 

Figura 4.4: Distribución del parámetros �⃗⃗� 𝜇   en la matriz 𝑪𝜇  con estructura espacial diagrama de 

rosas con retardos completos 

- El parámetro �⃗⃗� 𝜇 se distribuye de la siguiente forma: 

  1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 

𝑪𝜇 =  

1 · · · · 𝛽𝜇
1 · · · 𝛽𝜇

2 · · · 𝛽𝜇
3 · · · 

2 · · · · · 𝛽𝜇
1 · · · 𝛽𝜇

2 · · · 𝛽𝜇
3 · · 

3 · · · · · · 𝛽𝜇
1 · · · 𝛽𝜇

2 · · · 𝛽𝜇
3 · 

4 · · · · · · · 𝛽𝜇
1 · · · 𝛽𝜇

2 · · · 𝛽𝜇
3 

5 𝛽𝜇
1 · · · · · · · 𝛽𝜇

1 · · · 𝛽𝜇
2 · · · 

6 · 𝛽𝜇
1 · · · · · · · 𝛽𝜇

1 · · · 𝛽𝜇
2 · · 

7 · · 𝛽𝜇
1 · · · · · · · 𝛽𝜇

1 · · · 𝛽𝜇
2 · 

8 · · · 𝛽𝜇
1 · · · · · · · 𝛽𝜇

1 · · · 𝛽𝜇
2 

9 𝛽𝜇
2 · · · 𝛽𝜇

1 · · · · · · · 𝛽𝜇
1 · · · 

10 · 𝛽𝜇
2 · · · 𝛽𝜇

1 · · · · · · · 𝛽𝜇
1 · · 

11 · · 𝛽𝜇
2 · · · 𝛽𝜇

1 · · · · · · · 𝛽𝜇
1 · 

12 · · · 𝛽𝜇
2 · · · 𝛽𝜇

1 · · · · · · · 𝛽𝜇
1 

13 𝛽𝜇
3 · · · 𝛽𝜇

2 · · · 𝛽𝜇
1 · · · · · · · 

14 · 𝛽𝜇
3 · · · 𝛽𝜇

2 · · · 𝛽𝜇
1 · · · · · · 

15 · · 𝛽𝜇
3 · · · 𝛽𝜇

2 · · · 𝛽𝜇
1 · · · · · 

16 · · · 𝛽𝜇
3 · · · 𝛽𝜇

2 · · · 𝛽𝜇
1 · · · · 

Figura 4.5: Distribución del parámetros �⃗⃗� 𝜇   en la matriz 𝑪𝜇  con estructura espacial 

diagrama de rosas con retardos completos 
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- El parámetro �⃗⃗⃗� 𝜇 se distribuye de como: 

   1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 

𝑪𝜇 =  

 1 · · · · · 𝜑𝜇
1 · · · · 𝜑𝜇

2 · · · · 𝜑𝜇
3 

 2 · · · · · · 𝜑𝜇
1 · · · · 𝜑𝜇

2 · · · · 

 3 · · · · · · · 𝜑𝜇
1 · · · · · · · · 

 4 · · · · · · · · · · · · · · · · 

 5 · · · · · · · · · 𝜑𝜇
1 · · · · 𝜑𝜇

2 · 

 6 𝜑𝜇
1 · · · · · · · · · 𝜑𝜇

1 · · · · 𝜑𝜇
2 

 7 · 𝜑𝜇
1 · · · · · · · · · 𝜑𝜇

1 · · · · 

 8 · · 𝜑𝜇
1 · · · · · · · · · · · · · 

 9 · · · · · · · · · · · · · 𝜑𝜇
1 · · 

 10 · · · · 𝜑𝜇
1 · · · · · · · · · 𝜑𝜇

1 · 

 11 𝜑𝜇
2 · · · · 𝜑𝜇

1 · · · · · · · · · 𝜑𝜇
1 

 12 · 𝜑𝜇
2 · · · · 𝜑𝜇

1 · · · · · · · · · 

 13 · · · · · · · · · · · · · · · · 

 14 · · · · · · · · 𝜑𝜇
1 · · · · · · · 

 15 · · · · 𝜑𝜇
2 · · · · 𝜑𝜇

1 · · · · · · 

 16 𝜑𝜇
3 · · · · 𝜑𝜇

2 · · · · 𝜑𝜇
1 · · · · · 

 
Figura 4.6: Distribución del parámetros �⃗⃗⃗� 𝜇   en la matriz 𝑪𝜇  con estructura espacial diagrama de 

rosas con retardos completos 

- El parámetro �⃗⃗� 𝜇 se distribuye de la siguiente forma: 

  1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 

𝑪𝜇 =  

 1 · · · · · · · · · · · · · · · · 

2 · · · · 𝜃𝜇
1 · · · · · · · · · · · 

3 · · · · · 𝜃𝜇
1 · · 𝜃𝜇

2 · · · · · · · 

4 · · · · · · 𝜃𝜇
1 · · 𝜃𝜇

2 · · 𝜃𝜇
3 · · · 

5 · 𝜃𝜇
1 · · · · · · · · · · · · · · 

6 · · 𝜃𝜇
1 · · · · · 𝜃𝜇

1 · · · · · · · 

7 · · · 𝜃𝜇
1 · · · · · 𝜃𝜇

1 · · 𝜃𝜇
2 · · · 

8 · · · · · · · · · · 𝜃𝜇
1 · · 𝜃𝜇

2 · · 

9 · · 𝜃𝜇
2 · · 𝜃𝜇

1 · · · · · · · · · · 

10 · · · 𝜃𝜇
2 · · 𝜃𝜇

1 · · · · · 𝜃𝜇
1 · · · 

11 · · · · · · · 𝜃𝜇
1 · · · · · 𝜃𝜇

1 · · 

12 · · · · · · · · · · · · · · 𝜃𝜇
1 · 

13 · · · 𝜃𝜇
3 · · 𝜃𝜇

2 · · 𝜃𝜇
1 · · · · · · 

14 · · · · · · · 𝜃𝜇
2 · · 𝜃𝜇

1 · · · · · 

15 · · · · · · · · · · · 𝜃𝜇
1 · · · · 

16 · · · · · · · · · · · · · · · · 

Figura 4.7: Distribución del parámetros �⃗⃗� 𝜇  en la matriz 𝑪𝜇  con estructura espacial diagrama de 

rosas con retardos completos 
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- Finalmente, los cuatro parámetros, �⃗⃗� 𝜇, �⃗⃗� 𝜇, �⃗⃗⃗� 𝜇 y �⃗⃗� 𝜇, se distribuyen: 

  1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 

𝑪𝜇 = 

 
 
 
 
 
 
 
 

1 · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 𝛽𝜇

1 𝜑𝜇
1 · · 𝛽𝜇

2 · 𝜑𝜇
2 · 𝛽𝜇

3 · · 𝜑𝜇
3 

2 𝛼𝜇
1 · 𝛼𝜇

1 𝛼𝜇
2 𝜃𝜇

1 𝛽𝜇
1 𝜑𝜇

1 · · 𝛽𝜇
2 · 𝜑𝜇

2 · 𝛽𝜇
3 · · 

3 𝛼𝜇
2 𝛼𝜇

1 · 𝛼𝜇
1 · 𝜃𝜇

1 𝛽𝜇
1 𝜑𝜇

1 𝜃𝜇
2 · 𝛽𝜇

2 · · · 𝛽𝜇
3 · 

4 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · · · 𝜃𝜇

1 𝛽𝜇
1 · 𝜃𝜇

2 · 𝛽𝜇
2 𝜃𝜇

3 · · 𝛽𝜇
3 

5 𝛽𝜇
1 𝜃𝜇

1 · · · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 𝛽𝜇

1 𝜑𝜇
1 · · 𝛽𝜇

2 · 𝜑𝜇
2 · 

6 𝜑𝜇
1 𝛽𝜇

1 𝜃𝜇
1 · 𝛼𝜇

1 · 𝛼𝜇
1 𝛼𝜇

2 𝜃𝜇
1 𝛽𝜇

1 𝜑𝜇
1 · · 𝛽𝜇

2 · 𝜑𝜇
2 

7 · 𝜑𝜇
1 𝛽𝜇

1 𝜃𝜇
1 𝛼𝜇

2 𝛼𝜇
1 · 𝛼𝜇

1 · 𝜃𝜇
1 𝛽𝜇

1 𝜑𝜇
1 𝜃𝜇

2 · 𝛽𝜇
2 · 

8 · · 𝜑𝜇
1 𝛽𝜇

1 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · · · 𝜃𝜇

1 𝛽𝜇
1  𝜃𝜇

2 · 𝛽𝜇
2 

9 𝛽𝜇
2 · 𝜃𝜇

2 · 𝛽𝜇
1 𝜃𝜇

1 · · · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 𝛽𝜇

1 𝜑𝜇
1 · · 

10 · 𝛽𝜇
2 · 𝜃𝜇

2 𝜑𝜇
1 𝛽𝜇

1 𝜃𝜇
1 · 𝛼𝜇

1 · 𝛼𝜇
1 𝛼𝜇

2 𝜃𝜇
1 𝛽𝜇

1 𝜑𝜇
1 · 

11 𝜑𝜇
2 · 𝛽𝜇

2 · · 𝜑𝜇
1 𝛽𝜇

1 𝜃𝜇
1 𝛼𝜇

2 𝛼𝜇
1 · 𝛼𝜇

1 · 𝜃𝜇
1 𝛽𝜇

1 𝜑𝜇
1 

12 · 𝜑𝜇
2 · 𝛽𝜇

2 · · 𝜑𝜇
1 𝛽𝜇

1 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · · · 𝜃𝜇

1 𝛽𝜇
1 

13 𝛽𝜇
3 · · 𝜃𝜇

3 𝛽𝜇
2 · 𝜃𝜇

2 · 𝛽𝜇
1 𝜃𝜇

1 · · · 𝛼𝜇
1 𝛼𝜇

2 𝛼𝜇
3 

14 · 𝛽𝜇
3 · · · 𝛽𝜇

2 · 𝜃𝜇
2 𝜑𝜇

1 𝛽𝜇
1 𝜃𝜇

1 · 𝛼𝜇
1 · 𝛼𝜇

1 𝛼𝜇
2 

15 · · 𝛽𝜇
3 · 𝜑𝜇

2 · 𝛽𝜇
2 · · 𝜑𝜇

1 𝛽𝜇
1 𝜃𝜇

1 𝛼𝜇
2 𝛼𝜇

1 · 𝛼𝜇
1 

16 𝜑𝜇
3 · · 𝛽𝜇

3 · 𝜑𝜇
2 · 𝛽𝜇

2 · · 𝜑𝜇
1 𝛽𝜇

1 𝛼𝜇
3 𝛼𝜇

2 𝛼𝜇
1 · 

 
Figura 4.8: Distribución de los parámetros espaciales en la matriz 𝑪𝜇  con estructura espacial 

diagrama de rosas con retardos completos 
 

La colocación de los parámetros espaciales en 𝑪𝑎𝑟 y 𝑯𝒓 siguen exactamente el mismo 

procedimiento que 𝑪𝜇. 
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5. Implementación de los HSBSTM complejos 

El proceso de ajuste de los HBSTM se basa en el método Gibbs Sampling, es decir, necesitamos 

calcular las distribuciones condicionales de todos los parámetros para poder estimarlos. En el 

caso de utilizar HBSTM complejos, el desarrollo de las distribuciones condicionales se vuelve a 

la vez más largo, por el aumento del número de parámetros, y más difícil, a causa de estructuras 

y relaciones entre parámetros más complejas. Además, es habitual ajustar varios modelos a 

unos mismos datos y, por tanto, para cada uno de ellos tenemos que realizar todo el proceso 

del cálculo de condicionadas. Afortunadamente, el proceso de añadir más complejidad al 

modelo presenta diferentes patrones. 

En esta sección mostraremos los patrones para las distribuciones condicionales para múltiples 

estacionalidades, estructuras espaciales complejas y múltiples retardos temporales 

autorregresivos. Además, presentamos, en forma de pseudocódigo, el cómo introducir los 

parámetros espaciales a sus respectivas matrices espaciales 𝑪’s (𝑪𝜇 o 𝑪𝑎𝑟). Finalmente, 

definiremos un método para minimizar el tiempo de ajuste de los parámetros espaciales. 

5.1. Modelo temporal a gran escala 

En los HBSTM, la componente responsable para ajustar las estructuras a gran escala 

(estacionalidades) es �⃗⃗⃗� 𝑡. Dependiendo del tipo de datos espacio-temporales, la estructura 

puede contener más de un estacionalidad; como por ejemplo, la temperatura horaria en un 

lugar durante varios años, la cual en general puede contener estacionalidades diarias y anuales. 

Para resolver esta complejidad, nuestra contribución en este punto es adaptar el número de 

distribuciones condicionales al número necesario de estacionalidades. 

En la ecuación 1.6 hemos definido las componentes de �⃗⃗⃗� 𝑡 para un número (𝑁) determinado de 

estacionalidades. Obviamente, como podemos ver en dicha ecuación, a la vez que crece el 

número de estacionalidades más parámetros se han de incluir en los cálculos de las 

distribuciones condicionales. Por esta razón, a continuación presentamos nuestra aportación 

para el cálculo de las distribuciones condicionadas ∀i ∈ {1,… ,𝑁}.  

Como hemos definido anteriormente, tenemos que �⃗� 𝑖 = 𝑷𝒇𝑖𝐿 donde 𝒇𝑖𝐿 ≡

(𝑓𝑖𝐿[1], 𝑓𝑖𝐿[2], 𝑓𝑖𝐿[3])
′ y �⃗⃗� 𝑖 = 𝑷𝒈𝑖𝐿 donde 𝒈𝑖𝐿 ≡ (𝑔𝑖𝐿[1], 𝑔𝑖𝐿[2], 𝑔𝑖𝐿[3])

′. Por ello, las 

distribuciones que hemos de calcular son [𝒇𝑖𝐿| ·] y [𝒈𝑖𝐿| ·]. 

 

Cálculo de [𝑓𝑖𝐿| ·] 

Tenemos 𝒇𝑖𝐿|�̃�𝑖𝐿 , �̃�𝑓𝑖𝐿~𝐺𝑎𝑢(�̃�𝑖𝐿 , �̃�𝑓𝑖𝐿) donde �̃�𝑖𝐿 ≡ (𝑓𝑖𝐿[1], 𝑓𝑖𝐿[2], 𝑓𝑖𝐿[3])
′
 y �̃�𝑓𝑖𝐿  es una matriz 

diagonal 3 por 3 con σ̃𝑓𝑖𝐿
2 [1], σ̃𝑓𝑖𝐿

2 [2] y σ̃𝑓𝑖𝐿
2 [3] en la diagonal principal, todas ellas son prioris. 

Entonces: 

 

 [𝒇𝑖𝐿| ·] ∝ [𝒇𝑖𝐿|�̃�𝑖𝐿, �̃�𝑓𝑖𝐿]∏ [�⃗⃗� 𝑡|�⃗⃗� , �⃗� 1, … , �⃗� 𝑁, �⃗⃗� 1, … , �⃗⃗� 𝑁 , �⃗⃗� 𝑡, 𝜎𝛾
2]𝑇

𝑡=1 ∝ 𝑒𝑥𝑝 {−
1

2
(𝒇𝑖𝐿 −

�̃�𝑖𝐿)
′
�̃�𝑓𝑖𝐿
−1(𝒇𝑖𝐿 − �̃�𝑖𝐿)} 𝑒𝑥𝑝 {−

1

2𝜎𝛾
2 [�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) + 𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) +

⋯+𝑷𝒇𝑁𝐿𝑐𝑜𝑠(𝑤𝑁𝑡) + 𝑷𝒈𝑁𝐿𝑠𝑖𝑛(𝑤𝑁𝑡) + �⃗⃗� 𝑡)]
′
× [[�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) +

𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) +⋯+ 𝑷𝒇𝑁𝐿𝑐𝑜𝑠(𝑤𝑁𝑡) + 𝑷𝒈𝑁𝐿𝑠𝑖𝑛(𝑤𝑁𝑡) + �⃗⃗� 𝑡)]]} ∝
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𝑒𝑥𝑝 {−
1

2
[𝒇𝑖𝐿
′ (�̃�𝑓𝑖𝐿

−1 +
1

𝜎𝛾
2∑ (𝑐𝑜𝑠(𝑤𝑖𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )𝒇𝑖𝐿 − 2(�̃�𝑖𝐿
′ �̃�𝑓𝑖𝐿

−1 +
1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 −

𝑻
𝑡=1

(�⃗⃗� + ∑ 𝑷𝒇𝑗𝐿 cos(𝑤𝑗𝑡)𝑗∈{1,…,𝑁}−{𝑖} + ∑ 𝑷𝒈𝑗𝐿 sin(𝑤𝑗𝑡)
𝑁
𝑗=1 + �⃗⃗� 𝑡)]

′
𝑷𝑐𝑜𝑠(𝑤𝑖𝑡)) 𝒇𝑖𝐿]} 

(5.1) 

Por ello, 

 [𝒇𝑖𝐿| ·]~𝐺𝑎𝑢 {(�̃�𝑓𝑖𝐿
−1 +

1

𝜎𝛾
2∑ cos(𝑤𝑖𝑡)

2 𝑷′𝑷𝑇
𝑡=1 )

−1

(�̃�𝑖𝐿
′ �̃�𝑓𝑖𝐿

−1 +
1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 − (�⃗⃗� +

𝑻
𝑡=1

∑ 𝑷𝒇𝑗𝐿 cos(𝑤𝑗𝑡)𝑗∈{1,…,𝑁}−{𝑖} + ∑ 𝑷𝒈𝑗𝐿 sin(𝑤𝑗𝑡)
𝑁
𝑗=1 + �⃗⃗� 𝑡)]

′
𝑷cos(𝑤𝑖𝑡)) , (�̃�𝑓𝑖𝐿

−1 +

1

𝜎𝛾
2∑ cos(𝑤𝑖𝑡)𝑷

′𝑷𝑇
𝑡=1 )

−1

} 

(5.1) 

 

Cálculo de [𝒈𝑖𝐿| ·] 

Por el otro lado, respecto a la parte de la variable �⃗⃗� 𝑖, tenemos que 

𝒈𝑖𝐿|�̃�𝑖𝐿 , , �̃�𝑔𝑖𝐿~𝐺𝑎𝑢(�̃�𝑖𝐿 , �̃�𝑔𝑖𝐿) donde �̃�𝑖𝐿 ≡ (�̃�𝑖𝐿[1], �̃�𝑖𝐿[2], �̃�𝑖𝐿[3])
′ y �̃�𝑔𝑖𝐿  es una matriz 

diagonal 3 por 3 con σ̃𝑔𝑖𝐿
2 [1], σ̃𝑔𝑖𝐿

2 [2] y σ̃𝑔𝑖𝐿
2 [3] en la diagonal principal. Donde: 

 [𝒈
𝑖𝐿
| ·] ∝ [𝒈

𝑖𝐿
|�̃�
𝑖𝐿
, �̃�𝑔𝑖𝐿]∏ [�⃗⃗� 𝑡|�⃗⃗� , �⃗� 1, … , �⃗�

 
𝑁
, �⃗⃗� 
1
, … , �⃗⃗� 

𝑁
, �⃗⃗� 𝑡, 𝜎𝛾

2]𝑇
𝑡=1 ∝ 𝑒𝑥𝑝 {−

1

2
(𝒈

𝑖𝐿
−

�̃�
𝑖𝐿
)
′
�̃�𝑔𝑖𝐿
−1
(𝒈

𝑖𝐿
− �̃�

𝑖𝐿
)} 𝑒𝑥𝑝 {−

1

2𝜎𝛾
2 [�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) + 𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) +

⋯+ 𝑷𝒇
𝑁𝐿
𝑐𝑜𝑠(𝑤𝑁𝑡) + 𝑷𝒈𝑁𝐿𝑠𝑖𝑛(𝑤𝑁𝑡) + �⃗⃗� 𝑡)]

′
× [[�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) +

𝑷𝒈
1𝐿
𝑠𝑖𝑛(𝑤1𝑡) + ⋯+ 𝑷𝒇𝑁𝐿𝑐𝑜𝑠(𝑤𝑁𝑡) + 𝑷𝒈𝑁𝐿𝑠𝑖𝑛(𝑤𝑁𝑡) + �⃗⃗� 𝑡)]]} ∝∝

𝑒𝑥𝑝 {−
1

2
[𝒈

𝑖𝐿
′ (�̃�𝑔𝑖𝐿

−1
+

1

𝜎𝛾
2∑ (𝑠𝑖𝑛(𝑤𝑖𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )𝒈
𝑖𝐿
− 2 (�̃�

𝑖𝐿
′
�̃�𝑔𝑖𝐿
−1
+

1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 − (�⃗⃗� + ∑ 𝑷𝒇

𝑗𝐿
cos(𝑤𝑗𝑡)

𝑁
𝑗=1 + ∑ 𝑷𝒈

𝑗𝐿
sin(𝑤𝑗𝑡)𝑗∈{1,…,𝑁}−{𝑖} +𝑻

𝑡=1

�⃗⃗� 𝑡)]
′

𝑷𝑠𝑖𝑛(𝑤𝑖𝑡))𝒈𝑖𝐿]} 

(5.3) 

Por ello, 

 [𝒈
𝑖𝐿
| ·]~𝐺𝑎𝑢 {(�̃�𝑔𝑖𝐿

−1
+

1

𝜎𝛾
2∑ sin(𝑤𝑖𝑡)

2 𝑷′𝑷𝑇
𝑡=1 )

−1

(�̃�
𝑖𝐿
′
�̃�𝑔𝑖𝐿
−1
+

1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 − (�⃗⃗� +

𝑻
𝑡=1

∑ 𝑷𝒇
𝑗𝐿
cos(𝑤𝑗𝑡)

𝑁
𝑗=1 + ∑ 𝑷𝒈

𝑗𝐿
sin(𝑤𝑗𝑡)𝑗∈{1,…,𝑁}−{𝑖} +

�⃗⃗� 𝑡)]
′

𝑷 sin(𝑤𝑖𝑡)) , (�̃�𝑔𝑖𝐿
−1
+

1

𝜎𝛾
2
∑ sin(𝑤𝑖𝑡)

2 𝑷′𝑷𝑇
𝑡=1 )

−1

} 

(5.4) 



27 
 

5.2. Estructura espacial 

Una vez hemos definido cómo se estructuran las matrices 𝑪’s en la sección 3, en esta sección 

explicamos cómo introducir los parámetros espaciales en dichas matrices en una malla de 𝑆 =

𝑛 ×𝑚 puntos espaciales. Además, explicamos el cálculo de las distribuciones condicionales de 

los parámetros espaciales. Finalmente, mostramos un método para garantizar que las matrices 

espaciales sean definidas positivas. 

5.2.1. Definición de las matrices 𝑪𝝁 y 𝑪𝒂  

A modo de recordatorio, en la sección 3 hemos indicado que los parámetros encargados de 

recoger las relaciones espaciales se encuentran en �⃗⃗�  y �⃗⃗� 𝑡. Concretamente, se alojan dentro de 

las matrices espaciales 𝑪𝜇, 𝑪𝑎𝑟 y 𝑯𝑟 de dimensiones 𝑆 × 𝑆. Además, mediante dos ejemplos, 

mostramos cómo se distribuyen los parámetros espaciales dentro de las matrices, mostrando 

sus patrones. 

En esta sección presentamos de una forma clara y precisa cómo introducir los parámetros en 𝑪 

(𝑪𝜇 o 𝑪𝑎𝑟). Concretamente lo haremos para los mismos ejemplos que en la sección 3, es decir, 

el “vecino más cercano” y “diagrama de rosas con retardos completos”. 

Inicialmente, presentamos dos funciones cuyo pseudocodigo es introducido más abajo: 

- ‘colocacion(valor,n,ncero)’: Devuelve un vector de longitud ‘n’ con ‘valor’ en las 

primeras ‘n-ncero’ posiciones y ‘ncero’ 0’s en el resto. 

- ‘actualizarContador(contador,n)’: Suma una unidad a ‘contador o asigna 1 si ‘contador 

no es igual a ‘n’. 

 

 

Ambas funciones ayudan a reducir la dimensión del pseudocódigo que mostraremos en las 

secciones siguientes. 

Vecino más cercano 

Consideramos un modelo VAR con estructura “vecino más cercano” con parámetros 𝛼 y 𝛽 

(ecuación 4.1). La estructura únicamente un retardo temporal, por tanto éstos parámetros son 

escalares. 

𝑭𝒖𝒏𝒄𝒊ó𝒏 𝑐𝑜𝑙𝑜𝑐𝑎𝑐𝑖𝑜𝑛(𝑣𝑎𝑙𝑜𝑟, 𝑛, 𝑛𝑐𝑒𝑟𝑜) 
𝑣𝑒𝑐𝑡𝑜𝑟 = 𝑣𝑒𝑐𝑡𝑜𝑟 𝑙𝑜𝑛𝑔𝑖𝑡𝑢𝑑 𝑛 𝑑𝑒 𝑐𝑒𝑟𝑜𝑠; 
𝑖 = 1; 
𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 𝑖 ≤ (𝑛 − 𝑛𝑧𝑒𝑟𝑜) 𝑯𝒂𝒄𝒆𝒓 

𝑣𝑒𝑐𝑡𝑜𝑟[𝑖] = 𝑣𝑎𝑙𝑜𝑟; 
𝑖 = 𝑖 + 1; 

𝑭𝒊𝒏 𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 
𝑫𝒆𝒗𝒐𝒍𝒗𝒆𝒓 𝑣𝑒𝑐𝑡𝑜𝑟; 

𝑭𝒊𝒏 𝑭𝒖𝒏𝒄𝒊ó𝒏 
Devuelve un vector de longitud “n” con (n-ncero) “valor” en esas primeras posiciones y “ncero” 0’s en las 
restantes 
 

 
𝑭𝒖𝒏𝒄𝒊ó𝒏 𝑎𝑐𝑡𝑢𝑎𝑙𝑖𝑧𝑎𝑟𝐶𝑜𝑛𝑡𝑎𝑑𝑜𝑟(𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟, 𝑛) 

𝑺𝒊 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 < 𝑛 𝑬𝒏𝒕𝒐𝒏𝒄𝒆𝒔 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 + 1; 
𝑺𝒊𝒏𝒐 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 1; 
𝑭𝒊𝒏 𝑺𝒊 
𝑫𝒆𝒗𝒐𝒍𝒗𝒆𝒓 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟; 

𝑭𝒊𝒏 𝑭𝒖𝒏𝒄𝒊ó𝒏 
Suma una unidad a ‘contador o asigna 1 si ‘contador no es igual a ‘n’. 
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A continuación explicamos cómo introducir los parámetros 𝛼 y 𝛽 en las matrices 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟): 

 𝛼 es el coeficiente este-oeste con un retardo en cada sentido. Un posible procedimiento 

para introducirlo en la matriz 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟) es: 

 

 𝛽 es el coeficiente norte-sur con un retardo en cada sentido, el cual se introduce en las 

matrices 𝑪’s de una forma similar al parámetro 𝛼: 

 
 

Diagrama de rosas con retardos completos 

En este caso consideramos un modelo VAR con estructura “diagrama de rosas con retardos 

completos” (ecuación 4.3) el cual tiene como parámetros �⃗⃗� , �⃗⃗� , �⃗⃗�  y �⃗⃗� . Todos ellos son 

parámetros donde la posición 𝑖 del vector representa la relación espacial del punto 𝑠 con el 

retardo espacial 𝑖 en la dirección que representa el vector. 

 �⃗⃗�  es un vector de longitud 𝑛1, donde 𝑛1 es el número de retardos horizontales. Un 

posible procedimiento para introducirlo en la matriz 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟) es: 

 
 �⃗⃗�  es un vector de longitud 𝑛2, donde 𝑛2 es el número de retardos verticales. Aquí, un 

posible procedimiento para introducirlo en la matriz 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟) es: 

 

𝑣𝑒𝑐𝑡𝑜𝑟𝐴𝑙𝑝ℎ𝑎 = 𝑐𝑜𝑙𝑜𝑐𝑎𝑐𝑖𝑜𝑛(𝛼, 𝑛, 0); 
𝑗 = 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 1; 
𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 𝑗 ≤ (𝑚 ∗ 𝑛 − 𝑚) 𝑯𝒂𝒄𝒆𝒓 

𝐶[𝑗, 𝑗 + 𝑚] = 𝐶[𝑗 + 𝑚, 𝑗] = 𝑣𝑎𝑙𝑜𝑟𝐴𝑙𝑝ℎ𝑎[𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟]; 
𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 𝑎𝑐𝑡𝑢𝑎𝑙𝑖𝑧𝑎𝑟𝐶𝑜𝑛𝑡𝑎𝑑𝑜𝑟(𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟, 𝑛) 

𝑭𝒊𝒏 𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 
Coloca en la subdiagonales ± 𝑚 de C, m-1 veces un vector de longitud n que contiene 𝛼  
 

𝑣𝑒𝑐𝑡𝑜𝑟𝐵𝑒𝑡𝑎 = 𝑐𝑜𝑙𝑜𝑐𝑎𝑐𝑖𝑜𝑛(𝛽, 𝑛, 1); 
𝑗 = 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 1; 
𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 𝑗 ≤ (𝑚 ∗ 𝑛 − 1) 𝑯𝒂𝒄𝒆𝒓 

𝐶[𝑗, 𝑗 + 1] = 𝐶[𝑗 + 1, 𝑗] = 𝑣𝑒𝑐𝑡𝑜𝑟𝐵𝑒𝑡𝑎[𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟]; 
𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 𝑎𝑐𝑡𝑢𝑎𝑙𝑖𝑧𝑎𝑟𝐶𝑜𝑛𝑡𝑎𝑑𝑜𝑟(𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟, 𝑛) 

𝑭𝒊𝒏 𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 
Coloca en la subdiagonales ± 1 de C ‘m’ veces un vector de longitud n con (n-1) 𝛽′𝑠  y en la última posición un 
0. La repetición ‘m’ no incluye el cero final en ‘vectorBeta’. 

𝑫𝒆𝒔𝒅𝒆 𝑖 = 1 𝒉𝒂𝒔𝒕𝒂 𝑛1 𝑯𝒂𝒄𝒆𝒓 
𝑣𝑒𝑐𝑡𝑜𝑟𝐴𝑙𝑝ℎ𝑎 = 𝑐𝑜𝑙𝑜𝑐𝑎𝑐𝑖𝑜𝑛(𝛼 [𝑖], 𝑛, 0); 
𝑗 = 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 1; 
𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 𝑗 ≤ (𝑚 ∗ 𝑛 − 𝑚 ∗ 𝑖) 𝑯𝒂𝒄𝒆𝒓 

𝐶[𝑗, 𝑗 + 𝑚 ∗ 𝑖] = 𝐶[𝑗 + 𝑚 ∗ 𝑖, 𝑗] = 𝑣𝑎𝑙𝑜𝑟𝐴𝑙𝑝ℎ𝑎[𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟]; 
𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 𝑎𝑐𝑡𝑢𝑎𝑙𝑖𝑧𝑎𝑟𝐶𝑜𝑛𝑡𝑎𝑑𝑜𝑟(𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟, 𝑛) 

𝑭𝒊𝒏 𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 
𝑭𝒊𝒏 𝑫𝒆𝒔𝒅𝒆 
Coloca en la subdiagonales ± (𝑚 ∗ 𝑖) de C, ‘m-i’ veces un vector de longitud ‘n’ que contiene el valor 𝛼[𝑖] 

𝑫𝒆𝒔𝒅𝒆 𝑖 = 1 𝒉𝒂𝒔𝒕𝒂 𝑛2 𝑯𝒂𝒄𝒆𝒓 

𝑣𝑒𝑐𝑡𝑜𝑟𝐵𝑒𝑡𝑎 = 𝑐𝑜𝑙𝑜𝑐𝑎𝑐𝑖𝑜𝑛(𝛽 [𝑖], 𝑛, 𝑖); 

𝑗 = 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 1; 
𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 𝑗 ≤ (𝑚 ∗ 𝑛 − 𝑖) 𝑯𝒂𝒄𝒆𝒓 

𝐶[𝑗, 𝑗 + 𝑖] = 𝐶[𝑗 + 𝑖, 𝑗] = 𝑣𝑒𝑐𝑡𝑜𝑟𝐵𝑒𝑡𝑎[𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟]; 
𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 𝑎𝑐𝑡𝑢𝑎𝑙𝑖𝑧𝑎𝑟𝐶𝑜𝑛𝑡𝑎𝑑𝑜𝑟(𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟, 𝑛) 

𝑭𝒊𝒏 𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 
𝑭𝒊𝒏 𝑫𝒆𝒔𝒅𝒆 
Coloca en la subdiagonales ± 𝑖 de C, ‘m’ veces un vector de longitud ‘n’ con (𝑛 − 𝑖),  𝛽[𝑖]′𝑠  y el resto 0’s. La 
repetición ‘m’ todos los valores de ‘vectorBeta’ son 𝛽[𝑖]. 



29 
 

 �⃗⃗�  es un vector de longitud 𝑛3, donde 𝑛3 es el número de retardos en diagonal. Y otra 

vez, un posible procedimiento para introducirlo en la matriz 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟) es: 

 

 �⃗⃗�  es un vector de longitud 𝑛4 , donde 𝑛4 es el número de retardos en diagonal inversa. 

En este caso, un posible procedimiento para introducirlo en la matriz 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟) es: 

 

Las longitudes máximas de los parámetros son: �⃗⃗�  es 𝑛1 = 𝑛𝑟𝑜𝑤𝑠 − 1, �⃗⃗�  es 𝑛2 = 𝑛𝑐𝑜𝑙𝑠 − 1, �⃗⃗�  

es 𝑛3 = min(nrows − 1, ncols − 1) y �⃗⃗�  es 𝑛4 = min(nrows − 1, ncols − 1). 

La distribuciones de �⃗⃗� , �⃗⃗� , �⃗⃗�  y �⃗⃗�  en la matriz 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟)  no afectan las unas con las otras; en 

otras palabras, no están superpuestas. 

A pesar de contener la misma estructura que 𝑪𝜇 y 𝑪𝑎𝑟, los parámetros de la matriz 𝑯𝑟 suelen 

ser definidos con otro comportamiento, el cual es explicado en el punto 5.3.1. Pero, en general, 

la diferencia principal es que se suele diferencial entre ambos sentidos de una misma dirección. 

En este caso, 𝑯𝑟 no es simétrica y esta restricción se tiene que tener en cuenta a la hora de 

colocar los parámetros espaciales en 𝑯𝑟. 

5.2.2. Derivación de las distribuciones condicionales de 𝑪𝜇 

En esta sección definimos como calcular los parámetros que contienen la relación espacial en �⃗⃗� , 

los cuales tienen la estructura espacial “diagrama de rosas con retardos completos”. 

Por ello, tenemos los parámetros �⃗⃗� 𝜇, �⃗⃗� 𝜇, �⃗⃗� 𝜇 y �⃗⃗� 𝜇. 

 �⃗⃗� 𝜇 = {𝛼𝜇
1, … , 𝛼𝜇

𝑛1}  

 �⃗⃗� 𝜇 = {𝛽𝜇
1, … , 𝛽𝜇

𝑛2}  

 �⃗⃗� 𝜇 = {𝜑𝜇
1, … , 𝜑𝜇

𝑛3}  

 �⃗⃗� 𝜇 = {𝜃𝜇
1, … , 𝜃𝜇

𝑛4}  

Además, 𝛼𝜇
1~𝐺𝑎𝑢(�̃�𝜇

1, �̃�𝛼𝜇1
2 ), donde �̃�𝜇

1 y �̃�𝛼𝜇1
2  son las hiperprioris de 𝛼𝜇

1 y, tanto el resto de 

parámetros de �⃗⃗� 𝜇 como de �⃗⃗� 𝜇, �⃗⃗� 𝜇 y �⃗⃗� 𝜇, son distribuidos de la misma forma. 

𝑫𝒆𝒔𝒅𝒆 𝑖 = 1 𝒉𝒂𝒔𝒕𝒂 𝑛3 𝑯𝒂𝒄𝒆𝒓 
𝑣𝑒𝑐𝑡𝑜𝑟𝑃ℎ𝑖 = 𝑐𝑜𝑙𝑜𝑐𝑎𝑐𝑖𝑜𝑛(�⃗� [𝑖], 𝑛, 𝑖); 
𝑗 = 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 1; 

𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 𝑗 ≤ (𝑚 ∗ 𝑛 − (𝑚 ∗ 𝑖 + 𝑖)) 𝑯𝒂𝒄𝒆𝒓 

𝐶[𝑗, 𝑗 + 𝑚 ∗ 𝑖 + 𝑖] = 𝐶[𝑗 + 𝑚 ∗ 𝑖 + 𝑖, 𝑗] = 𝑣𝑒𝑐𝑡𝑜𝑟𝑃ℎ𝑖[𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟]; 
𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 𝑎𝑐𝑡𝑢𝑎𝑙𝑖𝑧𝑎𝑟𝐶𝑜𝑛𝑡𝑎𝑑𝑜𝑟(𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟, 𝑛) 

𝑭𝒊𝒏 𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 
𝑭𝒊𝒏 𝑫𝒆𝒔𝒅𝒆 
Coloca en la subdiagonales ± (𝑚 ∗ 𝑖 + 𝑖) de C, (m-i) veces un vector de longitud ‘n’ con (n-i) 𝜑[𝑖]′𝑠  y en las 
últimas ‘i’ posiciones, 0’s. La posición  (m-i) todos los valores de ‘vectorPhi’ son 𝜑[𝑖].  

𝑫𝒆𝒔𝒅𝒆 𝑖 = 1 𝒉𝒂𝒔𝒕𝒂 𝑛4 𝑯𝒂𝒄𝒆𝒓 

𝑣𝑒𝑐𝑡𝑜𝑟𝑇ℎ𝑒𝑡𝑎 = 𝑐𝑜𝑙𝑜𝑐𝑎𝑐𝑖𝑜𝑛(𝜃 [𝑖], 𝑛, 𝑖); 

𝑣𝑒𝑐𝑡𝑜𝑟𝑇ℎ𝑒𝑡𝑎 = 𝑟𝑒𝑜𝑟𝑑𝑒𝑛𝑎𝑟 𝑣𝑒𝑐𝑡𝑜𝑟𝑇ℎ𝑒𝑡𝑎 𝑒𝑛 𝑠𝑒𝑛𝑡𝑖𝑑𝑜 𝑖𝑛𝑣𝑒𝑟𝑠𝑜; 
𝑗 = 𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 1; 

𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 𝑗 ≤ (𝑚 ∗ 𝑛 − (𝑚 ∗ 𝑖 − 𝑖)) 𝑯𝒂𝒄𝒆𝒓 

𝐶[𝑗, 𝑗 + 𝑚 ∗ 𝑖 − 𝑖] = 𝐶[𝑗 + 𝑚 ∗ 𝑖 − 𝑖, 𝑗] = 𝑣𝑒𝑐𝑡𝑜𝑟𝑇ℎ𝑒𝑡𝑎[𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟]; 
𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟 = 𝑎𝑐𝑡𝑢𝑎𝑙𝑖𝑧𝑎𝑟𝐶𝑜𝑛𝑡𝑎𝑑𝑜𝑟(𝑐𝑜𝑛𝑡𝑎𝑑𝑜𝑟, 𝑛) 

𝑭𝒊𝒏 𝑴𝒊𝒆𝒏𝒕𝒓𝒂𝒔 
𝑭𝒊𝒏 𝑫𝒆𝒔𝒅𝒆 
Coloca en la subdiagonales ± (𝑚 ∗ 𝑖 − 𝑖) de C, (m-i) veces un vector de longitud ‘n’ con un cero en las ‘i’ 
primeras posiciones y en el resto  𝜃[𝑖]′𝑠. La última ‘i’ todos los valores de ‘vectorTheta’ son 0. 
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Entonces definimos [𝛼𝜇
𝑖 | ·] ∀i ∈ {1,… , 𝑛1} como ejemplo de referencia para derivar las 

distribuciones condicionales de [𝛽𝜇
𝑖 | ·], [𝜑𝜇

𝑖 | ·] y [𝜃𝜇
𝑖 | ·], ya que todas ellas se derivan de una 

forma similar. Por ello, [𝛼𝜇
𝑖 | ·] se define como: 

 [𝛼𝜇
𝑖 | ·] ∝ [�⃗⃗� |�⃗⃗� 0, �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , 𝜏𝜇

2] [𝛼𝜇
𝑖 |�̃�𝜇

𝑖 , �̃�
𝛼𝜇
𝑖
2 ] ∝

1

|(𝑰−𝑪𝜇)
−1
|

1
2

𝑒𝑥𝑝 {−
1

2𝜏𝜇
2 (�⃗⃗� − �⃗⃗� 0)

′(𝑰 −

𝑪𝜇)(�⃗⃗� − �⃗⃗� 0)} × 𝑒𝑥𝑝 {−
1

2�̃�
𝛼𝜇
𝑖
2 (𝛼𝜇

𝑖 − �̃�𝜇
𝑖 )
2
} 

(5.5) 

El hecho de que en la derivación de la distribución condicionada de 𝛼𝜇
𝑖  contenga un 

determinante provoca que su derivación sea muy difícil. Para resolver este problema, utilizamos 

la clásica aproximación de la estimación MRF (e.g., Cressie, 1993, pp. 461-3) para estimar su 

pseudo-verosimilitud. Por ello, definimos: 

 [𝛼𝜇
𝑖 | ·] ∝ ∏ [𝜇(𝒔𝑗)|𝜇(𝒔𝑘), 𝑘 ≠ 𝑗; 𝝁

0, �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , 𝜏𝜇
2]𝑆

𝑗=1 [𝛼𝜇
𝑖 |�̃�𝜇

𝑖 , �̃�
𝛼𝜇
𝑖
2 ] ∝

𝑒𝑥𝑝 {−
1

2𝜏𝜇
2 [∑ ∑ [𝜇(𝑘, 𝑙) − 𝜇0(𝑘, 𝑙) − ∑ 𝛼𝜇

𝑗{𝜇(𝑘 − 𝑗, 𝑙) − 𝜇0(𝑘 − 𝑗, 𝑙) +𝑗∈𝑛1𝑙𝑘

𝜇(𝑘 + 𝑗, 𝑙) − 𝜇0(𝑘 + 𝑗, 𝑙)} − ∑ 𝛽𝜇
𝑗{𝜇(𝑘, 𝑙 − 𝑗) − 𝜇0(𝑘, 𝑙 − 𝑗) + 𝜇(𝑘, 𝑙 + 𝑗) −𝑗∈𝑛2

𝜇0(𝑘, 𝑙 + 𝑗)} − ∑ 𝜑𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 − 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 + 𝑗) −𝑗∈𝑛3

𝜇0(𝑘 + 𝑗, 𝑙 + 𝑗)} − ∑ 𝜃𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 + 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 − 𝑗) −𝑗∈𝑛4

𝜇0(𝑘 + 𝑗, 𝑙 − 𝑗)}]]} 𝑒𝑥𝑝 {−
1

2�̃�
𝛼𝜇
𝑖
2 (𝛼𝜇

𝑖 − �̃�𝜇
𝑖 )
2
} ∝ 𝑒𝑥𝑝 {−

1

2
[(𝛼𝜇

𝑖 )
2
(
1

𝜏𝜇
2 ∑ ∑ (𝜇(𝑘 −𝑙𝑘

𝑖, 𝑙) − 𝜇0(𝑘 − 𝑖, 𝑙) + 𝜇(𝑘 + 𝑖, 𝑙) − 𝜇0(𝑘 + 𝑖, 𝑙))
2
+

1

�̃�
𝛼𝜇
𝑖
2 ) − 2𝛼𝜇

𝑖 (
�̃�𝜇
𝑖

�̃�
𝛼𝜇
𝑖
2 +

∑ ∑ {𝜇(𝑘 − 𝑖, 𝑙) − 𝜇0(𝑘 − 𝑖, 𝑙) + 𝜇(𝑘 + 𝑖, 𝑙) − 𝜇0(𝑘 + 𝑖, 𝑙)}[𝜇(𝑘, 𝑙) − 𝜇0(𝑘, 𝑙) −𝑙𝑘

∑ 𝛼𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙) − 𝜇0(𝑘 − 𝑗, 𝑙) + 𝜇(𝑘 + 𝑗, 𝑙) − 𝜇0(𝑘 + 𝑗, 𝑙)}𝑗∈𝑛1−{𝑖} −

∑ 𝛽𝜇
𝑗{𝜇(𝑘, 𝑙 − 𝑗) − 𝜇0(𝑘, 𝑙 − 𝑗) + 𝜇(𝑘, 𝑙 + 𝑗) − 𝜇0(𝑘, 𝑙 + 𝑗)}𝑗∈𝑛2 −

∑ 𝜑𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 − 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 + 𝑗)}𝑗∈𝑛3 −

∑ 𝜃𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 + 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 − 𝑗)}𝑗∈𝑛4 ])]} 

(5.6) 

Entonces, 
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 𝛼𝜇
𝑖 | · ~𝐺𝑎𝑢{(

1

𝜏𝜇
2 ∑ ∑ (𝜇(𝑘 − 𝑖, 𝑙) − 𝜇0(𝑘 − 𝑖, 𝑙) + 𝜇(𝑘 + 𝑖, 𝑙) − 𝜇0(𝑘 + 𝑖, 𝑙))

2
𝑙𝑘 +

1

�̃�
𝛼𝜇
𝑖
2 )

−1

×

(
�̃�𝜇
𝑖

�̃�
𝛼𝜇
𝑖
2 + ∑ ∑ {𝜇(𝑘 − 𝑖, 𝑙) − 𝜇0(𝑘 − 𝑖, 𝑙) + 𝜇(𝑘 + 𝑖, 𝑙) − 𝜇𝜇00(𝑘 + 𝑖, 𝑙)}[𝜇(𝑘, 𝑙) −𝑙𝑘

𝜇0(𝑘, 𝑙) − ∑ 𝛼𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙) − 𝜇0(𝑘 − 𝑗, 𝑙) + 𝜇(𝑘 + 𝑗, 𝑙) − 𝜇0(𝑘 + 𝑗, 𝑙)}𝑗∈𝑛1−{𝑖} −

∑ 𝛽𝜇
𝑗{𝜇(𝑘, 𝑙 − 𝑗) − 𝜇0(𝑘, 𝑙 − 𝑗) + 𝜇(𝑘, 𝑙 + 𝑗) − 𝜇0(𝑘, 𝑙 + 𝑗)}𝑗∈𝑛2 −

∑ 𝜑𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 − 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 +𝑗∈𝑛3

𝑗)} − ∑ 𝜃𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 + 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 − 𝑗) −𝑗∈𝑛4

𝜇0(𝑘 + 𝑗, 𝑙 − 𝑗)}]) , (
1

𝜏𝜇
2 ∑ ∑ (𝜇(𝑘 − 𝑖, 𝑙) − 𝜇0(𝑘 − 𝑖, 𝑙) + 𝜇(𝑘 + 𝑖, 𝑙) −𝑙𝑘

𝜇0(𝑘 + 𝑖, 𝑙))
2
+

1

�̃�
𝛼𝜇
𝑖
2 )

−1

} 

(5.7) 

Para el caso de la matriz 𝑪𝑎𝑟, las distribuciones de los parámetros �⃗⃗� 𝑎𝑟, �⃗⃗� 𝑎𝑟, �⃗⃗� 𝑎𝑟 y �⃗⃗� 𝑎𝑟  se calculan 

de una forma similar a 𝑪𝜇. 

5.2.3. Mejorando el procedimiento Metrópolis-Hastings 

El procedimiento para estimar las pseudo-verosimilitudes de los parámetros de las matrices 

𝑪′𝑠 (𝑪𝜇 𝑜𝑟 𝑪𝑎𝑟) se basan en el método Metropolis-Hastings (M-H), tal y como especificamos en 

la sección anterior. Uno de los contratiempos de este procedimiento es que es un método 

computacional muy intensivo. Además, cuando usamos una estructura espacial compleja para 

definir 𝑪, se genera otro problema. Éste proviene de las definiciones de las distribuciones 

condicionales de [𝝁0𝐿| ·] y [𝒂0𝐿| ·] (por ejemplo ecuaciones 8.67 y 8.69), donde en su varianza 

contiene una inversa que incluye (𝜤 − 𝑪) = 𝑨 y, por ello, la matriz 𝑨 ha de ser definida positiva. 

Esto provoca que el cálculo del parámetro 𝑐𝑖𝑗  usando el algoritmo M-H se ha de repetir tantas 

veces como sea necesario hasta que 𝑨 sea definida positiva. Este contratiempo puede aumentar 

enormemente el tiempo de CPU del algoritmo de estimación espacio-temporal. 

Nuestra contribución en este punto es utilizar un procedimiento para obtener el rango de 

valores de 𝑐𝑖𝑗  en la matriz 𝑪 donde 𝑨 es definida positiva. Este procedimiento se basa en el 

teorema 3.5.9 propuesto por Dennis y Schnabel (1996), donde definen: 

Permitamos 𝑨 ∈ ℝ𝑛𝑥𝑛 ser simétrica con valores propios 𝜆1, … , 𝜆𝑛. Entonces, 

 min
1≤𝑖≤𝑛

𝜆𝑖 ≥ min
1≤𝑖≤𝑛

{
 
 

 
 

𝑎𝑖𝑖 −∑|𝑎𝑖𝑗|

𝑛

𝑗=1
𝑗≠𝑖 }
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max
1≤𝑘≤𝑛

𝜆𝑘 ≤ max
1≤𝑘≤𝑛

{
 
 

 
 

𝑎𝑘𝑘 −∑|𝑎𝑘𝑗|

𝑛

𝑗=1
𝑗≠𝑘 }

 
 

 
 

 

(5.8) 

Una vez obtenemos el intervalo, utilizamos la distribución condicional truncada de [𝑐𝑖𝑗| ·] para 

forzar sus valores a ser distribuidos sólo en el intervalo. Con este procedimiento, el algoritmo 

M-H es ejecutado solo una vez para cada parámetro. 

Debido a la gran complejidad de problema que estamos considerando, usar el M-H sin nuestra 

aportación puede causar la no-convergencia del algoritmo, además del alto coste computacional 

porque, en general, el algoritmo es muy sensible a los valores iniciales y, además, la elección de 

los valores iniciales en este algoritmo es de vital importancia para una correcta y rápida 

estimación de los parámetros involucrados.  

5.3. Modelo temporal a pequeña escala 

En los HBSTM, la componente de albergar la relación espacio-temporal a pequeña escala es �⃗⃗� 𝑡. 
El procedimiento más común para ajustar esta parte es mediante un modelo STARMA, tal y 
como hemos definido en la ecuación 1.7. 
 
Las relaciones entre los retardos espaciales se alojan en la matriz 𝑯𝑟 y dependiendo de la 
relación espacial definida la distribución de dichos parámetros en 𝑯𝑟 puede cambiar. 
 
En general, la matriz 𝑯𝑟 contiene la misma estructura que las matrices 𝑪𝜇 y 𝑪𝑎𝑟, definidas 

previamente en la sección 4. La diferencia principal es que los parámetros en 𝑪𝜇 y 𝑪𝑎𝑟 

contemplan la misma relación entre ambos sentidos de la misma dirección (ej. la misma relación 
entre norte y sur) y, en 𝑯𝑟, generalmente ambos sentidos son diferentes. Si consideramos el 
ejemplo simple presentado en la sección 1, el modelo usa una estructura espacial “vecino más 
cercano” con los parámetros 𝛼 y 𝛽 en las matrices 𝑪’s (𝑪𝜇 y 𝑪𝑎). Sin embargo, en 𝑯1 se 

consideran los parámetros 𝑏, 𝑐, 𝑑 y 𝑒. 
 
Respecto a los parámetros en 𝑯𝑟, el vector �⃗⃗� 𝑟 se aloja en la diagonal principal y es el parámetro 
autorregresivo ‘puro’, es decir, es la relación del punto espacial consigo mismo en el pasado. En 
las subdiagonales se alojan los parámetros autorregresivos temporales un punto espacial 
relacionado con sus vecinos espaciales. En otras palabras, y usando el ejemplo de la Figura 5.1 

de un retardo temporal 𝑟 fijado y el punto espacial 1, ℎ𝑟
1,1𝑋𝑡−𝑟

1  muestra la relacion temporal del 

punto espacial 1 consigo mismo mientras ∑ ℎ𝑟
1,𝑖𝑋𝑡−𝑟

𝑖𝑆
𝑖=2  exhibe la relación temporal con el resto 

de puntos espaciales de la malla. 
 

𝑯𝑟�⃗⃗� 𝑡−𝑟 = (
ℎ𝑟
1,1 ℎ𝑟

1,2 … ℎ𝑟
1,𝑆

⋮ ⋮ ⋱ ⋮
…

)(
𝑋𝑡−𝑟
1

⋮
𝑋𝑡−𝑟
𝑆
) 

Figura 5.1: Multiplicación de 𝑯𝒓 y �⃗⃗� 𝒕−𝒓  

En esta sección, para poder introducir la metodología del cálculo de las distribuciones 

condicionales de los parámetros de �⃗⃗� 𝑡, lo haremos a través de un ejemplo el cual contiene 𝐾 

retardos temporales y una estructura espacial “diagrama de rosas con retardos completos”. 
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En los siguientes subapartados definiremos los parámetros del modelo para después definir sus 

distribuciones condicionales. 

5.3.1. Definición teórica del modelo 

En este ejemplo consideramos la estructura “diagrama de rosas con retardos completos” para 
definir la relación espacio-temporal entre un punto espacial con su pasado y sus vecinos 
espaciales (ver Figura 5.2). Por ello, tenemos ocho  vectores indicando las posibles direcciones. 
Si comparamos en este caso 𝑯𝑟 con las matrices 𝑪𝜇 y 𝑪𝑎𝑟, consideramos la posible existencia 

de diferencias entre ambos sentidos de una misma dirección, por ejemplo, en la dirección 
vertical diferenciamos entre norte y sur. 
 
En caso de utilizar la misma estructura espacial pero con menos retardos espaciales o 
direcciones,  cabe remarcar que son casos particulares al que estamos desarrollando en esta 
sección. 
 

 
Figure 5.2: Estructura “diagrama de rosas con retardos completos” considerando diferente comportamiento entre 

los dos sentidos de una dirección. 

Como hemos comentado anteriormente, el modelo STARMA tiene 𝐾 retardos temporales; 
entonces contendrá 𝐾 diferentes matrices 𝑯𝑟 con sus respectivos parámetros. 
 
Entonces, el vector �⃗⃗� 𝑟, 𝑟 ∈ {1,… , 𝐾} se define como: 
 
 𝑎𝑟(𝑘, 𝑙)|{𝑎𝑟(𝑖, 𝑗): (𝑖, 𝑗) ≠ (𝑘, 𝑙)}~ 

 ~𝐺𝑎𝑢{𝑎𝑟
0(𝑘, 𝑙) + +∑ 𝛼𝑎𝑟

𝑖 {(𝑎𝑟(𝑘 − 𝑖, 𝑙) − 𝑎𝑟
0(𝑘 − 𝑖, 𝑙)) + (𝑎𝑟(𝑘 + 𝑖, 𝑙) −𝑖∈𝑛1

𝑎𝑟
0(𝑘 + 𝑖, 𝑙))} + ∑ 𝛽𝑎𝑟

𝑖 {(𝑎𝑟(𝑘, 𝑙 − 𝑖) − 𝑎𝑟
0(𝑘, 𝑙 − 𝑖)) + (𝑎𝑟(𝑘, 𝑙 + 𝑖) −𝑖∈𝑛2

𝑎𝑟
0(𝑘, 𝑙 + 𝑖))} + ∑ 𝜑𝑎𝑟

𝑖 {(𝑎𝑟(𝑘 − 𝑖, 𝑙 − 𝑖) − 𝑎𝑟
0(𝑘 − 𝑖, 𝑙 − 𝑖)) +𝑖∈𝑛3

(𝑎𝑟(𝑘 + 𝑖, 𝑙 + 𝑖) − 𝑎𝑟
0(𝑘 + 𝑖, 𝑙) + 𝑖)} + ∑ 𝜃𝑎𝑟

𝑖 {(𝑎𝑟(𝑘 − 𝑖, 𝑙 + 𝑖) −𝑖∈𝑛4

𝑎𝑟
0(𝑘 − 𝑖, 𝑙 + 𝑖)) + (𝑎𝑟(𝑘 + 𝑖, 𝑙 − 𝑖) − 𝑎𝑟

0(𝑘 + 𝑖, 𝑙 − 𝑖))}, 𝜏𝑎𝑟
2 } 

(5.9) 

Y definimos los parámetros de las subdiagonales como: 
 

 �⃗⃗⃗� 𝑟 = 𝑊𝑒𝑎𝑠𝑡 = {𝑊𝑟
1, … ,𝑊𝑟

𝑛1} 

 �⃗� 𝑟 = 𝐸𝑎𝑠𝑡 = {𝐸𝑟
1, … , 𝐸𝑟

𝑛1} 

 �⃗⃗� 𝑟 = 𝑁𝑜𝑟𝑡ℎ = {𝑁𝑟
1, … , 𝑁𝑟

𝑛2} 

 𝐒 𝑟 = 𝑆𝑜𝑢𝑡ℎ = {𝑆𝑟
1, … , 𝑆𝑟

𝑛2} 

 𝐒𝐄⃗⃗ ⃗⃗ 𝑟 = 𝑆𝑜𝑢𝑡ℎ𝐸𝑎𝑠𝑡 = {𝑆𝐸𝑟
1, … , 𝑆𝐸𝑟

𝑛3} 

 𝐍𝐖⃗⃗⃗⃗⃗⃗  ⃗𝑟 = 𝑁𝑜𝑟𝑡ℎ𝑊𝑒𝑎𝑠𝑡 = {𝑁𝑊𝑟
1, … , 𝑁𝑊𝑟

𝑛3} 

�⃗⃗� 𝑟  �⃗⃗⃗⃗� 𝑟 

𝑵𝑬⃗⃗⃗⃗⃗⃗ 𝑟 

𝑺𝑬⃗⃗⃗⃗  ⃗ 

𝑵𝑾⃗⃗⃗⃗⃗⃗⃗⃗ 𝑟 

𝑺𝑾⃗⃗⃗⃗⃗⃗  ⃗𝑟 

�⃗⃗� 𝑟 

�⃗⃗� 𝑟 
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 𝐒𝐖⃗⃗⃗⃗ ⃗⃗ 𝑟 = 𝑆𝑜𝑢𝑡ℎ𝑊𝑒𝑎𝑠𝑡 = {𝑆𝑊𝑟
1, … , 𝑆𝑊𝑟

𝑛4} 

 𝐍𝐄⃗⃗⃗⃗  ⃗𝑟 = 𝑁𝑜𝑟𝑡ℎ𝐸𝑎𝑠𝑡 = {𝑁𝐸𝑟
1, … , 𝑁𝐸𝑟

𝑛4} 
 

𝑁𝑟
1~𝐺𝑎𝑢(�̃�0𝑟

1 , �̃�
𝑁𝑟
1
2 ), donde �̃�0𝑟

𝑗
 y �̃�

𝑁𝑟
1
2  son las hiperprioris de 𝑁𝑟

1, y los el resto de parámetros se 

distribuyen de forma similar. 
 

Para visualizar la estructura de parámetros de �⃗⃗� 𝑡, mostramos la siguiente figura: 
 

 
Figure 5.3: Estructura paramétrica de �⃗⃗� 𝒕 

Donde: 

 𝑯𝑟: Matriz de la relación espacio-temporal en el retardo 𝑟 que contiene los parámetros  

�⃗⃗� 𝑟, �⃗⃗� 𝑟, �⃗⃗� 𝑟 , �⃗⃗⃗⃗� 𝑟, �⃗⃗� 𝑟, 𝑵𝑾⃗⃗⃗⃗⃗⃗⃗⃗ 𝑟, 𝑺𝑬⃗⃗⃗⃗  ⃗𝑟 , 𝑵𝑬⃗⃗⃗⃗⃗⃗ 𝑟 y 𝑺𝑾⃗⃗⃗⃗⃗⃗  ⃗𝑟 

 �⃗⃗� 𝑟, �⃗⃗� 0𝑟, 𝒂0𝑟𝐿: Coeficientes autorregresivos del retardo 𝑟 en el mismo punto espacial. 

 𝑪𝑟: Matriz de la relación espacial que contiene los vectores �⃗⃗� 𝑎𝑟 , �⃗⃗�
 
𝑎𝑟 , �⃗⃗� 𝑎𝑟 y �⃗⃗� 𝑎𝑟 

 �⃗⃗� 𝑎𝑟 , �⃗⃗�
 
𝑎𝑟 , �⃗⃗� 𝑎𝑟 , �⃗⃗�

 
𝑎𝑟: Coeficientes de la relación espacial este-oeste, norte-sur, noreste-

sudoeste y noroeste-sudeste  de �⃗⃗�  

 �⃗⃗� 𝑟, �⃗⃗� 𝑟, �⃗⃗⃗⃗� 𝑟 , �⃗⃗� 𝑟, 𝑵𝑾⃗⃗⃗⃗⃗⃗⃗⃗ 𝑟, 𝑺𝑬⃗⃗⃗⃗  ⃗𝑟, 𝑵𝑬⃗⃗⃗⃗⃗⃗ 𝑟, 𝑺𝑾⃗⃗⃗⃗⃗⃗  ⃗𝑟: Coeficientes temporales autorregresivos del 
punto 𝑠 con sus vecinos espaciales.  

 

5.3.2. Definición de las distribuciones condicionales 

A continuación mostramos las definiciones de las distribuciones condicionadas de los 
parámetros de  𝑯𝑟. 

Parámetro �⃗⃗� 𝑟  

La distribución condicional [�⃗⃗� 𝑟| ·] es definida como: 

�⃗⃗� 𝑡 

𝑯1 𝑯𝑟 

�⃗⃗� 𝑟
0 

�⃗⃗� 𝑟
0 = 𝑷𝒂1

0𝐿 

𝑪𝑟 

�⃗⃗� 𝑟 �⃗⃗� 𝑟 

�⃗⃗⃗⃗� 𝑟 �⃗⃗� 𝑟 

𝑵𝑾⃗⃗⃗⃗⃗⃗⃗⃗ 𝑟 𝑺𝑬⃗⃗⃗⃗  ⃗𝑟 

𝑵𝑬⃗⃗⃗⃗⃗⃗ 𝑟 𝑺𝑾⃗⃗⃗⃗⃗⃗  ⃗𝑟 

�⃗⃗� 𝑎𝑟 �⃗⃗� 𝑎𝑟 
�⃗⃗� 𝑎𝑟 �⃗⃗� 𝑎𝑟 

𝑯𝐾 
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 [�⃗⃗� 𝑟| ·] ∝ ∏ [�⃗⃗� 𝑡|�⃗⃗� 𝑡−1, 𝑯1, … , �⃗⃗� 𝑡−𝐾 , 𝑯𝐾 , 𝜎𝜂
2]𝑻

𝑡=1 [�⃗⃗� 𝑟|�⃗⃗� 𝑟
0, 𝜏𝑎𝑟

2 , 𝛼 𝑎𝑟 , 𝛽
 
𝑎𝑟 , �⃗� 𝑎𝑟 , 𝜃

 
𝑎𝑟] ∝

𝑒𝑥𝑝 {−
1

2𝜎𝑛
2∑ (�⃗⃗� 𝑡 − 𝑋𝑡−𝑟𝑎 𝑟 − 𝐻𝑎𝑟𝑋

 
𝑡−𝑟 − ∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} )

′
(�⃗⃗� 𝑡 − 𝑋𝑡−𝑟𝑎 𝑟 −

𝑇
𝑡=1

𝐻𝑎𝑟𝑋
 
𝑡−𝑟 − ∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} )} 𝑒𝑥𝑝 {−

1

2𝜏𝑎1
2 (�⃗⃗� 𝑟 − �⃗⃗� 𝑟

0)′(𝑰 − 𝑪𝑎𝑟)(�⃗⃗� 𝑟 − �⃗⃗� 𝑟
0)} ∝

 𝑒𝑥𝑝 {−
1

2
[�⃗⃗� 𝑟
′ (

1

𝜎𝑛
2∑ 𝑿𝑡−𝑟𝑿𝑡−𝑟

𝑇
𝑡=1 +

1

𝜏𝑎𝑟
2 (𝑰 − 𝑪𝑎𝑟)) �⃗⃗� 𝑟 − 2 [

1

𝜎𝑛
2∑ (�⃗⃗� 𝑡 −𝐻𝑎𝑟𝑋

 
𝑡−𝑟 −

𝑇
𝑡=1

∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} )
′
𝑿𝑡−𝑟 +

1

𝜏𝑎𝑟
2 �⃗⃗� 𝑟

0(𝑰 − 𝑪𝑎𝑟)] �⃗⃗� 𝑟]} 

(5.10) 

Entonces, 

 �⃗⃗� 𝑟| · ~𝐺𝑎𝑢 {(
1

𝜎𝑛
2∑ 𝑿𝑡−𝑟𝑿𝑡−𝑟

𝑇
𝑡=1 +

1

𝜏𝑎𝑟
2 (𝑰 − 𝑪𝑎𝑟))

−1

[
1

𝜎𝑛
2∑ (�⃗⃗� 𝑡 − 𝐻𝑎𝑟𝑋

 
𝑡−𝑟 −

𝑇
𝑡=1

∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} )
′
𝑿𝑡−𝑟 +

1

𝜏𝑎𝑟
2 �⃗⃗� 𝑟

0(𝑰 − 𝑪𝑎𝑟)]
′

, (
1

𝜎𝑛
2∑ 𝑿𝑡−𝑟𝑿𝑡−𝑟

𝑇
𝑡=1 +

1

𝜏𝑎𝑟
2 (𝑰 − 𝑪𝑎𝑟))

−1

} 

(5.11) 

 

𝑯𝑟�⃗⃗� 𝑡−𝑟 = 𝑿𝑡−𝑟�⃗⃗� 𝑟 +𝑯𝑎𝑟�⃗⃗�
 
𝑡−𝑟 donde 𝑿𝑡−𝑟 ≡ 𝑑𝑖𝑎𝑔(�⃗⃗� 𝑡−𝑟) y 𝑯𝑎𝑟 es la matriz 𝑯𝑟 con la diagonal 

principal reemplazada con ceros. 

Parámetros de las subdiagonales de 𝑯𝑟 

Como ejemplo ilustrativo, definimos la distribución condicionada de [𝑁𝑟
𝑗
| ·] ∀𝑟 ∈ {1,… , 𝐾} y 

∀𝑗 ∈ {1,… , 𝑛2}. Primero definimos la descomposición: 

𝑯𝑟�⃗⃗� 𝑡−𝑟 = 𝑁𝑟
𝑗
�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑖

+𝑯𝑟
𝑁𝑟
𝑖

�⃗⃗� 𝑡−𝑟  (5.12) 

donde 𝑯𝑟
𝑁𝑟
𝑖

 es 𝑯𝑟 con las subdiagonales de 𝑁𝑟
𝑖  reemplazadas con ceros, y �⃗⃗� 𝑡−𝑟

𝑁𝑟
𝑖

≡ 𝑱𝑁𝑟𝑖 �⃗⃗�
 
𝑡−𝑟, 

donde 𝑱𝑁𝑟𝑖  es una matriz 𝑆 × 𝑆 con ceros a lo largo de la subdiagonal correspondiente al 

coeficiente 𝑁𝑟
𝑖  y ceros en el resto. 

 [𝑁𝑟
𝑖| ·] ∝ ∏ [�⃗⃗� 𝑡|�⃗⃗� 𝑡−1, 𝑯1, … , �⃗⃗� 𝑡−𝐾 , 𝑯𝐾 , 𝜎𝜂

2]𝑻
𝑡=1 [𝑁𝑟

𝑖|�̃�0𝑟
𝑖 , �̃�

𝑁𝑟
𝑖
2 ] ∝ 𝑒𝑥𝑝 {−

1

2𝜎𝜂
2∑ (�⃗⃗� 𝑡 −

𝑇
𝑡=1

𝑯1�⃗⃗� 𝑡−1 −⋯−𝑯𝐾�⃗⃗� 𝑡−𝐾)
′
(�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −⋯−𝑯𝐾�⃗⃗� 𝑡−𝐾)} 𝑒𝑥𝑝 {−

1

2�̃�
𝑁𝑟
𝑖
2 (𝑁𝑟

𝑖 −

�̃�0𝑟
𝑖 )

2
} ∝ 𝑒𝑥𝑝 {−

1

2𝜎𝜂
2∑ (�⃗⃗� 𝑡 −𝑁𝑟

𝑖�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑖

− ∑ 𝑁𝑟
𝑗
�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑗

𝑗∈𝑛2−{𝑖} − ∑ 𝑯𝑟
𝑁𝑟
𝑗

�⃗⃗� 𝑡−𝑟𝑗∈𝑛2 −𝑇
𝑡=1

∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} )
′

(�⃗⃗� 𝑡 −𝑁𝑟
𝑖 �⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑖

− ∑ 𝑁𝑟
𝑗
�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑗

𝑗∈𝑛2−{𝑖} − ∑ 𝑯𝑟
𝑁𝑟
𝑗

�⃗⃗� 𝑡−𝑟𝑗∈𝑛2 −

∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} )} 𝑒𝑥𝑝 {−
1

2�̃�
𝑁𝑟
𝑖
2 (𝑁𝑟

𝑖 − �̃�0𝑟
𝑖 )

2
} ∝



36 
 

𝑒𝑥𝑝 {−
1

2
[𝑁𝑟

𝑖 (
1

𝜎𝑛
2∑ (�⃗⃗� 𝑡−𝑟

𝑁𝑟
𝑖

)
′

�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑖

𝑇
𝑡=1 +

1

�̃�
𝑁𝑟
𝑖
2 )𝑁𝑟

𝑖 − 2𝑁𝑟
𝑖 (

1

𝜎𝜂
2∑ [�⃗⃗� 𝑡 −

𝑇
𝑡=1

∑ 𝑁𝑟
𝑗
�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑗

𝑗∈𝑛2−{𝑖} − ∑ 𝑯𝑟
𝑁𝑟
𝑗

�⃗⃗� 𝑡−𝑟𝑗∈𝑛2 − ∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} ] +
�̃�0𝑟
𝑖

�̃�
𝑁𝑟
𝑖
2 )]} 

(5.13) 

Entonces, 

 𝑁𝑟
𝑖| ·∝ ∏ [�⃗⃗� 𝑡|�⃗⃗� 𝑡−1, 𝑯1, … , �⃗⃗� 𝑡−𝐾 , 𝑯𝐾 , 𝜎𝜂

2]𝑻
𝑡=1 [𝑁𝑟

𝑖|�̃�0𝑟
𝑖 , �̃�

𝑁𝑟
𝑖
2 ]~𝐺𝑎𝑢 {(

1

𝜎𝑛
2∑ (�⃗⃗� 𝑡−𝑟

𝑁𝑟
𝑖

)
′

�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑖

𝑇
𝑡=1 +

1

�̃�
𝑁𝑟
𝑖
2 )

−1

(
1

𝜎𝜂
2∑ [�⃗⃗� 𝑡 − ∑ 𝑁𝑟

𝑗
�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑗

𝑗∈𝑛2−{𝑖} −∑ 𝑯𝑟
𝑁𝑟
𝑗

�⃗⃗� 𝑡−𝑟𝑗∈𝑛2 − ∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{1,…,𝐾}−{𝑟} ]𝑇
𝑡=1 +

�̃�0𝑟
𝑖

�̃�
𝑁𝑟
𝑖
2 )

′

, (
1

𝜎𝑛
2∑ (�⃗⃗� 𝑡−𝑟

𝑁𝑟
𝑖

)
′

�⃗⃗� 𝑡−𝑟
𝑁𝑟
𝑖

𝑇
𝑡=1 +

1

�̃�
𝑁𝑟
𝑖
2 )

−1

} 

(5.14) 

El resto de parámetros de las subdiagonales están definidos de una forma similar. 
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6. Valores iniciales e hiperprioris y convergencia del algoritmo 

El objetivo de esta sección es mostrar algunas sugerencias que faciliten el proceso de búsqueda 

de los valores iniciales y de las hiperprioris para nuestro HBSTM. Además, resaltaremos la 

sensibilidad de los parámetros más importantes. Por otro lado, mostraremos los aspectos a 

tener en cuenta para una correcta convergencia en el algoritmo de estimación. 

6.1. Valores iniciales e hiperprioris 

El objetivo de esta sección es mostrar algunas sugerencias que faciliten el proceso de búsqueda 

de los valores iniciales y de las hiperprioris para nuestro HBSTM. Además, resaltaremos la 

sensibilidad de los parámetros más importantes. 

Debido a la gran dimensionalidad de este tipo de modelos, contiene un enorme número de 

parámetros que a la vez se incrementa cuando el modelo tiene más complejidad. Además, gran 

parte de estos parámetros pertenecen a estructuras que no se conocen a simple vista cuyos 

posibles valores se suelen desconocer. 

Por todas estas razones, el proceso de asignar los valores iniciales y definir las hiperprioris es 

una tarea muy difícil y de no fácil solución. 

6.1.1. Valores iniciales 

Los HBSTM se basan en el método Gibbs Sampling para la estimación de sus parámetros. Este 

procedimiento requiere asignar a los parámetros unos valores iniciales con los que inicializar el 

algoritmo. Debido al elevado número de parámetros y de su compleja estructura de los HBSTM, 

la combinación de los valores iniciales ha de cumplir la condición de que el algoritmo funcione. 

Es decir, necesitamos encontrar el espacio muestral ℝ𝑝 (𝑝 es el número de parámetros) en el 

cual el algoritmo pueda ejecutarse sin fallar. Por ello, la elección de los valores iniciales es un 

punto clave en el proceso de ajuste del modelo. 

Realmente, no existe ningún método “exacto” mediante se puedan conocer estos valores de 

forma directa, sino que hay que utilizar diferentes técnicas de aproximación para poder 

encontrar dicha combinación de valores. A continuación sugerimos el siguiente procedimiento: 

1- Como primera aproximación, recomendamos buscar problemas similares a nuestros 

datos, problemas que hayan sido resueltos usando la misma metodología, y ver qué 

valores han sido utilizados en esas situaciones. De esta forma, podemos obtener algunas 

ideas de nuestros posibles valores.  

En caso de no encontrar ningún problema similar al nuestro, el abanico de valores del 

siguiente paso ha de ser más amplio. De todas formas, presentamos más adelante, en 

esta sección, algunas sugerencias de cómo obtener algunos de los valores sin tener 

ningún conocimiento previo. 

2- A continuación, sugerimos un proceso que, en general, tiene un elevado coste temporal. 

Tenemos que realizar un diseño factorial con el que adivinar un intervalo de buenos 

valores para cada parámetro. ‘Buenos valores’ significa que el algoritmo debe funcionar. 

El inconveniente de este procedimiento es que tiene un  enorme coste computacional 

debido al elevado número de posibles combinaciones y, además, es necesario ejecutar 

el algoritmo un número mínimo de iteraciones para asegurarnos que no falla. 
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Nosotros sugerimos empezar con unas pocas combinaciones o fijando ciertos 

parámetros, y entonces procedemos a descartar algunos valores antes de realizar 

barridos más exhaustivos. 

En este punto el algoritmo no necesita converger. Solo tenemos que asegurarnos de que 

funcione. Por ello, no necesitamos un gran número de iteraciones para verificar que las 

combinaciones son ‘buenas’ (el número de iteraciones ha de ser menor que  100). 

3- Una vez conocemos rangos de valores donde el algoritmo funciona, podemos tener una 

combinación de valores que hagan que el algoritmo empiece con valores muy lejos del 

valor óptimo. Entonces, podemos ejecutar el algoritmo un número determinado de 

iteraciones con diferentes combinaciones y estudiar los resultados. Finalmente, 

asignamos los valores iniciales por los resultados que pensamos que son más apropiados 

para nuestro problema. 

Es importante resaltar que este procedimiento únicamente proporciona una combinación de 

valores en el que el algoritmo funciona, pero no asegura que la combinación obtenida sea la 

óptima ni que converja correctamente, aunque  es muy probable que la óptima esté en alguna 

parte entre ese rango de valores. Para obtener dicha combinación, mirar el procedimiento de la 

sección 6.2. 

A pesar de que es difícil encontrar la combinación correcta, los HBSTM tienen parámetros más 

sensibles que otros. A continuación mostramos algunas indicaciones de cuáles son más o menos 

sensibles: 

- Parte �⃗⃗� : Contiene una sensibilidad baja y utilizando valores similares a la media de los 

datos, el algoritmo no debe de presentar problemas. 

- Parte �⃗⃗⃗� 𝑡: Al igual que �⃗⃗� , es una componente con poca sensibilidad. Su mayor hándicap 

es que esta estructura modifica muy poco a poco sus valores entre cada iteración y, en 

caso de tener unos valores iniciales muy alejados al valor teórico, el algoritmo necesitará 

un número elevado de iteraciones para converger al valor correcto. 

- Parte �⃗⃗� 𝑡: Contiene parámetros más sensibles que los anteriores. �⃗⃗� 𝑡 debe tener valores 

centrados en el 0 y con relativamente poca variabilidad. Por otro lado, los parámetros 

contenidos en 𝑯𝑟 han de ser muy cercanos a 0, porque si no, a la hora de construir �⃗⃗� 𝑡, 

al aumentar 𝑡 (tiempo) sus valores tenderán a infinito, provocando que el algoritmo 

falle. 

- Varianzas (𝜎𝜖
2, 𝜎𝛾

2, 𝜎𝜂
2, 𝜏𝜇

2 y 𝜏𝑎𝑟
2 ): Tenemos que ser muy cuidadosos con las varianzas de los 

parámetros porque, dependiendo de sus valores, el algoritmo puede converger a un 

mínimo local o simplemente fallar. Esto sucede con valores muy grandes de las varianzas 

(>1000) o muy pequeños (<0.1). Por ello, sugerimos ejecutar el algoritmo utilizando 

diferentes valores y verificando como el algoritmo converge. 

- Estructura espacial: La estructura espacial se refiere a los parámetros contenidos en las 

matrices 𝑪𝜇 y 𝑪𝑎𝑟. Lo que tienen en común estos parámetros es que están centrados en 

el cero, tienen una varianza pequeña y han de cumplir la condición de que (𝑰 − 𝑪), 

donde 𝑰 es la matriz identidad y 𝑪 es  𝑪𝜇 o 𝑪𝑎𝑟 ha de ser definida positiva. Estas 

condiciones provocan que contra más compleja sea la estructura espacial más sensible 

será encontrar buenos valores iniciales. Sin embargo, si utilizamos el teorema 3.4 

(apartado 5.2.3), simplificamos el proceso. Esto es debido a que, en caso de no 
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introducir buenos valores iniciales, el algoritmo fuerza a cumplir las condiciones 

necesarias de los parámetros espaciales. 

6.1.2. Prioris e Hiperprioris 

La elección de las prioris e hiperprioris es una operación muy delicada ya que según qué valores 

elegidos pueden ser, o no, muy informativas. Esto puede ser muy peligroso, porque es posible 

que desconozcamos los posibles valores de muchos parámetros. 

En caso de desconocer el valor de las hiperprioris, o de no saber cómo afectan a los parámetros 

los valores asignados, un buen método es mirar las fórmulas de las distribuciones condicionales 

de los parámetros. Estas distribuciones se utilizan a través del procedimiento Gibbs Sampling 

para ajustar el HBSTM, y el objetivo es comprobar si los valores de las hiperprioris afectan a las 

distribuciones de los parámetros. Utilizando este procedimiento, podemos elegir los valores que 

son más apropiados para nuestros intereses. Sin embargo, en caso de que el comportamiento 

de los parámetros sea desconocido, recomendamos usar valores no-informativos, en el sentido 

de escoger distribuciones que tengan asociada una gran variabilidad. 

Un inconveniente de este procedimiento es que, debido a la elección de prioris no-informativas 

y valores iniciales que sitúen al algoritmo muy lejos de los valores teóricos, el algoritmo podría 

converger a un mínimo local o podría necesitar un número muy elevado de iteraciones hasta 

que converja definitivamente. 

6.2. Convergencia del algoritmo de estimación 

La convergencia a mínimos locales de muchos de los algoritmos asociados a métodos 

computacionales, es un problema común en la mayoría de problemas que utilizan métodos de 

aproximación no determinística. El caso de los HBSTM tampoco está exento de este problema. 

Específicamente, hay dos factores principales de los HBSTM que hay que tener en cuenta para 

evitar caer en mínimos locales: 

- Influencia de los valores iniciales: La selección de los valores iniciales es un punto muy 

determinante en evitar caer en mínimos locales. Por ello, una vez sabemos un intervalos 

de valores en el que el algoritmo funciona (sección 6 de este trabajo), tenemos que 

tener en cuenta que no todas las combinaciones de valores pueden tener los mismos 

resultados. En otras palabras, debemos realizar un diseño factorial donde ejecutemos 

el algoritmo usando diferentes combinaciones de valores iniciales de los parámetros 

hasta que converja. Entonces, a través de un criterio de bondad de ajuste (por ejemplo 

el ECM) y fijando el número de iteraciones del algoritmo, podemos detectar cuáles son 

las mejores combinaciones. 

El inconveniente de este procedimiento es que tiene un elevado coste computacional 

debido al número de combinaciones de valores iniciales y el tiempo de ejecución del 

algoritmo para cada combinación. Recomendamos empezar con un reducido número 

de combinaciones para entonces concentrar el esfuerzo en los parámetros más 

sensibles. 

- Selección de semillas: otro factor muy importante, porque es muy influyente en la 

convergencia del algoritmo, es la ‘semilla’ utilizada en la ejecución. Esta ‘semilla’ sirve 

para fijar la generación de números aleatorios y asignar el camino de la convergencia. 

En general, hay más ‘buenas’ semillas que malas, pero es necesario verificar este punto 

para asegurar que la convergencia es la correcta. 
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Recomendamos ejecutar el algoritmo con diferentes semillas para rechazar aquellas que 

provocan un mal comportamiento en la convergencia del algoritmo, como explican 

Rober E. Kass y Lary Wasserman (1996). 

Estos dos factores no son independientes entre si, es decir, no debemos de estudiarlos por 

separado. La razón es que es posible no encontrar una buena combinación de valores iniciales, 

o que rechacemos una buena combinación, porque estamos ejecutando el algoritmo con una 

mala semilla. Por ello, recomendamos el siguiente procedimiento: 

1- Elegir un pequeño número (𝑛1) de semillas. 

2- Para cada semilla, buscar una ‘buena’ combinación de valores iniciales para  que el 

algoritmo funcione y que no converja a un mínimo local. 

3- Usar los valores iniciales buenos, verificar con un número pequeño (𝑛2) de nuevas 

semillas para asegurar que la combinación es buena. 

4- Ejecutar el algoritmo con la mejor combinación de valores iniciales y semillas. 

5- Estimar los parámetros del modelo. 
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7. Estudio de simulación 

A lo largo de la sección 5 hemos desarrollado una metodología para la construcción de HBSTM 

complejos y poder obtener el cálculo de las distribuciones condicionales de una forma ‘sencilla’. 

Para probar la consistencia de dicha metodología, en esta sección realizamos un ejercicio de 

simulación. Por ello, generamos once conjunto de datos que contienen diferente número de 

estacionalidades, diferente número de retardos autorregresivos temporales y diferente número 

de retardos en la estructura espacial de los datos. Además, se ha tenido en cuenta diferente 

número de observaciones, tanto temporales como puntos espaciales. 

Todos los conjuntos de datos han sido generados utilizando la estructura espacial rose diagram 

(Figura 4.3). Los once modelos, asociados con sus respectivos datos, son mostrados en la Tabla 

7.1 con todas sus propiedades y sus respectivos Error Cuadrático Medio (ECM). Específicamente: 

- Estacionalidad (�⃗⃗⃗� 𝒕): Muestra el número de estacionalidades del modelo y sus periodos. 

- Autorregresivo (�⃗⃗� 𝒕): Define la componente autorregresiva del modelo, mostrando sus 

retardos temporales. 

- Retardos espaciales: Muestra el número de retardos espaciales para cada dirección de 

la estructura espacial. 

- Observaciones temporales (𝑻): Muestra el número de observaciones temporales para 

cada punto de la malla. 

- Observaciones espaciales (𝑺): Muestra el número de puntos espaciales de los datos  

 

Modelo 
Estacionalidad 

(�⃗⃗⃗� 𝒕) 

Autorregresivo 

(�⃗⃗� 𝒕) 

Retardos 
espaciales 

Obs. 
Temporales (𝑇) 

Obs. 
espaciales (𝑆) 

EQM 

M1 𝑤1 = 2𝜋/12 �⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 1 12 × 20 70 (10 × 7) 0.004 

M2 𝑤1 = 2𝜋/12 �⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 +𝑯8�⃗⃗� 𝑡−8 1 12 × 20 70 (10 × 7) 0.005 

M3 
𝑤1 =

2𝜋

12
 

𝑤2 = 2𝜋/(
12

4
) 

�⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 1 12 × 20 70 (10 × 7) 0.006 

M4 𝑤1 = 2𝜋/12 �⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 2 12 × 20 70 (10 × 7) 0.005 

M5 𝑤1 = 2𝜋/12 �⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 1 12 × 10 70 (10 × 7) 0.007 

M6 𝑤1 = 2𝜋/12 �⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 1 12 × 50 70 (10 × 7) 0.006 

M7 𝑤1 = 2𝜋/12 �⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 1 12 × 20 25 (5 × 5) 0.006 

M8 𝑤1 = 2𝜋/12 �⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 1 12 × 20 140 (14 × 10) 0.006 

M9 
𝑤1 =

2𝜋

12
 

𝑤2 = 2𝜋/(
12

4
) 

�⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 +𝑯8�⃗⃗� 𝑡−8 2 12 × 10 25 (5 × 5) 0.005 

M10 
𝑤1 =

2𝜋

12
 

𝑤2 = 2𝜋/(
12

4
) 

�⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 +𝑯8�⃗⃗� 𝑡−8 2 12 × 20 70 (10 × 7) 0.006 

M11 
𝑤1 =

2𝜋

12
 

𝑤2 = 2𝜋/(
12

4
) 

�⃗⃗� 𝒕 = 𝑯1�⃗⃗� 𝒕−1 +𝑯8�⃗⃗� 𝑡−8 2 12 × 50 140 (14 × 10) 0.005 

Figura 7.1: Definición de la estructura paramétrica de los modelos simulados 
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En la siguiente Tabla 7.2, mostramos los resultados de las simulaciones: los valores teóricos (en 

negrita) y las estimaciones de la mediana y su intervalo de credibilidad de 95%. 

Como podemos ver, todos los modelos han convergido, teniendo valores muy bajos en el ECM 

y han estimado correctamente los parámetros, excepto las varianzas, particularmente 𝜎𝜂
2, 𝜎𝛾

2 y 

𝜎𝜀
2. Vemos que 𝜎𝛾

2 ha absorbido toda la información de 𝜎𝜂
2 y 𝜎𝜀

2. Una posible explicación sobre 

esto es que hemos definido la matriz 𝑲 como la matriz identidad, 𝑰, y esto provoca que las tres 

varianzas se combinan en una sola, tal y como discutimos seguidamente. 

Para facilitar la comprensión de lo que hemos indicado, definimos un pequeño ejemplo 

mostrando sus ecuaciones. 

Asumiendo que: 

�⃗⃗� 𝑡 = 𝑲�⃗⃗� 𝑡 + �⃗� 𝑡 donde 𝑲 = 𝑰  (7.1) 

�⃗⃗� 𝑡 = �⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗⃗� 𝑡   (7.2) 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 + �⃗⃗� 𝑡    (7.3) 

El proceso �⃗⃗� 𝑡 se obtiene de la siguiente forma: 

�⃗⃗� 𝑡 = 𝑲�⃗⃗� 𝑡 + �⃗� 𝑡 = 𝑰�⃗⃗� 𝑡 + �⃗� 𝑡 =
↑

(7.2)

�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗� 𝑡 = 

=
↑

(7.3)

�⃗⃗� + �⃗⃗⃗� 𝑡 + 𝑯1�⃗⃗� 𝑡−1 + �⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗� 𝑡⏟          (7.4) 

Como podemos ver en 7.4, �⃗⃗� 𝑡 contiene la suma de tres errores aleatorios �⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗� 𝑡 y esta 

puede ser la razón por la que la estimación del algoritmo no puede discernir entre los tres 

errores aleatorios y no los detecta como diferentes. Sin embargo, la metodología propuesta es 

tan robusta que los modelos han estimado correctamente el resto de los parámetros. 

Esta combinación de errores puede ser la razón por la que la estimación de las tres varianzas del 

ruido aleatorio 𝜎𝜂
2 ,  𝜎𝛾

2 y  𝜎𝜀
2 son completamente diferentes a los valores teóricos; sin embargo 

la suma de las estimaciones de las tres varianzas coinciden aproximadamente con la suma de 

los tres valores teóricos. Por ejemplo, para el caso M1, la suma de las varianzas teóricas es 

8.9+11.8+2=22.7; y la suma de los valores estimados es 23.6368, una aproximación cercana al 

valor teórico. Este comportamiento de las varianzas se repite para todos los modelos simulados, 

desde el M1 hasta el M11. 
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Parám. Del 
modelo 

M1 M2 M3 M4 M5 M6 M7 M8 M9 M10 M11 

𝑓1[1] 
17 

16.38 
(14.41,18.4) 

17 
17.57 

(15.47,19.65) 

17 
17.12 

(16.16,18.14) 

17 
17.69 

(15.68,19.72) 

17 
17.04 

(14.77,19.28) 

17 
17.16 

(15.52,18.79) 

17 
16.85 

(14.36,19.38) 

17 
17.51 

(16.1,18.94) 

17 
16.97 

(15. 9,18.02) 

17 
17.2 

(16.2,18.17) 

17 
17.27 

(16.49,18.03) 

𝑓1[2] 
0.1 

0.11 
(0.08, 0.13) 

0.1 
0.1 

(0.08,0.12) 

0.1 
0.11 

(0.09,0.12) 

0.1 
0.1 

(0.08,0.12) 

0.1 
0.12 

(0.09,0.15) 

0.1 
0.1 

(0.09,0.12) 

0.1 
0.07 

(-0.01,0.18) 

0.1 
0.1 

(0.08,0.11) 

0.1 
0.1 

(0.04,0.16) 

0.1 
0.1 

(0.08,0.12) 

0.1 
0.09 

(0.09,0.1) 

𝑓1[3] 
-0.75 
-0.75 

(-0.79, -0.71) 

-0.75 
-0.76 

(-0.81,-0.72) 

-0.75 
-0.77 

(-0.80,-0.73) 

-0.75 
-0.77 

(-0.81,-0.73) 

-0.75 
-0.79 

(-0.84,-0.73) 

-0.75 
-0.76 

(-0.79,-0.73) 

-0.75 
-0.67 

(-0.92,-0.51) 

-0.75 
-0.75 

(-0.77,-0.73) 

-0.75 
-0.75 

(-0.88,-0.61) 

-0.75 
-0.75 

(-0.79,-0.72) 

-0.75 
-0.74 

(-0.76,-0.73) 

𝑔1[1] 
2 

2.09 
(0.85, 3.4) 

2 
2.12 

(0.85,3.43) 

2 
2.24 

(1.15,3.36) 

2 
2.29 

(1,3.59) 

2 
2.11 

(0.78,3.45) 

2 
2.19 

(0.99,3.36) 

2 
1.9 

(0.48,3.3) 

2 
1.69 

(0.6,2.76) 

2 
2.01 

(0.86,3.17) 

2 
2.12 

(1.03,3.21) 

2 
2.25 

(1.44,3.03) 

𝑔1[2] 
0.025 
0.05 

(0.03, 0.07) 

0.025 
0.02 

(0,0.04) 

0.025 
0.02 

(0,0.04) 

0.025 
0.02 

(0,0.04) 

0.025 
0.008 

(-0.02,0.03) 

0.025 
0.02 

(0.01,0.04) 

0.025 
0.02 

(-0.05,0.1) 

0.025 
0.03 

(0.02,0.04) 

0.025 
0.04 

(-0.02,0.1) 

0.025 
0.02 

(0,0.04) 

0.025 
0.02 

(0.02,0.03) 

𝑔1[3] 
-0.35 
-0.4 

(-0.44, -0.36) 

-0.35 
-0.34 

(-0.38,-0.3) 

-0.35 
-0.34 

(-0.38,-0.31) 

-0.35 
-0.35 

(-0.38,-0.31) 

-0.35 
-0.32 

(-0.37,-0.26) 

-0.35 
-0.35 

(-0.38,-0.33) 

-0.35 
-0.34 

(-0.52,-0.18) 

-0.35 
-0.35 

(-0.37,-0.33) 

-0.35 
-0.38 

(-0.51,-0.25) 

-0.35 
-0.34 

(-0.37,-0.3) 

-0.35 
-0.35 

(-0.37,-0.34) 

𝑓2[1] - - 
2 

1.8 
(0.81,2.78) 

- - - - - 
2 

1.83 
(0.80,2.9) 

2 
1.88 

(0.85,2.84) 

2 
1.39 

(0.65,2.15) 

𝑓2[2] - - 
0.7 
0.7 

(0.68,0.71) 
- - - - - 

0.7 
0.69 

(0.62,0.75) 

0.7 
0.71 

(0.69,0.73) 

0.7 
0.71 

(0.7,0.72) 

𝑓2[3] - - 
-0.1 
-0.1 

(-0.13,-0.06) 
- - - - - 

-0.1 
-0.07 

(-0.2,0.08) 

-0.1 
-0.12 

(-0.16,-0.08) 

-0.1 
-0.1 

(-0.12,-0.09) 

𝑔2[1] - - 
-1 

-1.15 
(-2.23,-0.02) 

- - - - - 
-1 

-1.13 
(-2.34,0) 

-1 
-1.07 

(-2.13,0.02) 

-1 
-0.71 

(-1.51,0.08) 

𝑔2[2] - - 
0.1 

0.11 
(0.09,016) 

- - - - - 
0.1 

0.14 
(0.08,0.2) 

0.1 
0.1 

(0.08,0.12) 

0.1 
0.1 

(0.09,0.1) 

𝑔2[3] - - 
-0.3 

-0.33 
(-0.36,-0.29) 

- - - - - 
-0.3 
-0.4 

(-0.53,-0.26) 

-0.3 
-0.29 

(-0.33,-0.25) 

-0.3 
-0.3 

(-0.31,-0.28) 

𝜇[1] 
111 

110.07 
(107.13, 112.84) 

111 
11076 

(107.85,113.54) 

111 
110.23 

(107.39,113) 

111 
111.09 

(108.15,113.91) 

111 
111.88 

(109.03,114.79) 

111 
110.21 

(107.29,113) 

111 
110.7 

(107.58,113.9) 

111 
110.92 

(108.62,113.16) 

111 
110.74 

(107.71,113.91) 

111 
110.95 

(108.07,113.81) 

111 
111.2 

(109.02,113.47) 

𝜇[2] 
-0.27 
-0.24 

(-0.28,-0.2) 

-0.27 
-0.26 

(-0.3,-0.22) 

-0.27 
-0.25 

(-0.29,-0.21) 

-0.27 
-0.26 

(-0.3,-0.23) 

-0.27 
-0.24 

(-0.27,-0.2) 

-0.27 
-0.25 

(-0.29,-0.21) 

-0.27 
-0.22 

(-0.34,-0.12) 

-0.27 
-0.26 

(-0.29,-0.24) 

-0.27 
-0.27 

(-0.34,-0.21) 

-0.27 
-0.26 

(-0.29,-0.22) 

-0.27 
-0.27 

(-0.29,-0.25) 

Tabla 7.2: Resultados de las simulaciones de algunos parámetros. Para cada modelo M1 hasta M11, en negrita, el valor teórico y, después, el valor estimado con su intervalo de credibilidad al 95% 
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Parám. Del 
modelo 

M1 M2 M3 M4 M5 M6 M7 M8 M9 M10 M11 

𝜇[3] 
-1.82 
-1.87 

(-1.94,-1.79) 

-1.82 
-1.84 

(-1.91,-1.77) 

-1.82 
-1.84 

(-1.91,-1.77) 

-1.82 
-1.83 

(-1.91,-1.76) 

-1.82 
-1.91 

(-1.98,-1.83) 

-1.82 
-1.84 

(-1.91,-1.77) 

-1.82 
-1.9 

(-2.13,-1.65) 

-1.82 
-1.83 

(-1.87,-1.79) 

-1.82 
-1.79 

(-1.93,-1.65) 

-1.82 
-1.85 

(-1.93,-1.78) 

-1.82 
-1.83 

(-1.87,-1.79) 

𝜏𝜇
2 

0.66 
0.62 

(0.46, 0.84) 

0.66 
0.54 

(0.39,0.74) 

0.66 
0.53 

(0.39,0.73) 

0.66 
0.56 

(0.42,0.78) 

0.66 
0.53 

(0.37,0.77) 

0.66 
0.56 

(0.43,0.76) 

0.66 
0.18 

(0.03,0.58) 

0.66 
0.55 

(0.44,0.7) 

0.66 
0.12 

(0.04,0.34) 

0.66 
0.55 

(0.41,0.75) 

0.66 
0.54 

(0.44,0.66) 

𝑎1
0[1] 

1.1 
1.10 

(0.94, 1.27) 

1.1 
1.09 

(0.93,1.25) 

1.1 
1.1 

(0.94,1.26) 

1.1 
1.1 

(0.94,1.26) 

1.1 
1.1 

(0.94,1.26) 

1.1 
1.1 

(0.94,1.27) 

1.1 
1.10 

(0.94,1.27) 

1.1 
1.1 

(0.94,1.27) 

1.1 
1.1 

(0.94,1.26) 

1.1 
1.09 

(0.92,1.25) 

1.1 
1.02 

(0.86,1.18) 

𝑎1
0[2] 

-0.019 
-0.01 

(-0.04, 0.015) 

-0.019 
-0.01 

(-0.02,0) 

-0.019 
-0.02 

(-0.05,0.01) 

-0.019 
-0.01 

(-0.04,0.01) 

-0.019 
-0.01 

(-0.04,0.02) 

-0.019 
-0.01 

(-0.04,0.01) 

-0.019 
-0.05 

(-0.09,-0.01) 

-0.019 
-0.02 

(-0.04,0.01) 

-0.019 
-0.01 

(-0.04,0.02) 

-0.019 
0.01 

(-0.02,0) 

-0.019 
-0.01 

(-0.01,-0.04) 

𝑎1
0[3] 

0.014 
0 

(-0.06,0.06) 

0.014 
-0.01 

(-0.03,0.01) 

0.014 
0.02 

(-0.05,0.09) 

0.014 
0.004 

(-0.05,0.07) 

0.014 
0 

(-0.06,0.07) 

0.014 
0.01 

(-0.05,0.06) 

0.014 
0.1 

(0,0.19) 

0.014 
0.01 

(-0.04,0.06) 

0.014 
0 

(-0.07,0.07) 

0.014 
-0.01 

(-0.03,0.01) 

0.014 
-0.01 

(-0.01,0) 

𝜏𝑎1
2  

0.0017 
0.15 

(0.10, 0.22) 

0.0017 
0.04 

(0.03,0.05) 

0.0017 
0.14 

(0.09,0.22) 

0.0017 
0.15 

(0.09,0.22) 

0.0017 
0.16 

(0.1,0.24) 

0.0017 
0.16 

(0.11,0.24) 

0.0017 
0.22 

(0.14,0.41) 

0.0017 
0.14 

(0.1,0.19) 

0.0017 
0.1 

(0.07,0.17) 

0.0017 
0.04 

(0.03,0.05) 

0.0017 
0.019 

(0.015,0.023) 

𝑎8
0[1] - 

-2.5 
-2.5 

(-2.67,-2.33) 
- - - - - - 

-5 
-5 

(-5.16,-4.83) 

-5 
-4.98 

(-5.15,-4.82) 

-5 
-4.96 

(-5.12,-4.79) 

𝑎8
0[2] - 

-0.02-0.02 
(0,0.03) 

- - - - - - 
0.05 
-0.05 

(0.01,0.08) 

0.05 
0.04 

(0.02,0.05) 

0.05 
0.05 

(0.04,0.05) 

𝑎8
0[3] - 

0.1 
0.02 

(-0.01,0.06) 
- - - - - - 

0.01 
0.02 

(-0.07,0.1) 

0.01 
0.03 

(0,0.07) 

0.01 
0.02 

(0,0.04) 

𝜏𝑎8
2  - 

0.001 
0.07 

(0.05,0.1) 
- - - - - - 

0.001 
0.14 

(0.08,0.24) 

0.001 
0.08 

(0.05,0.11) 

0.001 
0.07 

(0.06,0.1) 

𝜎𝜂
2 

8.9 
0.0028 

(0.002, 0.003) 

8.9 
0.0052 

(0.005,0.006) 

8.9 
0.0029 

(0.0024,0.0034) 

8.9 
0.003 

(0.002,0.004) 

8.9 
0.003 

(0.002,0.004) 

8.9 
0.003 

(0.002,0.003) 

8.9 
0.002 

(0.001,0.003) 

8.9 
0.003 

(0.002,0.004) 

8.9 
0.005 

(0.004,0.006) 

8.9 
0.005 

(0.004,0.006) 

8.9 
0.005 

(0.005,0.006) 

𝜎𝛾
2 

11.8 
23.63 

(23.22, 24.06) 

11.8 
30.88 

(30.34,31.44) 

11.8 
23.63 

(23.21,24.06) 

11.8 
23.46 

(23.04,23.89) 

11.8 
24.78 

(24.15,25.41) 

11.8 
23.96 

(23.7,24.24) 

11.8 
98.95 

(23.52,278,5) 

11.8 
24.51 

(24.2,24.82) 

11.8 
35.46 

(33.98,37.03) 

11.8 
25.11 

(24.66,25.58) 

11.8 
25.8 

(25.59,26.01) 

𝜎𝜀
2 

2 
0.004 

(0.003, 0.006) 

2 
0.005 

(0.003,0.008) 

2 
0.006 

(0.004,0.008) 

2 
0.005 

(0.003,0.006) 

2 
0.006 

(0.004,0.01) 

2 
0.005 

(0.003,0.001) 

2 
0.005 

(0.004,0.01) 

2 
0.006 

(0.004,0.01) 

2 
0.006 

(0.004,0.01) 

2 
0.006 

(0.004,0.008) 

2 
0.004 

(0.004,0.005) 

Tabla 7.3: Resultados de las simulaciones de algunos parámetros. Para cada modelo M1 hasta M11, en negrita, el valor teórico y, después, el valor estimado con su intervalo de credibilidad al 95% 
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8. Ejemplo Temperatura 

Como se ha descrito en la sección 2, los datos de temperatura presentan una estructura espacio-

temporal que queremos estudiar mediante los modelos Bayesianos jerárquicos espacio-

temporales. En esta sección desarrollaremos todo el proceso de ajuste de los datos aplicando 

los procesos presentados a lo largo del proyecto. 

Primeramente procedemos a estudiar los datos para poder decidir el modelo teórico que vamos 

a implementar. Una vez decidido, mostraremos la definición completa de nuestro modelo. 

Seguidamente explicamos cómo se define la matrices 𝑪’s de nuestro modelo con la estructura 

espacial que hemos definido. En el siguiente paso desarrollamos completamente las 

distribuciones condicionales de los parámetros del modelo para poder implementar el algoritmo 

de ajuste. Antes de ejecutar el algoritmo Gibbs Sampling del modelo, tenemos que decidir los 

valores iniciales y las hiperprioris para conseguir una correcta ejecución. A continuación, 

estudiamos la convergencia de la ejecución para asegurarnos que ha convergido correctamente. 

Finalmente, compararemos el modelo ajustado con otros posibles modelos para elegir 

finalmente el mejor de ellos y discutiremos los resultados obtenidos. 

8.1. Creación del modelo teórico 

Una vez hemos decidido que los HBSTM es la mejor metodología para ajustar nuestros datos de 

temperatura, tenemos que definir el modelo teórico para implementarlo y estimar sus 

parámetros. Para facilitar su definición, lo dividimos en tres partes: la componente estacional, 

la componente autorregresiva y la estructura espacial de los datos. 

8.1.1. Componente estacional 

Los datos han sido recogidos cada tres horas a lo largo de dos años, cada tres horas. Esto sugiere 

diferentes posibles estacionalidades, por ejemplo, puede existir una estacionalidad anual o 

semestral pero también una estacionalidad diaria.  

A continuación, extraemos la serie temporal del punto espacial 1. Si la graficamos (Figura 8.1 

(a)), vemos como muestra una estructura sinusoidal que sugiere la existencia de una 

componente anual. Entonces, ajustamos un modelo lineal usando como covariables la 

estructura definida en la ecuación 1.6 con 𝑤1 = 2𝜋/2920. Repetimos el proceso con otras 

posibles estacionalidades y, también, utilizando combinaciones entre ellas. 
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(a) 

 

(b) 

Figura 8.1: (a) Gráfico de la serie temporal de la temperatura en el punto espacial 1 y (b) El mismo gráfico más el 

ajuste (en rojo) de la componente estacional obtenida mediante un modelo lineal 

Dado que el coeficiente de determinación obtenido 𝑅2 es 0.8587,  la componente anual 

confirma su posible existencia en los datos. Además, si incluimos una segunda covariable que 

represente la componente semestral, el 𝑅2 aumenta hasta 0.874 (Figura 8.2). Por ello, 

decidimos que nuestro HBSTM  podría incluir una estacionalidad, 𝑤1 = 2𝜋/2920, o dos 

estacionalidades  𝑤1 = 2𝜋/2920 y 𝑤2 = 2𝜋/(2920/2). En la Figura 8.1 (b) podemos ver como 

el modelo con dos estacionalidades ha extraído bien la componente estacional de la serie. 

Call: 

lm(formula = serie1 ~ I(sin(2 * pi * x/(2920))) + I(cos(2 * pi * x/(2920))) + 

I(sin(2 * pi * x/(2920/2))) + I(cos(2 * pi * x/(2920/2)))) 

 

Residuals: 

     Min       1Q   Median       3Q      Max  

-10.9092  -1.1323   0.0963   1.3331   7.3863  

 

Coefficients: 

                            Estimate Std. Error t value Pr(>|t|)     

(Intercept)                 63.85935    0.02940 2172.12   <2e-16 *** 

I(sin(2 * pi * x/(2920)))   -5.14864    0.04158 -123.83   <2e-16 *** 

I(cos(2 * pi * x/(2920)))   -6.49953    0.04158 -156.32   <2e-16 *** 

I(sin(2 * pi * x/(2920/2)))  0.95068    0.04158   22.86   <2e-16 *** 

I(cos(2 * pi * x/(2920/2))) -0.56926    0.04158  -13.69   <2e-16 *** 

--- 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

 

Residual standard error: 2.247 on 5835 degrees of freedom 

Multiple R-squared:  0.874,     Adjusted R-squared:  0.8739  

F-statistic: 1.012e+04 on 4 and 5835 DF,  p-value: < 2.2e-16 

Figura 8.2: Resultados del ajuste del modelo lineal de la serie temporal en el punto 1 con dos estacionalidades, 
𝑤1 = 2𝜋/2920 y 𝑤2 = 2𝜋/(2920/2) 

Finalmente, repetimos el mismo proceso con otros puntos espaciales obteniendo las mismas 

conclusiones. Aunque cabe remarcar que en los puntos terrestres el ajuste del modelo lineal 

presenta un 𝑅2 cercano al 0.6 pero es debido a que estos puntos tienen más variabilidad que 

los marítimos (ver Figura 2.4). 
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8.1.2. Componente autorregresiva 

Ahora procedemos a definir la componente autorregresiva temporal �⃗⃗� 𝑡 de nuestro HBSTM. 

Como en la sección anterior, trabajamos con los datos temporales del punto espacial 1 pero, en 

este caso, utilizamos la metodología ARIMA, como una primera aproximación,  para ajustar los 

datos. 

La temperatura es un tipo de dato que tiene una fuerte relación con su pasado, por ello, 

primeramente ajustamos un modelo AR(1). Entonces, estudiamos sus residuos mediante los 

gráficos ACF/PACF (Figura 8.3) y vemos como la serie necesita más parámetros autorregresivos 

para poder obtener un buen comportamiento en el ACF y PACF. Además, las líneas rojas 

verticales muestran los retardos múltiples de 8 (ya que los datos son cada tres horas) y muestran 

la existencia de un parámetro estacional de, al menos, orden 8. 

 

Figura 8.3: Gráfico ACF/PACF de los residuos del modelo AR(1) de la temperatura en el punto espacial 1 

Repetimos el proceso incluyendo más coeficientes autorregresivos y obtenemos que el modelo 

con mejor AIC (17280.3), residuos y comportamiento en el ACF/PACF, es: 

𝑋𝑡 = 𝜙1𝑋𝑡−1 + 𝜙2𝑋𝑡−2 +𝜙8𝑋𝑡−8 + 𝜙16𝑋𝑡−16 

La Figura 8.4 (a) muestra su ACF/PACF el cual no tiene un comportamiento “perfecto” pero 

tenemos que tener en cuenta que estamos realizando una aproximación y, como veremos en 

las conclusiones finales (sección 8.7), nuestro mejor HBSTM no tendrá exactamente todos estos 

parámetros autorregresivos. 

El siguiente paso es repetir el procedimiento ARIMA con diferentes puntos espaciales y 

obtenemos resultados similares. A partir de estos resultados previos, proponemos que nuestro 

posible modelo HBSTM tenga uno, dos, ocho y/o dieciséis retardos temporales. 
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(a) 

 

(b) 

Figura 8.4: (a) Gráfico ACF/PACF del mejor modelo ARIMA y (b) Gráfico ACF/PACF del mejor modelo ARIMA con 

las dos estacionalidades como covariables 

Para finalizar el estudio descriptivo autorregresivo temporal, incluimos, como covariables en 

nuestro mejor modelo ARIMA, las dos estacionalidades obtenidas en la sección 3.4.2. 

Obtenemos un nuevo modelo en el que el AIC ha descendido hasta 16876.46 y muestra un mejor 

comportamiento en el ACF/PACF (Figura 8.4 (b)), y todos los parámetros estimados son 

significativos (Figura 8.5), aunque los residuos continúan no siendo ruido blanco. Remarcamos 

que las covariables de la Figura 8.5, Xval1 y Xval2 son las componentes coseno y seno de la 

estacionalidad 𝑤1, y Xval3 y Xval4 son las respectivas componentes seno y coseno para la 

estacionalidad 𝑤2.Téngase en cuenta, que este primer análisis es simplemente un análisis 

exploratorio que nos ha de ser de gran ayuda en el modelo completo, que incluya las relaciones 

espaciales.   

Call: 

arima(x = serie1, order = c(2, 0, 0), seasonal = list(order = c(2, 0, 0), 

period = 8),  

    xreg = Xval) 

 

Coefficients: 

         ar1      ar2    sar1    sar2  intercept    Xval1    Xval2   Xval3 

      0.9663  -0.1291  0.2123  0.1584    63.8653  -5.1483  -6.4876  0.9514 

s.e.  0.0133   0.0131  0.0132  0.0130     0.1306   0.1850   0.1843  0.1848 

        Xval4 

      -0.5573 

s.e.   0.1841 

 

sigma^2 estimated as 1.049:  log likelihood = -8428.23,  aic = 16876.46 

Figura 8.5: Ajuste de la serie temporal en el punto espacial 1 mediante un ARIMA con retardos temporales de 
orden 1, 2, 8 y 16 y las estacionalidades 𝑤1 = 2𝜋/2920 y 𝑤2 = 2𝜋/(2920/2) como covariables 

 

8.1.3. Estructura espacial 

Finalmente, definimos la estructura espacial de nuestro HBSTM para ajustar los datos de la 

temperatura. En este punto utilizamos herramientas de estadística espacial, específicamente 

utilizamos el variograma para determinar la distancia en la que los puntos pierden la correlación 

espacial con el resto. La Figura 8.6 muestra que la máxima distancia es cercana a 1, que 
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traduciéndolo a las coordenadas de la malla de los datos, significa que el número de retardos 

espaciales de nuestra estructura es aproximadamente 10. 

Por otro lado, la correlación espacial de la temperatura involucra todas las direcciones, por ello, 

consideramos como estructura más apropiada utilizar la estructura diagrama de rosas (definida 

en la sección 4.2). 

 

Figura 8.6: Variograma de la temperatura en el punto espacial 1 

 

En conclusión, la estructura espacial de nuestro HBSTM es la diagrama de rosas con 10 retardos 

espaciales. 

8.2. Modelo teórico a implementar 

A modo de resumen y para establecer el guion de trabajo de las próximas secciones, definimos 

el modelo HBSTM con el que vamos a trabajar hasta el final del caso práctico. Éste contiene: 

- Dos estacionalidades en la componente �⃗⃗⃗� 𝑡: 𝑤1 = 2𝜋/2920 y 𝑤2 = 2𝜋/(2920/2). 

- La componente autorregresiva �⃗⃗� 𝑡 es definida como: 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯2�⃗⃗� 𝑡−2 +𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16 + �⃗⃗� 𝑡 

- La estructura espacial del modelo es la rose diagram con diez retardos espaciales. 

Este modelo corresponde al M1 de la Tabla 8.3 de la sección 8.7. 

A continuación mostramos la definición detallada de todos los parámetros del modelo. 

8.2.1. Primer estado: Proceso de medición 

El modelo considerado es 

�⃗⃗� 𝑡 = 𝑲�⃗⃗� 𝑡 + �⃗� 𝑡    (8.1) 

donde �⃗⃗� 𝑡 es un vector de observaciones, de dimensión 𝑚 = 231 × 1; �⃗⃗� 𝑡 es el vector estado 𝑆 =

231 × 1; 𝑲 es una matriz identidad de dimensiones 231 × 231 que relaciona los valores de la 

temperatura de las localizaciones de la malla con las observaciones; y �⃗� 𝑡 es un vector 𝑚 = 231 ×

1 que representa el error. Asumimos que �⃗⃗� 𝑡 es condicionalmente Gaussiana, por tanto: 
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[�⃗⃗� 𝑡|𝑲, �⃗⃗� 𝑡 , 𝜎𝜖
2]~𝐺𝑎𝑢(𝑲�⃗⃗� 𝑡 , 𝜎𝜖

2𝑰)   (8.2) 

8.2.2. Segundo estado: características a pequeña y gran escala 

En este punto, el modelo para el proceso estado �⃗⃗� 𝑡 es 

�⃗⃗� 𝑡 = �⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡 + �⃗⃗� 𝑡   (8.3) 

donde �⃗⃗�  es la media espacial definida con una estructura espacial; �⃗⃗⃗� 𝑡 es la componente 

estacional; �⃗⃗� 𝑡 es la componente espacio-temporal intraestacional, en el sentido que recoge la 

variabilidad en periodos cortos de tiempo; y �⃗⃗� 𝑡 es el error. Asumimos que �⃗⃗� 𝑡 es 

condicionalmente Gaussiana:  

[�⃗⃗� 𝑡|�⃗⃗� , �⃗⃗⃗� 𝑡 , �⃗⃗� 𝑡, �⃗⃗� 𝒕]~𝐺𝑎𝑢(�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡, 𝜎𝛾
2𝑰) (8.4) 

Para más explicación de esta parte, ver sección A.2 en Wikle, Berliner y Cressie (1998). 

Para reducir la extensión de este apartado, el resto de la definición teórica de nuestro modelo 

está contenida en Anexo 1. 

8.2.3. Diagrama de la estructura espacial de los parámetros del modelo 

En la siguiente Figura (8.7) se muestra la estructura paramétrica de nuestro modelo con el 

objetivo de facilitar la visualización de todas las componentes y su nivel de relación con el resto 

de parámetros del modelo. 
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�⃗⃗� 𝑡 

�⃗⃗�  

�⃗⃗⃗� 𝑡 

�⃗⃗� 𝑡 

�⃗⃗� 0 = 𝑷𝝁0𝐿 

𝑪𝜇 

�⃗⃗� 𝜇 �⃗⃗� 𝜇 �⃗⃗� 𝜇 

�⃗� 1 = 𝑷𝒇𝐿1 

�⃗⃗� 1 = 𝑷𝒈𝐿1 

�⃗� 2 = 𝑷𝒇𝐿2 

�⃗⃗� 2 = 𝑷𝒈𝐿2 

𝑯1 

�⃗⃗� 1 

�⃗⃗� 1
0 

𝒂1
0𝐿 

𝑪𝑎1 

�⃗⃗� 1 �⃗⃗� 1 

�⃗⃗� 1 �⃗⃗� 1 

𝑫𝑹⃗⃗⃗⃗⃗⃗ 1 𝑼𝑳⃗⃗⃗⃗  ⃗1 

𝑫𝑳⃗⃗⃗⃗  ⃗1 𝑼𝑹⃗⃗⃗⃗⃗⃗ 1 

�⃗⃗� 𝜇 

�⃗⃗� 𝑎1 �⃗⃗� 𝑎1 �⃗⃗� 𝑎1 �⃗⃗� 𝑎1 

𝑯8 

�⃗⃗� 8 

�⃗⃗� 8
0 

𝒂8
0𝐿 

𝑪8 

�⃗⃗� 8 �⃗⃗� 8 

�⃗⃗� 8 �⃗⃗� 8 

𝑫𝑹⃗⃗⃗⃗ ⃗⃗ 8 𝑼𝑳⃗⃗⃗⃗  ⃗8 

𝑫𝑳⃗⃗⃗⃗  ⃗8 𝑼𝑹⃗⃗⃗⃗⃗⃗ 8 

�⃗⃗� 𝑎8 �⃗⃗� 𝑎8 
�⃗⃗� 𝑎8 �⃗⃗� 𝑎8 

𝑯16 

�⃗⃗� 16 

�⃗⃗� 16
0  

𝒂16
0𝐿 

𝑪𝑎16 

�⃗⃗� 16 �⃗⃗� 16 

�⃗⃗� 16 �⃗⃗� 16 

𝑫𝑹⃗⃗⃗⃗ ⃗⃗ 16 𝑼𝑳⃗⃗⃗⃗  ⃗16 

𝑫𝑳⃗⃗⃗⃗  ⃗16 𝑼𝑹⃗⃗⃗⃗⃗⃗ 16 

�⃗⃗� 𝑎16 �⃗⃗� 𝑎16 
�⃗⃗� 𝑎16 �⃗⃗� 𝑎16 

𝑯2 

�⃗⃗� 2 

�⃗⃗� 2
0 

𝒂2
0𝐿 

𝑪𝑎2 

�⃗⃗� 2 �⃗⃗� 2 

�⃗⃗� 2 �⃗⃗� 2 

𝑫𝑹⃗⃗⃗⃗⃗⃗ 2 𝑼𝑳⃗⃗⃗⃗  ⃗2 

𝑫𝑳⃗⃗⃗⃗  ⃗2 𝑼𝑹⃗⃗⃗⃗⃗⃗ 2 

�⃗⃗� 𝑎2 �⃗⃗� 𝑎2 �⃗⃗� 𝑎2 �⃗⃗� 𝑎2 

Figura 9.7: Estructura paramétrica del modelo HSBTM de los datos temperatura 
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8.3. Definición de la matrices espaciales 𝑪’s 

En la sección 4, hemos definido cómo se construyen las matrices que contienen los parámetros 

espaciales del modelo, concretamente hemos definido el caso general del parámetro �⃗⃗� . Para darle más 

valor añadido a este apartado, a continuación mostraremos cómo se definen las matrices espaciales 

𝑪𝑎1 y 𝑯1 que corresponden a la estructura de los parámetros �⃗⃗� 1 y �⃗⃗� 𝑡−1, respectivamente.   

Primeramente definimos el parámetro �⃗⃗� 1 para los datos temperatura utilizando la estructura diagrama 

de rosas con diez retardos espaciales (definida en la sección 4.2). 

𝑎1(𝑘, 𝑙)|{𝑎1(𝑖, 𝑗): (𝑖, 𝑗) ≠ (𝑘, 𝑙)}~ 

~𝐺𝑎𝑢{{𝑎1
0(𝑘, 𝑙) +∑𝛼𝑎1

𝑖 {(𝑎1(𝑘 − 𝑖, 𝑙) − 𝑎1
0(𝑘 − 𝑖, 𝑙)) + (𝑎1(𝑘 + 𝑖, 𝑙) − 𝑎1

0(𝑘 + 𝑖, 𝑙))}

10

𝑖=1

+∑𝛽𝑎1
𝑖 {(𝑎1(𝑘, 𝑙 − 𝑖) − 𝑎1

0(𝑘, 𝑙 − 𝑖)) + (𝑎1(𝑘, 𝑙 + 𝑖) − 𝑎1
0(𝑘, 𝑙 + 𝑖))}

10

𝑖=1

+∑𝜑𝑎1
𝑖 {(𝑎1(𝑘 − 𝑖, 𝑙 − 𝑖) − 𝑎1

0(𝑘 − 𝑖, 𝑙 − 𝑖))

10

𝑖=1

+ (𝑎1(𝑘 + 𝑖, 𝑙 + 𝑖) − 𝑎1
0(𝑘 + 𝑖, 𝑙) + 𝑖)}

+∑𝜃𝑎1
𝑖 {(𝑎1(𝑘 − 𝑖, 𝑙 + 𝑖) − 𝑎1

0(𝑘 − 𝑖, 𝑙 + 𝑖))

10

𝑖=1

+ (𝑎1(𝑘 + 𝑖, 𝑙 − 𝑖) − 𝑎1
0(𝑘 + 𝑖, 𝑙 − 𝑖))} , 𝜏𝑎1

2 } 

𝑘 = 1,… ,21 𝑦 𝑙 = 1,… ,11 

(8.5) 

Y los parámetros espaciales �⃗⃗� 𝑎1, �⃗⃗� 𝑎1, �⃗⃗⃗� 𝑎1  y �⃗⃗� 𝑎1  son alojados en la matriz 𝑪𝑎1. 

Debido a la gran dimensión de la matriz 𝑪𝑎1 (231 × 231), la siguiente Figura (8.8) muestra las 

distribuciones de los parámetros espaciales de dicha matriz en solo unos pocos puntos de la malla. 

Concretamente, los puntos son 1,.., 5, 93,…, 97, 175,…, 179, 227,…, 231 y los mostramos en el mapa 

en la Figura A3.1. Además, en la Figura A3.2, mostramos las direcciones en las que se relacionan 

espacialmente entre ellos. 

  



53 
 

  
Figura 8.8: Distribución de los parámetros espaciales en la matriz 𝐂𝐚𝟏 

𝑪𝒂𝟏 = 

 1 2 3 4 5 … 93 94 95 96 97 … 175 176 177 178 179 … 227 228 229 230 231 

1 · 𝛼𝑎1
1  𝛼𝑎1

2  𝛼𝑎1
3  𝛼𝑎1

4  … · · · · · … · · 𝜑𝑎1
8  · · … · · · · · 

2 𝛼𝑎1
1  · 𝛼𝑎1

1  𝛼𝑎1
2  𝛼𝑎1

3  … · · · · · … · · · 𝜑𝑎1
8  · … · · · · · 

3 𝛼𝑎1
2  𝛼𝑎1

1  · 𝛼𝑎1
1  𝛼𝑎1

2  … · · · · · … · · · · 𝜑𝑎1
8  … · · · · · 

4 𝛼𝑎1
3  𝛼𝑎1

2  𝛼𝑎1
1  · 𝛼𝑎1

1  … · · · · · … · · · · · … · · · · · 

5 𝛼𝑎1
4  𝛼𝑎1

3  𝛼𝑎1
2  𝛼𝑎1

1  · … · · · · · … · · · · · … · · · · · 

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ 

93 · · · · · … · 𝛼𝑎1
1  𝛼𝑎1

2  𝛼𝑎1
3  𝛼𝑎1

4  … · · 𝛽𝑎1
4  · · … · · · · · 

94 · · · · · … 𝛼𝑎1
1  · 𝛼𝑎1

1  𝛼𝑎1
2  𝛼𝑎1

3  … · · · 𝛽𝑎1
4  · … · · · · · 

95 · · · · · … 𝛼𝑎1
2  𝛼𝑎1

1  · 𝛼𝑎1
1  𝛼𝑎1

2  … 𝜃𝑎1
4  · · · 𝛽𝑎1

4  … 𝜑𝑎1
6  · · · · 

96 · · · · · … 𝛼𝑎1
3  𝛼𝑎1

2  𝛼𝑎1
1  · 𝛼𝑎1

1  … · 𝜃𝑎1
4  · · · … · 𝜑𝑎1

6  · · · 

97 · · · · · … 𝛼𝑎1
4  𝛼𝑎1

3  𝛼𝑎1
2  𝛼𝑎1

1  · … · · 𝜃𝑎1
4  · · … · · 𝜑𝑎1

6  · · 

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ 

175 · · · · · … · · 𝜃𝑎1
4  · · … · 𝛼𝑎1

1  𝛼𝑎1
2  𝛼𝑎1

3  𝛼𝑎1
4  … · · · · · 

176 · · · · · … · · · 𝜃𝑎1
4  · … 𝛼𝑎1

1  · 𝛼𝑎1
1  𝛼𝑎1

2  𝛼𝑎1
3  … · · · · · 

177 𝜑𝑎1
8  · · · · … 𝛽𝑎1

4  · · · 𝜃𝑎1
4  … 𝛼𝑎1

2  𝛼𝑎1
1  · 𝛼𝑎1

1  𝛼𝑎1
2  … · · · · · 

178 · 𝜑𝑎1
8  · · · … · 𝛽𝑎1

4  · · · … 𝛼𝑎1
3  𝛼𝑎1

2  𝛼𝑎1
1  · 𝛼𝑎1

1  … · · · · · 

179 · · 𝜑𝑎1
8  · · … · · 𝛽𝑎1

4  · · … 𝛼𝑎1
4  𝛼𝑎1

3  𝛼𝑎1
2  𝛼𝑎1

1  · … · · · · · 

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ 

227 · · · · · … · · 𝜑𝑎1
6  · · … · · · · · … · 𝛼𝑎1

1  𝛼𝑎1
2  𝛼𝑎1

3  𝛼𝑎1
4  

228 · · · · · … · · · 𝜑𝑎1
6  · … · · · · · … 𝛼𝑎1

1  · 𝛼𝑎1
1  𝛼𝑎1

2  𝛼𝑎1
3  

229 · · · · · … · · · · 𝜑𝑎1
6  … · · · · · … 𝛼𝑎1

2  𝛼𝑎1
1  · 𝛼𝑎1

1  𝛼𝑎1
2  

230 · · · · · … · · · · · … · · · · · … 𝛼𝑎1
3  𝛼𝑎1

2  𝛼𝑎1
1  · 𝛼𝑎1

1  

231 · · · · · … · · · · · … · · · · · … 𝛼𝑎1
4  𝛼𝑎1

3  𝛼𝑎1
2  𝛼𝑎1

1  · 
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A continuación definimos el parámetro �⃗⃗� 𝑡−1 cuya estructura espacial es prácticamente la misma que 

la del parámetro �⃗⃗� 1, es decir, la estructura diagrama de rosas con diez retardos espaciales. La 

diferencia radica en que consideramos que hay diferencias de comportamiento en ambos sentidos 

de una misma dirección. Por ello tenemos 8 direcciones espaciales en vez de 4 (ver Figura 5.2). 

Entonces, definimos �⃗⃗� 𝑡−1 como: 

𝑋((𝑘, 𝑙), 𝑡 − 1) = 𝑎1(𝑘, 𝑙)𝑋((𝑘, 𝑙), 𝑡 − 1) +∑[𝐸1
𝑗
𝑋((𝑘, 𝑙 + 𝑗), 𝑡 − 1) +𝑊1

𝑗
𝑋((𝑘, 𝑙 − 𝑗), 𝑡 − 1)]

10

𝑗=1

+∑[𝑁1
𝑗
𝑋((𝑘 + 𝑗, 𝑙), 𝑡 − 1) + 𝑆1

𝑗
𝑋((𝑘 − 𝑗, 𝑙), 𝑡 − 1)]

10

𝑗=1

+∑[𝑆𝐸1
𝑗
𝑋((𝑘 + 𝑗, 𝑙 + 𝑗), 𝑡 − 1) + 𝑁𝑊1

𝑗
𝑋((𝑘 − 𝑗, 𝑙 − 𝑗), 𝑡 − 1)]

10

𝑗=1

+∑[𝑆𝑊1
𝑗
𝑋((𝑘 + 𝑗, 𝑙 − 𝑗), 𝑡 − 1) + 𝑁𝐸1

𝑗
𝑋((𝑘 − 𝑗, 𝑙 + 𝑗), 𝑡 − 1)]

10

𝑗=1

 

𝑘 = 1,… ,21 𝑦 𝑙 = 1,… ,11 

(8.6) 

Y los parámetros espaciales �⃗⃗� 1, �⃗⃗⃗� 1, �⃗� 1, �⃗⃗� 1, 𝐒 1, 𝐒𝐄⃗⃗ ⃗⃗ 1, 𝐍𝐖⃗⃗⃗⃗⃗⃗  ⃗1,  𝐒𝐖⃗⃗⃗⃗ ⃗⃗  1 y 𝐍𝐄⃗⃗⃗⃗  ⃗1 son alojados en la matriz 𝑯1. 

Como en el caso anterior, la dimensión de 𝑯1 es muy elevada  (231 × 231) y, por tanto, en la Figura 

8.9 mostramos un número reducido de puntos. Concretamente mostramos los mismos puntos que en 

el anterior ejemplo. 
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Figura 8.9: Distribución de los parámetros espacio-temporales en la matriz 𝐇𝟏 

𝑯𝟏 = 

 1 2 3 4 5 … 93 94 95 96 97 … 175 176 177 178 179 … 227 228 229 230 231 

1 𝑎1
1 𝐸1

1 𝐸1
2 𝐸1

3 𝐸1
4 … · · · · · … · · 𝑆𝐸1

8 · · … · · · · · 

2 𝑊1
1 𝑎1

2 𝐸1
1 𝐸1

2 𝐸1
3 … · · · · · … · · · 𝑆𝐸1

8 · … · · · · · 

3 𝑊1
2 𝑊1

1 𝑎1
3 𝐸1

1 𝐸1
2 … · · · · · … · · · · 𝑆𝐸1

8 … · · · · · 

4 𝑊1
3 𝑊1

2 𝑊1
1 𝑎1

4 𝐸1
1 … · · · · · … · · · · · … · · · · · 

5 𝑊1
4 𝑊1

3 𝑊1
2 𝑊1

1 𝑎1
5 … · · · · · … · · · · · … · · · · · 

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ 

93 · · · · · … 𝑎1
93 𝐸1

1 𝐸1
2 𝐸1

3 𝐸1
4 … · · 𝑆1

4 · · … · · · · · 

94 · · · · · … 𝑊1
1 𝑎1

94 𝐸1
1 𝐸1

2 𝐸1
3 … · · · 𝑆1

4 · … · · · · · 

95 · · · · · … 𝑊1
2 𝑊1

1 𝑎1
95 𝐸1

1 𝐸1
2 … 𝑆𝑊1

4 · · · 𝑆1
4 … 𝑆𝐸1

6 · · · · 

96 · · · · · … 𝑊1
3 𝑊1

2 𝑊1
1 𝑎1

96 𝐸1
1 … · 𝑆𝑊1

4 · · · … · 𝑆𝐸1
6 · · · 

97 · · · · · … 𝑊1
4 𝑊1

3 𝑊1
2 𝑊1

1 𝑎1
97 … · · 𝑆𝑊1

4 · · … · · 𝑆𝐸1
6 · · 

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ 

175 · · · · · … · · 𝑁𝐸1
4 · · … 𝑎1

175 𝐸1
1 𝐸1

2 𝐸1
3 𝐸1

4 … · · · · · 

176 · · · · · … · · · 𝑁𝐸1
4 · … 𝑊1

1 𝑎1
176 𝐸1

1 𝐸1
2 𝐸1

3 … · · · · · 

177 𝑁𝑊1
8 · · · · … 𝑁1

4 · · · 𝑁𝐸1
4 … 𝑊1

2 𝑊1
1 𝑎1

177 𝐸1
1 𝐸1

2 … · · · · · 

178 · 𝑁𝑊1
8 · · · … · 𝑁1

4 · · · … 𝑊1
3 𝑊1

2 𝑊1
1 𝑎1

178 𝐸1
1 … · · · · · 

179 · · 𝑁𝑊1
8 · · … · · 𝑁1

4 · · … 𝑊1
4 𝑊1

3 𝑊1
2 𝑊1

1 𝑎1
179 … · · · · · 

⋮ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ ⋱ ⋮ ⋮ ⋮ ⋮ ⋮ 

227 · · · · · … · · 𝑁𝑊1
6 · · … · · · · · … 𝑎1

227 𝐸1
1 𝐸1

2 𝐸1
3 𝐸1

4 

228 · · · · · … · · · 𝑁𝑊1
6 · … · · · · · … 𝑊1

1 𝑎1
228 𝐸1

1 𝐸1
2 𝐸1

3 

229 · · · · · … · · · · 𝑁𝑊1
6 … · · · · · … 𝑊1

2 𝑊1
1 𝑎1

229 𝐸1
1 𝐸1

2 

230 · · · · · … · · · · · … · · · · · … 𝑊1
3 𝑊1

2 𝑊1
1 𝑎1

230 𝐸1
1 

231 · · · · · … · · · · · … · · · · · … 𝑊1
4 𝑊1

3 𝑊1
2 𝑊1

1 𝑎1
231 
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Gracias a la representación gráfica de la composición de las matrices 𝑪𝑎1 y 𝑯1 podemos apreciar 

fácilmente cómo ambas tienen exactamente la misma estructura, únicamente cambia que 𝑪𝑎1 

es una matriz simétrica. 

Finalmente, cabe recordar que tanto la matriz 𝑪𝜇, como 𝑪𝑎𝑟 y 𝑯𝑟 para 𝑟 = 1,8,16 se pueden 

derivar siguiendo exactamente el mismo procedimiento que hemos desarrollado en esta 

sección. 

8.4. Implementación de los HSBSTM complejos 

Esta sección contiene el desarrollo completo de las diferentes distribuciones condicionales de 

los parámetros del modelo definido en la sección 8.2. Estos desarrollos expanden la metodología 

propuesta por Wikle, Berliner and Cressie (1998), utilizando los procedimientos de la sección 5. 

Además, seguimos la misma nomenclatura del artículo de estos autores para facilitar la 

comprensión de este apartado. 

A lo largo de esta sección, la notación [𝑍| ·] indica que es la distribución condicional de 𝑍 donde 

las otras variables son conocidas. 

Recordemos que los datos que utilizamos son Gaussianos lo que permite el cálculo directo de 

las distribuciones condicionales. El procedimiento que repetiremos constantemente es el de 

‘completar cuadrados’, es decir, por ejemplo: 

[𝜃| ·] ∝ 𝑒𝑥𝑝 {
1

2
[𝜃′𝑨𝜃 − 2𝑩𝜃]} 

Lo que después de completar los cuadrados, obtenemos: 

𝜃| · ~𝐺𝑎𝑢(𝑨−1𝑩′, 𝑨−1) 

8.4.1. Distribución condicional de [�⃗⃗� 𝑡| ·] 

Usando la ecuación (8.3) y (8.4), obtiene 

[�⃗⃗� 𝑡| ·] ∝ [�⃗⃗� 𝑡|𝑲, �⃗⃗� 𝑡 , 𝜎𝜖
2][�⃗⃗� 𝑡|𝝁𝑡 , �⃗⃗⃗� 𝑡 , �⃗⃗� 𝑡 , 𝜎𝛾

2𝑰]

∝ 𝑒𝑥𝑝 {−
1

2𝜎𝜖
2
(�⃗⃗� 𝑡 − 𝑲�⃗⃗� 𝑡)

′
(�⃗⃗� 𝑡 − 𝑲�⃗⃗� 𝑡)} 𝑒𝑥𝑝 {−

1

2𝜎𝛾
2
(�⃗⃗� 𝑡 − [𝝁𝑡 + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡])

′

× (�⃗⃗� 𝑡 − [𝝁𝑡 + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡])}

∝ 𝑒𝑥𝑝 {−
1

2
[(�⃗⃗� 𝑡

′ [
1

𝜎𝜖
2
𝑲′𝑲 +

1

𝜎𝛾
2
𝑰] �⃗⃗� 𝑡) − 2(

1

𝜎𝜖
2
�⃗⃗� 𝒕
′𝑲 +

1

𝜎𝛾
2
[𝝁𝑡 + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡]

′
) �⃗⃗� 𝑡]} 

(8.7) 

Por ello para t=1, …, T 

�⃗⃗� 𝑡| · ~𝐺𝑎𝑢 [(
1

𝜎𝜖
2
𝑲′𝑲+

1

𝜎𝛾
2
𝑰)

−1

(
1

𝜎𝜖
2
�⃗⃗� 𝒕
′𝑲+

1

𝜎𝛾
2
[𝝁𝑡 + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡]

′
)

′

, (
1

𝜎𝜖
2
𝑲′𝑲 +

1

𝜎𝛾
2
𝑰)

−1

] 

(8.8) 
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8.4.2. Distribución condicional de [�⃗⃗� 𝑡| ·] 

[�⃗⃗� 𝑡| ·] tiene que ser definida específicamente para diferentes valores de 𝑡, debido a que hay 

más de un retardo temporal. Además, necesitamos la condición inicial �⃗⃗� 0 como valor inicial. 

Para 𝒕 = 𝟎  

Si �⃗⃗� 0|�⃗⃗� 𝑋0 , Σ𝑋0~𝐺𝑎𝑢(�⃗⃗� 𝑋0 , Σ𝑋0) y (8.18), la distribución condicional complete de �⃗⃗� 0 viene dada 

por 

 [�⃗⃗� 0| ·] ∝ [�⃗⃗� 1|�⃗⃗� 0, 𝑯1, 𝜎𝜂
2][�⃗⃗� 2|�⃗⃗� 1, 𝑯1, �⃗⃗� 0, 𝜎𝑛

2][�⃗⃗� 8|�⃗⃗� 1, 𝑯1, �⃗⃗� 2, 𝑯2, �⃗⃗� 0, 𝑯8, 𝜎𝑛
2] 

  [�⃗⃗� 16|�⃗⃗� 1, 𝑯1, �⃗⃗� 2, 𝑯2, �⃗⃗� 8, 𝑯8, �⃗⃗� 0, 𝑯16, 𝜎𝑛
2][�⃗⃗� 0|�⃗⃗� 𝑋0 , Σ𝑋0] ∝ 𝑒𝑥𝑝 {−

1

2
[
1

𝜎𝜂
2 (�⃗⃗� 1 −

𝑯1�⃗⃗� 0)
′
(�⃗⃗� 1 −𝑯1�⃗⃗� 0) +

1

𝜎𝜂
2 (�⃗⃗� 2 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 0)

′
(�⃗⃗� 2 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 0) +

1

𝜎𝜂
2 (�⃗⃗� 8 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 0)

′
(�⃗⃗� 8 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 0) +

1

𝜎𝜂
2 (�⃗⃗� 16 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 8 −𝑯16�⃗⃗� 0)

′
(�⃗⃗� 16 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 8 −

𝑯16�⃗⃗� 0)] −
1

2
(�⃗⃗� 0 − �⃗⃗� 𝑋0)

′
Σ𝑋0
−1(�⃗⃗� 0 − �⃗⃗� 𝑋0)} ∝ 𝑒𝑥𝑝 {−

1

2
�⃗⃗� 0
′ (

1

𝜎𝜂
2 (𝑯1

′𝑯1 +𝑯2
′𝑯2 +

𝑯8
′𝑯8 +𝑯16

′𝑯16) + Σ𝑋0
−1) �⃗⃗� 0 − 2 [

1

𝜎𝜂
2 (�⃗⃗� 1

′𝑯1 + (�⃗⃗� 2 −𝑯1�⃗⃗� 1)
′
𝑯2 +

(�⃗⃗� 8 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2)
′
𝑯8 + (�⃗⃗� 16 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 8)

′
𝑯16) +

�⃗⃗� 𝑋0
′ Σ𝑋0

−1]} 

(8.9) 

La cual conduce a 

 �⃗⃗� 0| · ~𝐺𝑎𝑢 [(
1

𝜎𝜂
2 (𝑯1

′𝑯1 +𝑯2
′𝑯2 +𝑯8

′𝑯8 +𝑯16
′𝑯16) + Σ𝑋0

−1)
−1

(
1

𝜎𝜂
2 (�⃗⃗� 1

′𝑯1 +

(�⃗⃗� 2 −𝑯1�⃗⃗� 1)
′
𝑯2 + (�⃗⃗� 8 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2)

′
𝑯8 + (�⃗⃗� 16 −𝑯1�⃗⃗� 1 −𝑯2�⃗⃗� 𝑡−2 −

𝑯8�⃗⃗� 8)
′
𝑯16) + �⃗⃗� 𝑋0

′ Σ𝑋0
−1)

′

, (
1

𝜎𝜂
2 (𝑯1

′𝑯1 +𝑯2
′𝑯2 +𝑯8

′𝑯8 +𝑯16
′𝑯16) + Σ𝑋0

−1)
−1

] 

(8.10) 

Para 𝒕 = 𝟏,… , 𝑻 

A partir de (8.4) y (A1.14), se obtiene que 

 [�⃗⃗� 𝑡| ·] ∝ [�⃗⃗� 𝑡|�⃗⃗� , �⃗⃗⃗� 𝑡 , �⃗⃗� 𝑡, 𝜎𝛾
2] · [�⃗⃗� 𝑡|�⃗⃗� 𝑡−1, 𝑯1, �⃗⃗� 𝑡−2, 𝑯2, �⃗⃗� 𝑡−8, 𝑯8, �⃗⃗� 𝑡−16, 𝑯16, 𝜎𝜂

2] ·

[�⃗⃗� 𝑡+1|�⃗⃗� 𝑡, 𝑯1, �⃗⃗� 𝑡−1, 𝑯2, �⃗⃗� 𝑡−7, 𝑯8, �⃗⃗� 𝑡−15, 𝑯16, 𝜎𝑛
2] ·

[�⃗⃗� 𝑡+2|�⃗⃗� 𝑡+1, 𝑯1, �⃗⃗� 𝑡, 𝑯2, �⃗⃗� 𝑡−6, 𝑯8, �⃗⃗� 𝑡−14, 𝑯16, 𝜎𝑛
2] ·
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[�⃗⃗� 𝑡+8|�⃗⃗� 𝑡+7, 𝑯1, �⃗⃗� 𝑡+6, 𝑯2, �⃗⃗� 𝑡 , 𝑯8, �⃗⃗� 𝑡−8, 𝑯16, 𝜎𝑛
2] ·

[�⃗⃗� 𝑡+16|�⃗⃗� 𝑡+15, 𝑯1, �⃗⃗� 𝑡+14, 𝑯2, �⃗⃗� 𝑡+8, 𝑯8, �⃗⃗� 𝑡 , 𝑯16, 𝜎𝑛
2] ∝ 𝑒𝑥𝑝 {−

1

2
[
1

𝜎𝛾
2 (�⃗⃗� 𝑡 −

[�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡])
′
(�⃗⃗� 𝑡 − [�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡]) +

1

𝜎𝜂
2 (�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −

𝑯16�⃗⃗� 𝑡−16)
′
(�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16) +

1

𝜎𝜂
2 (�⃗⃗� 𝑡+1 −𝑯1�⃗⃗� 𝑡 −

𝑯2�⃗⃗� 𝑡−1 −𝑯8�⃗⃗� 𝑡−7 −𝑯16�⃗⃗� 𝑡−15)
′
(�⃗⃗� 𝑡+1 −𝑯1�⃗⃗� 𝑡 −𝑯2�⃗⃗� 𝑡−1 −𝑯8�⃗⃗� 𝑡−7 −

𝑯16�⃗⃗� 𝑡−15) +
1

𝜎𝜂
2 (�⃗⃗� 𝑡+2 −𝑯1�⃗⃗� 𝑡+1 −𝑯2�⃗⃗� 𝑡 −𝑯8�⃗⃗� 𝑡−6 −𝑯16�⃗⃗� 𝑡−14)

′
(�⃗⃗� 𝑡+2 −

𝑯1�⃗⃗� 𝑡+1 −𝑯2�⃗⃗� 𝑡 −𝑯8�⃗⃗� 𝑡−6 −𝑯16�⃗⃗� 𝑡−14) +
1

𝜎𝜂
2 (�⃗⃗� 𝑡+8 −𝑯1�⃗⃗� 𝑡+7 −𝑯2�⃗⃗� 𝑡+6 −

𝑯8�⃗⃗� 𝑡 −𝑯16�⃗⃗� 𝑡−8)
′
(�⃗⃗� 𝑡+8 −𝑯1�⃗⃗� 𝑡+7 −𝑯2�⃗⃗� 𝑡+6 −𝑯8�⃗⃗� 𝑡 −𝑯16�⃗⃗� 𝑡−8) +

1

𝜎𝜂
2 (�⃗⃗� 𝑡+16 −𝑯1�⃗⃗� 𝑡+15 −𝑯2�⃗⃗� 𝑡+14 −𝑯8�⃗⃗� 𝑡+8 −𝑯16�⃗⃗� 𝑡)

′
(�⃗⃗� 𝑡+16 −𝑯1�⃗⃗� 𝑡+15 −

𝑯2�⃗⃗� 𝑡+14 −𝑯8�⃗⃗� 𝑡+8 −𝑯16�⃗⃗� 𝑡)]} ∝ 𝑒𝑥𝑝 {−
1

2
[�⃗⃗� 𝒕

′ (
1

𝜎𝛾
2 𝑰 +

1

𝜎𝜂
2 [𝑰 + 𝑯1

′𝑯1 +𝑯2
′𝑯2 +

𝑯8
′𝑯8 +𝑯16

′𝑯16]) �⃗⃗� 𝑡 − 2(
1

𝜎𝛾
2 (�⃗⃗� 𝑡 − �⃗⃗� − �⃗⃗⃗� 𝑡)

′
+

1

𝜎𝜂
2 [(𝑯1�⃗⃗� 𝑡−1 +𝑯2�⃗⃗� 𝑡−2 +

𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16)
′
+ (�⃗⃗� 𝑡+1 −𝑯2�⃗⃗� 𝑡−1 −𝑯8�⃗⃗� 𝑡−7 −𝑯16�⃗⃗� 𝑡−15)

′
𝑯1 +

(�⃗⃗� 𝑡+2 −𝑯1�⃗⃗� 𝑡+1 −𝑯8�⃗⃗� 𝑡−6 −𝑯16�⃗⃗� 𝑡−14)
′
𝑯2 + (�⃗⃗� 𝑡+8 −𝑯1�⃗⃗� 𝑡+7 −𝑯2�⃗⃗� 𝑡+6 −

𝑯16�⃗⃗� 𝑡−8)
′
𝑯8 + (�⃗⃗� 𝑡+16 −𝑯1�⃗⃗� 𝑡+15 −𝑯2�⃗⃗� 𝑡+14 −𝑯8�⃗⃗� 𝑡+8)

′
𝑯16]) �⃗⃗� 𝑡]} 

(9.11) 

como previamente, necesitamos la condición inicial �⃗⃗� 0, definida en (8.10). Además, tenemos 

que los valores de �⃗⃗� 𝑡−𝑟 y �⃗⃗� 𝑡+𝑟 donde 𝑡 − 𝑟 < 0 y 𝑡 + 𝑟 > 𝑇, respectivamente, se les asigna 

valor nulo. Por ello 

 �⃗⃗� 𝑡| · ~𝐺𝑎𝑢 [(
1

𝜎𝛾
2 𝑰 +

1

𝜎𝜂
2 [𝑰 + 𝑯1

′𝑯1 +𝑯2
′𝑯2 +𝑯8

′𝑯8 +𝑯16
′𝑯16])

−1

(
1

𝜎𝛾
2 (�⃗⃗� 𝑡 − �⃗⃗� − �⃗⃗⃗� 𝑡)

′
+

1

𝜎𝜂
2 [(𝑯1�⃗⃗� 𝑡−1 +𝑯2�⃗⃗� 𝑡−2 +𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16)

′
+ (�⃗⃗� 𝑡+1 −𝑯2�⃗⃗� 𝑡−1 −

𝑯8�⃗⃗� 𝑡−7 −𝑯16�⃗⃗� 𝑡−15)
′
𝑯1 + (�⃗⃗� 𝑡+2 −𝑯1�⃗⃗� 𝑡+1 −𝑯8�⃗⃗� 𝑡−6 −𝑯16�⃗⃗� 𝑡−14)

′
𝑯2 +

(�⃗⃗� 𝑡+8 −𝑯1�⃗⃗� 𝑡+7 −𝑯2�⃗⃗� 𝑡+6 −𝑯16�⃗⃗� 𝑡−8)
′
𝑯8 + (�⃗⃗� 𝑡+16 −𝑯1�⃗⃗� 𝑡+15 −𝑯2�⃗⃗� 𝑡+14 −

𝑯8�⃗⃗� 𝑡+8)
′
𝑯16])

′

, (
1

𝜎𝛾
2 𝑰 +

1

𝜎𝜂
2 [𝑰 + 𝑯1

′𝑯1 +𝑯2
′𝑯2 +𝑯8

′𝑯8 +𝑯16
′𝑯16])

−1

] 

(8.12) 

Para reducir la dimensión de esta sección, el resto del cálculo de las distribuciones condicionales 

del modelo se desarrollan en el Anexo 2. 
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8.5. Valores iniciales e hiperprioris y convergencia del algoritmo 

El siguiente paso, una vez hemos implementado el modelo (definido en la sección 8.2), justo 

antes de ejecutar el algoritmo, debemos estudiar los valores iniciales y las hiperprioris más 

convenientes a nuestro problema. 

Nuestro HBSTM contiene un elevado número de parámetros, concretamente tiene 548 a los que 

se les tiene que asignar un valor inicial y, considerando las distribuciones a priori de los 

parámetros, obtenemos un total de 1100 hiperprioris. Como se puede entender, es inviable 

explicar los valores de cada uno de ellos. Por ello, utilizaremos los parámetros 𝜎𝛾
2 y 𝜎𝜂

2 como 

ejemplos ilustrativos de cómo asignar los valores iniciales y los valores de las hiperprioris, 

respectivamente. 

8.5.1. Valores iniciales 

El primer paso es estudiar otros problemas similares donde trabajen con la temperatura y 

utilicen la misma metodología, por ejemplo Wikle, Berliner y Cressie (1998). En general, vemos 

que 𝜎𝛾
2 no suele tener valores ni muy grandes ni muy pequeños. De todas formas, nosotros 

utilizamos tres valores diferentes (ver Tabla 8.1) del parámetro para estudiar el comportamiento 

del algoritmo. 

 Combinación 1 Combinación 2 Combinación 3 

Valor inicial de 
𝜎𝛾
2 

10 0.01 1000 

Tabla 8.1: Tabla de posibles valores iniciales del parámetro 𝜎𝛾
2 

Ejecutamos el algoritmo con 100 iteraciones para cada combinación y obtenemos que con 

valores iniciales muy pequeños de 𝜎𝛾
2 el algoritmo no trabaja adecuadamente mostrando un mal 

comportamiento en el ACF (Figura 8.10 (b)). Por otro lado, con las combinaciones 1 y 3 el 

algoritmo trabaja correctamente mostrando buen comportamiento en el ACF, Figura 8.10 (a) y 

(b) respectivamente. En este caso, elegimos la combinación 3 porque, después de 100 

iteraciones, su Error Cuadrático Medio (ECM) es más pequeño (296746.1) que la combinación 1 

(332758.1). 

 
(a) 

 
(b) 

 
(c) 

Figura 8.10: Gráfico ACF de la combinación 1 (a), 2 (b) y 3 (c) después de las primeras 100 iteraciones del algoritmo. 

 



60 
 

8.5.2. Hiperprioris 

En nuestro problema, cuando probamos de definir los valores de las hiperprioris, nos 

encontramos que no conocemos los valores de las distribuciones a priori de los parámetros. Por 

ello, utilizamos valores no-informativos en dichas distribuciones. 

Por ejemplo, tenemos el parámetro 

𝜎𝜂
2~𝐼𝐺(�̃�𝜂 , �̃�𝜂)   (8.13) 

Donde �̃�𝜂 y �̃�𝜂 son los parámetros hiperprioris. ¿Qué valores asignamos a dichos parámetros? 

Nuestra aproximación es comprobar la distribución condicionada del parámetro 𝜎𝜂
2 (ecuación 

8.14) y ver cómo influencian �̃�𝜂 y �̃�𝜂 en la distribución. En nuestro caso, el objetivo es que sean 

valores no-informativos, entonces, �̃�𝜂 debería tener valores cercanos a cero y �̃�𝜂 debería tener 

valores grandes para forzar a que la ratio 
1

�̃�𝜂
 tienda a cero para no afectar al parámetro forma de 

la distribución. Por ello, asignamos como hiperprioris 𝜎𝜂
2~𝐼𝐺(�̃�𝜂 = 0.01, �̃�𝜂 = 1000). 

 𝜎𝜂
2| · ~𝐼𝐺 (

𝑆𝑇

2
+ �̃�𝜂 , [

1

�̃�𝜂
+
1

2
∑ (�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)

′
(�⃗⃗� 𝑡 −

𝑇
𝑡=1

𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)]
−1

) 

(8.14) 

Repetimos este proceso para el resto de parámetros del modelo. 

8.5.3. Convergencia del algoritmo 

Finalmente, procedemos a estudiar la convergencia del algoritmo con los valores iniciales 

asignados en la sección anterior. Entonces, elegimos algunas semillas de ejecución aleatorias y 

ejecutamos el modelo para cada semilla hasta que el algoritmo converja. En la Tabla 8.2 vemos 

que la semilla 2 muestra una gran diferencia de MSE con el resto de semillas, teniendo un valor 

más grande que el resto. Esto significa que la semilla 2 provoca un mal comportamiento en la 

convergencia del modelo y tenemos que descartarla. En conclusión, para tener un buen 

comportamiento en la convergencia del modelo, la ejecución del algoritmo debería ser 

utilizando las semillas 1, 3 o 4. 

 Semilla 1 Semilla 2 Semilla 3 Semilla 4 

ECM 6.3e-4 0.1 6.8e-4 6.5e-4 

Tabla 8.2: Conjunto de semillas de ejecución para examinar la calidad de la convergencia del algoritmo 
 

8.6. Comparación de modelos y análisis de los resultados 

A lo largo de esta sección hemos desarrollado para el modelo presentado en la sección 8.2 los 

procedimientos definidos en el proyecto con el objetivo de facilitar su comprensión. Por otro 

lado, tenemos que tener en cuenta que éste es sólo un posible modelo para ajustar los datos de 

temperatura, en otras palabras, el procedimiento de la sección 8.1 nos ayuda a encontrar un 

modelo de referencia para los datos. Entonces, a través de este modelo de referencia tenemos 

que modificarlo (añadiéndole o restándole complejidad) hasta que encontremos el modelo que 

mejor ajuste a los datos. 
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Por ello, en la Tabla 8.3 mostramos todos los modelos que hemos ajustado para los datos 

temperatura con sus propiedades y sus respectivos ECM. Específicamente: 

- Estacionalidad (�⃗⃗⃗� 𝑡): Muestra el número de estacionalidades del modelo y sus periodos. 

- Autorregresivo (�⃗⃗� 𝑡): Definimos la componente autorregresiva temporal del modelo, 

mostrando sus retardos temporales. 

- Retardos espaciales: Muestra el número de retardos para cada dirección de la estructura 

espacial (consideramos que todas son la estructura diagrama de rosas). 

 

En la Tabla 8.3 podemos ver como el modelo M1 no es el mejor modelo. Si eliminamos un 

retardo temporal, concretamente �⃗⃗� 𝑡−𝟐, vemos como el ECM de M2 mejora y desciende hasta 

4.7e-4. Sin embargo, si seguimos eliminando retardos temporales (M3 y M4) el modelo 

empeora, por tanto consideramos mantener tres parámetros temporales.  A continuación en 

M5 probamos eliminar la estacionalidad semestral (𝑤2) y vemos como tenemos que mantener 

las dos estacionalidades ya que si no el modelo empeora su ajuste. Finalmente, estudiamos si 

hay que reducir el número de retardos espaciales del modelo (M6 y M7). Con una reducción del 

ECM hasta 3.9e-4, verificamos que tenemos que reducir la estructura espacial hasta considerar 

únicamente 5 retardos espaciales. Como conclusión, el mejor modelo que hemos obtenido para 

ajustar los datos temperatura es el M7 el cual contiene dos estacionalidades, tres componentes 

temporales autorregresivas y una estructura espacial diagrama de rosas con cinco retardos 

espaciales, obteniendo así una reducción del ECM de un 38,1% respecto al modelo inicial. 

En el siguiente apartado mostraremos varios resultados obtenidos del ajuste del modelo M7. 

8.6.1. Análisis de los resultados de M7 

Una vez hemos decidido que el modelo 7 es el mejor modelo para nuestros datos, procedemos 

a estudiar sus resultados. 

Modelo 
Estacionalidad 

(�⃗⃗⃗� 𝑡) 

Autorregresivo 

(�⃗⃗� 𝑡) 

Retardos 
espaciales 

ECM 

M1 
𝑤1 = 2𝜋/2920 

𝑤2 = 2𝜋/(
2920

2
) 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯2�⃗⃗� 𝑡−𝟐 +𝑯8�⃗⃗� 𝑡−8
+𝑯16�⃗⃗� 𝑡−16 

10 6.3e-4 

M2 
𝑤1 = 2𝜋/2920 

𝑤2 = 2𝜋/(
2920

2
) 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16 10 4.7e-4 

M3 
𝑤1 = 2𝜋/2920 

𝑤2 = 2𝜋/(
2920

2
) 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯8�⃗⃗� 𝑡−8 10 5.4e-4 

M4 
𝑤1 = 2𝜋/2920 

𝑤2 = 2𝜋/(
2920

2
) 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯16�⃗⃗� 𝑡−16 10 5.6e-4 

M5 𝑤1 = 2𝜋/2920 �⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16 10 6.9e-4 

M6 
𝑤1 = 2𝜋/2920 

𝑤2 = 2𝜋/(
2920

2
) 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16 1 5.1e-4 

M7 
𝑤1 = 2𝜋/2920 

𝑤2 = 2𝜋/(
2920

2
) 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16 5 3.9e-4 

Tabla 8.3: Conjunto de modelos ajustados para los datos temperatura 
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Primeramente vamos a estudiar dos grandes componentes del modelo, la componente 

estacional �⃗⃗⃗� 𝑡 y la componente autorregresiva temporal �⃗⃗� 𝑡. A la hora de estudiar tanto la 

primera como la segunda, vamos a mirar tanto el comportamiento de un punto marítimo (punto 

1) como el de uno terrestre (punto 157) ya que, como vimos en la sección 2, muestran diferente 

comportamiento. En la Figura 8.11 podemos ver la estimación de las componentes de �⃗⃗⃗� 𝑡, las 

cuales, tanto para el punto 1 (a) como el punto 157 (b) muestran un comportamiento muy 

parecido. 

 
(a) 

 
(b) 

Figura 8.11: Estimación del parámetro �⃗⃗⃗� 𝑡  en el punto espacial 1 (a) y en el punto espacial 157 (b) 

 

Sin embargo, cuando miramos la estimación de �⃗⃗� 𝑡, podemos apreciar la diferencia de 

variabilidad que presentan los puntos marítimos (Figura 8.12 (a)) versus el punto terrestre 

(Figura 8.12 (b)). La segunda muestra una variabilidad mucho mayor y un rango de valores 

mucho más amplio. Tal y como sugerimos al final de la sección 3.1, si nos fijamos de nuevo en 

las dos gráficas de la Figura 8.12, vemos como ambas apenas muestran un comportamiento 

sinusoidal, así que podemos pensar que la componente estacional ha sido bien ajustada. 

 
(a) 

 
(b) 

Figura 8.12: Estimación del parámetro �⃗⃗� 𝑡 en el punto espacial 1 (a) y en el punto espacial 157 (b) 
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A continuación, considerando los dos puntos espaciales anteriores, miramos la estimación de la 

variable latente �⃗⃗� 𝑡 y la comparamos con la observación �⃗⃗� 𝑡. La Figura 8.13 muestra que para 

datos marítimos (a) como para terrestres (b) el modelo ajusta muy bien los datos. 

 
(a) 

 
(b) 

Figura 9.13: Estimación de la variable  �⃗⃗� 𝑡 (en rojo) versus la observación �⃗⃗� 𝑡  (en negro) en el punto espacial 1 (a) y 
en el punto espacial 157 (b) 

 
El siguiente paso es estudiar los residuos del modelo para poder verificarlo. Seguimos 

estudiando los dos puntos espaciales y vemos en la Figura 8.14 como ambos residuos son ruido 

blanco ((a) y (b)). Por otro lado, mirando el ACF/PACF de los residuos, (c) y (d), comprobamos 

como presentan un muy buen comportamiento, eliminando cualquier relación temporal con el 

pasado. 

 
(a) 

 
(b) 



64 
 

 
(c) 

 
(d) 

Figura 8.14: Residuos en el punto espacial 1 (a) y en el punto espacial 157 (b) y ACF/PACF de los residuos para el 
punto 1 (c) y para el 157 (d) 

 
Otro apartado de los residuos que debemos de verificar es que no exista relación espacial entre 

ellos. Para esta parte, seleccionamos, a modo de ejemplo, los datos del 23/08/2010 a las 00:00 

y a las 15:00 (Figura 8.15 (a) y (c) respectivamente) y los datos del 19/11/2010 a las 00:00 y a las 

15:00 (Figura 8.15 (b) y (d) respectivamente). El motivo de dicha selección es verificar que ni la 

diferencia día-noche como, también, una época calurosa vs una fría influyen en los residuos. En 

efecto, a partir de los resultados en la Figura 8.15, podemos considerar que los residuos son 

independientes espacialmente ya que no muestran ningún patrón claro, es decir, son ruido 

blanco. 

 
(a) 

 
(b) 
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(c) 

 
(d) 

Figura 8.15: Residuos espaciales en el 23/08/2010 a las 00:00 (a) y a las 15:00 (c), y en el 19/11/2010 a las 00:00 (b) y a las 15:00 (d) 
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9. Conclusiones y líneas futuras 

En primer lugar, es de destacar que en este proyecto hemos propuesto una serie de consejos 

para facilitar el proceso de adaptación de los modelos HBSTM a nuestro conjunto de datos y 

cómo solucionar sus dificultades más comunes. Estas dificultades son debidas, principalmente, 

a su enorme complejidad, tanto por su elevado número de parámetros como por contener 

estructuras difíciles de entrever de una forma “sencilla”.   

Por ello, hemos aportado sugerencias y consejos a la hora de definir el modelo teórico de 

nuestros datos para que se aproxime lo máximo al modelo real de los datos. Esto nos facilitará 

tener que implementar el mínimo de modelos posibles. También hemos definido la construcción 

de las matrices espaciales para mostrar que la distribución de los parámetros espaciales varían 

dentro de la matriz dependiendo de la estructura espacial elegida. 

Por otra parte, hemos realizado una generalización de dicha metodología, la cual permite definir 

fácilmente diferentes modelos para el mismo conjunto de datos. Esta generalización es posible 

porque, gracias a la existencia de patrones espacio-temporales en el proceso, es posible el 

incrementar la complejidad de este tipo de modelos, por ejemplo, más estacionalidades, más 

retardos autorregresivos temporales y/o modificar las estructuras espaciales. Además, estas 

generalizaciones hacen más sencillo la implementación del HBSTM. 

Otra aportación importante es la reducción del tiempo de CPU utilizando el teorema 3.5.9 

(Dennis y Schnabel (1996)) en el procedimiento Metrópolis Hastings para estimar los parámetros 

en las matrices 𝑪 (𝑪𝜇 o 𝑪𝑎𝑟). Es importante resaltar que, utilizando modelos con estructuras más 

complejas, hay el problema que provoca un incremento en la dimensión paramétrica y, además, 

puede fácilmente sobreparametrizar e incrementar el tiempo de CPU. 

Otra dificultad de los HBSTM para la que proponemos consejos para solventarla, es cómo definir 

las hiperprioris y cómo elegir los valores iniciales del algoritmo para que el algoritmo funcione 

correctamente. Además, apuntamos aspectos a tener en cuenta para que nuestro HBSTM 

converja al mínimo Error Cuadrático Medio absoluto.   

Por otro lado, hemos realizado un estudio de simulación para verificar la calidad de los 

resultados. Estos resultados obtenidos en el estudio confirman que las estimaciones de los 

parámetros más importantes convergen a los valores reales propuestos. 

Nuestro próximo futuro objetivo es implementar una librería en R que contenga todo el código 

utilizado en los resultados numéricos de este proyecto. Creemos que puede resultar de gran 

utilidad  para los futuros investigadores interesados en la estimación de modelos espacio-

temporales similares a aquellos que hemos presentado. Además, lo implementaremos de forma 

que sea muy sencillo el modificar el número de estacionalidades, la estructura espacial y la 

componente temporal autorregresiva. También, proporcionaremos herramientas para verificar 

la bondad del ajuste y la comparación de diferentes modelos. 

Merece la pena mencionar que en este proyecto asumimos que nuestro proceso espacio-

temporal sigue una distribución Gaussiana; pero, como línea futura, sería interesante 

generalizar nuestra propuesta a otras distribuciones de probabilidad, como por ejemplo, la 

distribución de Poisson. Además, nosotros estudiamos la temperatura como ejemplo en el 

proyecto, pero sabemos que existen otros factores que influyen en la evolución de la 

temperatura, como la velocidad y la dirección del viento, la presión atmosférica, etc. En futuras 

investigaciones, integraremos la generalización de la inclusión de covariables en los HBSTM. 
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Finalmente, en futuras investigaciones aplicaremos la metodología ‘big-data’ a problemas 

similares a los que se presentan en este artículo, como por ejemplo muchos de los problemas 

relacionados con la climatología, medioambiente, y otros que están relacionados con grandes 

conjuntos de datos. Estas características, asociadas a estos problemas, dificultan mucho la 

obtención de buenos resultados en los modelos estadísticos más actuales. Este trabajo futuro 

tendrá en cuenta las metodologías propuestas por diferentes autores que están trabajando 

recientemente con datos espacio-temporales masivos; como por ejemplo Cressie, Shi y Kang 

(2010), que proponen los modelos Espacio-Temporales con Efectos Aleatorios (STRE) que son 

extremadamente rápidos debido a la reducción de la dimensionalidad en la parte espacial y del 

proceso de estimación en la parte temporal (suavizado, filtrado y predicción). En la misma línea, 

Katzfuss y Cressie (2011) modifican el algoritmo EM para ajustarlo a este tipo de conjunto de 

datos; y Katzfuss y Cressie (2012) crean un modelo Bayesiano jerárquico espacio-temporal  con 

suavizado que permite reducir la dimensionalidad en los datos utilizados. Nguyen, Cressie y 

Braverman (2012) proponen interpolar los puntos espaciales necesarios utilizando una variante 

del Kriging diseñado para datos espacio-temporales que es computacionalmente más rápido. 

Una eficiente implementación del suavizado en el filtro de Kalman ha sido propuesta por 

Pnevmatikakis et al. (2012). Sahu y Bakar (2013) ajustan los modelos Bayesiano jerárquico 

autorregresivos para grandes datos espacio-temporales utilizando un procedimiento de 

aproximación predictivo Gaussiano. Recientemente Katzfuss (2013) propone un modelo 

Bayesiano espacial no-estacionario, Liang y Kumar (2013) un nuevo procedimiento Kriging 

espacio-temporal y Sengupta y Cressie (2013) un modelo estadístico jerárquico usando 

distribuciones no-Gaussianas, como por ejemplo una Exponencial. Todos estos trabajos 

recientes tienen como denominador común que todos los aplican a datos espacio-temporales 

masivos. 

Como podemos ver, esta línea de investigación evoluciona constantemente y es la dirección 

deseada para nuestra investigación futura. 
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Anexo 1 

Este anexo continuamos con la definición del modelo teórico del ejemplo Temperatura, 

iniciado en el apartado 8.2. 

A1.1. Tercer estado: estructuras espaciales 

Asumimos que los procesos �⃗⃗� , �⃗⃗⃗� 𝑡 y �⃗⃗� 𝑡 son mutuamente independientes y condicionales en los 

parámetros del tercer estado. 

�⃗⃗�  es definida utilizando un campo aleatorio de Markov (MRF) Gaussiano con dependencia según 

un diagrama de rosas con diez retardos espaciales (ver Figura 4.3 para ver un ejemplo de esta  

estructura), donde �⃗⃗� , �⃗⃗� , �⃗⃗�  y �⃗⃗�  tienen el mismo patrón en ambos sentidos de la misma dirección, 

y son vectores de longitud 𝑛1 = 10, 𝑛2 = 10, 𝑛3 = 10, 𝑛4 = 10, respectivamente. 

 �⃗⃗� = {α1, … , α𝑛1} 

 �⃗⃗� = {β1, … , β𝑛2} 

 �⃗⃗� = {φ1, … , φ𝑛3} 

 �⃗⃗� = {𝜃1, … , 𝜃𝑛4} 

Esto es, para las localizaciones de la malla 𝑘 = 1,… ,11 y 𝑙 = 1,… ,21, donde 𝑘 y 𝑙 son los indices 

correspondientes con las longitudes {36.5,… ,35.5} y las latitudes {−6.5,… ,−4.5} con una 

precisión de una décima de grado, respectivamente, la distribución condicional de 𝜇(𝑘, 𝑙) es: 

𝜇(𝑘, 𝑙)|{𝜇(𝑖, 𝑗): (𝑖, 𝑗) ≠ (𝑘, 𝑙)}~ 

~𝐺𝑎𝑢{𝜇0(𝑘, 𝑙) + ∑ 𝛼𝜇
𝑖 {(𝜇(𝑘 − 𝑖, 𝑙) − 𝜇0(𝑘 − 𝑖, 𝑙)) + (𝜇(𝑘 + 𝑖, 𝑙) − 𝜇0(𝑘 + 𝑖, 𝑙))}

𝑖∈𝑛1

+ ∑ 𝛽𝜇
𝑖 {(𝜇(𝑘, 𝑙 − 𝑖) − 𝜇0(𝑘, 𝑙 − 𝑖)) + (𝜇(𝑘, 𝑙 + 𝑖) − 𝜇0(𝑘, 𝑙 + 𝑖))}

𝑖∈𝑛2

+ ∑ 𝜑𝜇
𝑖 {(𝜇(𝑘 − 𝑖, 𝑙 − 𝑖) − 𝜇0(𝑘 − 𝑖, 𝑙 − 𝑖))

𝑖∈𝑛3

+ (𝜇(𝑘 + 𝑖, 𝑙 + 𝑖) − 𝜇0(𝑘 + 𝑖, 𝑙 + 𝑖))}

+ ∑ 𝜃𝜇
𝑖 {(𝜇(𝑘 − 𝑖, 𝑙 + 𝑖) − 𝜇0(𝑘 − 𝑖, 𝑙 + 𝑖))

𝑖∈𝑛4

+ (𝜇(𝑘 + 𝑖, 𝑙 − 𝑖) − 𝜇0(𝑘 + 𝑖, 𝑙 − 𝑖))} , 𝜏𝜇
2} 

(A1.1) 

donde �⃗⃗� 0 es la media MRF específica de la malla; �⃗⃗� 𝜇, �⃗⃗� 𝜇, �⃗⃗⃗� 𝜇 y �⃗⃗� 𝜇 (este-oeste, norte-sur, 

noroeste-sudeste y noreste-sudoeste, respectivamente) son los parámetros de la dependéncia 

MRF espacial y 𝜏𝜇
2 es la varianza. La media �⃗⃗�  también puede ser definida como: 

�⃗⃗� |{�⃗⃗� 0, 𝜏𝜇
2, �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗⃗� 𝜇 , �⃗⃗� 𝜇}~𝐺𝑎𝑢 (�⃗⃗� 

0, (𝑰 − 𝑪𝜇)
−1
𝜏𝜇
2) (A1.2) 

donde 𝑪𝜇 es una matriz 𝑆 × 𝑆 con las subdiagonales dadas por �⃗⃗� 𝜇, �⃗⃗� 𝜇, �⃗⃗⃗� 𝜇 y �⃗⃗� 𝜇. 
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La componente estacional está definida mediante una función harmónica anual (𝑤1 =

2𝜋/2920) y una semestral (𝑤2 = 2𝜋/(2920/2)) con amplitudes y fases que varían 

espacialmente: 

�⃗⃗⃗� 𝑡 = �⃗� 1𝑐𝑜𝑠(𝑤1𝑡) + �⃗⃗� 1𝑠𝑖𝑛(𝑤1𝑡) + �⃗� 2𝑐𝑜𝑠(𝑤2𝑡) + �⃗⃗� 2𝑠𝑖𝑛(𝑤2𝑡)         (A1.3) 

donde �⃗� 𝑖 y �⃗⃗� 𝑖 𝑖 = 1,2 son los coeficientes ‘seno’ y ‘coseno’ que varían espacialmente y están 

definidos para 𝑖 = 1,2: 

𝑓𝑖(𝑘, 𝑙) = 𝑓𝑖[1] + 𝑓𝑖[2]𝑙𝑜𝑛𝑔(𝑘) + 𝑓𝑖[3]𝑙𝑎𝑡((𝑘)  (A1.4) 

𝑔𝑖(𝑘, 𝑙) = 𝑔𝑖[1] + 𝑔𝑖[2]𝑙𝑜𝑛𝑔(𝑘) + 𝑔𝑖[3]𝑙𝑎𝑡((𝑘) (A1.5) 

donde  𝑓𝑖[𝑗] y 𝑔𝑖[𝑗], 𝑗 = 1,2,3 son variables Gaussianas independientes y aleatorias: 

𝑓𝑖[𝑗]~𝐺𝑎𝑢(𝑓𝑖[𝑗], �̃�𝑓𝑖
2 [𝑗])      (A1.6) 

𝑔𝑖[𝑗]~𝐺𝑎𝑢(�̃�𝑖[𝑗], �̃�𝑔𝑖
2 [𝑗])   (A1.7) 

y sus parámetros están fijados y especificados. Entonces, generalizando, se obtiene la siguiente 

expresión: 

�⃗� 𝑖 = (𝟏  𝑙𝑜𝑛𝑔⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗  𝑙𝑎𝑡⃗⃗⃗⃗  ⃗)(𝑓𝑖[1], 𝑓𝑖[2], 𝑓𝑖[3])
′ = 𝑷𝒇𝑖𝐿  (A1.8) 

donde 𝑷 es la matriz que contiene la tendencia lineal y 𝒇𝑖𝐿 ≡ (𝑓𝑖[1], 𝑓𝑖[2], 𝑓𝑖[3])
′. Entonces, por 

la independencia entre ellas: 

𝒇𝑖𝐿|�̃�𝑖𝐿, �̃�𝑓𝑖~𝐺𝑎𝑢(�̃�𝑖𝐿 , �̃�𝑓𝑖)    (A1.9) 

donde �̃�𝑖𝐿 ≡ (𝑓𝑖[1], 𝑓𝑖[2], 𝑓𝑖[3])
′
 y �̃�𝑓𝑖 es una matriz diagonal 3 × 3 con las varianzas σ̃𝑓𝑖

2 [1], 

σ̃𝑓𝑖
2 [2], y σ̃𝑓𝑖

2 [3] en la diagonal principal. 

De una forma similar, 

�⃗⃗� 𝑖 = (𝟏  𝑙𝑜𝑛𝑔⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗  𝑙𝑎𝑡⃗⃗⃗⃗  ⃗)(𝑔𝑖[1], 𝑔𝑖[2], 𝑔𝑖[3])
′ = 𝑷𝒈𝑖𝐿 (A1.10) 

donde 𝒈𝑖𝐿 ≡ (𝑔𝑖[1], 𝑔𝑖[2], 𝑔𝑖[3])
′ y asumiendo independencia: 

𝒈𝑖𝐿|�̃�𝑖𝐿 , �̃�𝑔𝑖~𝐺𝑎𝑢(�̃�𝑖𝐿 , �̃�𝑔𝑖)   (A1.11) 

donde �̃�𝑖𝐿 ≡ (�̃�𝑖[1], �̃�𝑖[2], �̃�𝑖[3])
′ y �̃�𝑔𝑖  es una matriz diagonal 3 × 3 con las varianzas σ̃𝑔𝑖

2 [1], 

σ̃𝑔𝑖
2 [2], y σ̃𝑔𝑖

2 [3] en la diagonal principal. 

 

En nuestro caso, la componente espacio-temporal a pequeña escala es ajustada mediante un 

modelo VAR de segundo orden (�⃗⃗� 𝑡−2) y necesita las componentes estacionales �⃗⃗� 𝑡−8 y �⃗⃗� 𝑡−16 

para poder mejorar el modelo con solo una estacionalidad, tal como propone originalmente 

Wikle, Berliner y Cressie (1998): 

�⃗⃗� 𝑡 = 𝑯1�⃗⃗� 𝑡−1 +𝑯2�⃗⃗� 𝑡−2 +𝑯8�⃗⃗� 𝑡−8 +𝑯16�⃗⃗� 𝑡−16 + �⃗⃗� 𝑡  (A1.12) 

donde 𝑯𝑟, 𝑟 ∈ {1,2,8,16}, es una matriz 𝑆 × 𝑆, y �⃗⃗� 𝑡 es el término ruido del VAR. 
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Además, consideramos que nuestro modelo VAR contiene la estructura diagrama de rosas con 

diez retardos espaciales (Figura 5.2) y los vectores que contienen dicha estructura espacial se 

definen como: 

 �⃗⃗⃗� 𝑟 = 𝑊𝑒𝑎𝑠𝑡 = {𝑊𝑟
1, … ,𝑊𝑟

10} 

 �⃗� 𝑟 = 𝐸𝑎𝑠𝑡 = {𝐸𝑟
1, … , 𝐸𝑟

10} 

 �⃗⃗� 𝑟 = 𝑁𝑜𝑟𝑡ℎ = {𝑁𝑟
1, … , 𝑁𝑟

10} 

 𝐒 𝑟 = 𝑆𝑜𝑢𝑡ℎ = {𝑆𝑟
1, … , 𝑆𝑟

10} 

 𝐒𝐄⃗⃗ ⃗⃗ 𝑟 = 𝑆𝑜𝑢𝑡ℎ𝐸𝑎𝑠𝑡 = {𝑆𝐸𝑟
1, … , 𝑆𝐸𝑟

10} 

 𝐍𝐖⃗⃗⃗⃗⃗⃗  ⃗𝑟 = 𝑁𝑜𝑟𝑡ℎ𝑊𝑒𝑎𝑠𝑡 = {𝑁𝑊𝑟
1, … , 𝑁𝑊𝑟

10} 

 𝐒𝐖⃗⃗⃗⃗ ⃗⃗ 𝑟 = 𝑆𝑜𝑢𝑡ℎ𝑊𝑒𝑎𝑠𝑡 = {𝑆𝑊𝑟
1, … , 𝑆𝑊𝑟

10} 

 𝐍𝐄⃗⃗ ⃗⃗⃗⃗ 𝑟 = 𝑁𝑜𝑟𝑡ℎ𝐸𝑎𝑠𝑡 = {𝑁𝐸𝑟
1, … , 𝑁𝐸𝑟

10} 

Por ello, definimos 𝑋((𝑘, 𝑙), 𝑡) como: 

𝑋((𝑘, 𝑙), 𝑡) = ∑ {𝑎𝑟(𝑘, 𝑙)𝑋((𝑘, 𝑙), 𝑡 − 𝑖)

𝑟∈{1,2,8,16}

+∑[𝐸𝑟
𝑗
𝑋((𝑘, 𝑙 + 𝑗), 𝑡 − 𝑖) +𝑊𝑟

𝑗
𝑋((𝑘, 𝑙 − 𝑗), 𝑡 − 𝑖)]

𝑛1

𝑗=1

+∑[𝑁𝑟
𝑗
𝑋((𝑘 + 𝑗, 𝑙), 𝑡 − 𝑖) + 𝑆𝑟

𝑗
𝑋((𝑘 − 𝑗, 𝑙), 𝑡 − 𝑖)]

𝑛2

𝑗=1

+∑[𝑆𝐸𝑟
𝑗
𝑋((𝑘 + 𝑗, 𝑙 + 𝑗), 𝑡 − 𝑖) + 𝑁𝑊𝑟

𝑗
𝑋((𝑘 − 𝑗, 𝑙 − 𝑗), 𝑡 − 𝑖)]

𝑛3

𝑗=1

+∑[𝑆𝑊𝑟
𝑗
𝑋((𝑘 + 𝑗, 𝑙 − 𝑗), 𝑡 − 𝑖) + 𝑁𝐸𝑟

𝑗
𝑋((𝑘 − 𝑗, 𝑙 + 𝑗), 𝑡 − 𝑖)]

𝑛4

𝑗=1

}

+ 𝜂((𝑘, 𝑙), 𝑡) 

(A1.13) 

donde 𝑛1 = 𝑛2 = 𝑛3 = 𝑛4 = 10. 

Y asumimos: 

�⃗⃗� 𝑡|{�⃗⃗� 𝑡−1, 𝑯1, �⃗⃗� 𝑡−2, 𝑯2, �⃗⃗� 𝑡−8, 𝑯8, �⃗⃗� 𝑡−16, 𝑯16, 𝜎𝑛
2}~𝐺𝑎𝑢(𝑯1�⃗⃗� 𝑡−1 +𝑯2�⃗⃗� 𝑡−2 +𝑯8�⃗⃗� 𝑡−8

+𝑯16�⃗⃗� 𝑡−16, 𝜎𝜂
2𝑰) 

(A1.14) 

donde 𝑯𝑟 es una matriz con las subdiagonales dadas por las direcciones �⃗⃗⃗� 𝑟, �⃗� 𝑟, �⃗⃗� 𝑟, 𝐒 𝑟, 𝐒𝐄⃗⃗ ⃗⃗ 𝑟, 

𝐍𝐖⃗⃗⃗⃗⃗⃗  ⃗𝑟,  𝐒𝐖⃗⃗⃗⃗ ⃗⃗  𝑟 y 𝐍𝐄⃗⃗⃗⃗  ⃗𝑟, y la diagonal principal contiene el vector �⃗⃗� 𝑟. 
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A1.2. Cuarto estado: Prioris de los parámetros 

La media �⃗⃗� 0 se representa como: 

𝜇0(𝑘, 𝑙) = 𝜇0[1] + 𝜇0[2]𝑙𝑜𝑛𝑔(𝑘) + 𝜇0[3]𝑙𝑎𝑡(𝑙) (A1.15) 

donde 𝑙𝑜𝑛𝑔(𝑘) y 𝑙𝑎𝑡(𝑙) son la longitud y la latitud del punto de la malla (𝑘, 𝑙)-ésimo, 

respectivamente y los coeficientes regresivos 𝜇0[1], 𝜇0[2] y 𝜇0[3] están especificados como 

variables Gaussianas aleatorias e independientes: 

𝜇0[𝑗]~𝐺𝑎𝑢(�̃�0[𝑗], �̃�𝜇0
2 [𝑗])          𝑗 = 1,2,3 (A1.16) 

donde sus parámetros hiperprioris son fijados y especificados. 

Generalizando, 

�⃗⃗� 0 = (𝟏  𝑙𝑜𝑛𝑔⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗  𝑙𝑎𝑡⃗⃗⃗⃗  ⃗)(𝜇0[1], 𝜇0[2], 𝜇0[3])′ = 𝑷𝝁0𝐿 (A1.17) 

donde 𝑷 es la matriz que contiene la tendencia lineal y 𝝁0𝐿 ≡ (𝜇0[1], 𝜇0[2], 𝜇0[3])′. Dada su 

independencia 

𝝁0𝐿~𝐺𝑎𝑢(�̃�0𝐿 , �̃�𝜇0𝐿)   (A1.18) 

donde �̃�𝜇0𝐿  es una matriz diagonal 3 × 3 con las varianzas �̃�
𝜇0𝐿
2 [1], �̃�

𝜇0𝐿
2 [2] y �̃�

𝜇0𝐿
2 [3] en la 

diagonal principal. 

Los vectores �⃗⃗� 𝜇, �⃗⃗� 𝜇, �⃗⃗⃗� 𝜇 y �⃗⃗� 𝜇 son definidos como parámetros Gaussianos aleatorios e 

independientes, pero restringidos a que 𝑪𝜇 sea definida positiva. 

𝛼𝜇
𝑖~𝐺𝑎𝑢 (�̃�𝜇

𝑖 , �̃�
𝛼𝜇
𝑖
2 )    𝑖 = 1,… , 𝑛1 = 10   (A1.19) 

𝛽𝜇
𝑖~𝐺𝑎𝑢 (�̃�𝜇

𝑖 , �̃�
𝛽𝜇
𝑖
2 )    𝑖 = 1,… , 𝑛2 = 10   (A1.20) 

𝜑𝜇
𝑖~𝐺𝑎𝑢 (�̃�𝜇

𝑖 , �̃�
𝜑𝜇
𝑖
2 )    𝑖 = 1,… , 𝑛3 = 10   (A1.21) 

𝜃𝜇
𝑖~𝐺𝑎𝑢 (�̃�𝜇

𝑖 , �̃�
𝜃𝜇
𝑖
2 )    𝑖 = 1,… , 𝑛4 = 10   (A1.22) 

donde sus parámetros son fijados y especificados. 

 

Definimos los parámetros autorregresivos �⃗⃗� 𝑟 (𝑟 = 1,2,8,16) usando un MRF Gaussiano con 

dependencia espacial diagrama de rosas con 10 retardos (Figura 4.3) para ajustar nuestro 

modelo propuesto con cuatro estacionalidades 
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𝑎𝑟(𝑘, 𝑙)|{𝑎𝑟(𝑖, 𝑗): (𝑖, 𝑗)

≠ (𝑘, 𝑙)}~𝐺𝑎𝑢{{𝑎𝑟
0(𝑘, 𝑙)

+ ∑ 𝛼𝑎𝑟
𝑖 {(𝑎𝑟(𝑘 − 𝑖, 𝑙) − 𝑎𝑟

0(𝑘 − 𝑖, 𝑙)) + (𝑎𝑟(𝑘 + 𝑖, 𝑙) − 𝑎𝑟
0(𝑘 + 𝑖, 𝑙))}

𝑖∈𝑛1

+ ∑ 𝛽𝑎𝑟
𝑖 {(𝑎𝑟(𝑘, 𝑙 − 𝑖) − 𝑎𝑟

0(𝑘, 𝑙 − 𝑖)) + (𝑎𝑟(𝑘, 𝑙 + 𝑖) − 𝑎𝑟
0(𝑘, 𝑙 + 𝑖))}

𝑖∈𝑛2

+ ∑ 𝜑𝑎𝑟
𝑖 {(𝑎𝑟(𝑘 − 𝑖, 𝑙 − 𝑖) − 𝑎𝑟

0(𝑘 − 𝑖, 𝑙 − 𝑖))

𝑖∈𝑛3

+ (𝑎𝑟(𝑘 + 𝑖, 𝑙 + 𝑖) − 𝑎𝑟
0(𝑘 + 𝑖, 𝑙) + 𝑖)}

+ ∑ 𝜃𝑎𝑟
𝑖 {(𝑎𝑟(𝑘 − 𝑖, 𝑙 + 𝑖) − 𝑎𝑟

0(𝑘 − 𝑖, 𝑙 + 𝑖))

𝑖∈𝑛4

+ (𝑎𝑟(𝑘 + 𝑖, 𝑙 − 𝑖) − 𝑎𝑟
0(𝑘 + 𝑖, 𝑙 − 𝑖))} , 𝜏𝑎𝑟

2 } 

(A1.23) 

donde �⃗⃗� 𝑟
0 es la media MRF específica de la malla; �⃗⃗� 𝑎𝑟, �⃗⃗� 𝑎𝑟, �⃗⃗⃗� 𝑎𝑟 y �⃗⃗� 𝑎𝑟 (este-oeste, norte-sur, 

noroeste-sudeste y noreste-sudoeste, respectivamente) son los parámetros de la dependéncia 

MRF espacial y 𝜏𝑎𝑟
2  es la varianza de �⃗⃗� 𝑟. 

Los parámetros �⃗⃗� 𝑎𝑟, �⃗⃗� 𝑎𝑟, �⃗⃗⃗� 𝑎𝑟 y �⃗⃗� 𝑎𝑟  están alojados en las subdiagonales de la matriz 𝑪𝑎𝑟 de 

dimensiones 𝑆 × 𝑆. 

 

Asumimos que los parámetros autorregresivos, los cuales representan la dependencia diagrama 

de rosas con 10 retardos, siguen distribuciones Gaussianas independientes: 

𝑊𝑟
𝑖~𝐺𝑎𝑢 (�̃�0𝑟

𝑖 , �̃�
𝑊𝑟
𝒊

2 )  (A1.24) 

𝐸𝑟
𝑖~𝐺𝑎𝑢(�̃�0𝑟

𝑖 , �̃�
𝐸𝑟
𝒊
2 )  (A1.25) 

𝑁𝑟
𝑖~𝐺𝑎𝑢(�̃�0𝑟

𝑖 , �̃�
𝑁𝑟
𝒊
2 )  (A1.26) 

𝑆𝑟
𝑖~𝐺𝑎𝑢(�̃�0𝑟

𝑖 , �̃�
𝑆𝑟
𝒊
2 )  (A1.27) 

SE𝑟
𝑖~𝐺𝑎𝑢(𝑆�̃�0𝑟

𝑖 , �̃�
𝑆𝐸𝑟
𝒊

2 )  (A1.28) 

𝑁𝑊𝑟
𝑖~𝐺𝑎𝑢(𝑁�̃�0𝑟

𝑖 , �̃�
𝑁𝑊𝑟

𝒊
2 ) (A1.29) 

SW𝑟
𝑖~𝐺𝑎𝑢(𝑆�̃�0𝑟

𝑖 , �̃�
𝑆𝑊𝑟

𝒊
2 ) (A1.30) 

𝑁𝐸𝑟
𝑖~𝐺𝑎𝑢(𝑁�̃�0𝑟

𝑖 , �̃�
𝑁𝐸𝑟

𝒊
2 )  (A1.31) 

donde 𝑖 = 1,… ,10 y sus parámetros están fijados y especificados. 

 



73 
 

Para las varianzas especificadas desde el primer estado hasta el tercero, asumimos que son 

independientes entre ellas y usamos las siguientes distribuciones a priori conjugadas: 

𝜎𝜀
2~𝐼𝐺(�̃�𝜀 , �̃�𝜀)     (A1.32) 

𝜎𝛾
2~𝐼𝐺(�̃�𝛾 , �̃�𝛾)     (A1.33) 

𝜎𝜂
2~𝐼𝐺(�̃�𝜂 , �̃�𝜂)     (A1.34) 

𝜏𝜇
2~𝐼𝐺(�̃�𝜇 , �̃�𝜇)     (A1.35) 

A1.3. Quinto estado: Hiperprioris de los parámetros 

Asumimos que �⃗⃗� 0𝑟 tiene una estructura espacial simple: 

𝑎𝑟
0(𝑘, 𝑙) = 𝑎𝑟

0[1] + 𝑎𝑟
0[2]𝑙𝑜𝑛𝑔(𝑘) + 𝑎𝑟

0[3]𝑙𝑎𝑡(𝑙)      𝑟 ∈ {1,2,8,16} (A1.36) 

Donde los coeficientes regresivos 𝑎𝑟
0[1], 𝑎𝑟

0[2] y 𝑎𝑟
0[3] son especificados como variables 

Gaussianas aleatorias e independientes: 

𝑎𝑟
0[𝑗]~𝐺𝑎𝑢 (�̃�𝑟

0[𝑗], �̃�𝑎𝑟0
2 [𝑗])       𝑗 = 1,2,3   (A1.37) 

y sus parámetros están fijados y especificados. Entonces, generalizando (A1.36), 

�⃗⃗� 𝑟
0 = (𝟏  𝑙𝑜𝑛𝑔⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗  𝑙𝑎𝑡⃗⃗⃗⃗  ⃗)(𝑎𝑟

0[1], 𝑎𝑟
0[2], 𝑎𝑟

0[3])′ = 𝑷𝒂𝑟
0𝐿  (A1.38) 

donde 𝑷 es la matriz ‘diseño’ de tendencia lineal de dimensión 𝑆 × 3  y 𝒂𝑟
0𝐿 ≡

(𝑎𝑟
0[1], 𝑎𝑟

0[2], 𝑎𝑟
0[3])′. Entonces, por su independencia 

𝒂𝑟
0𝐿~𝐺𝑎𝑢(�̃�𝑟

0𝐿, �̃�𝑎𝑟0𝐿)    (A1.39) 

donde �̃�𝑎𝑟0𝐿es una matriz diagonal 3 × 3 con las varianzas �̃�
𝑎𝑟
0𝐿
2 [1], �̃�

𝑎𝑟
0𝐿
2 [2] y �̃�

𝑎𝑟
0𝐿
2 [3] en la 

diagonal principal. 

 

Los vectores �⃗⃗� 𝑎𝑟, �⃗⃗� 𝑎𝑟, �⃗⃗⃗� 𝑎𝑟  y �⃗⃗� 𝑎𝑟  los definimos como parámetros Gaussianos aleatorios e 

independientes, pero restringidos a que 𝑪𝑎𝑟 sea definida positiva. 

𝛼𝑎𝑟
𝑖 ~𝐺𝑎𝑢 (�̃�𝑎𝑟

𝑖 , �̃�
𝛼𝑎𝑟
𝑖
2 )    (A1.40) 

𝛽𝑎𝑟
𝑖 ~𝐺𝑎𝑢 (�̃�𝑎𝑟

𝑖 , �̃�
𝛽𝑎𝑟
𝑖
2 )    (A1.41) 

𝜑𝑎𝑟
𝑖 ~𝐺𝑎𝑢 (�̃�𝑎𝑟

𝑖 , �̃�
𝜑𝑎𝑟
𝑖
2 )    (A1.42) 

𝜃𝑎𝑟
𝑖 ~𝐺𝑎𝑢 (�̃�𝑎𝑟

𝑖 , �̃�
𝜃𝑎𝑟
𝑖
2 )    (A1.43) 

donde 𝑖 = 1,… ,10 y usamos la distribución inversa Gamma como conjugada de la distribución 

a priori 𝜏𝑎𝑟
2  

𝜏𝑎𝑟
2 ~𝐼𝐺(�̃�𝑎𝑟 , �̃�𝑎𝑟)    (A1.44) 

donde sus parámetros  �̃�𝑎𝑟  y �̃�𝑎𝑟 están fijados y especificados. 
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Anexo 2 

En este anexo continuamos con el desarrollo de las ecuaciones condicionales del ejemplo 

Temperatura, el cual hemos iniciado en el apartado 8.4. 

A2.1. Distribución condicional de [�⃗⃗� | ·] 

Utilizando las ecuaciones (8.4) y (A1.2), podemos derivar 

 [�⃗⃗� | ·] ∝ [�⃗⃗� |�⃗⃗� 0, 𝜏𝜇
2, 𝛼 𝜇 , 𝛽 𝜇 , �⃗� 𝜇 , 𝜃 𝜇]∏ [�⃗⃗� 𝑡|�⃗⃗� , �⃗⃗⃗� 𝑡 , �⃗⃗� 𝑡, 𝜎𝛾

2] ∝ 𝑒𝑥𝑝 {−
1

2𝜏𝜇
2 (�⃗⃗� − �⃗⃗� 

0)′(𝑰 − 𝑪𝜇)(�⃗⃗� −
𝑇
𝑡=1

�⃗⃗� 0)} × 𝑒𝑥𝑝 {−
1

2𝜎𝛾
2∑ (�⃗⃗� 𝑡 − �⃗⃗� − �⃗⃗⃗� 𝑡 − �⃗⃗� 𝑡)

′
(�⃗⃗� 𝑡 − �⃗⃗� − �⃗⃗⃗� 𝑡 − �⃗⃗� 𝑡)

𝑇
𝑡=1 } ∝

𝑒𝑥𝑝 {−
1

2
[�⃗⃗� ′ (

1

𝜏𝜇
2 (𝑰 − 𝑪𝜇) +

𝑇

𝜎𝛾
2 𝑰) �⃗⃗� − 2 (

1

𝜏𝜇
2 �⃗⃗� 

0′(𝑰 − 𝑪𝜇) +
1

𝜎𝛾
2∑ (�⃗⃗� 𝑡 − �⃗⃗⃗� 𝑡 −

𝑇
𝑡=1

�⃗⃗� 𝑡)
′
) �⃗⃗� ]} 

(A2.1) 

Por ello, 

 �⃗⃗� | · ~𝐺𝑎𝑢 [(
1

𝜏𝜇
2 (𝑰 − 𝑪𝜇) +

𝑇

𝜎𝛾
2 𝑰)

−1

(
1

𝜏𝜇
2 �⃗⃗� 

0′(𝑰 − 𝑪𝜇) +
1

𝜎𝛾
2∑ (�⃗⃗� 𝑡 − �⃗⃗⃗� 𝑡 − �⃗⃗� 𝑡)

′𝑇
𝑡=1 )

′

, (
1

𝜏𝜇
2 (𝑰 −

𝑪𝜇) +
𝑇

𝜎𝛾
2 𝑰)

−1

] 

(A2.2) 

A2.2. Distribución condicional de [�⃗⃗� 0| ·] y [�⃗⃗� 𝑟
0| ·] 

Parte �⃗⃗� 0 

A partir de (A1.2) y (A1.16), definimos 

 [𝝁0𝐿| ·] ∝ [�⃗⃗� |�⃗⃗� 0, 𝜏𝜇
2, 𝛼𝜇 , 𝛽𝜇 , 𝜑𝜇 , 𝜃𝜇][𝝁

0𝐿|�̃�0𝐿, �̃�𝜇0𝐿] ∝ 𝑒𝑥𝑝 {−
1

2𝜏𝜇
2 (�⃗⃗� − �⃗⃗� 

0)′(𝑰 − 𝑪𝜇)(�⃗⃗� −

�⃗⃗� 0)} × 𝑒𝑥𝑝 {−
1

2
(𝝁0𝐿 − �̃�0𝐿)′�̃�

𝜇0𝐿
−1 (𝝁0𝐿 − �̃�0𝐿)} ∝ 𝑒𝑥𝑝 {−

1

2
[𝝁0𝐿

′
(
1

𝜏𝜇
2 𝑷

′(𝑰 −

𝑪𝜇)𝑷 + �̃�𝜇0𝐿
−1 )𝝁0𝐿 − 𝟐(

1

𝜏𝜇
2 �⃗⃗� 

′(𝑰 − 𝑪𝜇)𝑷 + �̃�
0𝐿′�̃�

𝜇0𝐿
−1 )𝝁0𝐿]} 

(A2.3) 

y 
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𝝁0𝐿| · ~𝐺𝑎𝑢 [(
1

𝜏𝜇
2
𝑷′(𝑰 − 𝑪𝜇)𝑷 + �̃�𝜇0𝐿

−1 )

−1

(
1

𝜏𝜇
2
�⃗⃗� ′(𝑰 − 𝑪𝜇)𝑷 + �̃�

0𝐿′�̃�
𝜇0𝐿
−1 )

′

, (
1

𝜏𝜇
2
𝑷′(𝑰 − 𝑪𝜇)𝑷

+ �̃�
𝜇0𝐿
−1 )

−1

] 

(A2.4) 

Parte �⃗⃗� 𝑟
0 

En este caso, no sólo tenemos un �⃗⃗� 0 , sino que tenemos cuatro �⃗⃗� 0  diferentes debido al número 

de coeficientes autorregresivos temporales que tiene el modelo. Nuestra aproximación la 

desarrollamos para [�⃗⃗� 1
0| ·], y la definición de [�⃗⃗� 2

0| ·], [�⃗⃗� 8
0| ·] y [�⃗⃗� 16

0 | ·] se obtienen de forma 

similar. 

A partir de (A1.23) y (A1.37), 

 [𝒂1
0𝐿| ·] ∝ [�⃗⃗� 1|�⃗⃗� 1

0, 𝜏𝑎1
2 , 𝛼𝑎1 , 𝛽𝑎1 , 𝜑𝑎1 , 𝜃𝑎1] [𝒂1

0𝐿|�̃�1
0𝐿, �̃�𝑎𝟏

0𝐿] ∝ 𝑒𝑥𝑝 {−
1

2𝜏𝑎1
2 (�⃗⃗� 1 − �⃗⃗� 1

0)′(𝑰 −

𝑪𝑎1)(�⃗⃗� 1 − �⃗⃗� 1
0)} × 𝑒𝑥𝑝 {−

1

2
(𝒂1
0𝐿 − �̃�1

0𝐿)′�̃�
𝑎1
0𝐿
−1 (𝒂1

0𝐿 − �̃�1
0𝐿)} ∝

𝑒𝑥𝑝 {−
1

2
[𝒂1
0𝐿′ (

1

𝜏𝑎1
2 𝑷

′(𝑰 − 𝑪𝑎𝟏)𝑷 + �̃�𝑎10𝐿
−1 )𝒂1

0𝐿 − 𝟐(
1

𝜏𝑎1
2 �⃗⃗� 1

′
(𝑰 − 𝑪𝑎1)𝑷 +

�̃�1
0𝐿′�̃�

𝑎1
0𝐿
−1 )𝒂1

0𝐿]} 

(A2.5) 

se obtiene que: 

 𝒂𝟏
0𝐿| · ~𝐺𝑎𝑢 [(

1

𝜏𝑎1
2 𝑷

′(𝑰 − 𝑪𝑎𝟏)𝑷 + �̃�𝑎10𝐿
−1 )

−1

(
1

𝜏𝑎1
2 �⃗⃗� 1

′
(𝑰 − 𝑪𝑎1)𝑷 + �̃�1

0𝐿′�̃�
𝑎1
0𝐿
−1 )

′

, (
1

𝜏𝑎1
2 𝑷

′(𝑰 −

𝑪𝑎𝟏)𝑷 + �̃�𝑎10𝐿
−1 )

−1

] 

(A2.6) 

A2.3. Distribución condicional de [�⃗� 𝑖| ·] y [�⃗⃗� 𝑖| ·] 

A partir de (A1.8) y (A1.9), nuestra aproximación es 

 [𝒇1𝐿| ·] ∝ [𝒇1𝐿|�̃�1𝐿, �̃�𝑓1]∏ [�⃗⃗� 𝑡|�⃗⃗� , �⃗� 1, �⃗⃗� 1, �⃗� 2, �⃗⃗� 2, �⃗⃗� 𝑡, 𝜎𝛾
2]𝑇

𝑡=1 ∝ 𝑒𝑥𝑝 {−
1

2
(𝒇1𝐿 − �̃�1𝐿)

′
�̃�𝑓1
−1(𝒇1𝐿 −

�̃�1𝐿)} 𝑒𝑥𝑝 {−
1

2𝜎𝛾
2 [�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) + 𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) + 𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) +

𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) + �⃗⃗� 𝑡)]
′
× [[�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) + 𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) +

𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) + 𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) + �⃗⃗� 𝑡)]]} ∝ 𝑒𝑥𝑝 {−
1

2
[𝒇1𝐿
′ (�̃�𝑓1

−1 +
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1

𝜎𝛾
2∑ (𝑐𝑜𝑠(𝑤1𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )𝒇1𝐿 − 2(�̃�1𝐿
′ �̃�𝑓1

−1 +
1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) +

𝑻
𝑡=1

𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) + 𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) + �⃗⃗� 𝑡)]
′
𝑷𝑐𝑜𝑠(𝑤1𝑡)) 𝒇1𝐿]} 

(A2.7) 

y 

 𝒇1𝐿| · ~𝐺𝑎𝑢 {(�̃�𝑓1
−1 +

1

𝜎𝛾
2∑ (𝑐𝑜𝑠(𝑤1𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )
−1

(�̃�1𝐿
′ �̃�𝑓1

−1 +
1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 − (�⃗⃗� +

𝑻
𝑡=1

𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) + 𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) + 𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) + �⃗⃗� 𝑡)]
′
𝑷𝑐𝑜𝑠(𝑤1𝑡)) , (�̃�𝑓1

−1 +

1

𝜎𝛾
2∑ (𝑐𝑜𝑠(𝑤1𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )
−1

} 

(A2.8) 

La derivación de [𝒇2𝐿| ·] es análoga a [𝒇1𝐿| ·] 

De un modo similar, se deduce, a partir de (A1.10) y (A1.11), que 

 [𝒈1𝐿| ·] ∝ [𝒈1𝐿|�̃�1𝐿, �̃�𝑔1]∏ [�⃗⃗� 𝑡|�⃗⃗� , �⃗� 1, �⃗⃗� 1, �⃗� 2, �⃗⃗� 2, �⃗⃗� 𝑡, 𝜎𝛾
2]𝑇

𝑡=1 ∝ 𝑒𝑥𝑝 {−
1

2
(𝒈1𝐿 −

�̃�1𝐿)
′�̃�𝑔1
−1(𝒈1𝐿 − �̃�1𝐿)} 𝑒𝑥𝑝 {−

1

2𝜎𝛾
2 [�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) + 𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) +

𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) + 𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) + �⃗⃗� 𝑡)]
′
× [[�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) +

𝑷𝒈1𝐿𝑠𝑖𝑛(𝑤1𝑡) + 𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) + 𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) + �⃗⃗� 𝑡)]]} ∝

𝑒𝑥𝑝 {−
1

2
[𝒈1𝐿
′ (�̃�𝑔1

−1 +
1

𝜎𝛾
2∑ (𝑠𝑖𝑛(𝑤1𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )𝒈1𝐿 − 2(�̃�1𝐿
′ �̃�𝑔1

−1 +

1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 − (�⃗⃗� + 𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) + 𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) + 𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) +

𝑻
𝑡=1

�⃗⃗� 𝑡)]
′
𝑷𝑠𝑖𝑛(𝑤1𝑡))𝒈1𝐿]} 

(A2.9) 

y 

 𝒈1𝐿| · ~𝐺𝑎𝑢 {(�̃�𝑔1
−1 +

1

𝜎𝛾
2∑ (𝑠𝑖𝑛(𝑤1𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )
−1

(�̃�1𝐿
′ �̃�𝑔1

−1 +
1

𝜎𝛾
2∑ [�⃗⃗� 𝑡 − (�⃗⃗� +

𝑻
𝑡=1

𝑷𝒇1𝐿𝑐𝑜𝑠(𝑤1𝑡) + 𝑷𝒇2𝐿𝑐𝑜𝑠(𝑤2𝑡) + 𝑷𝒈2𝐿𝑠𝑖𝑛(𝑤2𝑡) + �⃗⃗� 𝑡)]
′
𝑷𝑠𝑖𝑛(𝑤1𝑡)) , (�̃�𝑔1

−1 +

1

𝜎𝛾
2∑ (𝑠𝑖𝑛(𝑤1𝑡))

2
𝑷′𝑷𝑇

𝑡=1 )
−1

} 

(A2.10) 

La derivación de [𝒈2𝐿| ·] es análoga a [𝒈2𝐿| ·] 
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A2.4. Distribución condicional de [�⃗⃗� 𝑟| ·] 

Dada la estructura diagrama de rosas con 10 retardos del modelo VAR (Figura 5.2), podemos 

escribir la siguiente descomposición, teniendo en cuenta que para nuestro caso particular 

introducimos los órdenes 2, 8 y 16 en las siguientes ecuaciones: 

𝑯1�⃗⃗� 𝑡−1 = 𝑑𝑖𝑎𝑔(�⃗⃗� 1)�⃗⃗� 𝑡−1 +𝑯𝑎1�⃗⃗�
 
𝑡−1 = 𝑑𝑖𝑎𝑔(�⃗⃗� 𝑡−1)�⃗⃗� 1 +𝑯𝑎1 �⃗⃗�

 
𝑡−1 = 𝑿𝑡−1�⃗⃗� 1 +𝑯𝑎1 �⃗⃗�

 
𝑡−1 

(A2.11) 

Donde 𝑯𝑎1es la mariz 𝑯1 con la diagonal principal (�⃗⃗� 1) substituida por ceros, y 𝑿𝑡−1 ≡

𝑑𝑖𝑎𝑔(�⃗⃗� 𝑡−1). Entonces, utilizando (A1.14) y (A1.23) nuestra aproximación nos permite obtener 

la siguiente distribución condicional: 

 [�⃗⃗� 1| ·] ∝ ∏ [�⃗⃗� 𝑡|�⃗⃗� 𝑡−1, 𝑯1, �⃗⃗� 𝑡−8, 𝑯8, �⃗⃗� 𝑡−16, 𝑯16, 𝜎𝜂
2]𝑻

𝑡=1 [�⃗⃗� 1|�⃗⃗� 1
0, 𝜏𝑎1

2 , 𝛼 𝑎1 , 𝛽
 
𝑎1 , �⃗� 𝑎1 , 𝜃

 
𝑎1] ∝

𝑒𝑥𝑝 {−
1

2𝜎𝜂
2∑ (�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)

′
(�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −

𝑇
𝑡=1

𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)} 𝑒𝑥𝑝 {−
1

2𝜏𝑎1
2 (�⃗⃗� 1 − �⃗⃗� 1

0)′(𝑰 − 𝑪𝑎1)(�⃗⃗� 1 − �⃗⃗� 1
0)} ∝

𝑒𝑥𝑝 {−
1

2𝜎𝑛
2∑ (�⃗⃗� 𝑡 − 𝑿𝑡−1�⃗⃗� 1 −𝑯𝑎1 �⃗⃗�

 
𝑡−1 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)

′
(�⃗⃗� 𝑡 −

𝑇
𝑡=1

𝑿𝑡−1�⃗⃗� 1 −𝑯𝑎1�⃗⃗�
 
𝑡−1 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)} 𝑒𝑥𝑝 {−

1

2𝜏𝑎1
2 (�⃗⃗� 1 − �⃗⃗� 1

0)′(𝑰 −

𝑪𝑎1)(�⃗⃗� 1 − �⃗⃗� 1
0)} ∝ 𝑒𝑥𝑝 {−

1

2
[�⃗⃗� 1
′ (

1

𝜎𝑛
2∑ 𝑿𝑡−1𝑿𝑡−1

𝑇
𝑡=1 +

1

𝜏𝑎1
2 (𝑰 − 𝑪𝑎1)) �⃗⃗� 1 −

2 [
1

𝜎𝑛
2∑ (�⃗⃗� 𝑡 −𝑯𝑎1 �⃗⃗�

 
𝑡−1 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)

′𝑇
𝑡=1 𝑿𝑡−1 +

1

𝜏𝑎1
2 �⃗⃗� 1

0(𝑰 − 𝑪𝑎1)] �⃗⃗� 1]} 

(A2.12) 

y 

 �⃗⃗� 1| · ~𝐺𝑎𝑢 {(
1

𝜎𝑛
2∑ 𝑿𝑡−1𝑿𝑡−1

𝑇
𝑡=1 +

1

𝜏𝑎1
2 (𝑰 − 𝑪𝑎1))

−1

[
1

𝜎𝑛
2∑ (�⃗⃗� 𝑡 −𝑯𝑎1 �⃗⃗�

 
𝑡−1 −𝑯8�⃗⃗� 𝑡−8 −

𝑇
𝑡=1

𝑯16�⃗⃗� 𝑡−16)
′
𝑿𝑡−1 +

1

𝜏𝑎1
2 �⃗⃗� 1

0(𝑰 − 𝑪𝑎1)] , (
1

𝜎𝑛
2∑ 𝑿𝑡−1𝑿𝑡−1

𝑇
𝑡=1 +

1

𝜏𝑎1
2 (𝑰 − 𝑪𝑎1))

−1

} 

(A2.13) 

El proceso de derivación de [�⃗⃗� 2| ·], [�⃗⃗� 8| ·] y [�⃗⃗� 16| ·] es análogo a [�⃗⃗� 1| ·]. 

A2.5. Distribución condicional de los parámetros alojados en las subdiagonales 

de la matriz 𝑯𝑟  

En este caso, también introducimos una modificación del algoritmo propuesto por Wikle, 

Berliner and Cressie (1998) en el sentido que estamos utilizando la estructura diagrama de rosas 
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con diez retardos (A1.13) y también las dos estacionalidades de orden 8 y 16. Esto nos permite 

escribir la siguiente descomposición: 

𝑯1�⃗⃗� 𝑡−1 = 𝑁1
1�⃗⃗� 𝑡−1

𝑁1
1

+𝑯1
𝑁1
1

�⃗⃗� 𝑡−1 

(A2.14) 

donde 𝑯1
𝑁1
1

 es la matriz 𝑯1 con la subdiagonal correspondiente al coeficiente 𝑁1
1 substituida por 

ceros; y �⃗⃗� 𝑡−1
𝑁1
1

≡ 𝑱𝑁11 �⃗⃗�
 
𝑡−1, donde 𝑱𝑁11 es una matriz 𝑆 × 𝑆 con unos a lo largo de la diagonal 

correspondiente del coeficiente 𝑁1
1 en 𝑯1, y con ceros en el resto. Entonces, utilizando (A1.14) 

y (A1.26) 

 [𝑁1
1| ·] ∝ ∏ [�⃗⃗� 𝑡|�⃗⃗� 𝑡−1, 𝑯1, �⃗⃗� 𝑡−8, 𝑯8, �⃗⃗� 𝑡−16, 𝑯16, 𝜎𝜂

2]𝑻
𝑡=1 [𝑁1

1|�̃�01
1 , �̃�𝑁11

2 ] ∝ 𝑒𝑥𝑝 {−
1

2𝜎𝜂
2∑ (�⃗⃗� 𝑡 −

𝑇
𝑡=1

𝑯1�⃗⃗� 𝑡−1 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)
′
(�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯8�⃗⃗� 𝑡−8 −

𝑯16�⃗⃗� 𝑡−16)} 𝑒𝑥𝑝 {−
1

2�̃�
𝑁1
1
2 (𝑁1

1 − �̃�01
1 )

2
} ∝ 𝑒𝑥𝑝 {−

1

2𝜎𝜂
2∑ (�⃗⃗� 𝑡 −𝑁1

1�⃗⃗� 𝑡−1
𝑁1
1

−𝑇
𝑡=1

∑ 𝑁1
𝑗
�⃗⃗� 𝑡−1
𝑁𝑟
𝑗

𝑗∈{2,…,𝑛2} −∑ 𝑯1
𝑁1
𝑗

�⃗⃗� 𝑡−1𝑗∈{1,…,𝑛2} − ∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{8,16} )
′

(�⃗⃗� 𝑡 −𝑁1
1�⃗⃗� 𝑡−1

𝑁1
1

−

∑ 𝑁1
𝑗
�⃗⃗� 𝑡−1
𝑁1
𝑗

𝑗∈{2,…,𝑛2} −∑ 𝑯1
𝑁1
𝑗

�⃗⃗� 𝑡−1𝑗∈{1,…,𝑛2} − ∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{8,16} )} 𝑒𝑥𝑝 {−
1

2�̃�
𝑁1
1
2 (𝑁1

1 −

�̃�01
1 )

2
} ∝ 𝑒𝑥𝑝 {−

1

2
[𝑁1

1 (
1

𝜎𝑛
2∑ (�⃗⃗� 𝑡−1

𝑁1
1

)
′

�⃗⃗� 𝑡−1
𝑁1
1

𝑇
𝑡=1 +

1

�̃�
𝑁1
1
2 )𝑁1

1 − 2𝑁1
1 (

1

𝜎𝜂
2∑ [�⃗⃗� 𝑡 −

𝑇
𝑡=1

∑ 𝑁1
𝑗
�⃗⃗� 𝑡−1
𝑁1
𝑗

𝑗∈{2,…,𝑛2} −∑ 𝑯1
𝑁1
𝑗

�⃗⃗� 𝑡−1𝑗∈{1,…,𝑛2} − ∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{8,16} ] +
�̃�01
1

�̃�
𝑁1
1
2 )]} 

(A2.15) 

se obtiene: 

 𝑁1
1| · ~𝐺𝑎𝑢 {(

1

𝜎𝑛
2∑ (�⃗⃗� 𝑡−1

𝑁1
1

)
′

�⃗⃗� 𝑡−1
𝑁1
1

𝑇
𝑡=1 +

1

�̃�
𝑁1
1
2 )

−1

(
1

𝜎𝜂
2∑ [�⃗⃗� 𝑡 − ∑ 𝑁1

𝑗
�⃗⃗� 𝑡−1
𝑁1
𝑗

𝑗∈{2,…,𝑛2} −𝑇
𝑡=1

∑ 𝑯1
𝑁1
𝑗

�⃗⃗� 𝑡−1𝑗∈{1,…,𝑛2} −∑ 𝑯𝑙�⃗⃗� 𝑡−𝑙𝑙∈{8,16} ] +
�̃�0𝑟
1

�̃�
𝑁𝑟
1
2 )

′

, (
1

𝜎𝑛
2∑ (�⃗⃗� 𝑡−1

𝑁1
1

)
′

�⃗⃗� 𝑡−1
𝑁1
1

𝑇
𝑡=1 +

1

�̃�
𝑁1
1
2 )

−1

} 

(A2.16) 

Nótese que se obtienen de una forma análoga las distribuciones de  𝑁𝑟
2 y 𝑟 ∈ {2,8,16}, y también 

para �⃗⃗⃗� 𝑟, �⃗� 𝑟 , �⃗⃗� 𝑟, 𝐒 𝑟, 𝐒𝐄⃗⃗ ⃗⃗ 𝑟, 𝐍𝐖⃗⃗⃗⃗ ⃗⃗  ⃗𝑟, 𝐒𝐖⃗⃗⃗⃗ ⃗⃗  𝑟 y 𝐍𝐄⃗⃗⃗⃗  ⃗𝑟. 
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A2.6. Distribución condicional de �⃗⃗� , �⃗⃗� , �⃗⃗� , �⃗⃗�  

Extendiendo la metodología propuesta por Wikle, Berliner and Cressie (1998) a nuestro caso 

específico, en el sentido que nuestro modelo tiene una estructura espacial más compleja, 

obtenemos muestras de la variable �⃗⃗� 𝜇𝑝𝑠𝑒𝑢𝑑𝑜  utilizando el procedimiento Metropolis-Hastings 

para estimar �⃗⃗� 𝜇. Definimos [𝛼𝜇
1| ·]

𝑝𝑠𝑒𝑢𝑑𝑜
 como 

 [𝛼𝜇
1| ·]

𝑝𝑠𝑒𝑢𝑑𝑜
∝ ∏ [𝜇(𝒔𝑗)|𝜇(𝒔𝑘), 𝑘 ≠ 𝑗; 𝝁

0, �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , �⃗⃗� 𝜇 , 𝜏𝜇
2]𝑆

𝑗=1 [𝛼𝜇
1|�̃�𝜇

1, �̃�𝛼𝜇1
2 ] ∝

𝑒𝑥𝑝 {−
1

2𝜏𝜇
2 [∑ ∑ [𝜇(𝑘, 𝑙) − 𝜇0(𝑘, 𝑙) − ∑ 𝛼𝜇

𝑗{𝜇(𝑘 − 𝑗, 𝑙) − 𝜇0(𝑘 − 𝑗, 𝑙) +𝑗∈𝑛1𝑙𝑘

𝜇(𝑘 + 𝑗, 𝑙) − 𝜇0(𝑘 + 𝑗, 𝑙)} − ∑ 𝛽𝜇
𝑗{𝜇(𝑘, 𝑙 − 𝑗) − 𝜇0(𝑘, 𝑙 − 𝑗) +𝑗∈𝑛2

𝜇(𝑘, 𝑙 + 𝑗) − 𝜇0(𝑘, 𝑙 + 𝑗)} − ∑ 𝜑𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 − 𝑗) +𝑗∈𝑛3

𝜇(𝑘 + 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 + 𝑗)} − ∑ 𝜃𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 + 𝑗) −𝑗∈𝑛4

𝜇0(𝑘 − 𝑗, 𝑙 + 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 − 𝑗)}]]} 𝑒𝑥𝑝 {−
1

2�̃�
𝛼𝜇
1
2 (𝛼𝜇

1 −

�̃�𝜇
1)
2
} ∝ 𝑒𝑥𝑝 {−

1

2
[(𝛼𝜇

1)
2
(
1

𝜏𝜇
2 ∑ ∑ (𝜇(𝑘 − 1, 𝑙) − 𝜇0(𝑘 − 1, 𝑙) + 𝜇(𝑘 + 1, 𝑙) −𝑙𝑘

𝜇0(𝑘 + 1, 𝑙))
2
+

1

�̃�
𝛼𝜇
1
2 ) − 2𝛼𝜇

1 (
�̃�𝜇
1

�̃�
𝛼𝜇
1
2 + ∑ ∑ {𝜇(𝑘 − 1, 𝑙) − 𝜇0(𝑘 − 1, 𝑙) +𝑙𝑘

𝜇(𝑘 + 1, 𝑙) − 𝜇0(𝑘 + 1, 𝑙)}[𝜇(𝑘, 𝑙) − 𝜇0(𝑘, 𝑙) − ∑ 𝛼𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙) −𝑗∈𝑛1−{1}

𝜇0(𝑘 − 𝑗, 𝑙) + 𝜇(𝑘 + 𝑗, 𝑙) − 𝜇0(𝑘 + 𝑗, 𝑙)} − ∑ 𝛽𝜇
𝑗{𝜇(𝑘, 𝑙 − 𝑗) −𝑗∈𝑛2

𝜇0(𝑘, 𝑙 − 𝑗) + 𝜇(𝑘, 𝑙 + 𝑗) − 𝜇0(𝑘, 𝑙 + 𝑗)} − ∑ 𝜑𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 − 𝑗) −𝑗∈𝑛3

𝜇0(𝑘 − 𝑗, 𝑙 − 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 + 𝑗)} − ∑ 𝜃𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 +𝑗∈𝑛4

𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 + 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 − 𝑗)}])]} 

(A2.17) 

Con lo que, 

 𝛼𝜇𝑝𝑠𝑒𝑢𝑑𝑜
1 | · ~𝐺𝑎𝑢 {(

1

𝜏𝜇
2 ∑ ∑ (𝜇(𝑘 − 1, 𝑙) − 𝜇0(𝑘 − 1, 𝑙) + 𝜇(𝑘 + 1, 𝑙) − 𝜇0(𝑘 + 1, 𝑙))

2
𝑙𝑘 +

1

�̃�
𝛼𝜇
1
2 )

−1

× (
�̃�𝜇
1

�̃�
𝛼𝜇
1
2 +∑ ∑ {𝜇(𝑘 − 1, 𝑙) − 𝜇0(𝑘 − 1, 𝑙) + 𝜇(𝑘 + 1, 𝑙) −𝑙𝑘

𝜇𝜇00(𝑘 + 1, 𝑙)}[𝜇(𝑘, 𝑙) − 𝜇
0(𝑘, 𝑙) − ∑ 𝛼𝜇

𝑗{𝜇(𝑘 − 𝑗, 𝑙) −𝑗∈𝑛1−{1}

𝜇0(𝑘 − 𝑗, 𝑙) + 𝜇(𝑘 + 𝑗, 𝑙) − 𝜇0(𝑘 + 𝑗, 𝑙)} − ∑ 𝛽𝜇
𝑗{𝜇(𝑘, 𝑙 − 𝑗) −𝑗∈𝑛2

𝜇0(𝑘, 𝑙 − 𝑗) + 𝜇(𝑘, 𝑙 + 𝑗) − 𝜇0(𝑘, 𝑙 + 𝑗)} − ∑ 𝜑𝜇
𝑗{𝜇(𝑘 − 𝑗, 𝑙 − 𝑗) −𝑗∈𝑛3

𝜇0(𝑘 − 𝑗, 𝑙 − 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 + 𝑗)} − ∑ 𝜃𝜇
𝑗{𝜇(𝑘 −𝑗∈𝑛4
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𝑗, 𝑙 + 𝑗) − 𝜇0(𝑘 − 𝑗, 𝑙 + 𝑗) + 𝜇(𝑘 + 𝑗, 𝑙 − 𝑗) − 𝜇0(𝑘 + 𝑗, 𝑙 −

𝑗)}]) , (
1

𝜏𝜇
2 ∑ ∑ (𝜇(𝑘 − 1, 𝑙) − 𝜇0(𝑘 − 1, 𝑙) + 𝜇(𝑘 + 1, 𝑙) −𝑙𝑘

𝜇0(𝑘 + 1, 𝑙))
2
+

1

�̃�
𝛼𝜇
1
2 )

−1

} 

(A2.18) 

La distribución condicional completa de [𝛼𝜇
𝑖 | ·] 𝑝𝑠𝑒𝑢𝑑𝑜   𝑖 = 2,… ,10 y también de  �⃗⃗� 𝜇, �⃗⃗� 𝜇 y �⃗⃗� 𝜇, 

las cuales son análogas a la anterior, como también lo son las distribuciones condicionales 

completas de �⃗⃗� 𝑎𝑟, �⃗⃗� 𝑎𝑟, �⃗⃗� 𝑎𝑟 y �⃗⃗� 𝑎𝑟  𝑟 ∈ {1,2,8,16}. 

A2.7. Distribución condicional de [𝜎𝜖
2| ·] 

De (8.2) y (A1.32) 

 [𝜎𝜖
2| ·] ∝ ∏ [�⃗⃗� 𝑡|𝑲, �⃗⃗� 𝑡 , 𝜎𝜖

2][𝜎𝜖
2|�̃�𝜖, �̃�𝜖]

𝑇
𝑡=1 ∝

1

(𝜎𝜖
2)
𝑚𝑇
2

𝑒𝑥𝑝 {−
1

2𝜎𝜖
2∑ (�⃗⃗� 𝑡 −𝑲�⃗⃗� 𝑡)′(�⃗⃗� 𝑡 −𝑲�⃗⃗� 𝑡)

𝑇
𝑡=1 } ×

1

Γ(�̃�𝜖)
�̃�𝜖
−�̃�𝜖 1

(𝜎𝜖
2)
�̃�𝜖+1

𝑒𝑥𝑝 {−
1

�̃�𝜖𝜎𝜖
2} ∝

1

(𝜎𝜖
2)
𝑚𝑇
2
+�̃�𝜖+1

𝑒𝑥𝑝 {−
1

2𝜎𝜖
2 [
2

�̃�𝜖
+ ∑ (�⃗⃗� 𝑡 −

𝑇
𝑡=1

𝑲�⃗⃗� 𝑡)′(�⃗⃗� 𝑡 −𝑲�⃗⃗� 𝑡)]} 

(A2.19) 

y 

𝜎𝜖
2| · ~𝐼𝐺 (

𝑚𝑇

2
+ �̃�𝜖 , [

1

�̃�𝜖
+
1

2
∑(�⃗⃗� 𝑡 −𝑲�⃗⃗� 𝑡)′(�⃗⃗� 𝑡 −𝑲�⃗⃗� 𝑡)

𝑇

𝑡=1

]

−1

) 

(A2.20) 

A2.8. Distribución condicional de [𝜎𝛾
2| ·] 

A partir de (8.4) y (A1.33) 

 [𝜎𝛾
2| ·] ∝ ∏ [�⃗⃗� 𝑡|�⃗⃗� , �⃗⃗⃗� 𝑡, �⃗⃗� 𝑡 , 𝜎𝛾

2][𝜎𝛾
2|�̃�𝛾 , �̃�𝛾]

𝑇
𝑡=1 ∝

1

(𝜎𝛾
2)
𝑆𝑇
2
+�̃�𝛾+1

𝑒𝑥𝑝 {−
1

2𝜎𝛾
2 [
2

�̃�𝛾
+ ∑ (�⃗⃗� 𝑡 −

𝑇
𝑡=1

[�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡])′(�⃗⃗� 𝑡 − [�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡])]} 

(A2.21) 

y 

𝜎𝛾
2| · ~𝐼𝐺 (

𝑆𝑇

2
+ �̃�𝛾, [

1

�̃�𝛾
+
1

2
∑(�⃗⃗� 𝑡 − [�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡])′(�⃗⃗� 𝑡 − [�⃗⃗� + �⃗⃗⃗� 𝑡 + �⃗⃗� 𝑡])

𝑇

𝑡=1

]

−1

) 

(A2.22) 
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A2.9. Distribución condicional de [𝜎𝜂
2| ·] 

De (A1.14) y (A1.34), y teniendo en cuenta que estamos trabajando con tres retardos temporales 

adicionales que previamente definimos, tenemos: 

 [𝜎𝜂
2| ·] ∝ ∏ [�⃗⃗� 𝑡|�⃗⃗� 𝑡−1, 𝑯1, �⃗⃗� 𝑡−2, 𝑯2, �⃗⃗� 𝑡−8, 𝑯8, �⃗⃗� 𝑡−16, 𝑯16, 𝜎𝜂

2][𝜎𝜂
2|�̃�𝜂 , �̃�𝜂] ∝

𝑇
𝑡=1

1

(𝜎𝜂
2)
𝑆𝑇
2
+�̃�𝜂+1

𝑒𝑥𝑝 {−
1

2𝜎𝜂
2 [
2

�̃�𝜂
+ ∑ (�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −

𝑇
𝑡=1

𝑯16�⃗⃗� 𝑡−16)
′
(�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)]} 

(A2.23) 

y 

 𝜎𝜂
2| · ~𝐼𝐺 (

𝑆𝑇

2
+ �̃�𝜂 , [

1

�̃�𝜂
+
1

2
∑ (�⃗⃗� 𝑡 −𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)

′
(�⃗⃗� 𝑡 −

𝑇
𝑡=1

𝑯1�⃗⃗� 𝑡−1 −𝑯2�⃗⃗� 𝑡−2 −𝑯8�⃗⃗� 𝑡−8 −𝑯16�⃗⃗� 𝑡−16)]
−1

) 

(A2.24) 

A2.10. Distribución condicional de [𝜏𝜇
2| ·] y [𝜏𝑎𝑖

2 | ·] 

A partir de (A1.2) y (A1.35), se obtiene que 

 [𝜏𝜇
2| ·] ∝ [�⃗⃗� |�⃗⃗� 0, 𝜏𝜇

2, 𝛼 𝜇 , 𝛽 𝜇 , �⃗� 𝜇 , 𝜃 𝜇][𝜏𝜇
2|�̃�𝜇, �̃�𝜇] ∝

1

(𝜏𝜇
2)
𝑆
2

𝑒𝑥𝑝 {−
1

2𝜏𝜇
2 (�⃗⃗� − �⃗⃗� 

0)′(𝑰 − 𝑪𝜇)(�⃗⃗� −

�⃗⃗� 0)} ×
1

Γ(�̃�𝜇)
�̃�𝜖
−�̃�𝜖 1

(𝜏𝜇
2)
�̃�𝜇+1

𝑒𝑥𝑝 {−
1

�̃�𝜇𝜏𝜇
2} ∝

1

(𝜏𝜇
2)
𝑆
2
+�̃�𝜇+1

𝑒𝑥𝑝 {−
1

2𝜏𝜇
2 [

2

�̃�𝜇
+

(�⃗⃗� − �⃗⃗� 0)′(𝑰 − 𝑪𝜇)(�⃗⃗� − �⃗⃗� 
0)]} 

(A2.25) 

y 

𝜏𝜇
2| · ~𝐼𝐺 (

𝑆

2
+ �̃�𝜇 , [

1

�̃�𝜇
+
1

2
(�⃗⃗� − �⃗⃗� 0)′(𝑰 − 𝑪𝜇)(�⃗⃗� − �⃗⃗� 

0)]

−1

) 

(A2.26) 

Análogamente, de (A1.23) y (A1.44): 
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 [𝜏𝑎1
2 | ·] ∝ [�⃗⃗� 1|�⃗⃗� 1

0, 𝜏𝑎1
2 , 𝛼 𝑎1 , 𝛽

 
𝑎1 , �⃗� 𝑎1 , 𝜃

 
𝑎1][𝜏𝑎1

2 |�̃�𝑎1 , �̃�𝑎1] ∝
1

(𝜏𝑎1
2 )

𝑆
2

𝑒𝑥𝑝 {−
1

2𝜏𝑎1
2 (�⃗⃗� 1 − �⃗⃗� 1

0)′(𝑰 −

𝑪𝑎1)(�⃗⃗� 1 − �⃗⃗� 1
0)} ×

1

Γ(�̃�𝑎1)
�̃�𝑎1
−�̃�𝑎1 1

(𝜏𝑎1
2 )

�̃�𝑎𝑟+1
𝑒𝑥𝑝 {−

1

�̃�𝑎1𝜏𝑎1
2 } ∝

1

(𝜏𝑎1
2 )

𝑆
2
+�̃�𝑎1+1

𝑒𝑥𝑝 {−
1

2𝜏𝑎1
2 [

2

�̃�𝑎1
+ (�⃗⃗� 1 − �⃗⃗� 1

0)′(𝑰 − 𝑪𝑎1)(�⃗⃗� 1 − �⃗⃗� 1
0)]} 

(A2.27) 

Con lo que, 

𝜏𝑎1
2 | · ~𝐼𝐺 (

𝑆

2
+ �̃�𝑎1 , [

1

�̃�𝑎1
+
1

2
(�⃗⃗� 1 − �⃗⃗� 1

0)′(𝑰 − 𝑪𝑎1)(�⃗⃗� 1 − �⃗⃗� 1
0)]

−1

) 

(A2.28) 

Nótese que se obtienen distribuciones similares a las de 𝜏𝑎2
2 , 𝜏𝑎8

2  y 𝜏𝑎16
2 . 

 

 



83 
 

Anexo 3 

En este anexo se alojan los gráficos del mapa de los datos de la temperatura. 
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Figura A3.1: Malla de los datos Temperatura en los puntos espaciales 1,.., 5, 93,…, 97, 175,…, 179, 227,…, 231 
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Figura A3.2: Malla de los datos Temperatura en las direcciones que relacionan los puntos espaciales 1,.., 5, 93,…, 97, 175,…, 179, 227,…, 231 
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