
Predicción de ventas basada en atributos para productos con poco histórico Pág. 1 

 

Resumen 

En este trabajo se aplicará la metodología de predicción de ventas basada en atributos 

para productos con poco histórico. A través de la simulación con datos reales se testeará 

esta metodología, ya implantada en otros proyectos dentro del departamento de Analytics 

de Accenture. El objetivo es adaptar las propuestas existentes en los otros proyectos a las 

necesidades del proyecto LINK, proponer una serie de mejoras y comparar los resultados 

con la metodología usada actualmente, que es realizar la media de los últimos 6 meses de 

historia. 

En la memoria se explicaran los detalles del proyecto LINK así como la metodología 

utilizada para hacer la predicción de ventas de todo el rango de productos. A continuación 

se explicara la metodología de predicción de ventas basada en atributos para productos 

con poco histórico usada en el proyecto ATNI y su adaptación al caso LINK. Luego se 

expondrán los resultados de las propuestas de mejora. Se hará un presupuesto del 

proyecto contando las horas de trabajo y los recursos materiales. Y por último en las 

conclusiones se  analizaran los resultados obtenidos. 
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1. Glosario 

Sell In: en este proyecto se refiere a los productos que salen del almacen central de 

distribución de cada país. 

APO: Advanced Planner & Optimizer. Es una aplicación informática diseñada para ayudar a 

una compañía a mejorar su planificación de producción, precio, programación y envío de 

productos [1]. 

Stock: Conjunto de mercancías o productos que se tienen almacenados en espera de su 

venta o comercialización [2]. 

 WFA: weighted forecast accuracy. 

KPI: key performance indicator. Es una medida de rendimiento con el que se muestra el 

progreso de un objetivo concreto. 

Outliers: en estadística se refiera a las observaciones que son numéricamente distantes al 

resto de datos [3]. 

R: entorno y lenguaje de programación con un enfoque al análisis estadístico [4]. 

Backtesting: test de prueba de una estrategia en datos históricos.  

Lag: periodo de tiempo donde se quiere calcular el forecast. 

SKU: En el campo de la gestión de inventario, una unidad de mantenimiento de existencias 

o SKU hace referencia a un artículo específico almacenado en un determinado lugar [5]. 

Scope: conjunto de SKU’s a los que se les aplica el forecast o con los que se calcula el 

KPI. 

Forecast: en este proyecto, predicción o metodología de la predicción de ventas. 

Canibalización: la canibalización de productos es la reducción de las ventas de un 

producto a raíz de la introducción de otro que se comporta como sustituto. 
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2. Prefacio 

La mayoría de las veces, el desarrollo y la introducción de un nuevo producto en el 

mercado no es trivial. El riesgo de un lanzamiento es elevado y con tal de reducirlo, la 

predicción de ventas se ha convertido en una práctica  establecida dentro de la industria de 

la investigación de mercados. 

Si estimar las ventas de productos maduros y estables ya es difícil, cuando se trata de 

productos nuevos la dificultad aumenta notablemente. Muchos de los métodos más 

comunes para realizar la predicción de ventas incluyen modelos matemáticos que 

requieren de un mínimo de datos históricos para poder hacer la predicción, y por lo tanto, 

los productos nuevos o con poca historia quedan fuera del rango de aplicación. Aun así, 

existen métodos para estimar este tipo de productos como por ejemplo el método Attribute 

based forecasting. En este proyecto se pretenderá aplicar esta metodología para productos 

con poca historia en un caso práctico con datos reales. 

2.1. Origen del proyecto y motivación 

Este proyecto nace a raíz de las prácticas que realicé en Accenture en el departamento de 

Analytics. Allí tuve la ocasión de entrar como parte de un equipo para empezar de cero  un 

proyecto piloto relacionado con la predicción de ventas. A lo largo del tiempo la dificultad ha 

ido aumentando, así como el número de gente, las ganas de seguir aprendiendo, y la 

curiosidad para adentrarme en el mundo del análisis de datos. Los retos siempre han 

estado presentes y entre ellos surgió como resultado, el  trabajo aquí presente. 

Quiero destacar que la búsqueda de las prácticas fue especialmente motivada por la 

asignatura de Optimización y simulación realizada en esta escuela.  

 

2.2. Requerimientos previos 

La elección del lenguaje de programación de este proyecto va íntimamente ligada a las 

necesidades del proyecto realizado en la empresa. Así pues, con tal de aprovechar los 

recursos ofrecidos por el equipo decidí que la mejor opción era aprender a programar en R. 

La dedicación al aprendizaje de programación en R ha sido parte de este proyecto y  al no 

tener conocimientos previos la optimización del código no se contempla en los objetivos del 

mismo.
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3. Introducción 

3.1. Introducción 

La predicción de ventas basada en atributos o Attribute based forecasting es un método 

estadístico en el que se intenta relacionar el comportamiento de las ventas con los atributos 

que definen el producto. Se asume que para productos con atributos similares las ventas 

estarán relacionadas. Así pues, si en un mercado se venden pantalones, se esperaría que 

la demanda para todos los pantalones cortos, blancos y de carácter deportivo estuviese 

vinculada. La aplicación de este método es especialmente útil para lanzamientos o 

productos con poca historia. Aunque la historia del producto sea insuficiente para obtener 

una predicción con los métodos comunes, con la metodología de Attribute based 

forecasting, se puede atribuir un histórico con sólo conocer los atributos del producto a 

través de la demanda de otros productos de atributos compartidos. Una vez deducido el 

comportamiento de la demanda a pasado, aplicándole los métodos comunes para hacer el 

forecast se obtienen las previsiones futuras del producto en cuestión. 

3.2. Objetivos del proyecto 

El objetivo principal de este proyecto es aplicar la metodología de Attribute based 

forecasting, utilizada actualmente en Accenture, en un proyecto concreto (proyecto LINK) 

con datos reales, introducir posibles mejoras y analizar sus efectos. Entrarían dentro de 

este objetivo principal los siguientes puntos: 

 Entender la metodología usada para hacer el forecast en el proyecto LINK. 

 Entender la metodología de Attribute based forecasting utilizada en otros proyectos 

de Accenture. 

 Aprender a programar en lenguaje R. 

 Programar un código para aplicar la metodología de Attribute based forecasting 

adaptándola al proyecto LINK. 

 Analizar los resultados y aplicar posibles mejoras. 
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3.3. Estructura de la memoria  

El núcleo de la memoria está dividido en 4 partes: 

 Primero se da a conocer el proyecto LINK. Se detalla las características, los 

requerimientos del cliente y las técnicas utilizadas para obtener la predicción de 

ventas. 

 Después se introduce cómo se aplica la metodología de Attribute based forecasting 

en otros proyectos, en concreto, en el proyecto ATNI.  

 La tercera parte se dedica a explicar la adaptación del uso de la metodología de 

Attribute based forecasting de un proyecto al otro. 

 Finalmente se proponen distintas mejoras a la aplicación de la metodología con 

respecto al proyecto ATNI. 
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País 

4. El proyecto LINK 

4.1. Introducción 

Un cliente X le pide al equipo de analistas de Accenture hacer el forecast de las ventas de 

sus productos. En los siguientes apartados se describirán tanto los requerimientos del 

cliente como la metodología utilizada por los analistas para hacer la predicción de ventas. 

El cliente vende productos relacionados con la cosmética: pintalabios, maquillaje, lociones 

corporales, etc. Estos productos engloban distintas marcas y se venden en distintos países. 

Actualmente el cliente realiza la predicción de ventas con su propio método a partir de APO 

(Advanced Planner & Optimizer), una aplicación informática diseñada para ayudar a una 

compañía a mejorar su planificación de producción, precio, programación y envío de 

productos [1]. 

El objetivo general de la predicción es reducir o controlar el stock de los distintos 

almacenes. Cada país tiene una red de distribución independiente que va desde un 

almacén central hasta las tiendas donde va a comprar el consumidor final, pasando antes 

por distintos niveles de almacenes más pequeños.  

El cliente necesita conocer las predicciones del ‘Sell IN’, que son los productos que salen 

del almacén central. Por este motivo, el forecast se realiza a nivel mercado y también por 

marca. 

  

 

 

 

 

 

Fig.  1. Esquema de red de distribución. 
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4.2. Requerimientos del forecast desde el punto de vista del 

cliente 

 Cada mes se genera un nuevo forecast donde se añaden los datos de las ventas 

del mes anterior. El forecast generado se entregará a cliente a finales de mes. 

 Se necesita un forcast a 28 meses vista (se predicen las ventas de 28 meses) 

para poder tener una visión enfocada al plan de negocios. 

 El forecast generado ha de ser lo más exacto posible a 5 meses vista. El mes que 

corresponde a ese periodo se le llama LAG 5. Por ejemplo,  el forecast entregado a 

cliente en el mes de mayo o ciclo de mayo (donde se tienen datos históricos de las 

ventas hasta el mes de abril) debe ser lo más exacto posible en el mes de 

septiembre (LAG 5). Esto se debe a la capacidad de reacción en el almacén central. 

Sabiendo una estimación de las ventas con este periodo de antelación, se es capaz 

de actuar y gestionar los pedidos a tiempo. 

 

LAG 1 LAG 2 LAG 3 LAG 4 LAG 5 

MAYO JUNIO JULIO AGOSTO SEPTIEMBRE 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Tabla 1: Definición de Lag para el ciclo de mayo. 
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Tabla 2: Distribución de marcas según mercado y región contempladas en el ciclo. 

 

 

 

 

 

 

 

4.3. Descripción del proyecto piloto 

Los analistas le proponen al cliente realizar el forecast a partir de métodos estadísticos más 

avanzados y así mejorar la exactitud del forecast obtenido con la aplicación APO. 

Con el fin de introducir la nueva metodología se empieza un proyecto piloto con un conjunto 

representativo de productos clasificados por marcas, mercados y regiones. 

 

Región Europa 

Mercado 1 2 3 4 

Marcas 

A B D D 

C C C   

E E E   

 

 

La razón de ser de esta clasificación tiene varios motivos: 

1) Que se pueda comparar con el forecast del cliente. 

2) Que sea representativa de todo el conjunto de datos: 

 REGIONES: Europa. 

 MERCADOS: 

- 1 y 2: lugares donde el forecast del cliente obtiene peores resultados y en 

consecuencia hay más margen de mejora. 

- 3: mercado donde actualmente el cliente realiza el forecast de forma manual 

ya que no disponen de la aplicación APO. 

 MARCAS: 

- D: marca más importante a nivel regional tanto en volumen de ventas como 

en número de productos. 

- A, B, D: marcas más importantes dentro de sus respectivos mercados. 
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Tabla 3: Clasificación de productos según la volatilidad y el volumen de las ventas. 

 

 

 

 

 

 

 

4.4. Descripción de la metodología 

El proyecto está basado en ciclos. Cada ciclo coincide con el periodo de tiempo del mes 

correspondiente. El ciclo de enero coincidiría con el mes de enero y así para todos los 

meses restantes. 

4.4.1. Procedimiento realizado en cada ciclo 

1) Recogida/obtención de datos. 

2) Segmentación y limpieza de historia: se clasifican los productos según dos criterios 

basados en el volumen de ventas y la volatilidad de las mismas. 

 

Clasificación volatilidad 

X Productos con ventas estables 

Y Productos con ventas volátiles 

Z Productos con ventas muy volátiles 

Clasificación Volumen de ventas 

A Alto 

B Medio 

C Bajo 

 

      

La limpieza de historia se realiza a partir de un código de R. Su función es sacar los 

‘outliers’ que son los puntos de historia no representativos estadísticamente. 

3) Generar el forecast con el código de R.  

4) Forecast review: revisión del forecast generado. A partir de un sistema de alertas, 

se seleccionan los productos que se han de revisar manualmente. Se revisan uno a 

uno para comprobar que la predicción sea coherente con los datos históricos y se 
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utiliza la información de mercado que no está presente en la metodología del 

forecast obtenido con R para hacer las modificaciones pertinentes. A parte de 

seleccionar los productos que hay que revisar según el sistema de alarmas, 

también se hace una preselección según la clasificación al que pertenece el 

material. 

En el caso de los productos con clasificación A-X, no se suele modificar el resultado 

del forecast. Para un producto estable y con mucho volumen en la mayoría de los 

casos un resultado basado en métodos puramente matemáticos suele ser más 

fiable que el criterio humano. 

En el caso de los productos con clasificación A-Z, la prioridad de revisar es muy 

elevada porque al haber mucho volumen de ventas (A) el resultado obtenido en 

estos productos tiene un gran impacto a nivel general, y al ser muy volátiles, las 

predicciones puramente matemáticas no suelen ser tan fiables. 

5) Calculo de los KPI’s para el forecast optimizado en el mes anterior: se comparan las 

ventas del mes anterior (que ahora ya están disponibles) con el forecast donde el 

mes optimizado coincide con el mes anterior. Por ejemplo en octubre se reciben los 

datos de las ventas de septiembre y estas se comparan con el forecast realizado en 

mayo, ya que para el forecast realizado en mayo el mes optimizado es septiembre. 

El KPI contra el que se miden los resultados del forecast es el siguiente: 

WFA: weighted forecast accuracy. Mide a nivel agregado el porcentaje de error con 

respecto al forecast.  

 

 

6) Adhoc analysis: realización de análisis para adoptar posibles mejoras en los 

próximos ciclos. 

4.4.2. Metodología del forecast generado con R 

Los analistas generan un código con R para hacer el forecast adaptado a los 

requerimientos del cliente. Las principales características son las siguientes: 

 Se calcula el forecast con un horizonte de 28 meses. El primer mes de forecast 

coincide con el mes del ciclo en el que se lanza el forecast. Si por ejemplo el ciclo 

actual es mayo, el primer mes para el que se calcula la previsión de ventas es 
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Tabla 4: Clasificación de los productos según la metodología de predicción usada. 

 

 

 

 

 

 

 

mayo. 

 Se clasifican los productos según los meses de historia que tienen y se les aplica 

una metodología u otra según esta clasificación. 

 

Meses de historia Metodología de forecast 

0 - 5 No se realiza forecast 

6 - 12 Naive_MA (media de los 6 últimos meses) 

13 - N Competición de un set de modelos 

 

 

4.4.2.1. Productos de 0 a 5 meses de historia 

Quedan fuera  del contrato con el cliente y por esta razón no se realiza su forecast. 

4.4.2.2. Productos de 6 a 12 meses de historia 

La metodología consiste en aplicar el modelo Naive_MA el cual realiza la media a los 

meses de historia indicados. En este caso se aplica a los últimos 6 meses. 

4.4.2.3. Productos de 13 a N meses de historia 

Para cada producto con 13 o más meses de historia, se hace competir un conjunto de 

modelos. Este conjunto forma parte de modelos de las familias como Arima, Ets, Stl, Ucm y 

Neural Networks.  

A partir de un test llamado backtesting se determina el modelo que da mejores resultados a 

pasado, luego se ajustan sus parámetros y finalmente se realiza el forecast. El backtesting 

consiste en  simular que se está en un determinado mes (anterior al actual). Para ese mes 

se lanza un forecast con un modelo determinado. Se compara el resultado del forecast 

obtenido en el lag que se quiere optimizar con los datos reales y se calcula el mean 

absolute error (MAE). Este proceso se realiza para varios meses y se calcula la media de 

los resultados obtenidos en todos los meses. Al final cada producto tendrá un resultado de 

backtesting por cada modelo. El modelo ganador será el que haya dado un mejor resultado 

(valor del MAE más pequeño) y se utilizará para hacer el forecast en este ciclo. El número 

de meses de backtesting dependerá de la historia disponible de cada producto: 
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- Productos de 13 a 15 meses de historia: backtesting de 3 meses.  

- Productos de 16 a 21 meses de historia: backtesting de 6 meses. 

- Productos de 22 a N meses de historia: backtesting de 12 meses. 
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Figura 2: Meses de Backtesting según clasificación de  historia. 
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Figura 3: Backtesting de 12 meses optimizado a lag 5. 

 

 

 

 

 

 

 

Con tal de que se entienda mejor la metodología de backtesting, se explica un ejemplo a 

continuación: 

Ejemplo de un backtesting de 12 meses optimizado a lag 5: 

 

 

 

En el caso de la figura anterior el mes actual es mayo de 2015. Si se quiere optimizar a 

lag5 querrá decir que es prioritario obtener la mejor predicción en el mes de septiembre de 

2015. 

Para cada producto en concreto se aplicará el siguiente proceso con cada modelo:  

Al ser un backtesting de 12 meses, se harán 12 iteraciones de simulación. El primer mes de 

backtesting corresponde a mayo de 2014 (marcado como B1 en la figura 3). B1 ha de 

coincidir con el lag5 de la primera iteración y en consecuencia la fecha “actual” de la 

primera simulación será marzo de 2014 (H1 en la figura) y se tendrán datos hasta febrero 

de 2014. Calculando el error entre el resultado obtenido del forecast y el valor real de las 

ventas para el mes de mayo 2014 (B1) se obtiene el resultado de la primera simulación  del 

backtesting. A continuación se realizaría el cálculo de B2 de la misma forma (simulando 

estar en abril 2014 (H2) con datos hasta maro de 2014) y así para los 10 meses restantes. 

El resultado final del backtesting para el modelo en cuestión seria la media de los 

resultados en los12 meses de backtesting B1, B2,…, B12. Al final para cada modelo habrá 

un resultado de backtesting. El que tenga un valor más bajo será el que minimiza el error 

del forecast a pasado y por lo tanto el que a priori tiene que dar un mejor resultado a lag5 

en el futuro. 
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5. El proyecto  ATNI 

5.1. Introducción  

En el proyecto ATNI los analistas de Accenture deben realizar el forecast para productos de 

ropa. Este tipo de productos al estar sujetos a la moda se caracterizan por tener pocos 

meses de historia (2 años de media) y por el hecho de que un alto porcentaje de ellos son 

nuevos lanzamientos. Las metodologías usadas en el departamento que dan mejores 

resultados incluyen modelos matemáticos que necesitan un mínimo de 13 meses de 

historia y por lo tanto no son aplicables en todo el rango de productos contemplados en 

este proyecto.  Con tal de solucionar esta problemática, los analistas aplican el concepto de 

Attribute based forecasting.  

5.2. Concepto de Attribute based forecasting aplicado al caso 

ATNI 

El objetivo principal de aplicar Attribute based forecasting en este proyecto es adjudicar una 

historia suficientemente larga a todos aquellos productos que no la tengan para poder usar 

las metodologías que dan predicciones más exactas.  

La cartera de productos se divide en dos grupos. El primer grupo contempla los productos 

que tienen más de 13 meses de historia (productos maduros) a los que se les aplica la 

metodología de predicción de ventas directamente. El segundo grupo contiene los 

productos con un máximo de 12 meses de historia (productos nuevos) al que antes de 

aplicarle la metodología de predicción de ventas se le aplica la metodología de attribute 

based forecasting, el procedimiento del cual es el siguiente:  

1) Elegir producto similar. 

Todos los productos están caracterizados por una serie de atributos. Se elige como 

producto similar cualquier producto del grupo 1 que tenga los mismos atributos que 

el producto en cuestión (producto del grupo 2 al que se le quiere aplicar attribute 

based forecasting). 

2) Ajustar la serie temporal del producto similar. 

Una vez elegido el producto similar, se ha de ajustar su serie a la del producto 

nuevo. Los pasos a seguir son los siguientes: 
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 Primero se normaliza la serie para que tenga valores de media 0 y 

desviación estándar 1 y luego se reescala la serie para que tenga la misma 

media y desviación estándar que la serie del producto nuevo. 

 

 

Las medias tanto de la serie similar como la de la serie nueva así como sus 

desviaciones estándar se calculan para los meses que coinciden con la de 

historia del producto nuevo.   

3) Obtener serie final 

Una vez obtenida la serie ajustada, se obtiene la serie final sustituyendo los meses 

de la serie del producto nuevo en la serie ajustada. 

4) Calcular la estimación de ventas. 

Finalmente se calcula la estimación de ventas del producto nuevo con la serie 

obtenida a partir de los métodos que se elijan, que en este caso, es la misma que 

se utilizaba en el proyecto LINK para los productos de 13 a N meses de historia. 
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6. Adaptación del caso ATNI al proyecto LINK 

6.1. Introducción  

Tal y como se menciona en el apartado 4.3.1.2.2. la metodología que se usa actualmente 

en el proyecto LINK para los productos de entre 6 y 12 meses de historia es la aplicación 

del modelo Naive_MA. Este modelo consiste en el cálculo de la media de los últimos 6 

meses de historia. Con esta metodología el WFA obtenido está alrededor de un 30%. Este 

resultado es muy bajo en comparación con el 75% que se obtiene para los productos de 

más de 13 meses de historia1. Con el fin de aumentar el resultado de este KPI se adaptó la 

metodología de attribute based forecasting usada en el proyecto ATNI y posteriormente se 

calculó el backtesting, la estimación de los parámetros y la predicción de ventas como si 

fueran productos de más de 13 meses de historia. Los resultados se testearon con datos 

reales para el ciclo de mayo. 

Para poder adaptar todo el procedimiento de un proyecto al otro se hizo el código de nuevo 

ya que era más fácil teniendo en cuenta que la base de datos tenía campos distintos, y que 

las características no eran exactamente iguales. Los principales cambios para la 

adaptación fueron 3: 

El primer cambio estaba en el rango de aplicación. En el caso ATNI los productos donde se 

aplicaba Attibute based forecasting eran todos aquellos que tuvieran 12 o menos meses de 

historia mientras que para el caso LINK solo comprendían los productos que tuvieran de 6 

a 12 meses (para los de 0 a 5 no se hacía forecast por temas relacionados con el contrato 

del cliente). 

El segundo cambio tiene relación con el tipo de productos que tenía cada proyecto. Para el 

caso ATNI, los productos eran productos de ropa básicos de una sola marca y por lo tanto 

había un número reducido de atributos y además cada atributo tenía pocas categorías. Los 

atributos eran el color, el tamaño, el tipo de tejido y el país o región. En el caso LINK los 

productos al estar relacionados con la cosmética, eran de distintas marcas y países, tenían 

numerosos atributos de tipo jerárquico y muchas categorías. Debido a esta diferencia en el 

caso LINK se podían encontrar productos nuevos que no tuvieran un producto con todos 

los atributos iguales y por este motivo a la hora de elegir el producto similar se propuso 

elegir el producto con el máximo número de atributos iguales posibles.  

                                                

1 Por motivos de confidencialidad estos resultados han sido ligeramente modificados y no coinciden 

con los valores reales. 
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El tercer cambio  está vinculado con el scope de los productos maduros. En el caso LINK 

había productos maduros que tenían ventas nulas en los últimos meses de historia. Estos 

productos fueron eliminados del scope de productos maduros porque con ellos, los 

resultados de la media y la desviación estándar no servirían para poder ajustar la serie del 

producto similar. Así pues, se eliminaron todos aquellos que tuvieran los últimos 4 meses 

de historia nulos. 

6.2. Código 

El código consta de una parte principal main_code_attribute_based_forcasting y varias sub-

funciones obtain_serie_X, donde X puede ser cualquiera de las diferentes clasificaciones 

de los productos. En este caso X correspondería a 6_12M y para futuras líneas de trabajo 

1M o 2_5M. 

6.2.1. Código principal: Main_code_attribute_based_forecasting  

La estructura del código está dividida en 7 partes: 

0) Header. 

Corresponde al encabezamiento donde se limpia el espacio de trabajo, se bajan los 

paquetes requeridos por R y se definen los directorios. 

1) Data input preparation. 

a) Load and read data base. 

Se baja y se lee el archivo de la base de datos. Se cambia el formato de los 

elementos según se requiera (las columnas que contienen fechas se cambian a 

formato fecha de R, y lo mismo para las de tipo factor y carácter). Por último se 

divide la tabla de la base de datos en dos, una que contiene los atributos 

(att_DB) y otra que contiene la historia (sellin_DB).  

b) Classify products in new products (6-12, 2-5 or 0-1) and mature products 

(13-21, 22-N). 

Se calculan los meses de historia que tiene cada producto y se clasifican según 

el tipo al que pertenezcan: 

 Para futuras líneas de trabajo se hace la subdivisión de los dos 

siguientes grupos: 
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1M: un mes de historia  

2_5M: de 2 a 5 meses de historia 

 Para los productos donde se aplicará attribute based forecasting se 

realiza la subdivisión:  

6_12M: de 6 a 12 meses de historia. Son los considerados productos 

nuevos. 

 Finalmente el último grupo de productos son requeridos para poder 

aplicar la metodología de la estimación de ventas del caso LINK. Son los 

considerados productos maduros. 

13_15M: de 13 a 15 meses de historia 

16_21M: de 16 a 21 meses de historia 

N_22M: de 22 a N meses de historia 

Por último la tabla de datos att_DB se divide en att_new (contiene los atributos 

de los productos nuevos) y att_mature (contiene los atributos de los productos 

maduros). Y lo mismo para la tabla de sellin_DB obteniendo sellin_new y 

sellin_mature. 

2) Obtain long time serie of new products. 

a) Long time serie = time series of attribute based forecasting method. 

Se obtienen la series temporales “largas” resultado de aplicar la metodología 

attribute based forecasting. Se llama a la función correspondiente que en este 

caso es la llamada Obtain_serie_6_12M para que devuelva una tabla (SNL) que 

contendrá las nuevas series temporales de los productos nuevos que tienen 

entre 6 y 12 meses de historia. 

b) Define scope. 

La serie larga obtenida puede contener ventas negativas. Si es así se decide si 

se ponen a cero o simplemente no se puede obtener una predicción con esta 

metodología para estos materiales (para el cálculo del KPI se consideran las 

dos opciones). 

3) Data preparation, input for LINK method. 
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a) Prepare data for naive_MA code. 

Se preparan los datos para calcular el forecast a partir del modelo Naive_MA. 

b) Prepare data for forecast_LINK code. 

Se preparan los datos para calcular el forecast a partir de la metodología 

utilizada en LINK para productos de más de 13 meses de historia. 

4) Obtain forecast. 

a) Naive_MA method. 

Se calcula la media de los últimos 6 meses de historia para todos los productos. 

b) Forecast_LINK method. 

Se cargan los datos obtenidos de la metodología de la predicción de ventas 

usada en LINK2. 

5) Calculate KPI’s.  

Se calcula el WFA. 

6) Graph to compare results. 

Se muestran los resultados gráficamente y se comparan las estimaciones de ventas 

obtenidas en ambas metodologías contra los datos reales disponibles hasta el 

momento. 

6.2.2. Código función: obtain_serie_6_12M 

Las variables de entrada de esta función son las series temporales y los atributos del 

producto nuevo y de los productos maduros. La estructura del código está dividida en 2 

partes: 

1) Check product with similar attributes. 

Se elige como producto similar el primer producto maduro encontrado que tiene los 

mismos atributos que el producto nuevo. Si no hay ningún producto maduro con 

                                                

2 Debido a la privacidad requerida por la empresa no es posible documentar el código utilizado para 

calcular la predicción de ventas. 
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Tabla 5: Listado de los atributos del caso LINK. 

 

 

 

 

 

 

 

todos los atributos iguales, se busca el que tenga todos los atributos menos uno y 

así sucesivamente. Al ser atributos jerárquicos, el atributo que se elimina primero es 

el que  da un mayor detalle. En la tabla (5) se pueden ver los distintos atributos 

utilizados de menor a mayor detalle siendo la descripción del producto el atributo 

que más detalle da sobre el producto y por lo tanto sería el primer atributo en 

eliminarse en el caso de no encontrar ningún producto similar con todos los 

atributos iguales. 

 

Mercado 

Marca 

Descripción del grupo de producción 

Descripción de la sección de ventas 

Descripción de la marca  

Descripción de la línea de producto 

Sub-descripción de la línea de producto 

Descripción de la categoría principal  

Descripción de la categoría 

Sub-descripción de la categoría 

Descripción de la familia del producto 

Descripción de producto 

 

 

 

2) Obtain_Serie 6-12 function. 

a) Adjust the time serie “S_mature” to the S_new_product” time serie. 

 Una vez escogido el producto similar se ajusta su serie temporal a la del 

producto nuevo. Se normaliza la serie para que tenga valores de media 0 y 

desviación estándar 1 y luego se reescala la serie para que tenga la misma 

media y desviación estándar que la serie del producto nuevo. 
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Tabla 6: Resultados WFA  en el lag optimizado (septiembre) para las metodologías 

Naive_Ma y Attribute based forecasting. 

 

 

 

 

 

 

 

b) Obtain “S_mature_+_S_new_product” time serie. 

Finalmente se sustituyen los meses de la serie temporal del producto nuevo en 

la serie temporal ajustada del producto similar. Esta serie temporal será la 

variable de salida de la función y se usará para calcular la estimación de ventas 

con la metodología de LINK. 

6.3. Resultados 

Para el cálculo de los resultados se hizo una simulación del ciclo de mayo de 2015 con un 

total de 1500 productos nuevos y 5000 productos maduros. Para este ciclo el mes 

optimizado es septiembre y por lo tanto los resultados siguientes corresponden al WFA de 

este lag5. La siguiente tabla muestra estos resultados para dos casos, el primero, para el 

caso en el que las ventas negativas de la serie similar ajustada se ponen a cero. Y el 

segundo caso corresponde al WFA de los productos en los que no han aparecido ventas 

negativas. 

 

Simulación ciclo de 

mayo 

WFA opt 

Naive_MA % 

WFA  opt 

Attribute.B.F % 

% Scope new 

products 

Productos nuevos con 

ventas negativas a 

cero 

28,50 49,31 100 

Productos nuevos sin  

ventas negativas 

30,15 49,72 55 

 

 

Los datos de la tabla 6 reflejan claramente las ventajas de la aplicación de la metodología 

attribute based forecasting frente al modelo Naive_MA. A pesar de que muchos productos 

contenían ventas negativas al obtener la serie ajustada del producto similar, el WFA solo se 

ve ligeramente afectado por este aspecto. 
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Tabla 7: Resultados WFA  de la propuesta 1, en el lag optimizado (septiembre) para las 

metodologías Naive_Ma y Attribute based forecasting. 

 

 

 

 

 

 

 

7. Propuestas de mejora 

Con tal de mejorar los resultados obtenidos en la simulación anterior, se propusieron 3 

modificaciones con respecto a la adaptación inicial que se detallan a continuación. 

7.1. Propuesta 1: versión_correlación 

La primera propuesta de mejora fue escoger como producto similar aquel que teniendo un 

máximo número de atributos igual al producto nuevo, tuviera una mayor correlación. Esta 

correlación se calculaba para el periodo de meses que coincidía con la historia del producto 

nuevo. En el caso de que todo el conjunto de productos similares tuviera una correlación de 

cero o negativa, el producto que se elegía como similar era el primero tal y como se hacía 

en la versión anterior. Para el cálculo de la correlación, se usó la correlación de Pearson: 

 

 

7.1.1. Resultados 

 

Simulación ciclo de 

mayo 

WFA opt 

Naive_MA % 

WFA  opt 

Attribute.B.F % 

% Scope new 

products 

Productos nuevos con 

ventas negativas a 

cero 

28,50 56,92 100 

Productos nuevos sin  

ventas negativas 

33,20 59,82 63 

 

 

Los resultados siguen favoreciendo a la metodología Attributed based forecasting y se 

cuantifica notablemente el incremento del WFA con respecto a la adaptación inicial. Se ven 

reducidos el número de productos con algún mes con ventas negativas. 
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7.2. Propuesta 2: versión_correlación_pesos 

La segunda propuesta de mejora fue escoger todos los productos similares con un máximo 

número de attributos igual al producto nuevo, para sacar una nueva serie similar a partir de 

una ponderación de pesos según la correlación de cada producto. Los pasos eran los 

siguientes: 

1) Check products with similar attributes. 

Se elige el conjunto de productos similares como todos aquellos que tienen un 

máximo número de atributos iguales al producto nuevo. 

a) Calculate correlation and weight ratio. 

Se calcula la correlación que tiene cada uno de ellos con el producto nuevo 

(para los meses de historia del producto nuevo) y se calcula el coeficiente peso. 

Luego se eliminan como posibles productos similares aquellos con correlación 

negativa o cero. En el caso de que todos los productos tengan correlaciones 

negativas o cero se elige como producto similar el primero que se encuentra. 

 

 

       n: número de productos similares. 

       i: producto similar al que se le calcula el coeficiente peso.  

b) Obtain time serie ‘similar’. 

Se obtiene la serie similar con la siguiente formula: 

 

 

       

2) Obtain_Serie 6-12 function. 

Se obtiene la serie ajustada tal y como se hacía en la adaptación del caso ATNI. 
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Tabla 8: Resultados WFA  de la propuesta 2, en el lag optimizado (septiembre) para las 

metodologías Naive_Ma y Attribute based forecasting. 

 

 

 

 

 

 

 

7.2.1. Resultados 

 

Simulación ciclo de 

mayo 

WFA opt 

Naive_MA % 

WFA  opt 

Attribute.B.F % 

% Scope new 

products 

Productos nuevos con 

ventas negativas a 

cero 

28,50 53,24 100 

Productos nuevos sin  

ventas negativas 

38,65 57,91 77 

 

 

A pesar de la diferencia con los resultados obtenidos por el modelo Naive_MA, esta 

propuesta desfavorece la exactitud de la predicción con respecto a la lo propuesta número 

uno. Aun así los productos con ventas negativas se reducen  y el forecast para los 

productos sin ventas negativas no decrece tanto en comparación con el obtenido poniendo 

a cero las ventas negativas. 
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Tabla 9: Resultados WFA  de la propuesta3, en el lag optimizado (septiembre) para las 

metodologías Naive_Ma y Attribute based forecasting. 

 

 

 

 

 

 

 

7.3. Propuesta 3: versión_correlación_pesos_con_relajación 

La tercera propuesta de mejora fue relajar la condición de los atributos iguales al producto 

nuevo. Así pues, en esta versión se elegían como productos similares todos aquellos que 

tuvieran el máximo número de atributos iguales menos uno. El procedimiento es el mismo 

que en la propuesta 2. 

7.3.1. Resultados 

 

Simulación ciclo de 

mayo 

WFA opt 

Naive_MA % 

WFA  opt 

Attribute.B.F % 

% Scope new 

products 

Productos nuevos con 

ventas negativas a 

cero 

28,50 62,61 100 

Productos nuevos sin  

ventas negativas 

38,65 62,73 77 

 

 

Los resultados de la última propuesta distan del 75% que se obtiene para los productos de 

más de 13 meses de historia, aun así aumenta positivamente la exactitud del forecast con 

respecto a las otras propuestas y sobretodo en comparación a los resultados de la 

metodología actual usada en el proyecto LINK. 
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8. Planificación temporal y costes 

Para este estudio se han tenido en cuenta los costes de personal, de licencias de software 

y los recursos materiales.  

En los costes de personal se ha considerado el precio que paga un cliente por un analista 

de primer año. Se ha desglosado los costes en distintas fases para ver las horas dedicadas 

a cada una de ellas. Las fases pertenecen a la creación de la base de datos, la 

programación e implementación del código así como su testeo y por último el análisis de los 

resultados. 

En los costes de software se ha contado una vida útil de 4 años (1840 horas laborables al 

año). 

Los recursos materiales han sido el portátil con una vida útil de 4 años y la electricidad con 

un coste sin I.V.A. de 0,14 euros en promedio de los costes fijos y los variables. 

El coste total del proyecto han sido 16147 € el 99% del cual corresponde a costes de 

personal ya que la mayoría de programas informáticos utilizados son libres. A continuación 

se muestra los costes detallados en la tabla 10. 
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Tabla 10: Presupuesto desglosado del proyecto. 

 

 

 

 

 

 

 

 

 

 

 

  

 

 

C
o

st
e

 d
e 

p
er

so
n

al
 

Concepto 
Precio por hora 

(€/h) 
Tiempo invertido 

(h) 
Total (€) 

Base de datos 35 100 3500 

Programación 35 230 8050 

Análisis de resultados 35 50 1750 

Total   380 13300 (1) 

      

So
ft

w
ar

e
 

Concepto 
Precio 

adquisición (€) 
Vida útil (h) 

Tiempo 
utilización (h) 

Amortización 

Excel 2013 135 7360 100 2 

R 0 7360 280 - 

MobaXterm 0 7360 10 - 

Forticlient 0 7360 10 - 

Word 2013 135 7360 50 1 

Total       3 (2) 

      

C
o

st
e

s 
m

at
er

ia
le

s Concepto  Coste (€) Vida útil (h) Utilización (h) 
Amortización 

(€) 

Ordenador portátil 700 7360 380 37 

Concepto  Potencia (KW) Utilización (h) Precio KWh (€) 
Amortización 

(€) 

Consumo eléctrico portátil 0,075 380 0,14 4 

Total       41 (3) 

      

C
o

st
e

s 

to
ta

le
s Concepto       Total (€) 

Total antes de impuestos (1) + (2) + (3)     13344 (4) 

I.V.A. 21% de (4)     2803 

Coste total del proyecto (4) + (5)     16147 (€) 
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Figura 4: Diagrama de Gantt. 

 

 

 

 

 

 

 

En el siguiente diagrama de Gantt se representan las actividades realizadas durante el 

proyecto y su duración. Los análisis se realizan de forma continua con la programación ya 

que están extraídos a partir del código.  
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Conclusiones 

La predicción de ventas se ha convertido en una parte fundamental para la organización de 

una empresa y por esta razón se invierten millones en proyectos cuyos objetivos son 

conseguir  predicciones lo más exactas posibles. En este aspecto, la predicción de ventas 

basada en atributos es una metodología capaz de conseguir resultados aceptables para la 

toma de decisiones en el ámbito de gestión empresarial y son especialmente útiles para 

productos nuevos o con poca historia. 

Los objetivos en el ámbito académico se han logrado exitosamente con el aprendizaje del 

lenguaje de programación R y con la base teórica de las series temporales y su predicción. 

También se ha conseguido mejorar las aptitudes profesionales en distintas disciplinas.  

Las propuestas de mejora han aumentado la exactitud de la predicción de ventas 

sustancialmente con respecto a la metodología usada actualmente (media de los últimos 6 

meses de historia) y ligeramente con respecto a la metodología utilizada en el proyecto 

ATNI.  

  

 



Pág. 36  Memoria 

 

9. Líneas futuras de trabajo 

Los siguientes pasos para futuras propuestas de trabajo serían: 

1) Analizar los mismos procedimientos en otros ciclos. 

2) Analizar más detalladamente como influye la relajación de los atributos y el hacer 

más estricta la condición de correlación.  

3) Introducir nuevos atributos que no sean jerárquicos como pueden ser el color, el 

tamaño, si es para hombre o mujer, etc. Los cuales no se han podido implementar 

en este trabajo porque no se tenían disponibles cuando se elaboró la base de 

datos. 

4) Buscar nuevos criterios para elegir los productos similares. 

5) Introducir la canibalización como parámetro a estudiar.  

6) Añadir como parte del scope productos nuevos de 1mes o de 2 a 5 meses. 
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